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Kapitel 1

Einleitung

In den letzten Jahren ist bei vielen Unternehmen die t •aglich anfallendeMenge an Da-
ten kontinuierlich gestiegen.Neue Gesch•aftsfelder, insbesonderedie M•oglichkeiten des
Internet haben dazu gef•uhrt, dassgeradeim Bereich desHandels,mit seinergro�en und
weiterhin ansteigendenVielfalt an unterschiedlichen Produkten und Kundenpro�len, per-
manent neueDaten erzeugtwerden. Hieraus entstand das Problem, dassdas Informati-
onsangebot, f•ur dasUnternehmensmanagement zunimmt und dessenVersorgungmit den
entscheidungsrelevanten Daten zunehmenderschwert wird.

Im ZugedieserEntwicklung sind neueMethodenentstanden, die denUnternehmenhelfen
sollen,die jeweils f•ur sieentscheidendenInformationen ausdiesengro�en Datenmengenzu
extrahieren.Dabei habensich zwei unterschiedliche Ans•atzeherausgebildet.Auf der einen
Seite hat sich das Online Analytical Processing(OLAP) entwickelt, das die M•oglichkeit
bietet, interaktiv auf die Unternehmensdatenzuzugreifen. •Uber entsprechende Schnitt-
stellen ist es hiermit m•oglich die Daten aus unterschiedlichen unternehmensrelevanten
Blickwinkeln und Aggregationsstufenzu betrachten. Die Hauptfunktionen desOLAP sind
die Verdichtung bzw. Aggregationund die Analyseder Daten entlang eineroder mehrerer
Dimensionen.

Ein alternativer Ansatz hat sich mit dem Data Mining ergeben. Hierin wird nach ei-
ner g•angigenDe�nition die Suche nach implizit vorhandenem,zuvor unbekanntem und
potentiell n•utzlichem Wissen in den Daten verstanden.Eine etwas hiervon abweichende
Erkl•arung beschreibt Data Mining als eine Vielzahl von Techniken, die dazu verwendet
werden,entscheidungsrelevante Informationen und Zusammenh•angein denDatenmengen
zu identi�zieren, um diesedann im Rahmender Entscheidungs�ndung im Unternehmen
einzusetzen.Der Schwerpunkt der Data-Mining-Methoden liegt weniger im interaktiven
Dialog mit dem Benutzer, als vielmehr in der selbst•andigen Suche der Data-Mining-Sy-
stemenach impliziten Zusammenh•angenin den Daten.

Da beide Methoden dem Unternehmen Entscheidungsgrundlagenbieten, werden diese
auch unter dem Oberbegri� der Decision-Support-Systeme zusammengefasst.Die Ein-
satzm•oglichkeiten und die Bedeutung solcher

"
Entscheidungsunterst•utzenden\ -Systeme

in den Unternehmennehmen,aufgrund der zuvor beschriebenenwachsendenAnzahl an
verf•ugbarenDaten, fortlaufend zu. Soist ihre Verwendungnicht nur auf dasUnternehmen
beschr•ankt, sonderndiesewerden auch in anderenBereichen der Wirtschaft, aber auch
im Rahmender Forschung eingesetzt.Aktuelle Einsatzgebietesind hier beispielsweisedie
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Unterst•utzung bei der Analyse von Gendatenbanken, der Einsatz im Bereich der Physik
oder Medizin.

1.1 Inhalt und Ziel der Arb eit

Diese gro�en Datenmengenf•uhren dazu, dasses immer wichtiger wird die zu untersu-
chendenDaten so abzuspeichern, dassdie darauf ablaufendenAnalysen, sei es nun im
Rahmen des Data Mining oder OLAP, optimal durch die zugrundeliegendeDatenbasis
unterst•utzt werden. Im Gegensatzzu den in [Wag00b] beschriebenenAns•atze, liegt der
Schwerpunkt dieserArbeit in der Identi�k ation der Optimierungsm•oglichkeiten, wie sie
im Zusammenhangmit dem Data-Mining entstehen.

Ausgangspunkts•amtlicher Data-Mining-Analysen sind immer bereits verf•ugbare Daten,
die entwederdirekt ausdenoperativenSystemenoder auseinemvorhandenenData Ware-
househeraus,das die Datenbasis in bereinigter Form den Anwendungenzur Verf•ugung
stellt, verwendet werden. Eine solche Datenbasis wurde im Rahmen dieser Arbeit vor-
gegeben. Als Data-Warehouse-Schema wird hierf•ur das Datenbank-Schema des TPCH-
Benchmarks, im FolgendenTPCH-Schemagenannt, verwendet.

Ziel dieserArbeit ist in einemerstenSchritt, unterschiedliche Data-Mining-Fragestellun-
gen,wie sie im Bereich desHandelsauftreten k•onnen,auf Basisder vorgegebenenDaten,
als AnwendungendesData-Mining-Tools von IBM, dem Intel ligent Miner for Data (IM) ,
zu implementieren. Hierzu m•ussenzuvor m•ogliche Szenarienauf der Basisder vorgegebe-
nen Daten identi�ziert werden.

Die so erstellten Anwendungensollen auf unterschiedliche Optimierungspotentiale hin
untersucht werden, wie sie sich im Zuge der Implementierung und Durchf•uhrung dieser
Data-Mining-Anwendungenergeben. Hierbei werden insbesonderedie Anfragen, die die
einzelnenData-Mining-Anwendungen,w•ahrend ihrer Bearbeitung an die Datenbank stel-
len und die dazugeh•origen Ausf•uhrungspl•ane betrachtet, um hierdurch verschiedeneOp-
timierungsm•oglichkeiten auf Datenbankseiteableiten zu k•onnen. In einer anschlie�enden
Analyse und den damit zusammenh•angendenMessungensollen dann die Auswirkungen
der betrachteten M•oglichkeiten untersucht und festgehaltenwerden.

1.2 Gliederung der Arb eit

In Kapitel 2 werden zun•achst die Grundlagen desData Mining betrachtet. Hierzu wird
neben der Erl•auterung der Begri�e, die im Zusammenhangmit Data Mining verwendet
werden, ein typischer Knowledge-Discovery-Prozessvon der Datenbereitstellung bis hin
zur Analyse und Interpretation der von den Data-Mining-Anwendungenberechneten Er-
gebnissevorgestellt. Im Anschluss daran wird in Abschnitt 2.3 ein •Uberblick •uber die
verschiedenenKlassenvon Data-Mining-Methoden gegeben. Der Abschluss des2. Kapi-
tels beschreibt die unterschiedlichen Einsatzm•oglichkeiten des Data Mining, wobei der
Schwerpunkt in der VerwendungdieserMethoden im Bereich desHandelsliegt.

Kapitel 3 stellt die Data-Mining-Funktionen des Intel ligent Miner for Data vor. Dabei
wird neben den technischen Eigenschaften der einzelnenAlgorithmen und einer kurzen
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Erl•auterung der dazugeh•origen Parameter,auch auf die M•oglichkeiten der Visualisierung
der Ergebnisseeingegangen.Zus•atzlich werden die verf•ugbarenstatistischen Funktionen
vorgestellt. Eine Zusammenfassungder im Intelligent Miner enthaltenen Vorverarbei-
tungsfunktionen be�ndet sich in Anhang A.

Das 4. Kapitel besch•aftigt sich mit der Auswahl der Fragestellungen,die im weiteren
Verlauf dieserArbeit betrachtet werdensollen.Hierzu geh•ort zun•achst eineBeschreibung
der verwendetenDatenbasis.Auf Grundlageder in Abschnitt 2.4allgemeinbeschriebenen
Einsatzm•oglichkeiten, sollennun in Abschnitt 4.2 konkrete Fragestellungenauf der Basis
desTPCH-Schemaserarbeitet werden.Aus diesenwerdenim Anschlussin 4.3, diejenigen
ausgew•ahlt, die im RahmendieserArbeit weitergehenduntersucht werden.

Ein allgemeinerAblauf zur Erstellung einer Data-Mining-Anwendung im Intelligent Mi-
ner wird im erstenAbschnitt des5. Kapitels erl•autert. Daran schlie�t sich eineBeschrei-
bung an, wie die in Kapitel 4 festgehaltenenFragestellungenmit Hilfe des Intelligent
Miner for Data realisiert werdenk•onnen.Hierbei wird vor allem auf die Bereitstellungder
ben•otigten Daten, durch geeigneteRelationeneingegangen.Bevor unterschiedliche Opti-
mierungsm•oglichkeiten untersucht werden k•onnen, m•ussenzun•achst die Anfragen iden-
ti�ziert werden, die das Data-Mining-Tool im Laufe der Abarbeitung der vorgestellten
Anwendungenan die Datenbank stellt, was Inhalt desAbschnitts 5.3 ist.

Die Untersuchung der Optimierungsm•oglichkeiten in Kapitel 6 besitzt zwei Schwerpunkte.
Neben den M•oglichkeiten, die sich auf der Eingabeseiteder Data-Mining-Anwendungen
ergeben, wobei speziell auf die unterschiedlichen Ans•atze zur Datenbereitstellung einge-
gangenwird, sollen auch auf die M•oglichkeiten zur Beschleunigung einer Data-Mining-
Anwendungbei der Durchf•uhrung einerAnalysebetrachtet werden.Neben denOptionen,
die der Intelligent Miner hierf•ur anbietet, wird auch der Einsatz der Scoring Services von
IBM beschrieben, die einen Teil der Data-Mining-Anwendungdirekt auf die Datenbank
verlagern.

In Kapitel 7 sollendann schlie�lic h die unterschiedlichen Optimierungsm•oglichkeiten auf
ihre Wirksamkeit hin untersucht werden. Hierzu werden Messungenauf unterschiedlich
gro�en Datenmengenmit unterschiedlichen Implementierungsalternativen und Einstellun-
genim Intelligent Miner, wie siezuvor in Kapitel 6 betrachtet wordensind, durchgef•uhrt.

Eine Zusammenfassungund ein Ausblick in Kapitel 8 bilden denAbschlussdieserArbeit.
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Kapitel 2

Grundlagen des Data Mining

F•ur vieleBegri�e, die im Zusammenhangmit Data Mining stehen,existierenoftmals noch
keineeindeutigenDe�nitionen. In Abschnitt 2.1 sollendie im weiteren Verlauf dieserAr-
beit verwendetenBegri�e erl•autert werden.Daran im Anschlusswird auf denallgemeinen
Ablauf desKnowledge-Discovery-Prozesseingegangen.

Einen •Uberblick •uber die Data-Mining-Methoden gibt dann der Abschnitt 2.3. Zus•atz-
lich wird auch einem•ogliche Einteilung in beschreibende(deskriptive) und vorhersagende
(prediktive) Techniken vorgenommen.Eine Beschreibung der vielf•altigen Einsatzm•oglich-
keiten desData Mining im Handel bildet den AbschlussdiesesKapitels.

2.1 Begri�sb estimm ungen

Data Mining is the processof discoveringhidden,previousunknownand usable
information from a large amount of data. The data is analyzed without any
expectation on the result. Data mining deliversknowledgethat can be used for
a better understandingof the data. [aus:ISO/IEC JTC1/SC32 WG4 SQL/MM
Part 6 WD, 2000]

DieseDe�nition nach ISO/IEC, beschreibt Data Mining als denProzessversteckte, zuvor
unbekannte und n•utzliche Informationen in einer gro�en Mengevon Daten zu �nden. Im
Rahmen dieser Arbeit wird die De�nition diesesData-Mining-Prozessesauf die Gene-
rierung der relevanten Informationen ausden vorverarbeiten und transformierten Daten,
alsoder eigentlichen Methodenanwendung,beschr•ankt (vgl. Abbildung 2.1).

Dar•uber hinaus beschreibt der Begri� KnowledgeDiscovery in Databases(KDD) , wie er
in [FPS95] de�niert wurde, den nichttrivialen Prozessum g•ultige, neue und potentiell
n•utzliche und letztendlich verst•andliche Muster in den Daten zu entdecken. In diesem
Verst•andnissind die Daten der Ausgangspunktund die entdeckten Muster der Endpunkt
innerhalb des KDD-Prozesses,der die Bearbeitung einer gro�en Menge an Daten, das
iterativ e Testenund die Analysevon Ergebnissenbeinhaltet. Die Analyseder Daten geht
dabei •uber das rein quantitativ e berechnen von Resultatenhinaus: dasZiel ist die Suche
nach Strukturen, Modellen,Mustern, Beziehungenoder Parametern.DasEndergebnis,al-
sodie gefundenen

"
Muster\ (engl.: patterns), solltenauch f•ur neue,noch nicht untersuchte

Daten in einemgewissenGrad g•ultig sein.
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Abbildung 2.1: Der Knowledge-Discovery-Prozess

Der Einsatz des Knowledge Discovery innerhalb einesUnternehmensum daraus letzt-
endlich einen •okonomischen Nutzen ziehenzu k•onnen, bezeichnet man als BusinessIn-
telligence [Bra99]. Hierunter wird insgesamt eine umfassendeKlassevon Anwendungen
und Technologien verstanden,die helfen soll Daten zu sammeln,zu speichern, zu ana-
lysieren und um auf diesezuzugreifen,mit dem Ziel das Unternehmen zu unterst•utzen

"
bessere\ Entscheidungentre�en zu k•onnen.Zu den Business-Intelligence-Anwendungen

geh•oren Decision-Support-Systeme,Anfrage- und Reportingtools, OLAP-Anwendungen,
Werkzeugezur statistischenAnalyse,zur Vorhersageund die Data-Mining-Anwendungen.

Unter den Begri� der Decision-Support-Systeme, fallen insbesonderes•amtliche Anwen-
dungssysteme,mit deren Hilfe der Endanwender computergest•utzte Analysen auf Ge-
sch•aftsdaten selbst•andig durchf•uhren kann.

2.2 Der Kno wledge-Disco very-Prozes s

Wie zuvor bereits beschrieben, beinhaltet der Knowledge-Discovery-Prozessmehr, als
nur die reine Suche nach relevanten Informationen. Im Einzelnenbesteht dieseraus den
folgendenin Abbildung 2.1 dargestelltenPhasen(vgl. [GB99]):

Extraktion: In der erstenPhase�ndet die Extraktion der Daten ausdenverf•ugbarenDa-
tenquellenf•ur die Verwendunginnerhalb desKnowledge-Discovery-Prozessesstatt.
Dies geschieht entweder direkt aus den operativen Daten oder sonstigenexternen,
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gegebenenfallsheterogenenDatenquellen,oder aus einembereits bestehendenDa-
ta Warehouseheraus.Da hiermit die Datengrundlagef•ur die weitere Bearbeitung
gelegtwird, ist diesePhasevon gro�er Bedeutung.

Selektion: In der Selektionsphasewerden aus den zuvor extrahierten Daten, also ent-
weder aus den Rohdaten oder den Data-Warehouse-Daten,eine Menge von Da-
tens•atzen durch geeigneteSelektion, bzw. eine Menge von Attributen durch ent-
sprechendeProjektion zur weiteren Bearbeitung ausgew•ahlt. Die Gr•unde f•ur eine
Verringerung der Daten durch entsprechende Ma�nahmen und die damit zusam-
menh•angendenAuswirkungenauf dasErgebnisund die Laufzeit einesData-Mining-
Laufs werden im Rahmen der Optimierungsm•oglichkeiten in Abschnitt 6 bespro-
chen.

Vorv erarb eitung: Die Aufgabe der Vorverarbeitungsphaseist die Untersuchung der
Qualit •at und die Bereinigung der selektierten Daten. In der Praxis hat sich nach
[GB99] gezeigt,dassdurchschnittlic h 1% bis 5% der zu betrachtendenDaten fehler-
haft sind. Hierbei lassensich die nachfolgend aufgelistetenFehlerarten unterschei-
den:

� FehlendeWerte: Zur BehandlungdieserFehlerart lassensich unterschiedliche
Techniken anwenden. Eine M•oglichkeit besteht darin, die fehlerhaften Tupel
komplett zu l•oschen, wasaber unter Umst•andenzu einer Verf•alschung desEr-
gebnissesf•uhrenkann.Eine andereM•oglichkeit besteht durch denVergleich mit
vollst•andigenDatens•atzendie fehlendenWerte zu berechnenbzw. zu sch•atzen,
zum Beispiel •uber die Bildung des Mittelw ertes oder anderer N•aherungsver-
fahren.

� Ausrei�er : Bei dieser Fehlerart sind zwar die Daten vollst•andig vorhanden,
jedoch sind beispielsweisedurch Fehleingabe einzelneWerte verf•alscht worden
und liegensomit deutlich •uber demNiveauder •ubrigenDatenwerte. Im Gegen-
satz zu obigem Problem, ist die Erkennung von Ausrei�ern (Outliers) in den
meistenF•allen recht schwierig. Zur Identi�k ation k•onnenhierzu auch entspre-
chende Data-Mining-Methoden eingesetztwerden, wie sie in Abschnitt 2.3.5
beschrieben werden. M•oglichkeit zu Fehlerbehebungbesteht auch hier durch
L•oschen desDatensatzesbzw. durch Ab•andern der falschen Werte.

In beiden F•allen k•onnen durch die Erkenntnisse die der Benutzer in dieserPhase
gewinnt, Hinweisezur Verbesserungder Qualit •at der operativen Systemegewonnen
werden.

Transformation: Die Phaseder Transformation der vorverarbeiteten Daten ist notwen-
dig, um die analyserelevanten Daten in ein Datenformat oder Datenbankschemazu
transformieren,auf dem dasData-Mining-Systemarbeiten kann.

Metho denanwendung (Data Mining): In dieser Phase �ndet das eigentliche Data
Mining statt, also die Erkennung von Mustern auf Basis der zugrundeliegenden
Daten. Eine Klassi�k ation und Beschreibung der unterschiedlichen Methoden �ndet
sich in Abschnitt 2.3.
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Information

Wissen
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Abbildung 2.2: Die Informations-Wertkette

In terpretation: In einer letzten Phasem•ussendie gewonnen Informationen durch eine
unternehmensabh•angige Interpretation in verwertbares Wissen umgewandelt wer-
den, dasunterst•utzend helfensoll, Entscheidungenzu tre�en.

Die Zusammenh•ange innerhalb dieser sogenannten Informations-Wertkette veranschau-
licht die Abbildung 2.2 [Ran00]. Ausgehendvon den Rohdatenwerden durch Festhalten
der Ver•anderungeninnerhalb der Daten Informationen gefunden,beispielsweise

"
Kunde

X kauft monatlich Warenim Wert von 500DM\ . Hierauf lassensich nun die Data-Mining-
Anwendungenanwenden,um Wissen der Art

"
Kundengruppe 5 hat einen monatlichen

Umsatz von 750DM\ zu erzeugen.Wie oben beschrieben dient eineInterpretation dieser
Informationen als Basis f•ur sp•atere Entscheidungen,um beispielsweisegezielt Werbung
anbringen zu k•onnen.

2.3 •Ub erblic k •ub er die Data-Mining-Metho den

Dieser Abschnitt soll einen •Uberblick •uber die verschiedenenKlassenvon Data-Mining-
Methoden geben. Dabei musszun•achst zwischen den Begri�en der Data-Mining-Metho-
den, -Anwendungenund -Algorithmen unterschiedenwerden.

Der Begri� Data-Mining-Methode kennzeichnet eineKlassevon Techniken, wie beispiels-
weisedie Suche nach Assoziationsregelnoder das Erzeugenvon Cluster (sieheAbschnitt
2.3.2). Ein Data-Mining-Algorithm us ist in diesemZusammenhangeine spezielleImple-
mentierung einer solchen Methode, also zum Beispiel der Apriori-Algorithm us wie er in
[AS94]zur Erzeugungvon Assoziationregelnbeschrieben wurde. Bei der Verwendungei-
nes solchen Algorithmus innerhalb einesData-Mining-Tools, wie dem Intelligent Miner
for Data von IBM oder Darwin von Oracle1, wird im Folgendenauch von einer Data-
Mining-Funktion gesprochen.

Unter einer Data-Mining-Anwendunghingegenwird in dieser Arbeit der Einsatz einer
bestimmten Data-Mining-Funktion zur L•osungeiner speziellenAufgabe verstanden.Ein
Beispiel ist der Einsatz einesAlgorithmus, mit den entsprechendenParametern und den
zu analysierendenDaten, zur Suche von Assoziationsregeln,um die Produkte einesUn-
ternehmensX zu �nden, die am h•au�gsten innerhalb des letzten Quartals miteinander
verkauft wurden.

1sieheunter www.oracle.com
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2.3.1 Concept/Class Description

Daten k•onnenmit Klassenoder Pro�len verkn•upft werden.Man kann sich vorstellen,dass
ein Unternehmenunterschiedliche Kundenpro�le basierendauf den vorhandenenDaten
erstellt. Eine genaueDe�nition der entstandenenKlassenbzw. Pro�len kann hilfreich sein,
um neueDaten entsprechend den Beschreibungenzuordnenoder vergleichen zu k•onnen.
Das Erstellen einer solchen kurzen, zusammenfassendenund exakten Beschreibung von
individuellen Klassenund Pro�len, die aus den zugrundeliegendenDaten abgeleitetwer-
den, nennt man Concept bzw. Class Description. Um eine entsprechende Beschreibung
zu erstellen,kann beispielsweiseeineder drei nachfolgendbeschriebenenVorgehensweisen
verwendet werden[HK00].

1. Data Characterization: Hierbei werdendie zu analysierendenDaten durch eineall-
gemeineBeschreibung, welche auch Zielklasse (engl.: target class) genannt wird,
der charakteristischen Datenwerte oder Eigenschaften zusammengefasst.Zum Bei-
spiel k•onnte ein Unternehmenan den Eigenschaftender Produkte interessiertsein,
die innerhalb desletzten halben Jahre einenUmsatzr•uckgang von 10%hinnehmen
mussten.

2. Data Discrimination : Durch einen Vergleich der Zielklassender zu analysierenden
Objekte mit einer oder mehrererVergleichsklassen(engl.: comparative classes, con-
trasting classes) sollendie Unterschiede,die zwischen den betrachteten Klassenbe-
stehen,herausgearbeitet werden. Ein Beispiel f•ur die Anwendung dieserMethode
ist die folgendeFragestellung:Es sollendie Eigenschaften derjenigenProdukte ver-
glichen werden,derenUmsatz im letzten Quartal um 10%gesunken ist mit denen,
die eineUmsatzsteigerungvon 20%in derselben Periode erfahrenhaben.

3. Zus•atzlich k•onnennoch die beidenvorgestelltenMethoden,Data Discrimination und
Data Characterization, kombiniert werden, um in einem ersten Schritt zun•achst
einzelneKlassen auszumachen, und um diese dann im Anschluss vergleichen zu
k•onnen.

2.3.2 Assoziationsanalyse

Bei der Assoziationsanalyse(engl.: Association Analysis) werden Abh•angigkeiten zwi-
schen einzelnenDatenfeldern oder Attributen in den zu analysierendenDaten gesucht,
die relativ h•au�g vorkommen,um darausWenn-Dann-Regelnder Form X ! Y (Menge
der Objekte X impliziert Mengeder Objekte Y) zu erzeugen,wobei X und Y disjunkte
Teilmengender m•oglichenDatenwerte sind. SolcheAnalysenwerdensehroft zur Untersu-
chung von Transaktionsdatenoder zur Warenkorbanalyseverwendet.Dazu wird beispiels-
weisebetrachtet wie h•au�g bestimmte Produkte zusammenmit anderenProdukt verkauft
werden.Dabei gibt der Benutzer im Allgemeineneinebestimmte minimale untere Grenze
(Minimum Support ) vor, •uber der der Anteil der Tupel in der Datenbasis liegen muss,
welche die Objekte einer Regelenthalten.

Etwas formaler dargestellt bedeutetdies (vgl. [AS94]):

Gegeben seieineMengevon Objekten I = f I 1; I 2; : : : ; I m g. T seidie Mengeder vorgege-
benenTransaktionen.Jeder Transaktion t i 2 T wird ein Attribut zugeordnet:t i [k] = 1,
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falls t i dasObjekt I k enth•alt, andernfallsgilt t i [k] = 0. JederTransaktion wird damit ein
Tupel zugewiesen,wobei dessenAnzahl der Elemente, der Anzahl in I entspricht. Enth•alt
I genauf•unf Elemente, so kann der Transaktion t1 z.B. das folgendeTupel zugeordnet
werden: t1 = (0; 1; 0; 1; 1; 0) (Objekt I 0 ist in der Transaktion enthalten, Objekt I 1 nicht,
usw.).

Sei X eine beliebige Teilmengebestehendaus Elementen von I . Man sagt, dass eine
Transaktion t die MengeX erf•ullt, falls f•ur alle Elemente X k aus X gilt: t[k] = 1. Wie
in der Einf•uhrung kurz angedeutet,m•ochte man nur solche Teilmengenn•aherbetrachten,
derenH•au�gkeit desAuftretens innerhalb der Datenbank, •uber einerbestimmten unteren
Grenze liegt. Hierzu de�niert man den Support einer TeilmengeX von I , welcher den
Anteil aller Transaktionenaus T angibt, die die TeilmengeX enthalten. Im allgemeinen
Fall von Assoziationsregelnder Form X ! Y, wobei X und Y TeilmengenausI beschrei-
ben, kennzeichnet dieserden Anteil aller TransaktionenausT , die X [ Y enthalten, oder
formal ausgedr•uckt:

s(X ! Y) =
jf t i 2 T jX [ Y � t i gj

jT j

Bei einer geeignetenWahl desSupport werdensomit Regelnausgeschlossen,die keinerlei
statistische Bedeutung besitzen. In vielen Literaturquellen wird daher f•ur den Support
auch der Begri� Frequencyverwendet.

Zus•atzlich zu dem Support wird jeder AssoziationsregelX ! Y ein Wert Con�dence
zugeordnetwerden,der die Zuverl•assigkeit einer Regelbeschreibt. Im Gegensatzzu dem
Support wird dieserals dasVerh•altnis der TransaktionenausT de�niert, die X und den
Transaktionen,die sowohl X als auch Y enthalten:

c(X ! Y) =
jf t i 2 T jX [ Y � t i gj

jf t i 2 T jX � t i gj

Gesucht werden im RahmeneinesMininglaufs s•amtliche Assoziationsregeln� der Form
(MinCon�dence und MinSupport seienvorgegeben):

� : X ! Y; mit s(� ) > MinSupport und c(� ) > MinCon�dence

2.3.3 Classi�cation Mining und Prediction Mining

Unter Classi�cation Mining versteht man den Prozessein Data-Mining-Modell zu erzeu-
gen, das die einzelnenKlassenvon Objekten in den vorgegebenen Daten anhand ihrer
Attribute unterscheidenkann, um die Kategorie bzw. KlasseneuerDatens•atze aufgrund
ihrer vorhandenenWerte vorhersagenzu k•onnen. Der Ablauf des Classi�cation Mining
untergliedert sich hierzu in drei Teilabschnitte [Ran00]:

Trainingsphase: Vorgegeben werden in der Trainingsphaseeine Mengevon Tupel, die
bereitsdasAttribut enthalten, nach demklassi�ziert werdensoll. Ein typischesAn-
wendungsbeispielist die Frageder Kreditvergabe anhandbestimmter Kundendaten.
Hierzu seidie folgendeTabelle bereits vergebenerKredite vorhanden:
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mittel
hoch

AlterAlter

niedrig

< 50 >= 50 < 30 >= 30

nein ja janein

ja

Einkommen

Abbildung 2.3: BeispieleinesEntscheidungsbaums

Name Alter Eink ommen Kredit
Maier 50 hoch ja
Schmidt 27 niedrig nein
M•uller 29 mittel nein
Schweizer 35 mittel ja
...

...
...

...

Mit Hilfe dieserDaten wird nun ein Modell durch die Analyseder relevanten Attri-
bute, in diesemFall dasAlter und dasEinkommenerstellt, um mit dessenHilfe im
weiterenVerlauf eineVorhersageauf die Kreditw•urdigkeit einesNeukundenmachen
zu k•onnen.

F•ur die DarstellungeinessolchenModellsbieten sich unterschiedliche M•oglichkeiten
an:

� Classi�cation Rules (IF-THEN Regeln)

� Entscheidungsb•aume

� Mathematische Funktionen

� NeuronaleNetze

F•ur das obige Beispiel k•onnte sich beispielweiseder in Abbildung 2.3 dargestellte
Entscheidungsbaumzu der Kreditvergabe ergeben.

Testphase: In der Testphasewird das berechnete Modell auf Daten angewendet, bei
denendie Klassi�zierung bereits bekannt ist. Anschlie�end wird dasberechnete mit
dem vorhandenenErgebnis verglichen, um damit Aussagen•uber die Qualit •at des
Klassi�k ationsmodells erzielenzu k•onnen

An wendungsphase: In der Anwendungsphaseschlie�lic h wird das Modell verwendet
um neueDaten zu klassi�zieren. In dem Beispiel der Kreditvergabe bedeutet dies,
dassdasAlter desKunden und seinEinkommenbekannt sind. Basierendauf diesen
Daten wird nun berechnet, ob ein entsprechenderKredit vergebenwerdenkann oder
nicht.
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Eine •ahnliche Data-Mining-Methode ist dasPrediction-Mining . Hier m•ochte der Benutzer
auf der GrundlagevorhandenerDaten versuchen, fehlendeDatenwerte oder Datenwerte,
die nicht verf•ugbar sind, vorherzusagen.Dies ist meistensdann m•oglich, wenn die zu
analysierendenDaten numerisch sind. Im Gegensatzzu Classi�cation-Mining ist hier nicht
das Ziel mit Hilfe einesModells ein Tupel einer bestimmten Klasse zuzuordnen,sondern
soll hierbei versucht werden,•uber mathematischeFunktionen einennumerischenWert aus
den vorhandenenDaten zu berechnen. Viele dieserProblemesind mit Hilfe der linearen
Regression l•osbar. Hierzu wird ein Attribut y aus den restlichen Attributen x1; : : : ; xn

berechnet [Ran00]:
y = a0 + a1x1 + a2x2 + : : : + anxn

Die Koe�zien ten a0 bis an werdenzum Beispielmit Hilfe der kleinstenFehlerquadratein
der TrainingsphasedesPrediction-Mining ausden vorhandenenDatenmengeberechnet.

Ein H•andler m•ochte soseinehistorischen Daten dazu verwenden,um dasgesch•atzte Ver-
kaufsvolumen f•ur einen neuenKunden zu berechnen. Ein Mining-Lauf auf diesenhisto-
rischen Daten erzeugt ein Prediction-Modell. DiesesModell kann dann dazu verwendet
werden, um das zu erwartete Verkaufsvolumen f•ur diesenneuenKunden, basierendauf
den vorhandenenKundendaten,zu berechnen.

Sowohl im Anschluss an Classi�cation-Mining, als auch an Prediction-Mining kann es
notwendig sein, zus•atzlich eine sogenannte Relevanzanalyse(engl.: Relevance Analysis)
durchzuf•uhren [HK00]. Hierbei werdendiejenigenAttribute identi�ziert, die f•ur denClas-
si�cation- bzw. Prediction-Mining-Prozessunerheblich sind. DieseAttribute k•onnendann
in weitergehendenAnalyse und den sich daran anschlie�enden Auswertungsphasenver-
nachl•assigtwerden.

2.3.4 Clustering

Im Gegensatzzu Classi�cation-Mining und Prediction-Mining, wo esbei der Untersuchung
von neuenDaten bzw. Objekten um die Klassi�zierung in zuvor bekannteund festgelegte
Klassen geht, werden im Rahmen des Clustering die Daten ohne die Verwendung zu-
vor bestehenderModelle bzw. Klassen kategorisiert [HK00]. Das Clustering wird dazu
verwendet eineMengevon n d-dimensionalenObjekten bzw. Tupeln, in k nat•urliche Par-
titionierungen (engl.: cluster) und einer Restmenge(engl.: noise) einzuteilen.Abbildung
2.4stellt einePartitionierung gegebener2-dimensionalerTupel in drei Cluster anschaulich
dar [Ran00].

Allgemein werden die Objekte mit dem Ziel in Cluster zusammengefasst,dassdie •Ahn-
lichkeit der Tupel innerhalb einesCluster (intr a-cluster similarity ) maximiert und die
•Ahnlichkeit der Objekte die in zwei unterschiedlichen Cluster (inter-cluster similarity )
enthalten sind, minimiert wird. JedeserzeugteCluster kann als ein Klassevon Objekten
betrachtet werden,f•ur welche in einemn•achstenData-Mining-Schritt, mit Hilfe deszuvor
beschriebenenClassi�cation-Mining, entsprechendeModelle abgeleitetwerdenk•onnen.

2.3.5 Outlier Analysis

Wie in den Erl•auterungen zum Knowledge-Discovery-Prozessin Abschnitt 2.2 bereits
kurz aufgezeigtwurde, kann eine Datenbank Datenobjekte enthalten, die nicht mit dem
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x

y
Cluster 1

Cluster 2

Cluster 3

s Ausreißer

Abbildung 2.4: Clustering 2-dimensionalerDaten

allgemeinenVerhalten oder dem Modell der Daten •ubereinstimmt. Viele Data-Mining-
Methoden,auch daszuvor vorgestellteClustering untersuchendieseAusrei�er im Rahmen
ihrer Modellerstellungnicht weiter.

In einigender Anwendungen,wie zum Beispiel der Suche nach Versicherungsbetr•ugern,
k•onnen jedoch geradedieseDaten von Interessesein. Die explizite Suche nach solchen
Ausrei�ern wird auch als Outlier Mining bezeichnet [HK00].

Ausrei�er k•onnen beispielsweiseentdeckt werden, indem statistische Tests auf den Da-
ten durchf•uhrt werden, die eine bestimmte vorgegebeneVerteilung oder ein bestimmtes
Wahrscheinlichkeitsmodell der Daten annehmen.Werte die stark von diesenAnnahmen
abweichen, k•onnendann als Outlier identi�ziert werden.

Eine weitere M•oglichkeit besteht in der Verwendungvon mathematischen Abstandsfunk-
tionen, um hiermit die Distanz einesObjekten zu bestehendenbereitsfestgelegtenCluster
zu berechnen, um solche Datenwerte als Outlier zu identi�zieren, die •uber einem vorge-
gebenenMaximalabstand zu s•amtlichen berechneten Cluster liegen(vgl. Abbildung 2.4).

2.3.6 Evolution Analysis

Mit Hilfe der Evolution Analysis versucht man eine Beschreibung oder ein Modell der
Regelm•a�igk eiten bzw. Trendsvon Objekten zu �nden, derenVerhalten oder Inhalt sich
im Laufeder Zeit ver•andert. Typische Anwendungsbeispielehierf•ur sind im Rahmeneiner
erweiterten Warenkorbanalyse,die Untersuchung von Eink•aufen einer Person•uber einen
bestimmten Zeitraum, zum Beispiel •uber ein Jahr, hinweg.

DieseArt der Analyse basiert einerseitsauf den zuvor vorgestelltenMethoden desClas-
si�cation-Mining, der Assoziationsanalyse,dem Clustering oder der Concept bzw. Class
Description,mit demUnterschied, dassdie vorgestelltenAns•atzef•ur die Analysevon zeit-
bezogenenDaten erweitert werden.Auf der anderenSeitewerdenhierf•ur aber auch spezi-

13



elleMethoden,wie Time-Series-Data-Analysis,Sequence-oder Periodic-Pattern-Matching
und Similarity-Based-Data-Analysiseingesetzt[HK00].

Zu dieser Klasse geh•ort auch beispielweise das Sequential-Patterns-Mining, mit dessen
Hilfe man vorhersagbareVerhaltensmuster, die sich •uber eine bestimmte Zeitspanneer-
strecken k•onnen,identi�zieren m•ochte. Diesbedeutet,dasseinebestimmtes Verhalten,zu
einer bestimmten Zeit, voraussichtlich ein weiteresEreignis oder eineFolgevon Ereignis-
seninnerhalb einer bestimmten darau�olgenden Zeitspannenach sich zieht.

Ein Beispiel f•ur ein Ergebnis der Anwendung dieser Methode k•onnte die Feststellung
sein,dass20%aller Bankkunden,die ein neuesGirokonto er•o�nen, innerhalb von 90Tagen
eineKreditkarte beantragen.WeitereAnwendungsm•oglichkeiten w•arendasAufdeckenvon
Versicherungsbetr•ugern, die Verwendungzur Planung desLayouts von Produktregalenin
Warenh•ausernoder zur Planung von Werbeaktionen.

Ebenfalls zu dieserKlassegeh•ort das Similar-Sequences-Mining, mit dessenHilfe man,
angewendet auf einezeitliche Sequenzvon Daten, versucht, alle •ahnlichen Teilsequenzen
innerhalb dieserDaten zu �nden.

Zum Beispiel kann man eineDatenbank einesHandelsunternehmensbetrachten, die den
Verkauf und die Lagerhaltung optimieren m•ochte. Ein Mining-Lauf mit dieser Metho-
de liefert die Namen der Sequenzpaaremit ihrem •Ahnlichkeitsgrad und die Anzahl von
Teilsequenzen.Durch Interpretation diesesErgebnisses,kann der H•andler Gruppen von
Produkten ausmachen, die •ahnliche saisonaleVerkaufsvorhersagenf•ur das n•achste Jahr
besitzen.Ausgehendvon diesenInformationen kann dasUnternehmenWareneink•aufezu-
sammenstellenund entsprechendeVerf•ugbarkeit der saisonalben•otigten Waren im Lager
bestimmenund sicherstellen.

2.3.7 Klassi�k ation der Data-Mining-Metho den

Die bisher in diesemAbschnitt vorgestelltenData-Mining-Methoden lassensich in zwei
unterschiedliche Klasseneinteilen:

� VorhersagendeMethoden (engl.: predictive methods): Aus den vorhandenenDaten
sollen Vorhersagengemacht oder fehlendebzw. nicht zu bescha�ende Daten gene-
riert werden.

� BeschreibendeMethoden (eng.:descriptivemethods): Die Daten werdenim Hinblick
auf ihre Eigenschaften beschrieben oder klassi�ziert.

Die Tabelle 2.1 gibt einen •Uberblick •uber die Einordnung der vorgestelltenMethoden in
die entsprechendeKlasse(vgl. [Ran00]).

2.4 Einsatzm •oglic hkeiten des Data Mining

Nachdem in den vorangegangenenAbschnitten die unterschiedlichen Klassenvon Data-
Mining-Methoden vorgestellt wurden, sollen in diesemAbschnitt die m•oglichen Einsatz-
bereiche des Data Mining betrachtet werden, wobei der Schwerpunkt auf dem Bereich
Handel liegt.
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Data-Mining-Metho de vorhersagend beschreib end
Concept/ClassDescription nein ja
Assoziationsanalyse nein ja
Classi�cation und Prediction ja nein
Clustering nein ja
Outlier Analysis nein ja
Evolution Analysis ja* ja*

* Abh•angig von der eingesetztenMethode

Tabelle 2.1: Klassi�k ation der Data-Mining-Methoden

2.4.1 Customer Relationship Managemen t

Im Rahmen des Customer Relationship Management (CRM) versucht man die in ei-
ner Datenbank enthaltenen, vielf•altigen Kundeninformationen dazu zu verwenden, die
Kundenzufriedenheitzu erh•ohenund einebreite Basisloyaler Stammkundenaufzubauen.
Hierf•ur werden die Vorlieben bestimmter Kundengruppen, die im RahmeneinesCluste-
ring erarbeitet wurden, identi�ziert, um damit die vorhandenenKunden oder potentielle
Neukundenm•oglichst gezielt ansprechen zu k•onnen[Mic00, Wag00a].

Dabei musseine solche VerwendungdesData Mining als ein Teil einesgesamten CRM-
Prozessesgesehenwerden,in dessenMittelpunkt der Kunde, mit den ihn beschreibenden
Daten steht, wie Abbildung 2.5 zeigt. Eine der wesentlichen Vorrausetzungs•amtlicher
Phasenist es, die relevanten Informationen aus den vorhandenenDaten zu gewinnen.
Hier ist nun die Anwendung geeigneterData-Mining-Methoden eine der grundlegenden
M•oglichkeiten um dieseInformationen zu erhalten [DM00].

Kundendaten

Definition des 
Kundenprofils

Validierung/Anpass-
ung der Modelle

Responseanalyse 
Verhaltensanalyse

Kommunikation 
mit dem Kunden

Planung

Abbildung 2.5: Zyklus desKundenmanagement und Data Mining aus [DM00]

Im Einzelnenbesteht der dargestellteZyklus desKundenmanagements ausden folgenden
f•unf Phasen,die iterativ durchlaufen werden(sieheAbbildung 2.5):
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� De�nition der Kundenpro�le - Der Einstieg in den Zyklus beginnt mit einer geeig-
netenDe�nition der Kundenpro�le. Die Daten werdenhierzu ausfr •uherenUntersu-
chungenoder Erhebungenbereitgestellt.Hierzu eignensich besondersdie Methoden
desClustering.

� Planungsphase- In dieserPhasewerdenebenfallsVerfahrendesData Mining einge-
setzt, um die E�zienz zu maximierenund die Kosten zu verringern. Hierzu werden
beispielsweisedie Methodenzur Erstellung von Verhaltensvorhersagenoder Abwan-
derungsanalysenverwendet.

� Kommunikation mit dem Kunden - Soferndem Kunden zur richtigen Zeit die rich-
tigen Warenangeboten werdenk•onnen,wurden die vorhergehendenPhasenoptimal
durchgef•uhrt.

� Responseanalyse- Um eine Bewertung der Qualit •at der durchgef•uhrten Angebote
zu erhalten, ist es notwendig, dasseine Responseanalyse durchgef•uhrt wird, also
kontrolliert wird, wie gut dasgesetzteZiel erreicht wurde. Hierzu geh•ort der Einsatz
von Verhaltensanalysenwie z.B. Verkauf- oder Webanalysen.

� Validierung und Anpassungder Modelle - Die Ergebnisseder vorherigenAnalysen

ie�en durch die Validierung und Anpassungder urspr•unglichen Modelle erneut in
die Kundenpro�lierung ein und schlie�en damit den Kreis.

Neben dem reinen Einsatz von Werbema�nahmenoder dem Erstellen von Produktange-
boten k•onnendar•uber hinausmit Hilfe diesergesammeltenInformationen, zus•atzlich auch
auf die speziellenBed•urfnisseabgestimmte Dienstleistungsprodukte oder Warenentworfen
werden.

Im RahmendesOne-to-One-Marketing, daseinenSpezialfall desCRM darstellt, wird auf
jedeneinzelnenKunden spezielleingegangen,wasvor allem bei gro�en Dienstleistungsun-
ternehmen,wie Banken, Versicherungenund Versandh•auserverst•arkt angewendet wird,
um dadurch die Kundenbindung zu erh•ohenund langfristig zu sichern.

CustomerClustering bzw. CustomerSegmentation sind zwei der am h•au�gsten genutzten
Data-Mining-Methoden,die im RahmendesCRM verwendetwerden,mit derenHilfe ver-
sucht wird auf der GrundlagevorgegebenerAttribute denKunden, gewisseKundenpro�le
zuzuordnen.Ein einfachesBeispielist die Einordnung der Kunden anhandihresUmsatzes
in drei Klassen:starker Umsatz (1), durchschnittlic her Umsatz (2) oder schwacher Um-
satz (3). Bereits auf einer solch einfachen Klassi�zierung lassensich im Einzelfall f•ur die
unterschiedlichen Kundengruppen unterschiedliche Werbestrategienentwickeln und die
Angebote entsprechend anpassen.

2.4.2 Verkaufsanalyse

Im Rahmender Verkaufanalyse(engl.: SalesAnalysis) werdendie Verk•aufeund Ums•atze
innerhalb einerbestimmten Periode betrachtet, um hierausFragestellungenbez•uglich der
Erreichbarkeit von Gesch•aftszielenbezogenauf denUmsatzoder denGewinnbeantworten
zu k•onnen.Hierbei k•onnenverschiedeneAggregationsstufen,wie dasBetrachten einzelner
Produkte, bestimmter Produkt- bzw. Warengruppen, ganzer Filialen oder das gesamte
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Unternehmenvon Interessesein.Zus•atzlich k•onnennoch die Verk•aufe •uber verschiedene
Zeitr•aumebetrachtet werden[Pen00, Mic00].

Das Category Managementist eine Spezialisierungder SalesAnalysis. Um zum Beispiel
die Komplexit•at der Entwicklung von Verkaufsstrategienzu verringern, werden die Pro-
dukte zu Kategorienzusammengefasst.Umsatzund Gewinnbetrachtungen werdenhierbei
immer auf der Ebenevon Kategorien durchgef•uhrt und nicht mehr nur einzelneProduk-
te untersucht. Eine solche Analyse l•asst sich unter Verwendung von Hierarchien bzw.
Taxonomien,wie sie in Abschnitt 3.1 vorgestellt werden,durchf•uhren.

Im Zusammenhangmit der Verkaufsanalysekommenh•au�g Data-Mining-Methoden wie
die Evolution Analysis oder die Suche nach Assoziationsregeln zum Einsatz.

2.4.3 Mark eting Analysis

Das Marketing Analysis untersucht die aktuellen Marketing-Ma�nahmen sowie den Ein-
satz von Werbeaktionen oder die Einf•uhrung von neuenProdukten auf deren Wirkung
und Nutzen [Mic00]. Beispielef•ur typische Fragestellungensind:

� Werdendie neuenProdukte in allen Regionenentsprechend den Erwartungen ver-
kauft?

� Haben einigeneueProdukte nicht die erwartete Marktdurchdringung erreicht und
sollten siedeshalbausdem Programm genommenwerden?

� Gibt eseinenZusammenhangzwischen einzelnenWerbeaktionenund dem vorhan-
denenVerkaufswachstum?

2.4.4 Merc handise Managemen t

Idealerweisek•onnenH•andler ihren Kunden genaudann das gew•unschte Produkt liefern,
wennesben•otigt wird. Dadurch werdendieLagerhaltungskostenm•oglichst geringgehalten
und die Kundenzufriedenheiterh•oht. Um dieseZiele zu erreichen, werdenMethoden zur
Vorhersageder Nachfrageund zur Optimierung der Lagerhaltung ben•otigt [Mic00].

Desweiteren kann im Rahmen des Supply Chain Managementdie Kooperation mit den
Lieferanten desHandelsunternehmensanalysiert werden. Ziel ist hier, die gesamten Da-
tenbest•ande •uber die Unternehmensgrenzenhinweg zu analysieren,um so die gesamte
Wertsteigerungskette bis hin zum Kunden zu optimieren.

2.4.5 Mark et Basket Analysis

Market Basket Analysis ist einewichtigsten AnwendungendesData Mining im Rahmen
des(Einzel-)Handels.Man m•ochte hierdurch verstehen,warum welche Produkte verkauft
werden.Zum Beispielwerdenmit Hilfe der AssoziationsanalyseBeziehungenzwischenein-
zelnenProdukten bestimmter Transaktionenbetrachtet. Sokann man analysieren,welche
Produkte sich gut miteinander verkaufen, um daraufhin das Layout der Verkaufsr•aume
zu optimieren [Mic00, Pen00].
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2.4.6 Credit Services

Der Handel •ubernimmt oftmals durch schlechtes Kreditmanagement unn•otige Risiken,
und verliert dadurch mehrereMillionen DM. Die Durchf•uhrung einese�zien ten Kredit-
managements erfordert daher intensive Analysen und Zugri� auf Kundeninformationen
[Mic00].

Hierzu bieten sich neben dem Einsatz desClassi�cation-Mining auch Methoden zur Ana-
lyse von Ausrei�ern an. Mit ersteremk•onnen Kundengruppen identi�ziert werden, bei
denen die Wahrscheinlichkeit gering ist, dassein Kredit nicht zur•uckgezahlt wird. Mit
Hilfe der Outliers Analysis hingegen,k•onnen beispielsweiseKreditb etr•uger ausgemacht
werden.
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Kapitel 3

Data-Mining-F unktionen des
In telligen t Miner for Data

Nachdem der vorangegangeneAbschnitt die unterschiedlichen Data-Mining-Methoden
vorgestellt hat, werden nun die Data-Mining-Funktionen und deren Eigenschaften im
Intelligent Miner for Data V6 Release1 (IM), die im weiteren Verlauf dieserArbeit ver-
wendetwerden,kurz beschrieben. Zus•atzlich wird auch auf die verschiedenenverf•ugbaren
statistischenFunktionen eingegangen.Die ebenfallsverf•ugbarenVorverarbeitungsfunktio-
nen werdenim Anhang A aufgef•uhrt [IBM99].

3.1 Associations-Mining-F unktion

Die Associations-Mining-Funktion des IM dient zur Berechnung von Assoziationsregeln
wie sie in Abschnitt 2.3.2 vorgestellt wurden. Neben den notwendigenParametern zur
Festlegungder Untergrenzenvon Con�dence und Support ist zus•atzlich ein Parameter
Maximum Rule Length verf•ugbar, der die maximale L•angeder auszugebendenAssozia-
tionregelnangibt. Wird beispielsweisedieserWert auf 3 gesetzt,werdennur solche Regeln
im Ergebnisaufgenommen,die maximal zwei Elementen im vorderenund ein Element im
hinteren Teil der Regelhaben, alsozum BeispieleineRegelder Form:

[Sonnencreme]̂ [Sonnenhut] ! [Sonnenbrille]

NebendemBerechnenvon einfachenAssoziationregelndirekt ausdenvorgegebenenDaten
kann man zus•atzlich Regeln •uber eine Hierarchie von Objekten hinweg erzeugenlassen.
Oftmals ist esschwierig interessante Informationen auf sehr niedrigemAbstraktionsgrad
von Elementen zu �nden, wie das folgendeBeispielanschaulich zeigt:

[Crispy Chips]^ [Crunchy Erdn•usse]! [08/15 Bier]

Um auseiner solchen Analyse trotzdem wertvolle Informationen gewinnenzu k•onnen,ist
es zun•achst notwendig eine Hierarchie (Taxonomie) der zu untersuchendenObjekte zu
erzeugen,wie esin Abbildung 3.1 exemplarisch darstellt wird.
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Crispy Chips Crunchy Erdnüsse 08/15 Beer Sun Limo

Knabberwaren Getränke

Lebensmittel

Abbildung 3.1: Beispiel f•ur eineHierarchie (Taxonomie)von Objekten

Mit Hilfe einer solchen Hierarchie lassensich nun sogenannte Multi-L evel-Assoziations-
regeln erzeugen.Aus der oben genannten Regel k•onnte also unter Verwendung der in
Abbildung 3.1 dargestelltenHierarchie, der folgendeZusammenhangabgeleitetwerden:

[Knabberwaren] ! [Getr•anke]

Zus•atzlich sind aber auch Regelnzwischen unterschiedlichen Stufen der Hierarchie denk-
bar, alsobeispielsweise:

[Knabberwaren] ! [08/15 Bier]

3.2 Clustering-F unktionen

Der Intelligent Miner for Data besitzt zwei unterschiedliche Funktionen zum Erzeugen
von Cluster, die sich in den jeweils verwendetenAlgorithmen unterscheiden. Zum einen
ist diesdie Demographic-Clustering-Mining-Funktion, zum anderendie Neural-Clustering-
Mining-Funktion.

Bei der Demographic-Clustering-Mining-Funktion wird die Anzahl der berechneten Clu-
ster vom Systemselbstbestimmt. Hierzu werden die einzelnenTupel auf der Grundlage
ihrer Werte verglichen. Die einzelnenCluster werden anschlie�end so de�niert, dassdas
Condorcet-Kriterium maximiert wird.

Das Condorcet-Kriterium ist die Summe aller •Ahnlichkeiten zwischen jeweils zwei Tu-
pel innerhalb einesClusters abz•uglich der Summealler •Ahnlichkeiten zweier Elemente
ausunterschiedlichen Cluster. Dies entspricht der Vorgehensweise,wie siebereits kurz in
Abschnitt 2.3.4vorgestellt wurde.

Um die Funktion einerspeziellenAufgabeanpassenzu k•onnenexistiert nebenderM•oglich-
keit die Anzahl der Durchg•angeeinzuschr•anken auch die Option eineObergrenzef•ur die
Anzahl der zu identi�zierenden Cluster anzugeben. Falls es wesentlich mehr Cluster als
die angegebene Obergrenzegibt, kann dies jedoch dazu f•uhren, dass die Qualit •at des
Ergebnissesnegativ beeintr •achtigt wird. Insbesonderek•onnen durch eine gr•o�ere obere
Grenzeauch Nischen entdeckt werden,wasbeispielsweiseim RahmendesCustomerRela-
tionship Management (vgl. 2.4.1)von Interesseseinkann. Zus•atzlich k•onnennoch weitere
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Abbildung 3.2: BeispieleinesClustering-ErgebnissesdesIM

Parameter modi�ziert werden,die insbesonderedas Generierenvon Cluster beein
ussen
[IBM99].

Entscheidend f•ur den Informationsgehalt der de�nierten Cluster kann auch eine unter-
schiedliche Gewichtung bestimmter Attribute sein. Ein Unternehmen m•ochte im Rah-
men einerKundenpro�lerstellung die Bedeutungf•ur dasAttribut

"
Umsatz\ und

"
Anzahl

Eink•aufe\ herabsetzen,daf•ur den Schwerpunkt der Analyse auf das
"
Datum des Ein-

kaufs\ und das
"
Kundenalter\ setzen.Hierzu ist esm•oglich die Option Field Weighting

heranzuziehenund beispielsweisemit den folgendenParameternzu belegen:

Activ e Fields Field weighting
Umsatz 0.5
Anzahl Eink•aufe 0.5
Datum desEinkaufs 1.0
Kundenalter 1.0

Daneben gibt esnoch die M•oglichkeit, dasseinzelneDatenwerte einebesondereGewich-
tung erhalten.Ein Beispielf•ur die VerwendungdieserOption k•onnte dasfolgendeSzenario
sein:Viele Kunden besitzenheutenoch keinenHandheld.Es ist i.A. irrelevant, wenn zwei
Leute im Rahmen der Analyse tats•achlich keinen besitzen. Falls jedoch zwei Personen
innerhalb einesClusters einenbesitzen,kann diesdurchausvon Interessesein.

Abbildung 3.2 zeigt ein Beispiel f•ur dasErgebniseinessolchen Mininglaufs. Die Graphik
enth•alt die wichtigsten neun identi�zierten Cluster mit den dazugeh•origen charakteristi-
schen Eigenschaften. Die Zahl zu Beginn jeder Zeile gibt den prozentualen Anteil der
Daten an, die sich im Cluster be�nden, relativ zur gesamten Datenmenge.Innerhalb eines
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Clusters sind die charakteristischen Eigenschaften ihrer Bedeutungnach angeordnet,be-
ginnendvon links mit dem wichtigsten Kriterium. Die unterschiedlichen Datentypen, die
weiter unten im Rahmen der Erstellung einer Data-Mining-Anwendung n•aher erl•autert
werden, erhalten unterschiedliche Darstellungsgraphiken zugeordnet.So wird ein diskre-
ter numerischer Wert als Tortengraphik dargestellt (sieheR REGIONKEY in Abbildung
3.2) und ein kontinuierlicher Wert zun•achst in Bereiche eingeteilt und dann diesein einem
Koordinatensystemabgebildet (siehez.B. GU K GESAMTUMSATZ in Abbildung 3.2).
Die Darstellung der einzelnenCharakteristiken erfolgt dabei immer so,dassein Vergleich
zwischen den Eigenschaften der gesamten analysiertenDatenmengeund den Eigenschaf-
ten innerhalb einesspeziellenCluster m•oglich ist. Hierzu sieht man in Abbildung 3.2) am
Attribut GU K Gesamtumsatz, dassdie Werteverteilung diesesAttributs in dem ersten
Cluster durch dicke Linien dargestellt sind und die Gesamtverteilung durch die grauen
Balken. In einer Tortengraphik spiegelt der •au�ere Ring die Gesamtverteilung und der
innere die innerhalb desClusters wieder.

Neben der Verwendungder Demographic-Clustering-Mining-Funktion zur Clusterberech-
nung kann auch die Neural-Clustering-Mining-Funktion angewendet werden. Diesever-
wendet zur Berechnung ein sogenanntes Kohonen-Feature-Map-Neural-Network, somit
eine spezielleArt einesneuronalenNetzes.Kohonen-Feature-Mapsverwendeneine Pro-
zess,der sich Selbst-Organisationnennt, um Eingabedaten,die sich •ahneln,entsprechend
zu gruppieren.Auch hier kann der Benutzer die Anzahl der gew•unschten Cluster und die
maximale Anzahl der Durchl•aufe •uber den Daten angeben. DieseParameter bestimmen
insbesonderedie L•ange die Rechenzeit und den Grad der Granularit •at, der verwendet
wird, um die Datens•atze den Cluster zuzuordnen[IBM99].

In grobenZ•ugenl•auft der Algorithmussoab, dasszun•achst der Mittelpunkt der einzelnen
Cluster bestimmt werdenmuss.DieserMittelpunkt wird als Cluster Prototyp bezeichnet.
F•ur jeden einzelnenEingabedatensatzberechnet nun dieseFunktion denjenigenCluster-
Prototypen, dessenfestgelegterMittelpunkt dem betrachteten Datensatz am n•achsten
liegt.

Zur Bestimmung diesesAbstandeseinesDatensatzesvom Zentrum wir die Euklidische
Distanzfunktion verwendet. Datens•atze, derenDistanz n•aher bei Null liegen,haben eine
gr•o�ere •Ahnlichkeit zumberechnetenCluster-Prototypen.Umsogr•o�er dieserDistanzwert
ist, umso gr•o�er sind die Unterschiede zu diesemMittelpunkt, und somit zwischen den
einzelnenDatens•atzen.

Mit jedemDurchlauf •uber denEingabedaten,werdendie einzelnenMittelpunkte der Clu-
ster soweit angepasst,dassdas gesamte Cluster-Modell insgesamt verbessertwird. Dies
bedeutet, dassdie Gesamtsumme der Abst•ande der Eingabedaten von ihren jeweiligen
Clustermittelpunkten minimiert wird. Die w•ahrend einesMining-Laufs angezeigteFort-
schrittsanzeige,stellt die Qualit •atsverbesserungendar, die sich in jedemDurchlauf durch
Ver•anderungder Clustermittelpunkte ergeben.

Der Gesamtablauf beider Clustering-Funktionen im IM untergliedert sich in drei Phasen:
Trainingsphase,Testphaseund Anwendungsphase.In der Trainingsphasewird ein Modell
erstellt, dasinnerhalb einer Mining-Base(sieheAbschnitt 5.2) abgespeichert wird. Dieses
Modell kann nun auf neue und bisher noch nicht klassi�zierte Daten im Rahmen der
Anwendungsphaseverwendet werden.
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Abbildung 3.3: BeispieleinesSequential-Pattern-ErgebnissesdesIM

3.3 Sequential-P atterns-Mining-F unktion

Wie das in Abschnitt 2.3.6dargestellteBeispielzeigt, m•ussenim Gegensatzzu der zuvor
vorgestelltenSuche nach Assoziationsregeln,bei der nur die Beziehungeninnerhalb einer
Transaktion betrachtet werden,nun auch die Beziehungenzwischenden einzelnenTrans-
aktionen, die zu unterschiedlichen Zeitpunkten stattgefundenhaben, untersucht werden.
Hierzu ben•otigt das Systemein Transaction Group Field, das mehrereTransaktionenzu
einer Gruppe zusammenfasst,zum Beispiel ein Kunde, der mehrere Eink•aufe get•atigt
hat. Desweiteren muss ein Transaction Field angegeben werden, das mehrereElemente
zusammenfasst,in unseremBeispiel ein Einkauf, und letztlich wird noch das Item Field
ben•otigt, dasdie unterschiedlichen Objekte identi�ziert.

Ein Beispiel f•ur ein ErgebniseinesentsprechendenMining-Laufs zeigt die Abbildung 3.3.
Hier sieht man, dassdasProdukt

"
�rebric k indian moccasinviolet almond\ in 0.04%aller

F•alle im Anschlussan dasProdukt
"
goldenrod wheat blusin navy burnished\ gekauft wur-

de.DiesesErgebnisstammt auseinemMininglauf auf denDaten desTPCH-Benchmarks.
Diesewerdendurch ein Programm generiert,was die langenProduktnamen erkl•art. Der
geringeSupport f•ur die identi�zierten Assoziationsregelnist auf die Gleichverteilung der
Werte in den Relationenzur•uckzuf•uhren.

An diesemBeispiel kann man erkennen, dassauch hier die Schwierigkeit auf niedriger
Abstraktionsebenebestehenkann, dassman keine relevanten Informationen erh•alt. Aus
diesemGrund lassensich bei dieserAnalysemethode ebenfallsTaxonomienfestlegen(vgl.
3.1).

3.4 Similar-Sequences-Mining-F unktion

Abbildung 3.4 zeigt ein Beispielergebnisder Similar-Sequences-Mining-Funktion desIn-
telligent Miner, der in Abschnitt 2.3.6vorgestelltenMethode. Die identi�zierten •Ahnlich-
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Abbildung 3.4: BeispieleinesSimilar-Sequences-ErgebnissesdesIM

keiten werden sowohl numerisch (oberer Teil der Abbildung), als auch graphisch durch
Hervorhebungder gemeinsamenStellen (unterer Teil der Abbildung) dargestellt.

Wichtige Parameter beim Erstellen einer solchen Anwendung sind hierbei einerseitsdas
Time Field, das die zeitliche Reihenfolgeder Daten festlegt, das Sequence Field, das die
zu betrachtenden Elemente enth•alt und das Value Field, in dem die einzelnenWerte
gespeichert sind.

X

y

Window Size

Epsilon

Similar Subsequences

Gap

Sequenz 1

Sequenz 2

Abbildung 3.5: Darstellung der Parameter f•ur Similar-Sequence-Mining

Daneben lassensich die folgendenin Abbildung 3.5 dargestelltenParameter anpassen:

� Epsilon - DieserWert bestimmt denrelativen Toleranzbereich, um densich die zwei
Sequenzennoch unterscheiden d•urfen um trotzdem noch als gleich betrachtet zu
werden.
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Abbildung 3.6: BeispieleinesTree-Classi�cation-Mining-ErgebnissesdesIM

� Gap - DieseZahl gibt die Anzahl der aufeinanderfolgendenZeiteinheitenan, f•ur die
Ausrei�er ignoriert werden.

� Window Size - Hiermit wird die L•ange der Sequenzenangegeben die gleich sein
m•ussen.Innerhalb diesesFensterssind keineAusrei�er erlaubt.

� Matching Length - Gibt den Wert der minimalen L•angeder Teilsequenzenan, die
im RahmeneinesMining-Laufs weiter betrachtet werden.

3.5 Classi�cation-Mining-F unktionen

Der Intelligent Miner bietet zwei unterschiedliche Funktionen zum Erstellen von Klassi�-
kationmodellen an: Tree-Classi�cation und Neural-Classi�cation.

Wie Abbildung 3.6 zeigt, liefert der Tree-Classi�cation-Algorithmus eine graphische Be-
schreibung deserstellten Klassi�k ationsmodells

Im Gegensatzzu der Tree-Classi�cation-Funktion, verwendet die Neural-Classi�cation-
Funktion ein sogenanntes Back-Propagation-Neural-Network um die Daten zu klassi�-
zieren. Informell betrachtet, ist ein neuronalesNetz eine Menge von verbundenenEin-
und Ausgabeeinheiten,wobei jede einzelneVerbindung eine Gewichtung erh•alt. Unter
der Lernphasedes neuronalesNetzes versteht man, die Anpassungder Gewichtungen
der einzelnenVerbindungen,damit dasNetz letztendlich die richtigen Klassenbezeichner
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Abbildung 3.7: BeispieleinesNeural-Classi�cation-Mining-ErgebnissesdesIM

der Beispiel-Eingabedaten unter Verwendung der vorhandenenAttribut werte, vorhersa-
gen kann. Die Klassi�k ation basiert also auf den Klassenwerten und den Attributzusam-
menh•angen,die sich aus einer vorherigenMiningphase,z.B. auch manuell klassi�zierter
Daten, ergeben haben.

Abbildung 3.7 zeigt eine Repr•asentation einesKlassi�k ationsmodells, das mit Hilfe der
Neural-Classi�cation-Methode erstellt wurde. Die Darstellung beschreibt die Qualit •at des
berechneten neuronalenNetzes, die sich durch einen Test mit den verf•ugbaren Daten
ergeben hat. So werdenvertikal die tats•achlichen Klassenaufgef•uhrt, und horizontal die
Klassen,wie sieder IM unter VerwendungdeserstelltenModellsberechnet. Diesbedeutet
zum Beispiel,dass93.8%der Objekte ausKlasse2 auch alssolcheerkannt werden.Jedoch
werden1.5%dieserTupel auch als Klasse3 Objekte identi�ziert.

3.6 Prediction-Mining-F unktionen

Wie zuvor in Abschnitt 2.3.3beschrieben wurde, ist dasZiel der Prediction-Mining-Funk-
tion zun•achst die Entdeckung von Abh•angigkeiten und Variationen einesausgesuchten
Attribut wertes, basierendauf den restlichen Attribut werten einesDatensatzes.Ein er-
stelltes Modell kann nun ausgehendvon neuen Daten derselben Form, den Wert eines
zuvor bestimmten Attributs in Abh•angigkeit der •ubrigen Attribut werte berechnen.

Die Radial-Basis-Funktion (RBF) ist dann anwendbar, wenn der zu bestimmendeWert,
als eineFunktion mehrererVariablen beschrieben werdenkann. Der Algorithmus erzeugt
hierzu ein Modell, das einenbestimmten Attribut wert aus den restlichen Attribut werten
berechnet.

Die Neural-Prediction-Mining-Funktion erzeugt, im Gegensatzzur RBF-Prediciton-Mi-
ning-Funktion, ein Modell, das sowohl zur Vorhersagevon neuenWerten (engl.: regres-
sion), aber auch zur Berechnung von Zeitsequenzen(engl.: time-series prediction) ver-
wendet werdenkann. Hierzu m•ussenzwei zus•atzliche Parameter,n•amlich forcast horizon
und input window size, angegeben werden. Diesewerden dazu verwendet, um intern die
Trainingsdatens•atze sozu formatieren,dassdasneuronaleNetz eineMengevon m aufein-
anderfolgendenDatens•atzen(windowsize) verwendet,um damit n abh•angigeDatenwerte
(horizon) zu berechnen. Mit den Standard-Werten, 0 f•ur horizon und 1 f•ur window size
erh•alt man ein normalesPrediction-Modell.
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Abbildung 3.8: Beispiel einesPrediction-Mining-ErgebnissesdesIM

BeideFunktionen erzeugenGruppen der Datens•atzen,mit •ahnlichen Feld- oder Attribut-
werten. Abbildung 3.8zeigt hierzuein ErgebnisbeispieleinerPrediction-Mining-Funktion.
Auf der linken Seite ist der Wertebereich desZielattributs dargestellt. Jederberechneten
Klassewird nun ein Wert innerhalb diesesWertebereichs zugeordnet.L•asstsich ein neuer
zu betrachtender Datensatzin eineder berechnetenCluster einordnen,sokann man •uber
die Gruppenzugeh•origkeit Vorhersagenauf das zu erwartende Ergebnis des zu berech-
nendenAttributs machen. Jedoch basierendie zugrundeliegendenModelle nicht auf dem
Erzeugenvon Cluster, sondernentwederauf Funktionen (RBF) oder auf einemneurona-
len Netz, sodassdie Werte der Attribute, die vorhergesagtwerdensollen,exakt bestimmt
werden.

3.7 Statistisc he Funktionen

Neben den eigentlichen Data-Mining-Methoden enth•alt der Intelligent Miner for Data
auch noch die folgendenstatistischen Funktionen, die hier kurz vorgestellt werdensollen.
F•ur eineweitergehendeBeschreibung seiauf [IBM99] verwiesen:

� Factor Analysis - Mit Hilfe dieser statistischen Funktion sollen die Beziehungen
zwischen mehrerenAttributen durch einigezugrundeliegendenWerte, Faktoren ge-
nannt, beschrieben werden.

� Linear Regression- Lineare Regressionwird verwendet um die bestelineare Bezie-
hung zwischen einer abh•angigen(y) und einer oder mehrerenunabh•angigenVaria-

27



blen (x1; : : : ; xn ) zu �nden:

y = a0 + a1x1 + a2x2 + : : : + anxn

� Principal Component Analysis - Hiermit kann die Dimension der Ausgangsdaten
reduziert werden. DieseAnalyse transformiert den Vektor, der die urspr•unglichen
Variablen linear beschreibt, in einenTeilbereich mit wenigerDimensionen.

� Univariate Curve Fitting - Mit dieserMethode wird einemathematische Funktion
gesucht, die am bestendie Verteilung der Daten •uber die Zeit beschreibt.

� Bivariate Statistic - Diesedient dem Vergleich zweier numerischer Werte mit Hilfe
unterschiedlicher Techniken.

28



Kapitel 4

Ausw ahl der Fragestellungen

Zun•achst soll in Abschnitt 4.1 das im Rahmen dieser Arbeit verwendete Datenbank-
SchemadesTPCH-Benchmarks vorgestellt werden.

Darauf aufbauendsollenunter Betrachtung der zuvor in Abschnitt 2.4 untersuchten Ein-
satzm•oglichkeiten desData Mining, unterschiedliche Szenarienentwickelt werden,wie sie
auf Grundlageder verf•ugbarenDatenbasisrealisierbarsind.

4.1 Beschreibung der verw endeten Daten basis

Der TPC Benchmark H (TPC-H), verwendetwurde im RahmendieserArbeit die Version
1.1.0, dient der Leistungsmessungvon Decision-Support-Systemen.Er besteht aus einer
Reihe von gesch•aftsorientierten Ad-Hoc-Anfragen und parallel ablaufendenDatenbank-
modi�k ationen, wie dasAktualisieren oder Einf•ugenvon Datens•atzen. Die Anfragen und
die Datenpopulation wurden nach [Tra99] so gew•ahlt, dasssie eine breite industrieweite
Bedeutung besitzen. Schwerpunkt diesesBenchmarks ist das Nachbilden der Anfragen
von Decision-Support-Systemen,die einen hohen Grad an Komplexit •at besitzenund im
Allgemeineneinesehrgro�e Mengean Daten analysierenm•ussen.

Im RahmendieserArbeit wird ausschlie�lic h das dem Benchmark zugrundeliegendeDa-
tenbankschemaverwendet. Diesesrepr•asentiert, wie Abbildung 4.1 zeigt, dasData Ware-
houseeinesHandelsunternehmensmit den im Folgendenkurz vorgestellten Relationen
und Beziehungen (f•ur eine detaillierte Beschreibung der Attribute sieheAnhang B oder
[Tra99]).

REGION - DieseTabelle beinhaltet die verschiedenenHandelsregionendesUnterneh-
mens,wie beispielsweiseEuropa, Amerika und Asien.

NA TION - Jeder Handelsregionwerden ein oder mehrere Staaten zugeordnet,deren
Nameund zugeh•origer Schl•usselsich in dieserRelation �ndet.

PAR T - DieseRelation enth•alt die Informationen,wie denNamen,denHersteller,Marke,
Type, Gr•o�e und Preis, •uber die Teile bzw. Produkte, die angeboten werden.

SUPPLIER - Hierin werdendie Daten •uber die Lieferanten desUnternehmensabgelegt.
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PART

SUPPLIER

PARTSUPP

CUSTOMER

NATION
REGION

LINEITEM ORDERS

P_NAME
P_MFGR
P_BRAND
P_TYPE
P_SIZE
P_CONTAINER
P_RETAILPRICE
P_COMMENT

PS_PARTKEY
PS_SUPPKEY
PS_AVAILQTY
PS_SUPPLYCOST
PS_COMMENT

C_CUSTKEY
C_NAME
C_ADDRESS
C_NATIONKEY
C_PHONE
C_ACCTBAL
C_MKTSEGMENT
C_COMMENT

N_NATIONKEY
N_NAME
N_REGIONKEY
N_COMMENT

S_SUPPKEY
S_NAME
S_ADDRESS
S_NATIONKEY
S_PHONE
S_ACCTBAL
S_COMMENT

R_REGIONKEY
R_NAME
R_COMMENT

L_ORDERKEY
L_PARTKEY
L_SUPPKEY
L_LINENUMBER
L_QUANTITY
L_EXTENDEDPRICE
L_DISCOUNT
L_TAX
L_RETURNFLAG
L_LINESTATUS
L_SHIPDATE
L_COMMITDATE
L_RECEIPTDATE
L_SHIPINSTRUCT
L_SHIPMODE
L_COMMENT

O_ORDERKEY
O_CUSTKEY
O_ORDERSTATUS
O_TOTALPRICE
O_ORDERDATE
O_ORDERPRIORITY
O_CLERK
O_SHIPPRIORITY
O_COMMENT

P_PARTKEY

kursiv: Prim•arattribute

Abbildung 4.1: Datenbank-SchemadesTPCH-Benchmarks

CUSTOMER - Hier werdendie Daten •uber die Kunden festgehalten.Neben Nameund
Anschrift wird auch festgehalten,in welchem Segment diesert •atig ist.

PAR TSUPP - Zu jedemTeil kann eseinenoder mehrereLieferanten geben. Die Zuord-
nung, welcher Lieferant welchesTeil in welcher Mengeund zu welchem Preis liefern
kann, ist der Inhalt dieserTabelle.

ORDERS - Hier sind s•amtliche Informationen der Bestellungendie dem Handelunter-
nehmen vorliegen oder bereits abgeschlossensind gespeichert. Insbesonderewird
festgehalten,welcher Kunde an welchem Tag, zu welchem Preis etwas bestellt hat.

LINEITEM - JedeBestellung kann aus einem oder mehrerenBestellposten bestehen.
Die Informationen •uber die verschiedenenbestellten Teile einer Order, werden in
dieserRelation abgelegt.

Die eigentlichen Datens•atze desBenchmarks werdenmit Hilfe desProgrammsDBGEN 1

automatisch generiert. Hierzu k•onnen dem Programm unterschiedliche Skalierungsfak-
toren •ubergeben werden. Als Mindestgr•o�e wird in [Tra99] ein Skalierungsfaktor von
1 angegeben, was bedeutet, dass die Datenbank Informationen von 10000Lieferanten
enth•alt. Um jedoch einigeder Messungenin einemakzeptablenZeitrahmen durchf•uhren
zu k•onnen,wurde auch eineDatenbank mit einemSkalierungsfaktorvon 0.1 im Rahmen
dieserArbeit angelegtund verwendet. Eine •Ubersicht •uber die Anzahl der Tupel in den
einzelnenRelationen, liefert die Tabelle 4.1.

1zu �nden auf www.tpc.org
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Relation TPCH1 TPCH2
0.1 1

Region 5 5
Nation 25 25
Part 20000 200000
Supplier 1000 10000
Customer 15000 150000
Partsupp 80000 800000
Orders 150000 1500000
Lineitem 600572 6001215

Tabelle 4.1: •Ubersicht •uber die Anzahl der Tupel desTPCH-Schemas

4.2 Iden ti�k ation m•oglic her Fragestellungen

Ausgehendvon denData-Mining-Funktionen, die der Intelligent Miner for Data anbietet,
dem DatenbankschemadesTPC-H Benchmarks und den m•oglichen, zuvor beschriebenen
AnwendungsgebietendesData Mining im Handel,sollenin diesemAbschnitt verschiedene
explizite Szenarienbzw. Fragestellungendargestelltwerden,die sich mit denvorhandenen
Daten realisierenlassen.Dazu werdennacheinanderdie unterschiedlichen Funktionen des
Intelligent Miner betrachtet, um f•ur diesem•ogliche Anwendungsf•alle zu identi�zieren.

Da in der verwendeten Datenbasis keinerlei Daten •uber aufgenommenebzw. vergebe-
ne Kredit vorhandensind, ist eineAnalyse desKreditmanagements einesUnternehmens
aufgrund desFehlensder ben•otigten Informationen im weiteren Verlauf nicht m•oglich.

4.2.1 An wendungen der Associations-Mining-F unktion

Im Folgendenwerden Anwendungenaufgef•uhrt, wie sie im Rahmeneiner Analyse unter
Verwendungder Associations-Mining-Funktion realisiert werdenk•onnen.

Aus dem Bereich der Market-Basket-Analysis (vgl. Abschnitt 2.4.5) ergeben sich hierzu
beispielsweise die nachfolgendenFragestellungen,die sich neben der Betrachtung von
Kundendaten auch auf die Lieferantendaten beziehenk•onnen:

� Welche Produkte werden h•au�g gemeinsaman Kunden einesbestimmten Markt-
segments verkauft?

� Welche Produkte wurden am h•au�gsten gemeinsaminnerhalb den letzten x Tagen
an Kunden verkauft?

� Welche Produkte einesbestimmten Lieferanten wurden in den letzten x Tagenam
h•au�gsten gemeinsaman Kunden einesbestimmten Marktsegments in bestimmten
Regionenverkauft?

� Welche Produkte wurden am h•au�gsten gemeinsambei einembestimmten Lieferan-
ten eingekauft?
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Aus dem Bereich des Merchandise-Managementk•onnte sich unter Verwendung dieser
Funktion die folgendeFrageergeben:

� Gibt es einen Zusammenhangzwischen einem bestimmten Produkt, der bestell-
ten Menge diesesProdukts, der Priorit •at der Bestellung, der Transportmethode
und dem Gesamtwert desbestelltenPostens?(eineTransaktion besteht hierbei aus:
TransaktionsID, f Produkt, Menge,Priorit •at, Transportmethode, Gesamtwertg)

4.2.2 An wendung der Clustering-Mining-F unktionen

Die Clustering-Mining-Funktionen eignensich besondersf•ur den Bereich des Customer
Relationship Management wo sich zum Beispieldie folgendenFragenergeben k•onnen:

� Erzeugemit Hilfe der Clustering-Funktionen eine Klassi�k ation der Kunden, be-
zogenauf das Marktsegment, den aktuellen Kontostand, den Gesamtumsatz eines
Kunden (ggf. zus•atzlich innerhalb eines bestimmten Zeitraums) bzw. die Einze-
lums•atze pro Bestellungund pro Kunde, den Zeitpunkt (Zeitraum) der letzten Be-
stellung, die Region,die Anzahl der insgesamt gekauften Produkte und die Anzahl
der bestellten Mengepro Produkt und Transaktion.

Eine solche Analyse dient als Basis, um speziell auf die identi�zierten Kundengruppen
angepassteWerbema�nahmenoder Angebote zu entwickeln.

4.2.3 An wendungen der Sequential-P atterns-F unktionen

Ein EinsatzgebietdieserFunktion ist die Verwendungim Zusammenhangmit Marketing-
Analysen:

� WelcheweiterenProdukte wurden innerhalb von x Tagenim Anschlussan Produkte
gekauft, f•ur die Marketing-/Werbema�nahmendurchgef•uhrt wordensind (P TYPE
enth•alt den Text

"
promo\ )?

Aber auch im Bereich einer erweiterten Warenkorbanalyselassensich entsprechendeAn-
fragen implementieren:

� Welche weiteren Produkte werden im Anschluss an bereits gekaufte Produkte von
bestimmten Kunden einesbestimmten Marktsegments bzw. einerbestimmte Region
gekauft?

� Welche weiteren Produkte werden im Anschluss an bereits gekaufte Produkte ge-
kauft, basierendauf den Daten der letzten x Monate?
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4.2.4 An wendungen der Similar-Sequences-F unktion

Die Similar-Sequences-Funktion kann dann eingesetztwerden, wenn man Vergleiche der
Daten •uber bestimmte Zeitr•aumeerhalten m•ochte, wie im ZusammenhangeinerErweite-
rung desCRM innerhalb desUnternehmens:

� Gibt esbestimmte Kundengruppen (Region,Branche,.. . ) derenUmsatzverlauf sich
in den letzten x Tagen/Monaten gleich entwickelt hat?

Im Bereich der Marketing-Analysel•asstsich zus•atzlich die folgendeAnfrage stellen:

� Welche Produkte, f•ur die Marketing- oder Werbema�nahmendurchgef•uhrt worden
sind (P TYPE enth•alt den Text

"
promo\ ), haben einen •ahnlichen Verlauf in der

Ver•anderungder monatlichen Verkaufszahlenbzw. Umsatz?

F•ur dasMerchandiseManagement k•onnten folgendeFragenvon Interessesein:

� Welche Paare von Produkten desselben Herstellers(bzw. Lieferanten) haben einen
•ahnlichen Verlauf im saisonalenVerkauf/Umsatz?

� Welche Paare von Produkten, die von Kunden einesbestimmten Marktsegments
bzw. einer bestimmten Region gekauft werden, haben einen •ahnlichen Verlauf im
saisonalenVerkauf/Umsatz?

4.2.5 An wendungen der Classi�cation-Mining-F unktionen

Im RahmendesCustomer Relationship Management lassensich die folgendenAnfragen
von Bedeutungsein:

� Erstelle ein Klassi�k ationsmodell der zuvor erhaltenenCluster, durch Anwendung
der Classi�cation-Mining -Funktionen, um mit Hilfe des erhaltenen Modells, noch
nicht klassi�zierte Kunden entsprechend einordnenzu k•onnen.Auf der Basiseines
solchen Modells lassensich beispielsweise unterschiedliche Marketingma�nahmen
pro Cluster und damit angepasstan die Kundenw•unsche durchf•uhren.

� Erstelle einen Entscheidungsbaummit dem Ziel eine Rabattstufe zu bestimmen
(z.B. kein Rabatt, bis zu 10% Rabatt, bis zu 20% Rabatt, usw.), in Abh•angigkeit
von dem zu liefernden Teil und dessenLieferanten, der zu liefernden Menge, der
Transportart, ob das Produkt beworben wurde, dem Marktsegment, in dem der
Kunde t•atig ist, der Lieferpriorit •at und gegebenenfallsweiteren Attributen.

F•ur dasMerchandiseManagement ist beispielsweisedie folgendeAnalyse von Interesse:

� Erstelle ein Modell, wodurch sich ausdemzu versendendenProdukt, demHersteller
diesesProdukts, der bestelltenMenge,der Priorit •at der Bestellung,der Transport-
methode, der Verpackung und der Gr•o�e desProdukts, dem Lieferanten des Pro-
dukts und demVerpackungsmaterialerkennenl•asst,ob eszu einerLieferverz•ogerung
kommt (d.h. L SHIPDATE > L COMMITD ATE).
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4.2.6 An wendungen der Prediction-Mining-F unktionen

Das CustomerRelationship Management besch•aftigt sich mit den folgendenFragen:

� Erzeugemit Hilfe der Prediciton-Mining-Funktionen ein Modell basierendauf der
Regionbzw. Herkunftsland und dem Marktsegment, mit dem Ziel den zu erwarten-
den VerkaufsumsatzeinesNeukundenberechnen zu k•onnen2.

� Erstelle eine Modell mit dem Ziel einen gewissenRabatt(-wert) auf einen Bestell-
posten an einenKunden zu gew•ahren, in Abh•angigkeit von dem zu lieferndenTeil
und dessenLieferanten, der zu lieferndenMenge,der Transportart, ob dasProdukt
beworbenwurde,demMarktsegment, in demder Kunde t •atig ist, der Lieferpriorit •at
und gegebenenfallsweiteren Attributen.

4.3 Ausgew •ahlte Fragestellungen

Die Fragendie zur weiterenBetrachtung ausgew•ahlt wurden, werdenim folgendenaufge-
listet. Dabei wurde versucht m•oglichst s•amtliche Data-Mining-Funktionen desIntelligent
Miner zu verwenden.

Query 1 : Erzeugemit Hilfe der Clustering-Funktionen Cluster von Kunden bezogenauf
das Marktsegment, den aktuellen Kontostand, den Gesamtumsatz einesKunden,
denmaximalenEinzelumsatzaller bisherget•atigten BestellungeneinesKunden, die
Handelsregion,die Nation, die Anzahl der insgesamt bestellten Produkte und die
Anzahl der insgesamt get•atigten Bestellungen,unter Verwendungder Demographic-
Clustering-Funktion.

Query 2 : Entspricht Query 1, jedoch wird hier zur Implementierung die Neural-Cluste-
ring-Funktion verwendet.

Query 3 : Erstelle ein Klassi�k ationsmodell der aus Query 1 bzw. Query 2 erhaltenen
Cluster, durch Anwendungder Neural-Classi�cation-Mining-Funktion, um mit Hilfe
deserhalteneModells, noch nicht klassi�zierte Kunden entsprechend einordnenzu
k•onnen.

Query 4 : Die Fragestellewird aus Query 3 •ubernommen, jedoch wird hier der Tree-
Classi�cation-Algorithmus eingesetzt.

Query 5 : Erstelle einenEntscheidungsbaummit dem Ziel eine Rabattstufe zu bestim-
men(z.B. kein Rabatt, biszu10%Rabatt, bis zu20%Rabatt, usw.), in Abh•angigkeit
von der zu lieferndenMenge,der Transportart und dem Marktsegment, in dem der
Kunde t•atig ist. Verwendet wird auch hierzu der Tree-Classi�cation-Algorithmus.

Query 6 : Erzeugemit Hilfe der RBF-Prediciton-Mining-Funktion ein Modell basierend
auf der Regionbzw. Herkunftsland, demMarktsegment, mit demZiel denzu erwar-
tenden VerkaufsumsatzeinesNeukundenberechnen zu k•onnen.

2Aufgrund mangelnder weiterer Neukundeninformationen konnten keine weiteren Attribute in die
Analyse aufgenommenwerden. In der Realit•at sind die Verwendetensicherlich nicht ausreichend!
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Query 7 : Erstelle eine Modell mit dem Ziel einen gewissenRabatt(-wert) auf einen
Bestellpostenan einenKunden zu gew•ahren in Abh•angigkeit von dem zu liefernden
Teil und dessenLieferanten, der zu liefernden Menge, der Transportart, ob das
Produkt beworben wurde und dem Marktsegment, in dem der Kunde t •atig ist,
unter Einsatz der Neural-Prediction-Mining -Funktion.

Query 8 : Gibt es bestimmte Branchen deren Umsatzverlauf pro Monat sich zwischen
1993und 1997gleich entwickelt hat? DieseFragestellungl•asst sich durch Verwen-
dung der Similar-Sequences-Funktion realisieren.

Query 9 : Welche weiteren Produkte wurden von bestimmten Kunden im Anschlussan
zuvor bestellte/gekaufte Produkte bestellt/gekauft? L•osbar ist dieseProblemstel-
lung durch Verwendungder Sequential-Pattern-Funktion.

Query 10 : Welche Produktmarken werdenam h•au�gsten von bestimmten Kunden mit-
einandergekauft?

Query 11 : Welche Produkte, Produkte einer bestimmten Marke oder Produkte eines
bestimmten Herstellerswerdenam h•au�gsten gemeinsamvon den Kunden bestellt
oder gekauft? Sowohl Query 10 als auch Query 11, lassensich durch Verwendung
der Association-Rule-Mining-Funktion l•osen.

Query 12 : WelcheweiterenProdukte, Produktmarken,Produkte einesbestimmten Her-
stellers wurden von bestimmten Kunden im Anschluss an zuvor bestellte oder ge-
kaufte Produkte/Pro duktmarken/Produkte eines bestimmten Herstellers bestellt
bzw. gekauft? Hier kommt die Sequential-Patterns-Funktion zum Einsatz.

Tabelle 4.2 bietet einen •Uberblick •uber die jeweils pro Anfrage eingesetzteFunktion.

Funktion Anfrage
Association-Rule Query 10, Query 11
Demographic-Clustering Query 1
Neural-Clustering Query Query 2
Sequential-Patterns Query 9, Query 12
Similar-Sequence Query 8
Tree-Classi�cation Query 4, Query 5
Neural-Classi�cation Query 3
RBF-Prediction Query 6
Neural-Prediction Query 7

Tabelle 4.2: Die verwendetenFunktionen desIM
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Kapitel 5

Implemen tierung und Analyse der
Data-Mining-An wendungen

Die im vorangegangenenKapitel identi�zierten Fragestellungensollen in diesemKapi-
tel als Data-Mining-Anwendungendes Intelligent Miner realisiert werden. Hierzu wird
zun•achst exemplarisch an zwei durchg•angigenBeispielendie komplette Vorgehensweise
zur Implementierung einer Anwendung, wie sie im Rahmen dieser Arbeit durchgef•uhrt
wurde, betrachtet. Die nachfolgendeAbbildung zeigt schematisch den verwendetenAb-
lauf, welcher in Abschnitt 5.2 n•aher erl•autert wird.

Eingabequelle

Vorverarbeitung

Ausführung

Definition DM-Funktion

statistische Analyse

Anlegen der Miningbase

Visual. des Ergebnisses

Abbildung 5.1: Vorgehensweisezur Realisierungeiner DM-AnwendungdesIM

Hieran schlie�t sich eine Analyse der im Zuge der Durchf•uhrung der Data-Mining-An-
wendungenentstandenenDatenbankanfragenan. Aufgrund fehlenderM•oglichkeiten diese
Informationen direkt innerhalb der Anwendungzu erhalten, musstenhierf•ur datenbank-
seitigeHilfsprogramme,wie beispielweisedas Einrichten einesEventmonitors verwendet
werden[IBM00e].
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5.1 Arc hitektur des IM

Der Intel ligent Miner for Data von IBM besteht aus einer Client-Server-Struktur, wo-
bei die Werkzeugezum Erstellen und Verwalten der Data-Mining-Anwendungenlokal
am Benutzerrechner ausgef•uhrt werden[IBM99]. Die eigentlichen Miningl •aufek•onnenauf
einementfernten Rechner laufen,auf demder Intelligent-Miner-Server installiert ist. Hier-
zu •ubermittelt der Client die ben•otigten Parameterund Einstellungen.Die dritte Schicht
besteht ausdem Datenbanksystem,das wiederumauf einementfernten Server installiert
sein kann (sieheAbbildung 5.2). Im Rahmen der in Kapitel 6 durchgef•uhrten Optimie-

Datenbank-
Server

IM-Client IM-Client IM-Client

IM-Server

Abbildung 5.2: Client-Server-Architektur desIntelligent Miner

rungsm•oglichkeiten, waren sowohl der IM-Server und als auch die verwendeteDatenbank
auf demselben Rechner installiert.

5.2 Ablauf der Implemen tierung von An wendungen
im IM

Anhand den Beispielen zur Implementierung der Query 5 und der Query 11 werden
zun•achst die einzelnenPhasenaus Abbildung 5.1 betrachtet. Eine vollst•andige Zusam-
menfassungder ben•otigten Eingabesichten und der Funktions-Parameter, f•ur s•amtliche
Fragestellungen,die im RahmendieserArbeit erstellt wurden, �ndet sich in Anhang C.

Anlegen der Mining-Base

Vor dem eigentlichen Realisierender Data-Mining-Anwendungenmuss zuerst einmalig
einesogenannte Mining-Base erzeugtwerden.Diesebeinhaltet die Informationen mehrerer
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Anwendungen,also den Data-Mining-Funktionen mit den entsprechenden Parametern,
den Datenobjekten und den Data-Mining-Ergebnissen[IBM99].

De�nition der Eingab edatenquelle(n)

Um vorhandeneDaten im Intelligent Miner verwendenzu k•onnen,ist esnotwendig, dass
sich diesein einer einzigenRelation be�nden, da esnicht m•oglich ist mehrereEingabe-
quellen f•ur eineData-Mining-Anwendungfestzulegen.

Intelligent
Miner

Abbildung
(z.B. View oder
Tabelle)

Warehouse

Data

Abbildung 5.3: Zus•atzlich ben•otigte Schicht f•ur den IM

Dies impliziert, wie Abbildung 5.3 verdeutlicht, die Notwendigkeit einerzus•atzlichen Ver-
arbeitungsschicht, in der die ben•otigten Daten in einem entsprechenden Datenformat
bereitgestellt werden.Die ben•otigte Eingabrelation kann entwederals Sicht, als materia-
lisierte Tabelle oder als SummaryTable erzeugtwerden(vgl. Abschnitt 6.1.1).

In dem Beispiel f•ur die Query 11 ben•otigt man zun•achst die Beziehung welcher Kunde
welchesProdukt bestellt hat. Hierzu ist die nachfolgendeRelation, die hier zun•achst als
Sicht implementiert wird, notwendig:

CREA TE VIEW BOUILLAE .INPUT QUERY 11
(Q11 CUSTKEY, Q11 PARTKEY) AS

SELECT DISTINCT O CUSTKEY , L PARTKEY
FR OM TPCH1.LINEITEM , TPCH1.ORDERS
WHERE L ORDERKEY = O ORDERKEY

Um dieseSicht zu realisierenbieten sich nun zwei M•oglichkeiten an. Erstensk•onnte man
aus den Vorverarbeitungsfunktionen (sieheAnhang A) die Funktion Join-Data-Sources
verwenden.Dieseunterst•utzt ausschlie�lic h das Verkn•upfen zweier Tabellen durch einen
Einfachjoin. Die Ausgabe der erzeugtenRelation ist sowohl als Tabelle, als auch als Sicht
m•oglich. F•ur die RealisierungeinesMehrfachjoins w•are jedoch dasAnlegenmehrerersol-
cher Join-Data-Sources-Objekte notwendig. Da dies bei der Implementierung der restli-
chenFragestellungenh•au�ger der Fall war, wurdedie folgendezweite M•oglichkeit gew•ahlt:
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Abbildung 5.4: Verwendungvon
"
Run SQL\

Ebenfalls in den Vorverarbeitungsfunktionenverf•ugbar ist die Funktion Run SQL. Hier-
mit l•asstsich ein beliebigesSQL-Statement innerhalb der Mining-Baseabspeichern.Dieses
wird bei Aufruf desObjektesunver•andert der Datenbank •ubergeben. In unseremBeispiel
wird das obige SQL-Statement direkt in einem solchen Objekt abgespeichert (sieheAb-
bildung 5.4).

Um die erstellteRelation im Intelligent Miner verwendenzu k•onnenmussanschlie�end ein
Data-Objekt erzeugtwerden.Hierin wird zun•achst der Name(hier: INPUT QUERY 11)
und die Datenquelleangegeben, was neben Tabellen einer Datenbank auch normale AS-
CII-Textdateienseind•urfen. Zus•atzlich ist esebenfallshiermit m•oglich, noch nicht existie-
rendeSpeicherungszielef•ur berechnete Ausgabedatenzu de�nieren. Als n•achstesm•ussen
jedemAttribut der gew•ahlten Tabelle ein Datentyp desIntelligent Miner zugeordnetwer-
den. Hierbei wird zwischen den nachfolgendenf•unf Typen unterschieden[IBM99]:

� Binary - DieserDatentyp wird Attributen zugeordnet,die nur zwei Werte annehmen
k•onnen,n•amlich 0 und 1.

� Categorical - Die Werte repr•asentieren einemehrklassigeEinteilungen in Kategorien
(etwa in Berufe, Muttersprache, Haarfarbe, Studienrichtung... ).

� Continuous - Wird f•ur rationale Werte verwendet. Hierzu wird der gesamte Werte-
bereich durch das Data-Mining-System in mehrereTeilbereiche unterteilt und die
einzelnenWerte diesenjeweils zugeordnet.

� Discrete-Numeric - Im Gegensatzzu Continuous wird hiermit jeder Datenwert ein-
zelnenbetrachtet.
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Abbildung 5.5: Zuordnung der Datentypen den Attributen

� Numeric - Dieser stellt eine Kombination aus Continuous und Discrete-Numeric
dar. Falls ein Attribut mehr als 50 verschiedene Datenwerte besitzt wird es als
Continuous betrachtet, ansonstenals Discrete-Numeric.

Die Abbildung 5.5 zeigt dieseZuordnung f•ur dasEingabeobjekt INPUT QUERY 11.

Als n•achsteswird f•ur dieseFragestellungeineTaxonomieben•otigt, dashei�t esmusseine
Beziehung zwischen dem Hersteller einesProdukts, der Produktmarke und dem Produkt
selbst modelliert werden. Hierzu werden zun•achst die folgendenzwei Sichten, •uber ein
Run-SQL-Objekt erzeugt.Diesesind nicht unbedingt notwendig, da man auch direkt die
AusgangsrelationPART h•atte verwendenk•onnen,jedoch dienensieder •Ubersichtlichkeit.

BeziehungPart-Brand:

CREA TE VIEW BOUILLAE .PART BRAND
(Q11 PARTKEY, Q11 BRANDNAME ) AS

SELECT DISTINCT P PARTKEY , P BRAND
FR OM TPCH1.PART

BeziehungBrand-MFGR:

CREA TE VIEW BOUILLAE .BRAND MFGR
(Q11 BRANDNAME , Q11 MFGR) AS

SELECT DISTINCT P BRAND, P MFGR
FR OM TPCH1.PART

Mit Hilfe dieserbeidenRelationenkann nun ein Taxonomy-Objekt erstellt werden.Hier-
zu muss man zun•achst die Hierarchie modellieren und anschlie�end einer Verkn•upfung
zwischen den Stufen •uber die Attribute herstellen,was in Abbildung 5.6 dargestellt wird.

Die Vorgehensweisef•ur Query 5 ist entsprechend. Zun•achst ben•otigt man die Eingabere-
lation, die die ben•otigten Attribute enth•alt.

CREA TE VIEW BOUILLAE .INPUT QUERY 5
(Q5 QUANTITY , Q5 DISCOUNT, Q5 SHIPMODE ,
Q5 MKTSEGMENT) AS

SELECT DISTINCT L QUANTITY , L DISCOUNT ,
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Abbildung 5.6: Erstellen einer Taxonomie

L SHIPMODE, C MKTSEGMENT
FR OM TPCH1.LINEITEM, TPCH1.ORDERS,

TPCH1.CUSTOMER
WHERE L ORDERKEY =O ORDERKEY AND

O CUSTKEY =C CUSTKEY

Nun ist im Rahmender Bearbeitung dieserFragestellungdie De�nition einer Taxonomie
nicht notwendig. Vielmehr wird ein sogenanntes Discretization-Objekt ben•otigt, das die
Werte eines Attributs in de�nierte Intervalle unterteilt. F•ur diese Anwendung ist die
folgendeEinteilung vorgenommenworden:

In terv al boundary Flag Value
0,05 � Stufe 1
0,075 � Stufe 2
0,1 � Stufe 3

Fehler

DiesesObjekt mussnun innerhalb deszu de�nierenden Daten-Objekts einemausgew•ahl-
ten Attribut zugeordnetwerden, in diesemFall Q5 DISCOUNT:

Computed �eld name Computed �eld technique Form ula settings or
�eld names

RABATTSTUFE Discretization Rabattstufen - QUERY 5;
Q5 DISCOUNT

Die so implementierte Eingabequellebesitzt nun ein zus•atzlichesAttribut, n•amlich RA-
BATTSTUFE, daseinenWert in Abh•angigkeit der vorgenommenenEinteilung enth•alt.
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Abbildung 5.7: Ergebnisder Funktion
"
Explore\

Statistisc he Analyse

In einem n•achsten Schritt k•onnen statistische Untersuchungen auf den Datenquellen
durchgef•uhrt werden.Hierzu bietet sich insbesondersdie M•oglichkeit den Befehl Explore
auf einemDatenobjekt aufzurufenan. Hiermit wird automatisch durch denIntelligent Mi-
ner einestatistische Analyse auf dem Objekt gestartet, wobei dasSystemdie geeigneten
Parameterselbstbestimmt [IBM99]. DieseAnalyseeignetsich sowohl zum Festhaltender
Ausgangsverteilung der Daten, als auch zur Kontrolle, der festgelegtenDatentypen. Ab-
bildung 5.7 zeigt dasErgebniseiner solchen Analyse auf dem Objekt INPUT QUERY 5.

Vorv erarb eitungsfunktionen

Auf den Datenobjekten k•onnenzus•atzliche Vorverarbeitungsfunktionenangewendet wer-
den. Hierzu geh•ort insbesonderedas Filtern von fehlerhaftenoder unvollst•andigenTupel
oder die Reduzierungder Eingabemengedurch das Erzeugenvon zuf•alligen Teilen der
Ausgangsdatenmenge(engl.: sample). F•ur eine kurze Beschreibung der m•oglichen Funk-
tionen seiauf den Anhang A verwiesen.

Im Rahmen der Bearbeitung von Query 5 und Query 11 waren keine weitergehenden
Vorverarbeitungsfunktionennotwendig.

Data-Mining-F unktion

Im Anschluss an die Vorbereitung der Eingabedaten k•onnen nun die eigentlichen Data-
Mining-Anwendungenerzeugt werden. Hierzu w•ahlt man die gew•unschte Funktion aus
und kann dann die dazugeh•origen Parameter modi�zieren.
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Parameter Wert
Input Data INPUT QUERY 11
Optimize Mining Run For Disk space
TransactionField Q11 CUSTKEY
Item �eld Q11 PARTKEY
Sort On
Minimum support 75
Minimum con�dence 25 (default)
Maximum Rule length No limit (default)
Run the parallel mode of the function o�
Taxonomy Taxonomy f•ur PART

Tabelle 5.1: Parameter f•ur die Association-Rule-AnwendungQuery 11

Im ZugeunseresBeispielsmussf•ur die Fragestellung11 ein Association-Rule-Objekt mit
den in Abbildung 5.1 dargestelltenParameternangelegtwerden.

Input Data legt hierbei daszu verwendendeEingabeobjekt fest. Der ParameterOptimize
Mining Run, der die Laufzeit und den Speicherbedarf desverwendetenData-Mining-Al-
gorithmusbeein
usst, wird in Kapitel 6 n•aherbetrachtet. Die Optionen TransactionField
und Item Field legendie Attribute fest, die als Identi�k ation f•ur eineTransaktionbzw. ein
Element einer Transaktion dienen.Hinzu kommendie ben•otigten Werte f•ur die Support-
Untergrenze(Minimim Support ), die Con�dence-Untergrenze(Minimum Con�dence) und
die maximale Regell•ange,wie sie in Abschnitt 3.1 beschrieben wurden. Zus•atzlich muss
noch die zuvor angegebeneTaxonomiemit •ubergeben werden.

Der Wert f•ur die Option Run the parallel mode of the function hatte in der verwendeten
Installation desIntelligent Miner keine Funktion, da die daf•ur notwendigenErweiterung
f•ur den Intelligent-Miner-Server nicht verf•ugbar waren (siehehierzu auch Kapitel 6).

Auch f•ur die Query 5 (Tabelle 5.2) muss in diesemSchritt eine Data-Mining-Metho-
de ausgew•ahlt werden.Hierzu wurde die Tree-Classi�cation-Funktion verwendet, um die

Option Parameter
Input Data INPUT QUERY 5
Usemode Training mode
Maximum tree depth 5
Maximum purit y per internal node 100(default)
Maximum recordsper internal node 5 (default)
Input �elds Q5 MKTSEGMENT

Q5 QUANTITY
Q5 SHIPMODE

Classlabels RABATTSTUFE
Do not createoutput on

Tabelle 5.2: Parameter f•ur die Tree-Classi�cation-AnwendungQuery 5
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Abbildung 5.8: Ergebnisder Query 11

ben•otigte Klassi�k ationsanalyseder Eingabedatendurchf•uhren zu k•onnen.

Neuhinzugekommenist hier insbesondereder ParameterUseMode, der angibt, welcheder
drei Phasen,Training, Test oder Anwendung das Systemdurchf•uhren soll. Da zun•achst
dasModell erstellt werdenmuss,wird in diesemerstenSchritt Training Mode spezi�ziert.

Um eine Klassi�k ation nach den relevanten Attributen durchzuf•uhren, m•ussendieseim
ParameterInput �elds festgehaltenwerden.Das zuvor neu de�nierte Attribut RABATT-
STUFE dient als Klassenbezeichner, was bedeutet, dass dieser Werte in Abh•angigkeit
von den Attributen Q5 MKTSEGMENT, Q5 QUANTITY und Q5 SHIPMODE, berech-
net werdensoll.

Bei einigender realisiertenAnwendungenmusstenoch einezus•atzliche Ausgabedateioder
eineAusgabetabelle,in die die Ergebnissedesdazugeh•origenData-Mining-Laufs abgespei-
chert wurden,mit angegebenwerden,wasbei denvorgestelltenBeispielennicht notwendig
war.

Ausf •uhrung der Data-Mining-An wendung

Nach Abschluss der Kon�guration kann die Data-Mining-Anwendungvom Benutzer ge-
startet werden.W•ahrendder Durchf•uhrung der Analysewerdenpermanent aktuelle Sta-
tusinformationen des Systems•uber die Qualit •at und den Fortschritt der Berechnungen
zur•uckgegeben.

Darstellung des Ergebnisses

Die Ergebnissek•onnenbei Bedarf mit in der Mining-Baseabgespeichert werden,um von
dort jederzeit ohne Neustarten einesMining-Laufs wieder abgerufenund visualisiert zu
werden.F•ur eineBeschreibung der unterschiedlichen Ergebnissesei auf Abschnitt 3 und
die Dokumentation zum Intelligent Miner [IBM99] verwiesen.

Als Ergebnisf•ur die Query 11 ergeben sich die folgenden,in Abbildung 5.8 identi�zierten
Assoziationsregeln.

Der f•ur die Query 5 erstellte Klassi�k ationsbaumwird in Abbildung 5.9 dargestellt.
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Abbildung 5.9: Ergebnisder Query 5

5.3 Analyse der Data-Mining-An wendungen

Dieser Abschnitt untersucht die w•ahrend einesMining-Laufs gestelltenAnfragen an die
Datenbank. Hierbei wurden unterschiedliche Anfragetypen identi�ziert, die hier vorge-
stellt werden sollen. Es wird jedoch nur auf solche Datenbankanfrageneingegangen,die
direkt auf den erstellenEingabedatenbzw -sichten arbeiten. Die Zugri�e auf die Metada-
ten werdennicht weiter betrachtet, da diesein den untersuchten Anwendungennur einen
sehr geringenBruchteil der Verarbeitungszeit ben•otigten, und somit kein Potential f•ur
weitergehendeOptimierungen geboten haben. Die exakten DB-Anfragen der implemen-
tierten Anwendungen�nden sich in Anhang D.

5.3.1 Beschreibung der Anfraget yp en

In diesemUnterabschnitt werdennacheinanderdie identi�zierten Anfragetypen beschrie-
ben.

Anfraget yp 1

Eine in der Bearbeitung vieler Data-Mining-Funktionen erscheinendeAnfrage ist:

SELECT COUNT (� )
FR OM "RELA TION "

46



Dabei kennzeichnet
"
RELATION\ , die zugrundeliegendeRelation, auf der die Analyse

ausgef•uhrt wird, unabh•angig davon, ob dieseals Tabelle, Sicht oder Summary Table im-
plementiert wurde.

Dieser Typ von Datenbankanfrage wird, sofern durch das System ben•otigt, immer zu
Beginn einesMining-Laufs ausgef•uhrt. Dabei wird er auch pro Anwendungsausf•uhrung
nur ein einzigesMal aufgerufen.

Anfraget yp 2

Der grundlegendeAnfragetyp, der in s•amtlichen Data-Mining-Anwendungen ben•otigt
wird ist der folgende:

SELECT "alle benoetigten Attribute der Relation"
FR OM "RELA TION"
FOR FETCH ONL Y

Dabei werden immer nur die f•ur eine Data-Mining-Analyse ben•otigten Attribute einer
Relation selektiert.

F•ur s•amtlicheSELECT-Statements auf denEingabedaten,wird am Endedie Option FOR
FETCH ONLY mit •ubergeben. Diesebewirkt nach [IBM00c], dassin Tabellen, in denen
normalerweiseauch Daten aktualisiert oder gel•oscht werdenk•onnen,die Leseoperationen
beschleunigt werden,indemdie DatenbankmanagementsoftwaregeeigneteSperrenauf den
Daten erzeugt.

Eine Variante diesesAnfragetyps ist der nachfolgende:

SELECT "alle benoetigten Attribute der Relation"
FR OM "SICHT"
ORDER BY "erstesAttribut " ASC ,

"zweites Attribut" ASC ,
...

FOR FETCH ONL Y

Hinzugekommen ist hier die ORDER BY -Klausel. Diesewird dann ben•otigt, wenn die
Eingabedaten nicht vorsortiert sind, was im allgemeinenbei s•amtlichen Tabellen oder
Sichten einesrelationalen Datenbanksystemsder Fall ist. Eine solche Vorsortierung ist
f•ur die Associations-Mining - und die Sequential-Patterns-Mining-Funktionen notwendig,
da diesedie zu betrachtenden Transaktionenin aufsteigenderReihenfolgeben•otigen.

Die beidenhier vorgestelltenAnfragetypen, werdenje nach Data-Mining-Funktion unter-
schiedlich h•au�g aufgerufen.Die Tabelle 5.3 zeigt die Anzahl der Aufrufe f•ur die jeweils

Query 1 2 3 4 5 6 7 8 9 10 11 12
Anzahl der Aufrufe

des Anfraget yps 2 5 8 � 300 4 2 7 13 2 � 180 3 4 4

Tabelle 5.3: H•au�gkeit desAnfragetyps 2
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Abbildung 5.10:Die Filtering-Records-Option

untersuchten Fragestellungen,wobei dieseauf den TPCH-Daten mit dem Skalierungsfak-
tor 0.1 und der Einstellung Optimize for Disk Space ausgef•uhrt wurden.

Anhand der Tabelle sieht man deutlich, dasses sehr gro�e Unterschiede zwischen den
Anfragen gibt, was die Zahl der Datenbankaufrufe angeht.

Eine dritte Variante ergibt sich, sofernman nur bestimmte Werte einerRelation mit Hilfe
der Filtering-Records-Option einer Mining-Funktion betrachten m•ochte (vgl. Abbildung
5.10). Die so de�nierte Bedingung wird direkt in den WHERE-Teil der entsprechende
Datenbankanfrageeingef•ugt:

SELECT "alle benoetigten Attribute der Relation"
FR OM "RELA TION "
WHERE "Bedingung"
FOR FETCH ONL Y

Anfraget yp 3

Sofernman eine Ausgabetabelle ben•otigt wird diesezun•achst vom Data-Mining-System
mit der folgendenAnweisungangelegt:

CREA TE TABLE "RESULT"
( attribut1 datentyp1,
attribut2 datentyp2,
...))

NOT LOGGED INITIALL Y

Die Option NOT LOGGED INITIALL Y bewirkt, dasss•amtliche •Anderungenauf einer
Tabelle, die durch ein Insert, Delete, Update, Create Index, Drop Index oder Alter Table
erfolgen,nicht in der Log-Datei desDatenbanksystemsgespeichert werden.Dies bezieht

48



sich jedoch nur auf die jeweilsaktuelle Unit of Work bzw. Transaktion.Alle weiterenLog-
Informationen der durchgef•uhrten Operationen auf dieserTabelle, die in nachfolgenden
Transaktionenanfallen, werdengespeichert [IBM00c].

Nach [IBM00c] ist dieseOption dannn•utzlich, wenneinegro�e Mengenan Daten auseiner
anderenTabelleherauserzeugtwerdenm•ussen,und somit ein Recovery der neuangelegten
Tabelle im Fehlerfall nicht notwendigist. Mit dieserOption wird der Overheadvermieden,
der durch die Speicherung der Log-Informationen entsteht.

Im Anschluss an das CREATE-TABLE -Statement wird die folgendeAnweisungauf der
neu erzeugtenTabelle durchgef•uhrt:

AL TER TABLE "RESULT"
A CTIV ATE NOT LOGGED INITIALL Y

DieseAnweisungaktiviert das NOT LOGGED INITIALL Y der Tabelle f•ur die aktuelle
Unit of Work. Hierzu muss jedoch die Tabelle zuvor mit dieserOption erzeugt worden
sein.

Zum Abschluss werdennacheinanderdie Daten in die neu angelegteTabelle eingef•ugt:

INSER T INTO "RESULT"
(attribut1 , attribut2 , ... )

VALUES ( ?, ?, ?, ?, ?, ?, ?, ?, ?, ? )

5.3.2 Optimize for Disk Space - Optimize for Time

Allgemein l•asst sich f•ur die in dieserArbeit betrachteten Anwendungenfesthalten, dass
zwischen der Option Optimize for Disk Space und Optimize for Time (siehehierzu Ab-
schnitt 6.2), die man bei einigen der Data-Mining-Funktionen anw•ahlen kann, es nur
Unterschiede hinsichtlich der H•au�gkeit der oben aufgef•uhrten Aufrufe gibt, jedoch die
Datenbankanfragenselbst,sich nicht ver•andert haben. Dies l•asstdie Vermutung zu, dass
bei Einsatz der zeitoptimierten Algorithmen, mehr Zwischenergebnissebzw. Tupel der
Datenbank im Intelligent-Miner-Server gepu�ert werden, um somit die Zahl der Daten-
bankanfragenund die Mengeder zu transportierendenDaten zu verringern.

Lediglich bei der VerwendungdesAnfragetyps1 konnten Unterschiedefestgestelltwerden.
Bei manchender untersuchten Anwendungwurde einesolche Anfragenur im Rahmender
zeitoptimierten Variante ben•otigt.

5.3.3 An wendung der Mo delle

Auch im Rahmender Untersuchung der Anwendungder erstellten Data-Mining-Modelle
konnten keineweiterenAnfragetypen identi�ziert werden.Vielmehr werdenauch hier mit
der zuvor beschriebenenSELECT-Anweisungdes Anfragetyps 2 die Daten zum Intelli-
gent-Miner-Server •ubertragen. Dabei werden auch hier jeweils nur die ben•otigten Attri-
bute an den Intelligent-Miner-Server •ubertragen.
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Es konnte ebenfalls festgestelltwerden, dassin den betrachteten F•allen nur jeweils eine
einzigesolcheSELECT-Anfrageim Zugeder Anwendungsphasean die Datenbank gestellt
wird.
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Kapitel 6

Optimierungsm •oglic hkeiten der
Data-Mining-An wendungen

In diesemKapitel sollendie M•oglichkeiten zur Optimierung der Data-Mining-Anwendun-
gen,die in den vorherigenAbschnitten beschrieben wurden, untersucht werden.

Schwerpunkte sind die Betrachtung der Optimierungsm•oglichkeiten auf Eingabeseite(Ab-
schnitt 6.1) und die M•oglichkeiten, die sich im Rahmender Ausf•uhrung der Data-Mining-
Methoden ergeben (Abschnitt 6.2).

Zus•atzlich sind in realenAnwendungengegebenenfallssowohl die Vorverarbeitungsphase,
als auch das Schreiben von Ergebnissenaus Performancegesichtspunkten zu betrachten.
Hierbei gilt esbeispielsweisezu •uberlegen,in welcher Form eine Bereinigung der Daten
statt�ndet, oder auf welche Art und Weiseder Festplattendurchsatz erh•oht werdenkann.

Ein ebenfalls weiter zu untersuchender Punkt w•aren die M•oglichkeiten die das Daten-
bankmanagementsystemzur Optimierung der Data-Mining-Anwendungenanbietet. Hier-
zu geh•oren Einstellungen zur Modi�k ation unterschiedlicher Pu�erparameter oder der
Ausf•uhrungsparallelit•at desDatenbanksystems.

Im Zuge dieserArbeit wurde das Datenbanksystembereits so eingestellt, dasses Intr a-
Partitions -Parallelit •at verwendet. Diesbedeutet,dassunterschiedliche Operatoreninner-
halb derselben Anfrage vom DBMS parallel ausgef•uhrt werden. Beispielsweise enthalte
eineSQL-AnfrageeinenScan-,Join- und Sortieroperator; dasDatenbanksystemversucht
dieseOperatoren,sofernm•oglich, parallel zu bearbeiten [IBM00b].

6.1 Optimierungsm •oglic hkeiten auf Eingab eseite

Im Rahmender Optimierungsm•oglichkeiten auf Eingabeseitestellt sich zun•achst die Fra-
ge in welcher Form die ben•otigten Daten dem Intelligent Miner zur Verf•ugung gestellt
werden.Geht man von einem•ublichen Data-Warehouse-Schemaaus,wie eszum Beispiel
der TPCH-Benchmark verwendet,sogelangtman zu demProblem,dassdie Attribute, die
f•ur einebestimmte Data-Mining Funktion verwendet werden sollen, in unterschiedlichen
Tabellen zu �nden sind. Da s•amtliche Data-Mining-Algorithmen des IM nur auf einer
Tabelle arbeiten k•onnen (au�er bei der Verwendung von Taxonomien,sieheAbschnitt
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5.2), m•ussenzun•achst die unterschiedlichen M•oglichkeiten der Transformation der Daten
in das ben•otigte Format und derenEin
uss auf die Laufzeit einesMining-Laufs betrach-
tet werden.Dabei sind die grundlegendenAlternativ en die Daten so aufzubereiten, dass
anschlie�end die Mining-Funktionen darauf angewendet werdenk•onnen,die Verwendung
von Views, von Tabellen oder von SummaryTables,welche in Abschnitt 6.1.1vorgestellt
werden.

Zus•atzlich hat die Verwendungvon IndizesebenfallsEin
uss auf die Laufzeit einerAnfra-
ge. Hier gilt eszun•achst geeigneteIndexstrukturen f•ur die einzelnenMining-Funktionen
zu identi�zieren und die damit zusammenh•angendenKosten und den Nutzen festzuhal-
ten. Weiterhin soll in Abschnitt 6.1.3 untersucht werden, inwiefern die Verwendungvon
Indizesim RahmendesData Mining im IM angebracht ist und wie sich derenVerwendung
auf die Laufzeit der Algorithmen auswirkt.

Eine weitere Problematik ist die Analyse von Teilmengeneiner Tabelle. Auch hier gibt
es im RahmendesData Mining unterschiedliche M•oglichkeiten der Datenbereitstellung.
Insbesonderegilt es jene Tabellen zu betrachten, von denenman nur einegewissegenau
festgelegteTeilmengeben•otigt. Daneben ist ebenfalls von Interesseauf welche Art und
Weiseman Sampleseiner Tabelle erzeugensoll.

Hinzu kommt, dassdie Daten soaufbereitet werdenm•ussen,damit der Benutzer die Zu-
sammenh•ange versteht. Dies bedeutet, dasseine Assoziationsregelder Art 100 ! 1254
zun•achst keinerlei Informationsgehalt besitzt. Hierzu muss ein sogenanntes Name-Map-
ping durchgef•uhrt werden,dasdenSchl•usseln,die dazugeh•origenBezeichner zuordnet.Die
verschiedenenM•oglichkeiten, die hierf•ur im RahmendesData Mining verwendet werden
k•onnen,werden in Abschnitt 6.1.1behandelt.

Zus•atzlichesOptimierungspotential besteht in der Minimierung der Tupelgr•o�e. Ebenfalls
In Abschnitt 6.1.1soll hierzuuntersucht werden,welchenEin
uss die Anzahl der Attribute
in einer Relation und die damit zusammenh•angendeGr•o�e einesTupels auf die Laufzeit
besitzt.

Die Grundlage f•ur s•amtliche Betrachtungen in diesemAbschnitt bilden die in Abschnitt
5.3 identi�zierten und beschriebenenDB-Anfragen der einzelnenMining-Funktionen des
Intelligent Miner.

6.1.1 Implemen tierungsalternativ en

F•ur die Datenbereitstellung existieren insgesamt drei Alternativ en: Views, Tabellen und
Summary Tables.Hinzu kommt noch die M•oglichkeit, bei Verwendung mehrererEinga-
bequellen(z.B. im Zusammenhangmit Taxonomien),dassman einenTeil der ben•otigten
Daten als Tabellen, den anderen als Views implementiert. Auch dieser Ansatz soll im
Folgendenbetrachtet werden.

Implemen tierung mit Views

Der einfachste Ansatz dem Intelligent Miner die ben•otigten Daten zur Verf•ugung zu stel-
len, ist die M•oglichkeit der Implementierung mit Views. Neben einemgeringenSpeicher-
platzbedarf besitzenViews den Vorteil, dasssie Teile einer Relation vor dem Benutzer
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Abbildung 6.1: Ablaufplan zu einer Teilquery

verbergenk•onnen,seiesum die Komplexit•at der Ausgangsrelationzu verringern,oder um
Zugri�ssicherheit auf bestimmte Daten zu gew•ahrleisten.Hinzu kommt, dasslangeWar-
tezeiten bei der Erstellung der Views nicht auftreten, da keinerlei Daten kopiert werden
m•ussen.

Um die ben•otigten Daten dem IM zur Verf•ugung zu stellen gen•ugt es im einfachsten
Fall durch eine Selektion und/oder Projektion die ben•otigten Werte zu bestimmenund
diesebei Bedarf als Sicht zu implementieren. WerdenWerte auszwei oder mehr Tabellen
ben•otigt, m•ussenJoins zwischen diesende�niert werden. Wie in Abschnitt 5.3 gezeigt,
werden die vom Intelligent Miner ben•otigten Tabellen mehrfach im Zuge einesMining-
Laufs vollst•andig eingelesen.Dies erfordert also bei De�nition der Eingabedaten durch
Views ein mehrmaligesDurchf•uhren von Ein- bzw. Mehrfach-Joins.

Schon die einfache Anfragevom Anfragetyp 1, die beispielsweisew•ahrenddesAblaufs von
Query 1 ausgef•uhrt wird erfordert einenJoin •uber mehrereTabellen,wie der dazugeh•orige
Ausschnitt 6.1 ausdem Ablaufplan aufzeigt.

Dies mag zwar f•ur die Bearbeitung mehrerer kleiner Tabellen ausreichend sein, kann
jedoch bei gro�en Tabellen zu sehr gro�en Laufzeiten f•uhren, wie die in Kapitel 7 auf-
gef•uhrten Messergebnissezeigenwerden. Das Problem liegt nicht grunds•atzlich in dem
Verwendenvon Sichten, sondernan der Komplexit•at der Anweisung,die ben•otigt wird
um die notwendigenDaten bereitzustellen.
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Ein weiteresProblemist die bereitsobenbeschriebeneschlechte Unterst•utzung zu Bildung
von Views ausdem Intelligent Miner heraus.

Implemen tierung mit Tabellen

Neben der Realisierungder Eingabedatenmit Views existiert die M•oglichkeit die Daten
mit Hilfe von Tabellen bereitzustellen. Hierbei muss zun•achst in einem ersten Schritt,
daserforderliche Tabellenschemaermittelt werden.Im Rahmender Implementierung der
Tabellen wurde hierf•ur die M•oglichkeit von IBM DB2 verwendet mit Hilfe der Option
DEFINITION ONLY ein Tabellenschemadirekt auseinemSelect-Statement zu erzeugen,
wie esAbbildung 6.2 veranschaulicht.

CREA TE TABLE BOUILLAE .INPUT QUERY 9 TAB
(Q9 CUSTKEY, Q9 ORDERKEY , Q9 PARTKEY ) AS
(SELECT DISTINCT O CUSTKEY, O ORDERKEY , L PARTKEY
FR OM TPCH1.ORDERS, TPCH1.LINEITEM
WHERE O ORDERKEY = L ORDERKEY )

DEFINITION ONL Y

Abbildung 6.2: Anwendungvon DEFINITION ONLY

Der Vorteil dieserVorgehensweiseist, dassdie Datentypen und derenGr•o�e automatisch
in Abh•angigkeit der SQL-Anfrage erzeugt werden und somit den Ausgangsdatentypen
entsprechen. Im Anschlussdaran,wurdendie Tupel durch eineINSERT INTO-Statement,
wie esin Abbildung 6.3 schematisch dargestellt ist, in die Tabelle eingef•ugt.

INSER T INTO BOUILLAE .INPUT QUERY 9 TAB
(SELECT DISTINCT O CUSTKEY, O ORDERKEY , L PARTKEY
FR OM TPCH1.ORDERS, TPCH1.LINEITEM
WHERE O ORDERKEY = L ORDERKEY )

Abbildung 6.3: Kopieren der Daten mit INSERT INTO

Da einigeder Data-Mining-Funktionen desIM die Anzahl der Tupel einerRelation ben•oti-
gen,wird in vielen Funktionen, wie bereits erw•ahnt die Anweisung

SELECT COUNT (� ) FR OM ...

auf der Relation durchgef•uhrt. Hierbei zeigensich signi�k ante Laufzeitunterschiede im
Vergleich zu Views. Muss bei der Implementierung mit Views, zun•achst die Relation
aufgebaut werden, um die Tupel z•ahlen zu k•onnen, so kann die Datenbank bei der Im-
plementierung mit Tabellen die Anzahl der Tupel direkt angeben. Auch die restlichen
Operationenwerdenauf Tabellen um Gr•o�enordnungenschneller abgearbeitet.

Ein weiterer Vorteil gegen•uber den Sichten ist die Eigenschaft Indizesauf Attribute de�-
nierenzu k•onnen,um dadurch gegebenenfallsverschiedeneOperationendurch e�zien teren
Zugri� auf die einzelnenTupel beschleunigenzu k•onnen.DieseM•oglichkeit und die damit
zusammenh•angendenAuswirkungen auf die Laufzeit einer Anwendung im Rahmen des
Data-Mining sollenweiter unten in Abschnitt 6.1.3beschrieben werden.
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Anzahl der Datens •atze zu l•oschende S•atze
in der Tabelle (in Prozen t)
> = 200000 > = 80
> = 400000 > = 70
> = 700000 > = 60
> = 1000000 > = 50

Tabelle 6.1: GeeignetesVerh•altnis zur Verwendungvon Spiegeltabellen

Einer der gr•o�ten Nachteile von Tabellen ist der erh•ohte Speicherplatzbedarf um dieseim
Data Warehousezu erstellen.Insbesonderebei Tabellen,die nur gelegentlich ben•otigt wer-
den,zum Beispielsolchezum einmaligenErstellen einesData-Mining-Modells,muss•uber-
legt werden, ob man diesepermanent im Data-Warehousematerialisiert halten m•ochte
oder erst bei Bedarf anlegt, wodurch aber wiederum zus•atzlicher Zeitaufwand entsteht.
Dieskann bei mehrerengro�en TabellendurchauseinenZeitraum von einigenStundenin
Anspruch nehmen.

Zus•atzlich wird durch das Materialisieren der ben•otigten EingabedatenRedundanzzwi-
schen den Tabellen erzeugt,wodurch die Gefahr entsteht, dassman mit veralteten Daten
arbeitet, wenn die Daten in den Eingaberelationennicht automatisch mit den Basistabel-
len desData-Warehouseaktualisiert werden.

Eine zus•atzliche Gefahr stellen Verf•alschungen der Daten dar, die im Rahmen der An-
wendungder Vorverarbeitungsfunktionenauftreten k•onnen.Insbesondersbei Anwendung
der Funktion Create Sample, mit der man einezuf•allige TeilmengeseinerAusgangsmenge
erhalten m•ochte, k•onnen m•oglicherweiserelevante Datens•atze zum Beispiel im Rahmen
einer Outlier Analysis verloren gehen.

Ein weiterer Nachteil bei der Verwendung von Tabellen besteht darin, dass sich diese
nur sehr schwierig aktualisieren lassen.Im Gegensatzzur Verwendung von Sichten, die
immer mit den aktuellsten Daten arbeiten, mussman hier die Aktualisierung periodisch
von Hand, oder •uber entsprechendeProgrammevornehmen.

Dabei muss je nach Gr•o�e der Tabelle einer der in [Bos01] folgendenVorgehensweisen
angewendet werden:

1. Komplettes oder gegebenenfallsselektivesL•oschen der alten Daten ausder Tabelle
mit DELETE FROM und anschlie�endesEinf•ugender aktuellenDaten mit INSERT
INTO .

2. Komplettes L•oschen der Tabelle mit der AnweisungDROP TABLE und anschlie-
�endes Neuanlegender Tabelle und Einf•ugenmit Hilfe von INSERT INTO .

3. Die zu behaltendenDatens•atze werden in eine Spiegeltabelle kopiert, anschlie�end
die Originaltabellegel•oscht und die Spiegeltabelle in denNamender Originaltabelle
umbenannt.

Dieseauf den ersten Blick teilweisesehr •ahnlich aussehendenAlternativ en, k•onnen von
der Laufzeit sehr unterschiedlich sein. Insbesonderewenn auf der zu aktualisierenden
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>>-CREATE--+-SUMMARY--+---T ABLE--ta ble -name--- ---- --- ---- ---- --->
>-----+-OF--type-name1- -+-- ---- ---- --- ---- ---- ---- -+- -+-- ---- --->

summary-table-definitio n
|--+------------------- ---- ---- -+-- -AS--(- -ful lsel ect --)- ---- --->

| .-,--------------. |
| V | |
'-(-----column-name---+- --)- -'

>---------------------- ---- ---- ---- --| summary-table-options |-->

summary-table-options
|---+-DEFINITION ONLY--+------------------ -+-+ ---- --- ---- ---- ---|

| '-| copy-options |--' |
'-| refreshable-table-options |----------'

refreshable-table-optio ns
|---DATA INITIALLY--DEFERRED--REFRESH--+-DEFERRED--+- ---- ---- --->

'-IMMEDIATE-'
.-ENABLEQUERYOPTIMIZATION--.

>-------+-------------- ---- ---- ---- --+ ---- ---- ---- --- ---- ---- ---|
'-DISABLE QUERYOPTIMIZATION-'

Abbildung 6.4: Syntaxdiagramm zum Erstellen einer Summary-Table aus [IBM00c]

Tabelle ein Index de�niert ist, f•uhrt dasL•oschen der einzelnenTupel dazu,dassdiesemit
einemsehrhohenVerwaltungsaufwand aktualisiert werdenm•ussen.Die ersteM•oglichkeit
lohnt sich daher nur dann, wenn selektiv einzelneTupel aus der Tabelle entfernt bzw.
aktualisiert werden.Hingegenwerdenunterschiedliche Werte in [Bos01]genannt (Tabelle
6.1), ab welchem Verh•altnis zwischen Tabellengr•o�e und der Anzahl zu l•oschenderDaten
die dritte Methode den anderenbeidenvorzuziehenist.

Implemen tierung mit Summary Tables

Neben Views und Tabellen existiert in IBM DB2 auch noch die M•oglichkeit sogenannte
Summary Tableszu verwenden.Diesewerden•ahnlich den Sichten angelegt.Das entspre-
chendeSyntaxdiagramm ist in Abbildung 6.4 dargestellt.

Im Gegensatzzu den gew•ohnlichen Tabellen ist eineSummary Table eineTabelle, deren
De�nition auf den Ergebnisseneiner SQL-Anfrage basiert. Aus diesemGrund enth•alt
eine Summary Table typischerweisevorberechnete Ergebnisse,basierendauf den Daten,
die in den Tabellen enthalten sind, auf die sich die De�nition bezieht. Falls der SQL-
Compiler feststellt, dasseineSQL-Anfragewesentlich e�zien ter auf einerSummaryTable,
alsauf denBasis-Tabellenabl•auft, dann wird die SummaryTablezur Anfragebearbeitung
herangezogen.

Im Rahmen dieser Arbeit wurde jedoch eine andere Eigenschaft der Summary Tables
verwendet. Mit Hilfe einer solchen De�nition hat man die M•oglichkeit festzulegen,ob die
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Summary Table automatisch aktualisiert wird, sobald •Anderungen in den Basistabellen
stattgefunden haben, oder aber ob diesenur dann aktualisiert wird, wenn explizit ein
REFRESH TABLE darauf angewendet wird. Die VerwendungeinesREFRESH IMME-
DIATE, alsoder sofortigenAktualisierung der Tabelle, ist genaudann von Vorteil wenn

1. SQL-Anfragendurchgef•uhrt werden, die eine sehr langeAusf•uhrungszeit auf ihren
Basistabellen haben w•urden,

2. die Basistabellen nur sehrseltenaktualisiert werden,

3. oder das Aktualisieren der Summary Tables zu keinem gro�em Aufwand f•uhrt
[IBM00c].

DieseEigenschaft, die Summary Tablesautomatisch oder von Hand aktualisierenzu las-
sen, vereinfacht die Verwaltung der Eingabetabellen im Rahmen des Data Mining. Die
Aufgabe desAktualisierens der Eingabedatenwird bei VerwendungdesParametersRE-
FRESH IMMEDIA TE von der Datenbank •ubernommenund die Aktualit •at der Daten
entspricht der einer Sicht. Auf der anderenSeiten entsprechen die Zugri�szeiten jedoch
denenvon Tabellenund sind daherum ein mehrfachesschneller im Vergleich zum Einsatz
von Sichten. Abbildung 6.5 zeigt ein Beispiel f•ur die De�nition einerSummary-Table, wie
sie in dieserArbeit verwendet wurden.

CREA TE SUMMAR Y TABLE BOUILLAE .INPUT QUERY 9 SUM
(Q9 CUSTKEY, Q9 ORDERKEY , Q9 PARTKEY ) AS
(SELECT DISTINCT O CUSTKEY , O ORDERKEY , L PARTKEY
FR OM TPCH1.ORDERS, TPCH1.LINEITEM
WHERE O ORDERKEY = L ORDERKEY )

DATA INITIALL Y DEFERRED REFRESH DEFERRED

Abbildung 6.5: Erzeugeneiner Summary Table

Implemen tierung mit Views und Tabellen/Summary Tables

Neben den L•osungenausschlie�lic h mit Sichten, Tabellen oder Summary Tables zu ar-
beiten, kann man sich auch noch f•ur eine L•osung entscheiden, bei der die ben•otigten
Eingaberelationen unterschiedlich realisiert werden, was bedeutet, dassman einen Teil
der Eingabedaten als Views realisiert, den anderenTeil als materialisierte Tabelle oder
Summary Table. Zwar arbeiten die meistenData-Mining-Funktionen desIM, wie weiter
obenschon erw•ahnt, lediglich auf einerEingabequelle,jedoch werden,wennman beispiels-
weiseTaxonomienverwenden m•ochte zus•atzliche Eingabedaten ben•otigt. Hier bietet es
sich gegebenenfallsan, dieseEingabequellenalsSichten zu realisieren.Insbesonderedann,
wenn essich um relativ kleine Relationenhandelt, auf die dann zus•atzlich auch noch sehr
seltenzugegri�en wird.

Die Analyseder Mining-L •aufedesIM im RahmendieserArbeit hat insbesonderegezeigt,
dassgeradeauf die Relationen, die zum Erzeugenvon Taxonomienverwendet werden,
sehrseltenzugegri�en wird. Hier gen•ugt esalsodiesmit Hilfe von Sichten zu realisieren,
da der Laufzeitgewinn meist in keinem Verh•altnis zu dem ben•otigten Speicherplatz und
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dem erh•ohten Aufwand zur •Uberwachung der Aktualit •at der Daten durch den Benutzer
bei der Materialisierung der Eingabedatensteht.

Optimierung des Name Mapping

Zus•atzlich zu den unterschiedlichen M•oglichkeiten die ben•otigten Daten bereitzustellen,
mussman sich •uberlegenwann die Umsetzungvon Schl•usselnauf die dazugeh•origen Be-
zeichner erfolgt, also beispielsweisedie Abbildung der Personalnummer auf den Namen
des Mitarb eiter. Dies ist notwendig um die berechneten Ergebnisseauch interpretieren
zu k•onnen.Denn eineAssoziationsregelder Form 1002! 2000bietet f•ur den Betrachter
keineAussage.Hierzu wurden die Folgendendrei M•oglichkeiten betrachtet:

1. NameMapping vor Durchf•uhrung desData-Mining

2. NameMapping mit Hilfe desIntelligent Miner

3. NameMapping nach Durchf•uhrung desData-Mining

Im ersten Fall werden die Eingabedaten so abge•andert, dassanstelle desSchl•ussels,di-
rekt der Bezeichner als Attribut verwendet wird. Im Falle der Verwendungvon Sichten,
ist hierzu gegebenenfallsein oder mehrerezus•atzliche Joins notwendig, um die erforderli-
chenAttribute in der Eingaberelationzu verwenden.Da dieselben Anweisungenmehrfach
durchgef•uhrt werden,kann dieszu einer drastischen Erh•ohung der Laufzeit f•uhren.

Aber auch im Falle von Tabellen ist mit einerErh•ohung der Laufzeit zu rechnen,n•amlich
genaudann,wennkeineeindeutigeBeziehung zwischendemSchl•usselund demBezeichner
existiert, beispielsweiseexistieren mehrereMitarb eiter mit dem Namen Maier, besitzen
aber o�ensichtlich unterschiedliche Personalnummern.Ein einfachesAustauschender Per-
sonalnummer durch den Namenist in einemsolchen Fall nicht m•oglich, da ansonstendas
Ergebnisverf•alscht werdenk•onnte. Hierzu mussalsoein zus•atzlichesAttribut hinzugef•ugt
werden.Dies kann, aufgrund der ver•anderten Tupelgr•o�e dazu f•uhren, dassim schlimm-
sten Fall eine Anfrage, die bisher im Hauptspeicher durchgef•uhrt werden konnte, jetzt
Externspeicherzugri�e erforderlich macht und sich dadurch die Laufzeit um Gr•o�enord-
nungenerh•oht. Dieskann auch dann geschehen,wenn esm•oglich seinsollte den Schl•ussel
durch seinenBezeichner verlustfrei zu ersetzen,da textuelle Bezeichner meist mehr Spei-
cherplatz ben•otigen, als die numerischen Schl•usselwerte.

Im zweiten Fall, demNameMapping mit Hilfe desIntelligent Miner, wird ein Name-Map-
ping-Objekt erzeugt, das eine Beziehung zwischen Schl•usselund Bezeichner beschreibt.
Hierzu kann entwedereineeinfache ASCII-Datei verwendet werden,oder aber eineRela-
tion der Datenbank, auswelcher zwei ausgew•ahlte Attribute dieseBeziehung beschreiben.
DiesesObjekt wird im Zugeder Erstellung einerData-Mining-Anwendungangegebenund
vom IM bei der Pr•asentation desErgebnissesverwendet.Die interneBerechnung geschieht
mit Hilfe der unver•andertenAusgangsdaten.Erst nach AbschlussdesMining-Laufs erfolgt
schlie�lic h die Umsetzung.

Zus•atzlich bietet der Intelligent Miner auch noch die M•oglichkeit einesValue-Mapping
an. Hiermit kann man umgekehrt Bezeichner auf diskrete Werte abbilden, also z.B. die
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Wochentageauf die Werte von 1 bis 7. DiesesValue-Mappingwird jedoch vor demeigent-
lichenMining-Lauf durchgef•uhrt, sodassbereitsmit denver•andertenWerten die Analyse
durchgef•uhrt wird. Auch ist es damit umgekehrt nicht m•oglich, dieseFunktion dazu zu
verwenden,um die Schl•usselauf die dazugeh•origen Bezeichner abzubilden.

Die letzte M•oglichkeit, dem Name-Mappingnach Durchf•uhrung einesData-Mining-Laufs
•uberl•asst die Projektion dem Benutzer. Hierzu muss,sofernm•oglich und sinnvoll, durch
den Intelligent Miner eine Ergebnisrelation erzeugt worden sein. Ausgehendvon dieser
Relation kann man nun mit Hilfe von Joinsdie Daten entsprechendaufbereiten.Da dieser
Vorgangder M•oglichkeit desName-Mappingim Intelligent Miner entspricht, und auch von
der Laufzeit keine Vorteile zu erwarten sind, wurde dieseM•oglichkeit im Rahmendieser
Arbeit nicht weiter betrachtet.

Minimierung der Eingab edaten

Wie im vorherigen Abschnitt bereits kurz angesprochen, kann es durchaus von Vorteil
sein,wennman jeweils mit der minimalen Anzahl an Attributen arbeitet. Hierzu soll kurz
das folgendeBeispielbetrachtet werden:

Angenommenman m•ochte eineRelation mit 100.000Tupel analysieren.JedesTupel be-
sitzt 5 Attribute vom Typ VARCHAR mit einer Gr•o�e von je 50 Bytes. Ben•otigt werden
aber f•ur den Mining-Lauf nur 2 Attribute. Dies bedeutet, dasssich in diesemFall die
Mengeder zu betrachtenten Daten von 25.000.000Bytes (� 238MB) auf 10.000.000By-
tes (� 95 MB) verringert. Hinzu kommt dass,wie Abschnitt 5.3 gezeigthat, in vielen
verwendetetMining-Algorithmen nicht nur einmal die gesamten Daten eingelesenwerden
m•ussen,sonderndies im Zuge einesMining-Laufs mehrmalsgeschieht. In dem gemesse-
nen Mining-Lauf zu Query 3, wurde, wie die Abbildung 5.3 zeigt, bis zu 300-maldieselbe
Relation komplett eingelesen,was bereits hier in diesemeinfachen Beispiel dazu f•uhren
w•urde, dassim erstenFall fast 42 GB mehr an Daten gelesenwerden.

Hier kann es sich durchaus lohnen, die minimal ben•otigten Eingabedaten einmalig zu
Beginn einesMining-Laufs tempor•ar zu erzeugen,und danach wieder zu l•oschen. Gege-
benenfallskann man sogarzus•atzlich einen passendenIndex erzeugen,um das Einlesen
der Daten in bestimmten F•allen zus•atzlich noch zu beschleunigen,wie in Abschnitt 6.1.3
gezeigtwird.

6.1.2 Selektion und Samples

Die bisher betrachteten Implementierungen der Eingabedaten gingen davon aus, dass
jeweils s•amtliche Tupel einer Relation im Rahmeneiner Data-Mining-Analyse betrachtet
wurden. Interessiertman sich jedoch nur f•ur eineTeilmengeder Ausgangsdaten,alsoz.B.
nur f•ur die Kunden einer bestimmten Region, so ergeben sich hierf•ur unterschiedliche
M•oglichkeiten, auf welche Art und Weisedie ben•otigten Tupel selektiert werdenk•onnen.

Desweiteren kann man mit Hilfe des Intelligent Miner auch zuf•allige Teilmengenseiner
Ausgangsmenge,sogenannte Samplesde�nieren, um darauf seineMining-Funktionen an-
zuwenden,falls die Verwendung der gesamten Ausgangsmengezu viel Zeit in Anspruch
nehmenw•urde. DiesebeidenF•alle sollennun im folgendenauf die Optimierungsm•oglich-
keiten hin untersucht werden.
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Selektion einer Teilmenge

Um eine Teilmengeeiner Relation zu de�nieren und im Intelligent Miner zu verwenden
kann man folgendeunterschiedlichen Ans•atze verfolgen:

1. De�nition einer View - Hier gen•ugt es eine neue View anzulegen,bzw. eine
bestehendeum die Selektionsbedingungenzu erweitern.

2. Anlegen einer Tabelle - Im Rahmen des INSERT-Anweisung, werden nur die
relevanten Tupel selektiert.

3. Anlegen einer Summary Table - Auch hier legt man zun•achst dasTabellensche-
ma und die dazugeh•orige Aktualisierungsoperation mir der ben•otigten Selektion
fest.

4. Verw enden der Filter-R ecor ds-Condition -Option des In telligen t Miner
- Nach Auswahl der Option Show the advanced pagesand Controls hat man die
M•oglichkeit, mit Hilfe einesgra�schen Werkzeugs(siehe Abbildung 5.10) die Be-
dingungenzur Auswahl der zu betrachtenten Tupel zu de�nieren. Eine Analyseder
DB-Anfragen hat gezeigt(vgl. Abschnitt 5.3), dassdieseBedingungendirekt in den
WHERE-Teil desAnfragetyps 2 eingef•ugt werden.

Die vier vorgestelltenunterschiedlichen M•oglichkeiten unterscheidensich zun•achst insbe-
sonderedarin, zu welchemZeitpunkt desData-Mining-Ablaufs die Selektiondurchgef•uhrt
wird. Im erstenund im letzten Fall geschieht diesw•ahrenddeseigentlichen Mining-Laufs,
bei den restlichen zu einemfr•uherenZeitpunkt. Am 
exib elsten ist sicherlich die L•osung
Nummer 4, da hier ohne gro�en Aufwand die zu betrachtenden Tupel de�niert werden
k•onnen.Hierin liegenaber wiederumdie Schwierigkeit weitergehendeOptimierungen auf
den Basisrelationendurchzuf•uhren, so z.B. das Verwenden von geeignetenIndizes. Ar-
beitet man regelm•a�ig auf bestimmten Teilmengenso bietet essich auch hier wiederum
an, diese•uber eine Tabelle oder Summary Table zu de�nieren. Ansonstengilt von der
Ablaufgeschwindigkeit dasselbe wie bereits in Abschnitt 6.1.1beschrieben.

De�nition von Samples

Oftmals gen•ugt esnicht, nur die bisher beschriebenenOptimierungen durchzuf•uhren, da
die Anzahl der Tupel zu gro� ist, um die Algorithmen in einer akzeptablenZeit ablaufen
zu lassen.Hierzu bietet sich die De�nition von Samples,also einer zuf•alligen Teilmenge
der Ausgangsmengean. Im Intelligent Miner l•asst sich hierf•ur ein Sample-Objekt erzeu-
gen. Dazu mussman lediglich den gew•unschten prozentualen Anteil der Ausgangsmenge
angeben. Als Ergebnislassensich zwei unterschiedliche Alternativ en erzeugen.Zum einen
ist diesdasAusschreiben der zuf•allig selektierenTupel in eineneueTabelle, zum anderen
dasErzeugeneiner View •uber der Ausgangsrelation.

Abbildung 6.6 zeigt das Schema wie der Intelligent Miner mit Hilfe von Views zuf•alli-
ge Teilmengende�niert. Hierbei sind jedoch Problemebei der Verwendung aufgetreten.
Obwohl die De�nition solcher Eingabedatendirekt unterst•utzt wird, hatten manche der
Data-Mining-Funktionen Probleme bei deren Verwendung. So sind einige der Mining-
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CREA TE VIEW NAME AS
SELECT FR OM BOUILLAE.RELA TION
WHERE RAND (988633088)< = DECIMAL('0.10',15,2,'.')

Abbildung 6.6: Samplesdurch Views realisiert

L•aufe zun•achst ganz normal abgelaufen,doch bei der Darstellung der Ergebnisse,kam
eszu der Fehlermeldung,dassdie statistischen Funktionen •uber die Eingabedatennicht
korrekt sind. Da dieserst nach vollst•andigemAbschlussder Analysegeschieht, und zuvor
keinerlei Fehlermeldungenoder Warnungenerscheinen,konnten Samples,die •uber Views
realisiert wurden, nicht immer erfolgreich eingesetztwerden.

6.1.3 Verwendung von Indizes

In denvorangegangenenAbschnitten wurde bereitsmehrfach auf die M•oglichkeit der Ver-
wendungvon Indizeszu Beschleunigungder Abarbeitung von Datenbankanfragenhinge-
wiesen.In diesemAbschnitt soll nun untersucht werden ob es bei den in Abschnitt 5.3
identi�zierten Anfragen, die im ZugeeinesMining-Laufs im RahmendieserArbeit aufge-
treten sind, M•oglichkeiten gibt, diesemit Hilfe von Indizeszu beschleunigen.Dabei wird
hier vorrangig die M•oglichkeit deren Verwendung auf den Realisierungenmit Hilfe von
Tabellen bzw. Summary Tablesanalysiert.

Zus•atzlich k•onnte man noch das Erzeugender Eingabesichten durch geeigneteIndizes
unterst•utzen. Die f•ur dieseArbeit betrachtete DatenbasisdesTPCH-Benchmarks hatte
bereits f•ur s•amtliche Tabellen der Basisrelationeneinen Index auf den Prim•arschl•usseln
enthalten, so dasshierdurch die meisten der realisierten Eingabesichten aus Anhang C
bereits optimal unterst•utzt wurden.

Als ersteswird der folgendeAnfragetyp1 untersucht:

SELECT COUNT (� )
FR OM "RELA TION"

Bei diesemAnfragetyp lassensich keinerlei weitere Optimierungen mit Hilfe von Indizes
identi�zieren, sofern es sich bei der betrachteten Relation um eine materialisierte Ta-
belle oder Summary Table handelt. F•ur die Optimierung dieserAnfrage auf einer Sicht,
lassensich s•amtliche Optimierungen anwenden,die die SQL-Anfragezur Sichtenbildung
beschleunigt, wie beispielsweisedasGeneriereneinesIndex auf den Join-Attributen.

Der Anfragetyp 2 bietet zun•achst ebenfalls keinen Ansatz, wie sich diesermit Hilfe von
Indizes beschleunigen lassenkann, da hier ein einfaches sequentielles Einlesender Aus-
gangsrelationstatt�ndet.

Die Laufzeit der zweiten in Abschnitt 5.3 beschriebenenVersiondieseAnfragetyps,

SELECT "alle benoetigten Attribute der Relation"
FR OM "RELA TION"
FOR FETCH ONL Y
ORDER BY "erstesAttribut " ASC ,
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Abbildung 6.7: Ablaufplan der Teilquery 11 vor und nach De�nition einesIndex

"zweites Attribut" ASC ,
...

FOR FETCH ONL Y

l•asst sich hingegenmit Hilfe einesgeeignetenIndex auf den selektierten Attributen be-
schleunigen.Der Grund liegt darin, dassdurch denIndex, die sonstnotwendigeSortierung
der Tupel zur Laufzeit entf •allt, da dieserbereits entsprechend der ben•otigten Sortierung
de�niert wurde, und somit ein einfacher Index-Scangen•ugt:

CREA TE INDEX IDX TABLE
ON TABLE "RELATION"
(" alle benoetigten Attribute der Relation" ASC );

Die unterschiedlichenKostenf•ur die Durchf•uhrung dieserAnfragevor und nach der De�ni-
tion einesentsprechendenIndex werdenbeispielhaft in dendazugeh•orendenAblaufpl•anen
in der Abbildung 6.7 der Teilanfrageder Anfragetyps 2 f•ur den beschriebenen Mining-
Laufs 11 dargestellt.Eine vollst•andigeBeschreibung dieserAnfrage �ndet sich in Anhang
D.

Eine solche Optimierung kann bei Verwendungder Association-Mining -Funktion und der
Sequential-Patterns-Mining eingesetztwerden,da diese,wie zuvor beschrieben, eineVor-
sortierung auf den Eingabedatenben•otigen.

Um zus•atzlich die betrachteten Anfragen zu beschleunigen, sofern die Eingaberelation
durch Sichten de�niert sind, ist der Einsatz von Bitmap-Indizes sinnvoll. Dabei wird f•ur
jeden Attributwert der Basistabellen genaueine Bitliste angelegt,die so viele Positionen
enth•alt, wie esTupel in der betre�enden Basisrelationgibt, wobei eine1 daraufhinweist,
dassder Attribut wert in dem Datensatzenthalten ist, und eine0, dassder Wert in dem
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Abbildung 6.8: Erzeugenvon Bitmap-Indizes

betrachteten Tupel nicht enthalten ist [Mcl98].Ein Beispielf•ur dasErstelleneinesBitmap-
Index f•ur ein Attribut ist in Abbildung 6.8 dargestellt.

Die Indexierung mit Hilfe von Bitmap-Indizes eignet sich vor allem dann, wenn man Da-
ten mit einergeringenKardinalit •at aber mit einergro�en Zahl an Datens•atzenverwendet.
Solche Bitmap-Indizes unterst•utzen insbesonderekomplexeAnfragen mit logischen Ope-
ratoren, wie AND, NOT und OR. DieseAnfragen k•onnendann gegebenenfallszun•achst
vollst•andig auf den Indizes arbeiten. Erst im Zuge der Ergebniserstellungmuss auf die
eigentlichen Datens•atze zugegri�en werden. Der Einsatz von Bitmap-Indizes konnte je-
doch nicht weiter untersucht werden, da das verwendete Datenbanksystem,dies nicht
unterst•utzt.

Ein Problem hat sich bei der Verwendungvon SummaryTableszusammenmit Indizesim
RahmendieserArbeit unter Verwendung von IBM DB2 V7.1.0 ergeben. Zwar wird das
Erzeugenvon Indizesauf Attribute einerSummaryTableerlaubt und auch durchgef•uhrt,
jedoch scheinen diese bei der Abarbeitung einer Anfrage nicht verwendet zu werden.
Der mit Hilfe von EXPLAIN berechnete Ausf•uhrungsplanund die Kosten einer Anfrage,
scheinendarauf hinzudeuten,dassDB2 denerstelltenIndex zwar verwendet, jedoch zeigen
die Ablaufzeiten und einegenaueAnalyseder tats•achlichen Zugri�e und Aktivit •aten, mit
Hilfe des Programms db2batch, auf der Datenbank, dassdies scheinbar doch nicht der
Fall ist. Insbesonderedie unterschiedlichen Ergebnisseunter Verwendungvon EXPLAIN
und db2batch deuten darauf hin, dasshier ein Fehler in der aktuellen VersionV7.1.0 der
Datenbank vorliegt, die in sp•ateren Versionengegebenenfallsbehoben ist, und dadurch
dieselben Optimierungsm•oglichkeiten durch Indizes entstehen, wie sie oben f•ur Tabellen
betrachtet wurden.
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6.2 Optimierungsm •oglic hkeiten w•ahrend des Ablaufs
der Data-Mining-An wendungen

Nachdemim vorangegangenenAbschnitt untersucht wurde, auf welche Art und Weisedie
f•ur einenMining-Lauf ben•otigten Daten demSystemzur Verf•ugunggestelltwerden,sollen
nun die Optimierungsm•oglichkeiten betrachtet werden,die sich bei der Durchf•uhrung der
Anwendungenergeben.

Hierzu werdenzun•achst die Optionen untersucht, die der Intelligent Miner bietet. Neben
der M•oglichkeit die Durchf•uhrung der Anwendungenauf Zeit oder auf Speicherplatz zu
optimieren, kann man einenMining-Lauf auch in mehrereparallel ablaufendeTeilprozesse
unterteilen.

Danebenbieten die Scoring-Servicesvon IBM die M•oglichkeit, Teileder Anwendungspha-
se einer Data-Mining-Funktion vollst•andig auf die Datenbank zu verlagern, ohne dabei
auf die Komponenten desIntelligent Miner zugreifenzu m•ussen.

6.2.1 Optimierungsm •oglic hkeiten im IM

Der Intelligent Miner bietet in der aktuellen Versionzwei M•oglichkeiten, die Laufzeit einer
Data-Mining-Anwendungzu reduzieren.

Eine M•oglichkeit ist dasVerwendender Einstellung Optimize for Time anstelleOptimize
for Disk Space, welche bei einigenFunktionen verf•ugbar ist. Die zweite ist die M•oglichkeit
der parallelenVerarbeitung der Anwendungen.

Optimize for Disk Space - Optimize for Time

Wird die Option Optimize for Time verwendet,sowird durch denIntelligent-Miner-Server
ein tempor•aresVerzeichnis angelegt,in dem w•ahrend einesMining-Laufs typischerweise
75%der Daten der Ausgangsrelationabgelegtwerden [IBM99]. Die Laufzeit kann damit
erheblich beschleunigt werden,da die Zahl der Datenbankzugri�e damit minimiert wird.

Bei Verwendungvon Optimize for Disk Space, wird ein solchesVerzeichnis nicht erstellt,
sonderndie Daten werden bei Bedarf direkt von der Datenbank angefordert,was dann
von Vorteil seinkann, wenn die Relationenzu gro� sind um tempor•ar kopiert werdenzu
k•onnen.

Parallele Verarb eitung

Der Intelligent Miner bietet zus•atzlich die M•oglichkeit an, bestimmte Mining-Funktionen
in parallelen Teilprozessenablaufen zu lassen.Hierzu kann man entweder von Hand die
gew•unschte Anzahl an Teilprozessenfestlegen,oder der Intelligent Miner bestimmt diese
selbst•andig.

Sollte man auf gew•ohnlichen Dateien arbeiten, som•ussendiesezuvor mit Hilfe einesmit-
geliefertenTools in mehrerekleinereDateienaufgeteilt werden,damit jederder de�nierten
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Teilprozesseauf einersolchenDatei arbeiten kann. Verwendetman hingegenbereitsparti-
tionierte Tabellenin einerDatenbank, soerkennt diesder Data-Mining-Server selbst•andig
und passtbei Bedarfdie Anzahl derTeilprozesseautomatisch an.SolltenwenigerRechenk-
noten als Partitionen existieren,sowird versucht die Arbeitslast gleichm•a�ig zu verteilen.
Gibt es hingegenmehr Rechenknoten als Partitionen, so wird die Zahl der Teilprozesse
automatisch auf die Zahl der Eingabepartitionen reduziert.

Verk•urzung der Laufzeiten sind durch diesenAnsatz einerseitsdurch die Verteilung der
Rechenlast auf mehrereKnoten zu erwarten, andererseitsdurch die Parallelisierung der
Datenbankzugri�e.

Die f•ur die Verwendungder parallelenFunktionen ben•otigte Komponente desIntelligent-
Miner-Serverswar im RahmendieserArbeit nicht verf•ugbar. WeshalbdieserAnsatz nicht
weiter untersucht werdenkonnte.

6.2.2 Verwendung der Scoring Services von IBM

Die Scoring Services bieten eineM•oglichkeit, die Funktionen desDatenbanksystemsDB2
um Daten-Mining-F•ahigkeiten zu erweitern. Zwar m•ussenweiterhin die Data-Mining-
Modelle mit dem Intelligent Miner erstellt werden, jedoch kann die Anwendungsphase
vollst•andig im Datenbanksystemablaufen. Abbildung 6.9 veranschaulicht den Data-Mi-
ning-Ablauf unter Einsatz der ScoringServices.

Training Model

Training Model
Export

Import

Model Daten

Mining-
Ergebnis

DB2 UDB

Intelligent Miner

Funktion

Scoring-
Services-

Abbildung 6.9: Verwendungder ScoringServices(nach [IBM00a])

In einemerstenSchritt, wird unter Verwendungder Data-Mining-Funktionen desIntelli-
gent Miner ein Modell erstellt, welchesanschlie�end exportiert werdenmuss.Dieseswird
dann in einerDB2-TabellealsLargeObject (LOB) abgelegt.Unter Anwendungder in DB2
gespeicherten Scoring-Services-Funktionen, wird dasModell auf neueDaten angewendet,
wobei die Ergebnissewiederumin einer Tabelle abgelegtwerden.

Im Augenblick wird die Anwendungsphaseder folgendenData-Mining-Funktionen des
Intelligent Miner unterst•utzt:

� Demographicund Neural Clustering
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� Tree und Neural Classi�cation

� RBF und Neural Prediction

� Polynomial Regression

Zu erwarten ist, dassdie VerwendungdieserErweiterungzu einerBeschleunigungder An-
wendungsphasef•uhrt, da die ben•otigten Daten nicht zwischen der Datenbank und dem
Data-Mining-Server transportiert werdenm•ussen.Desweiterenkann auch dasDatenbank-
systemgegebenenfallsweitere Zugri�soptimierungen zur Laufzeit bestimmen.

Da die Scoring-Services bei Erstellung dieserArbeit nicht auf dem verwendetenSystem
verf•ugbar waren, wurde dieserAnsatz nicht weiter verfolgt, obwohl hier, wie beschrieben,
weitere Optimierungsm•oglichkeiten zu erwarten sind.
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Kapitel 7

Analyse ausgew•ahlter
Optimierungsm •oglic hkeiten

In diesemKapitel werden nun einigeder zuvor vorgestelltenOptimierungsm•oglichkeiten
analysiert. Neben der ben•otigten Zeit f•ur einengesamten Mining-Lauf, die mit Hilfe der
Angaben desIntelligent Miner gemessenwird, werdenzus•atzlich auch einzelneder iden-
ti�zierten Teilanfragenmit Hilfe desDB2-Programmsdb2batch n•aher untersucht.

Generellwurde jedeMessungmindestensdrei mal durchgef•uhrt, und anschlie�end ausden
gemessenenLaufzeiten der arithmetische Mittelw ert gebildet. Bei einigen der Anfragen
hat sich im Zuge der Bearbeitung herausgestellt,dass die Laufzeiten f•ur eine weitere
Analyse im Rahmen dieserArbeit zu gro� sind, da sie nach 12 Stunden nicht beendet
waren. Dies trat vor allem bei den Anwendungenauf, die als EingabequelleSichten auf
der Datenbank mit dem Skalierungsfaktor1 verwendeten.

Zur Verwaltung der Daten des TPCH-Benchmarks, die wie beschrieben, in zwei un-
terschiedlichen Skalierungsfaktoren vorlagen, wurde die Datenbanksoftware DB2 UDB
V7.1.0 von IBM eingesetzt,wobei das DBMS so kon�guriert war, dassdie SQL-State-
ments mit Intra-Partition-P arallelit •at ausgef•uhrt wurden. Als Data-Mining-Tool wurde
der Intel ligent Miner for Data V6 Release1 verwendet. Eine Parallelisierungder eigent-
lichen Mining-Funktionen war aus den bereits zuvor in Abschnitt 6.2.1 beschriebenen
Gr•unden nicht m•oglich. Sowohl DB2, als auch der Server des Intelligent Miner, wurden
auf einerSUN ULTRA 60 mit zwei SUN UltraSPARC-II 295MHz Prozessorenbetrieben.
Daneben lief der Intelligent-Miner-Client auf einemPC mit einemAMD Athlon mit 750
MHz und 256MB Hauptspeicher.

7.1 Analyse der Optimierungsm •oglic hkeiten

Die Tabelle 7.1 gibt zun•achst einen •Uberblick •uber die Laufzeiten der Teilanfragendes
Anfragetyps 2 der unterschiedlichen Anwendungen(vgl. Abschnitt 5.3), wobei die Werte
0.1und 1 unter denImplementierungsalternativen denSkalierungsfaktor(SF) der zugrun-
deliegendenDatenbank vorgeben. Nimmt man die Tabelle5.3hinzu, sokann man hiermit
die ben•otigte Gesamtzeit f•ur die Datenbankzugri�e auf die Eingabequellenabsch•atzen.
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View Tabelle View Tabelle
SF 0.1 0.1 1 1
Query 1 20.2 1.0 2075.0 7.4
Query 3 - 0.7 - 8.6
Query 5 70.1 1.1 1398.3 1.1
Query 7 250.4 3.7 3242.4 45.2
Query 8 3.2 0.1 98.4 0.1
Query 9 49.2 37.8 2189.5 651.5
Query 11 45.5 30.9 2069.3 31.3

Zeit in Sekunden

Tabelle 7.1: Laufzeit der Teilanfragenvom Typ 2

Der Einsatz von Sichten auf der gr•o�eren Datenbasis zieht eine starke Erh•ohung der
Laufzeiten nach sich, teilweisesogarum dasbis zu 45-fache (vgl. Query 11) der Laufzeit
auf der kleinerenDatenbank.

Unter Verwendung von Tabellen entsprechen die Ver•anderungenden Erwartungen, die
man durch eine Verzehnfachung der Ausgangsdatenerh•alt, da sich die Laufzeiten eben-
falls um eine Gr•o�enordnung ver•andern. Da nicht s•amtliche Relationen desTPC-H-Da-
tenbankschemasauch durch den Skalierungsfaktor ver•andert werden (vgl. Tabelle 4.1),
vergr•o�ern sich ebenfalls nicht alle in dieserArbeit implementierten Eingaberelationen.
Sosind beispielsweisedie konstanten Laufzeitender DB-Anfragen von Query 8 und Query
11 bei Einsatz von Tabellen, hierauf zur•uckzuf•uhren.

Die Data-Mining-AnwendungQuery 3 l•auft ausschlie�lic h auf Tabellenab, da zur Analyse
die Endergebnisseaus der Anwendung Query 1 verwendet wurden. Die Query 7 wurde
lediglich auf einer zehnprozentigen Teilmengeder Ausgangsdatenausgef•uhrt, da anson-
sten die Laufzeiten f•ur weitere Betrachtungen nicht akzeptabel waren. DieseTeilmengen
wurden einerseitsdurch Sichten und andererseitsdurch dasMaterialisierender zuf•alligen
Teilmengerealisiert (vgl. Abschnitt 7.1.4).

7.1.1 Implemen tierung mit Views oder Tabellen/Summary Ta-
bles

Optimize for Disk Space

Als Ausgangspunktf•ur die weiteren Untersuchungen dient die Tabelle 7.2. Dieseenth•alt
die Laufzeiten der Data-Mining-L •aufe auf den unterschiedlichen Datenquellen,mit der
Einstellung Optimize for Disk Space, wie sie in Abschnitt 6.2.1beschrieben wurde.

Die Mining-L•aufe der mit
"
Laufzeit > 12h\ gekennzeichneten Eintr •age, wurden nach

einemZeitraum von 12Stundenabgebrochen.Diestri�t auf die meistender Anwendungen
unter Einsatzvon Sichten bei einemSkalierungsfaktorvon 1 zu. Dasselbegilt f•ur die Query
9 im Rahmender Anwendungauf die gr•o�ere Datenmenge.Diesewar nach 1 Tag und 16
Stundennoch nicht beendet,und musstedaher ebenfallsabgebrochen werden.
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Views Tabellen Summary Views Tabellen Summary
Tables Tables

SF 0.1 0.1 0.1 1 1 1
Query 1 00:06:34 00:00:58 00:00:59 Laufzeit 00:10:58 00:10:56

> 12h
Query 3 - 00:10:17 - - 00:36:01 -

Query 5 00:07:09 00:00:12 00:00:12 Laufzeit 00:00:13 00:00:13
> 12h

Query 7 00:52:22 00:05:51 00:05:53 Laufzeit Laufzeit Laufzeit
> 12h > 12h > 12h

Query 8 00:00:08 00:00:03 00:00:03 00:02:36 00:00:03 00:00:03

Query 9 02:28:03 01:56:33 01:57:23 Laufzeit Laufzeit Laufzeit
> 12h > 12h > 12h

Query 11 00:05:46 00:04:38 00:04:30 Laufzeit 02:05:33 02:06:45
> 12h

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.2: Laufzeit der Anwendungenmit Optimize for Disk Space

Zun•achst f•allt auf, dass sich die Zeiten f•ur Summary Tables und gew•ohnliche Tabel-
len, lediglich im Rahmender Me�ungenauigkeit unterscheiden.Daher konnte im weiteren
Verlauf der Untersuchungen auf eine getrennte Betrachtung dieserAlternativ en verzich-
tet werden.Lediglich bei der Verwendungvon Indizes,konnte ausden zuvor in Abschnitt
6.1.3genannten Gr•unden, nur mit Tabellen gearbeitet werden.

Der Ein
uss der Datenbankanfragenauf die Gesamtlaufzeit h•angt stark von der verwen-
deten Data-Mining-Funktion ab. So besteht die Laufzeit der Query 9 fast ausschlie�lic h
ausder Zeit zur Bearbeitung der Teilanfragen:

Laufzeit f•ur die Teilanfrage� Anzahl der Aufrufe = 49:2s � 180� 2h 28min

Die so gesch•atzte Zeit entspricht der tats•achlich gemessenenLaufzeit dieserAnwendung.

Hingegenf•allt beispielweisebei der Query 5 auf, dassdie Datenbankanfragenlediglich 2.5
Min (70:1s � 2) der Gesamtlaufzeit von •uber 7 Minuten ausmachen, also nur etwas mehr
als 35%.

Optimize for Time

Die Tabelle 7.3 veranschaulicht die Wirkungen der Option Optimize for Time.

Erkennbar ist, dassbei einigen der Anwendungennur geringebis •uberhaupt keine Be-
schleunigungendurch diesenParameter erzielt werden(z.B. Query 9). Analysen der An-
zahl der Datenbankanfragen mit Hilfe eines Eventmonitors haben gezeigt, dass es bei
diesenAnwendungenzu keinermerklichen Reduzierungder Zahl der Anfragengekommen
ist.
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Views Tabellen Views Tabellen
SF 0.1 0.1 1 1
Query 1 00:02:03 00:00:43 Laufzeit 00:07:05

> 12h
Query 3 - 00:06:28 - 00:25:23

Query 5 - - - -

Query 7 00:13:38 00:04:34 Laufzeit Laufzeit
> 12h > 12h

Query 8 00:00:09 00:00:03 00:02:36 00:00:04

Query 9 02:28:03 01:47:15 Laufzeit Laufzeit
> 12h > 12h

Query 11 00:05:38 00:04:28 Laufzeit 02:05:35
> 12h

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.3: Laufzeit der Anwendungenmit Optimize for Time

Jedoch geradebeim Einsatz von Views kann die Gesamtlaufzeit bereitsdurch dasEinspa-
ren einigerDB-Anfrage erheblich verringert werden,waszum Beispielbei Anwendungder
Query 7 auf der kleinerenDatenbasiseinenLaufzeitvorteil von fast 40 Minuten ergibt.

7.1.2 Verwendung von Indizes

Der Einsatz von Indizes ist nur im Rahmen der Verwendung der Associations-Mining -
oder der Sequential-Patterns-Funktion sinnvoll, wo eine erforderliche Sortierung durch
dasErzeugeneinesIndex beschleunigt werdenkann.

Tabelle Tabelle Tabelle Tabelle
ohne Index mit Index ohne Index mit Index

SF 0.1 0.1 1 1
Query 9 02:28:03 02:15:22 Laufzeit Laufzeit

> 12h > 12h
Query 11 00:04:38 00:04:34 02:05:33 01:41:26

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.4: Laufzeit der Implementierung mit und ohneIndex

Die Gesamtlaufzeit des Mininglaufs Query 11 konnte durch den den Einsatz einesge-
eignetenIndex bei VerwendungdesSkalierungsfaktors1 um fast 20% reduziert werden.
Hingegenblieb die Laufzeit bei der kleineren Datenmengedes TPCH-Benchmarks fast
konstant. Dies liegt daran, dassdie erforderliche Sortierung hier vollst•andig im Haupt-
speicher ablaufenkonnte.
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Ein Testlauf mit Query 9 hat diesesErgebnisbest•atigt, wobei der Geschwindigkeitsvor-
teil hier nicht ganz so stark ausf•allt, da die notwendigeSortierung der Daten ebenfalls
vollst•andig im Hauptspeicher statt�nden konnte. Auf der Datenbank mit demSkalierungs-
faktor von 1 musstendie Analysen nach jeweils 12 Stundenabgebrochen werden.

7.1.3 Optimierung des Name Mapping

Messungenhaben gezeigt,dassdie Verwendung der Name-Mapping-Funktion des Intel-
ligent Miner, gegen•uber dem Name Mapping •uber Joins vorzuziehenist. Dies liegt dar-
an, dassf•ur jede Datenbankanfragevom Typ 2 ein zus•atzlicher Join durchgef•uhrt wer-
den muss, was im ersten Fall nicht notwendig ist, da sich die Datenbankanfragennicht
ver•andern, sondernlediglich am Ende, vor der Darstellung des Ergebnisses,eine Abbil-
dung der Werte auf die Bezeichner statt�ndet.

Realisierung Realisierung Realisierung Realisierung
•ub er Join im IM •ub er Join im IM

SF 0.1 0.1 1 1
Query 11 00:08:42 00:06:02 02:45:10 02:10:33

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.5: Laufzeit bei unterschiedlichem Name Mapping

7.1.4 Implemen tierung von Samples

Hier wurde zun•achst untersucht ob sich Laufzeitunterschiedeergeben, falls eineben•otigte
Selektionals View •uber der bereits bestehendenEingabequelle,oder durch De�nition im
ParameterFilter-Records-Condition im Intelligent Miner realisiert wird.

Filter Record View Filter Record View
Condition Condition

SF 0.1 0.1 1 1
Query 11 00:03:38 00:03:35 00:08:23 00:08:22

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.6: Laufzeit bei unterschiedlicher Implementierung der Selektion

Die Tabellezeigt im Ergebnis,dassim Rahmender Me�ungenauigkeit hierbei keineUnter-
schiede feststellbar sind. Dabei besitzt die De�nition innerhalb desIntelligent Miner den
Vorteil, dasssie 
exib el angepasstund ver•andert werdenkann, weshalbdieseM•oglichkeit
bevorzugt werdensollte.

Nachfolgendwurdeexemplarisch an zwei Beispielenbetrachtet, welcheLaufzeitunterschie-
de sich zwischen dem Verwendenvon Samplesals Views (nach Abbildung 6.6) oder bei
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dem Verwenden von materialisierten Tabelle ergeben. Es wurde dabei jeweils ein 10%-
igesSampleauf der Ausgangsdatenquellende�niert.

Sample Sample
als View materialisiert

SF 0.1 0.1
Query 7 00:13:38 00:04:34

Query 9 00:30:23 00:15:48
Zeit in Stunden:Minuten:Sekunden

Tabelle 7.7: Laufzeit bei unterschiedlicher Implementierung von Samples

Auch hier ist, wie die Tabelle zeigt, der Einsatz von materialisierten Tabellen wesentlich
e�zien ter, auch wenn aufgrund der Verringerung des Datenvolumens in beiden F•allen
die Laufzeit auf ein akzeptablenWert gesenktwird. Bei Query 7, bei der die Laufzeit
auf denOriginaldaten •uber 12 Stundenben•otigte, ist einewesentlich st•arkereVerk•urzung
der Laufzeit festzustellen,als zun•achst durch eine Reduktion der Datenmengeum den
Faktor 10, zu erwarten war. Dies liegt daran, dassder Hauptteil der Gesamtlaufzeit auf
die Durchf•uhrung desAlgorithmus f•allt, und die Datenbankzugri�e hier nur einenkleinen
Bruchteil ausmachen, da im Zuge der Analyse lediglich 13-mal auf die Eingabedaten
zugegri�en wird. DieserAlgorithmus ben•otigt o�ensichtlich bei einer Verzehnfachung der
Eingabedateneinemehr als zehnfache Ausf•uhrungszeit.

Bei Ablauf von Query 9 hingegen,wird bis zu 180-mal dieselbe Anfrage an die Daten-
bank gestellt, washier denGro�teil der Laufzeit diesesMining-Laufs ausmacht, wie zuvor
bereits in diesemKapitel gezeigtwurde.

7.1.5 Minimierung der Eingab edaten

Als n•achsteswurde untersucht, welchen Ein
uss die Anzahl der Attribute auf die Lauf-
zeit einesMining-Algorithm us besitzt. Hierzu wurde zun•achst die Mining-Funktion mit
der minimalen Anzahl an Attributen gestartet,bei Query 11beispielsweisebesitzt die Ein-
gaberelationgenauzwei Attribute, und anschlie�end einenneueEingaberelationde�niert,
die dieselbe Anzahl an Datens•atzenenth•alt, jedoch wesentlich mehr Attribute besitzt, f•ur
die Query 11 erhielt die somodi�ziert Eingaberelation genau15 Attribute.

Minimale Anzahl Maximale Anzahl
an A ttributen an A ttributen

Query 1 00:02:03 00:04:30
Query 8 00:00:08 00:00:55
Query 11 00:04:38 00:06:53

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.8: Laufzeit bei Minimierung der Eingabedaten
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Schon dieseMessungenauf den Eingabedatenmit dem Skalierungsfaktor von 0.1 zeigen,
dasseszu einerErh•ohung der Laufzeitenf•uhrt, wenndie Relation mehr alsdie tats•achlich
ben•otigten Attribute enth•alt. Zwar werden nur die notwendigenAttribute an den Intel-
ligent-Miner-Server •ubertragen, jedoch mussdas Datenbanksystemauf der gr•o�eren Da-
tenmengearbeiten um die Projektion auf den ben•otigten Attribute durchzuf•uhren, was
bei Verwendung einer direkt auf die AufgabenstellungangepasstenEingabequellenicht
notwendig ist. Hier kann es sich durchaus, auch im Hinblick auf gr•o�ere Datenmengen
lohnen, die Datenquellenauf die jeweiligen Aufgabenstellungenhin auszurichten und ge-
gebenenfallsbei Bedarf neu zu erstellen.

7.1.6 An wendung der Mo delle

In einem letzten Schritt wurde untersucht welche Zeiten die Anwendungder erstellten
Modelle auf die zu analysierendenDaten erfordern.

View Table View Table
SF 0.1 0.1 1 1
Query 1 00:02:15 00:00:13 00:45:13 00:00:45
Query 3 - 00:00:19 - 00:04:02
Query 5 00:05:02 00:00:32 00:57:02 00:00:33

Zeit in Stunden:Minuten:Sekunden

Tabelle 7.9: Laufzeit bei Anwendungender Modelle

Die Ergebnissezeigen,dassder Hauptaufwand bei Verwendung von Sichten, in der Be-
reitstellung der Daten durch dasDBMS liegen.Dabei wurde festgestellt,dassdie Einga-
bedatennur ein einzigesMal im Zugeder Anwendungder Modelle eingelesenwerden.
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Kapitel 8

Zusammenfassung und Ausblic k

Ausgehendvon einer generellenBeschreibung des Knowledge-Discovery-Prozessesund
der unterschiedlichen Klassenvon Data-Mining-Methoden ist in dieserArbeit zun•achst
gezeigtworden, welche Data-Mining-Fragestellungenim Bereich des Handels allgemein
von Interesseseink•onnten.

Unter VerwendungdesDatenbankschemasdesTPCH-Benchmarks wurden anschlie�end
m•ogliche Anwendungs-Szenarienf•ur das Data-Mining betrachtet. Hierauf ist in einem
n•achsten Schritt untersucht worden, mit Hilfe welcher der vorgestellten Data-Mining-
Methoden bzw. Funktionen desIntelligent Miner dieseimplementiert werdenk•onnten.

Neben der Beschreibung der f•ur die RealisierungverwendetenVorgehensweise,sind auch
die unterschiedliche Anfragetypen, die der Intelligent Miner im Rahmen seiner Analy-
senan die Datenbank stellt, identi�ziert worden. Dabei haben sich drei unterschiedliche
Anfragetypen mit den jeweiligen Variationen ergeben.

•Uberlegungenim Anschlussan dieseBetrachtungen haben gezeigt,wie die Data-Mining-
AnwendungendesIntelligent Miner beschleunigt werdenk•onnen.Schwerpunkt war hierbei
vor allem die Analyseder unterschiedlichen M•oglichkeiten zur Datenbereitstellung,da die
ben•otigten Attribute zur weiteren Bearbeitung durch den IM in einer einzigenRelation
enthalten seinm•ussen.

Die anschlie�enden Messungenhaben gezeigt, dassder Einsatz von Sichten als Einga-
bequellen in den vorgestellten Anwendungen,zu nicht akzeptablen Laufzeiten gef•uhrt
hat. Will man hingegentrotzdem mit den jeweils aktuellsten Daten arbeiten, ohne auf
die Laufzeitvorteile von Tabellen zu verzichten, so bietet sich der Einsatz von Summary
Tablesan, da man hierdurch die Aufgabe der Datenaktualisierungdem Datenbankmana-
gementsystem •ubertragenkann.

Entscheidend f•ur die Laufzeit ist ebenfalls, dassman f•ur jede Anwendung Tabellen mit
der minimalen Anzahl an Attributen erstellt. Es kann in den F•allen, in denenhierdurch
ein starker Laufzeitvorteil erzielt wird, sogarvon Vorteil sein,diesetempor•ar zu erstellen
und nach Abschluss der Analysen wieder zu l•oschen, um den Speicherplatz f•ur weitere
Anwendungenwieder freizugeben.

Auch der Einsatz von geeignetenIndizeskann sich in bestimmten F•allen lohnen,n•amlich
dann, wenndie Mining-Funktionen eineSortierungauf denEingabedatenvornehmen,wie
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esbei der Verwendungder Associations-Mining - und Sequential-Patterns-Funktionen auf
den Tabellen einesrelationalen DBMS der Fall ist.

Die identi�zierten Datenbank-Anfragenhabendar•uberhinausjedoch keineweitergehenden
Optimierungsalternativengeboten. Der Einsatzvon SummaryTablesund Indizeswar, wie
beschrieben, in der verwendetenVersionV7.1.0 von DB2 UDB noch nicht m•oglich.

Wie die Analysen ebenfalls gezeigthaben, ist die VerwendungdesName-Mappingdurch
den Intelligent Miner, den anderen vorgestellten Alternativ en vorzuziehen.Der Vorteil
dieserMethode liegt darin, dassdiesekeinen gr•o�eren Ein
uss auf die Laufzeit besitzt,
da die erforderliche Umsetzungder Schl•usselwerte auf die Bezeichner erst im Zuge der
Pr•asentation desErgebnisseserfolgt.

Ebenfallsvorgestellt wurden die Optimierungsm•oglichkeiten bei der Abarbeitung der An-
wendungen,wie siedurch die Verwendungder Scoring Servicesvon IBM oder einerParal-
lelisierungder Data-Mining-Funktionen im Intelligent Miner entstehen.In einemn•achsten
Schritt m•usstendieseebensounter Verwendungder vorgestelltenAnwendungenanalysiert
werden, um die gegebenenfallshiermit zu erzielendenLaufzeitvorteile, den bisher unter-
suchten Optimierungsm•oglichkeiten gegen•uberzustellen.

Da dieseArbeit ausschlie�lic h unter VerwendungdesIntel ligent Miner for Data von IBM
durchgef•uhrt wurde,w•areesebenfallsvon Interesse,ob sich die hier vorgestelltenM•oglich-
keiten auch auf Produkte andererHersteller •ubertragen lassen,oder ob sich dort weitere
Optionen ergeben,die vor allem dann entstehenk•onnten, falls Teile der Anwendungslogik
desData-Mining-Systemsvermehrt in die Datenbankanfragenverlagert werden.
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Anhang A

Die Vorv erarb eitungsfunktionen des
In telligen t Miner

Nachfolgendwerden die Funktionen und Methoden aufgez•ahlt, die der Intelligent Miner
for Data zur Vorverarbeitung der Daten bereitstellt. Diesek•onnenvor, w•ahrend (bei der
Verwendungvon Sequenzen)oder im Anschluss an die eigentlichen Mining-Algorithmen
angewendet werden[IBM99]:

� Aggregate Values - Hiermit ist es m•oglich Aggregationen•uber den Eingabedaten
durchzuf•uhren.

� CalculateValues - Mit Hilfe dieserFunktion k•onnenauseinemoder mehrerenEin-
gabewerten •uber arithmetische Ausdr•ucke neueWerte berechnet werden.

� Clean up Data Sources - DieseFunktion l•oscht Sichten oder Tabellen der Ein- bzw.
Ausgabeobjekte.

� Convert to Lowercaseor Uppercase - Hiermit kann man die Werte einesoder meh-
rerer Attribute in Klein- bzw. Gro�schreibung umwandeln.

� Copy Records to File - Hiermit k•onnenDaten von einer Tabelle in eineText-Datei
kopiert werden.

� Discard Records with Missing Values - DieseFunktion bietet die M•oglichkeit ganze
Tupel mit fehlendenWerten zu l•oschen.

� Discretization into Quantiles - S•amtliche Datens•atze der Eingabequellewerden in
einezuvor festgelegtenZahl von Quantilen unterteilt.

� Discretizaion usingRanges- Die Werte der Eingabedatenwerdenzun•achst in Inter-
valle unterteilt. JedesIntervall wird anschlie�end einemdiskretenWert zugeordnet.

� Encode Missing Values- Hierdurch k•onnenf•ur ein oder mehrereAttribute fehlende
Werte eingesetztwerden.

� Encode Nonvalid Values- Ung•ultige Werte innerhalb einesoder mehrererAttribute
k•onnenersetzt werden.
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� Filter Fields - Funktion zum erzeugenvon Ausgabedaten,die nur die spezi�zierten
Felder enthalten.

� Filter Records - Nur die Datens•atze werden ausgew•ahlt, die einemde�nierten Fil-
terkriterium gen•ugen.

� Filter Records Using a Values Set - Die Datens•atze werden •uber eine Menge von
vorgegebenenWerte, aus dem diesemindestenseinenWert enthalten m•ussen,aus-
gew•ahlt.

� Get RandomSample- Dient zum Erzeugeneiner zuf•alligen Teilmengeausder Aus-
gangsdatenmenge.

� Group Records - Eine Gruppe von Datens•atzen kann zu einemeinzigenWert aggre-
giert werden.

� Join Data Sources - Bietet die M•oglichkeit einen Join zwischen zwei Eingaberela-
tionen zu de�nieren.

� Map Values- Mit Map Valueskann eineAbbildung von Werten in der Eingabequelle
auf Werte der Ausgabequellede�niert werden.

� Pivot Fields to Records - Hiermit kann ein Tupel ausden Eingabedatenin mehrere
Tupel aufgeteilt werden.

� Run SQL - Dient zum Ablegenvon SQL-Anweisungen,die direkt an die Datenbank
gesendetwerden.

78



Anhang B

Das TPCH-Daten bankschema

Nachfolgend werden die Attribute der einzelnenTabellen kurz beschrieben [Tra99]. F•ur
s•amtliche Tabellen gilt, dassdie Prim•arschl•usselrekursiv dargestellt wird.

- Tabelle PAR T -

A ttribut Daten typ Beschreibung
P PARTKEY identi�er Prim•arschl•ussel
P NAME variable text, size55 Bezeichner
P MFGR �xed text, size25 Hersteller
P BRAND �xed text, size10 Sorte, Marke
P TYPE variable text, size25 Modell Verarbeitung Material
P SIZE integer Gr•o�e desProduktes [1: : : 50]
P CONTAINER �xed text, size10 Beh•alter (Gr•o�e, Art)
P RETAILPRICE decimal H•andlerpreisdesProdukts
P COMMENT variable text, size25

- Tabelle SUPPLIER -

A ttribut Daten typ Beschreibung
S SUPPKEY identi�er Prim•arschl•ussel
S NAME �xed text, size25 NamedesLieferanten
S ADDRESS variable text, size40 Adresse
S NATIONKEY identi�er Herkunftsland desLieferanten
S PHONE �xed text, size15 Telefonnummer
S ACCTBAL decimal Kontostand [� 999; 99: : : 9:999; 99]
S COMMENT variable text, size101
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- Tabelle PAR TSUPP -

A ttribut Daten typ Beschreibung
PS PARTKEY identi�er Prim•arschl•ussel,

Fremdschl•usselauf P PARTKEY
PS SUPPKEY identi�er Prim•arschl•ussel,

Fremdschl•usselauf S SUPPKEY
PS AVAILQTY integer Verf•ugbareMengedesProduktes

bei dem bestimmten Lieferanten
PS SUPPLYCOST decimal Lieferkosten [1,00.. . 1.000,00]
PS COMMENT variable text, size199

- Tabelle CUSTOMER -

A ttribut Daten typ Beschreibung
C CUSTKEY identi�er Prim•arschl•ussel
C NAME variable text, size25 Name desKunden
C ADDRESS variable text, size40 AdressedesKunden
C NATIONKEY identi�er Herkunftsland desKunden
C PHONE �xed, size15 Telefonnummer desKunden
C ACCTBAL decimalKontostand [-999,99.. . 9.999,99]
C MKTSEGMENT �xed, size10 Marktsegment in dem der

Kunde t•atig ist
C COMMENT variable text, size117

- Tabelle NA TION -

A ttribut Daten typ Beschreibung
N NATIONKEY identi�er Prim•arschl•ussel
N NAME �xed text, size25 NamedesLandes
N REGIONKEY identi�er Nummer der zugeh•origen

Handelsregion
N COMMENT variable text, size152

- Tabelle REGION -

A ttribut Daten typ Beschreibung
R REGIONKEY identi�er Prim•arschl•ussel
R NAME �xed text, size25 AFRICA, AMERICA, ASIA,

EUROPE, MIDDLE EAST
R COMMENT variable text, size152
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- Tabelle LINEITEM -

A ttribut Daten typ Beschreibung
L ORDERKEY identi�er Prim•arschl•ussel,

Fremdschl•usselauf O ORDERKEY
L PARTKEY identi�er Fremdschl•usselauf P PARTKEY
L SUPPKEY identi�er Fremdschl•usselauf S SUPPKEY
L LINENUMBER integer Prim•arschl•ussel
L QUANTITY decimal MengedesElements pro

Bestellung(1...50)
L EXTENDEDPRICE decimal L QUAN TI TY � P RETAI LP RI CE
L DISCOUNT decimal [0,00...0,10]
L TAX decimal [0,00...0,08]
L RETURNFLA G �xed text, size1 R (Returned), A (Accepted),

N (Nicht verf•ugbar)
L LINESTATUS �xed text, size1 O falls L SH I PDAT E >

CURREN DAT E, F sonst
L SHIPDATE date Auslieferdatum
L COMMITD ATE date Vereinbartes Lieferdatum
L RECEIPTDATE date Eingangsdatumbeim Empf•anger
L SHIPINSTRUCT �xed text, size25 Auslieferungsmodus (Zur Hand,

Mit R•uckschein,...)
L SHIPMODE �xed text, size10 AIR, MAIL, RAIL, . . .
L COMMENT variable text, size44

- Tabelle ORDERS -

A ttribut Daten typ Beschreibung
O ORDERKEY identi�er Prim•arschl•ussel
O CUSTKEY identi�er Fremdschl•usselauf C CUSTKEY
O ORDERSTATUS �xed text, size1 F, falls alle Lineitems dieser

BestellungL LINESTATUS=F haben;
O, falls alle Lineitems dieser
BestellungL LINESTATUS=O haben;
P, sonst

O TOTALPRICE decimal sum(L EX TEN DEDPRI CE�
(1 + LT AX ) � (1 � L DI SCOUN T))
f•ur alle LINEITEM dieserBestellung

O ORDERDATE date Bestelldatum
O ORDERPRIORITY �xed text, size15 1-URGENT, 2-HIGH, 3-MEDIUM,

4-NOT SPECIFIED, 5-LOW
O CLERK �xed text, size15 Angestellter (Besteller)
O SHIPPRIORITY integer 0
O COMMENT variable text, size79
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Anhang C

Implemen tierung der An wendungen

Die meistender Fragestellungenwurden zun•achst sorealisiert, dassdie ben•otigten Daten
bzw. Relationen •uber Sichten bereitgestellt werden. Nur solche, die auf den Ergebnisse
vorheriger Data-Mining-Anwendungenbasieren,erhalten ihre Daten aus einer materia-
lisierten Tabelle (Query 3 und Query 4). Pro Fragestellungergibt sich aus den zuvor
genannten Gr•unden somit genaueine Eingaberelation (mit Ausnahmebei der Verwen-
dung von Taxonomien).

Neben der Implementierung der ben•otigten Sichten werden ebenfalls die verwendeten
Parameterder Funktionen vorgestellt. Hierbei werdenjedoch nur solche beschrieben, die
von den Standardeinstellungenabweichen.

F•ur eine weitergehendeBeschreibung der Funktion der einzelnenParameter, sei auf die
Literatur zum Intelligent Miner verwiesen[IBM99, CCH99, RGH99].

- Query 1 -

De�nition der Views:

Zun•achst wird eine Relation GESAMTUMSATZ KUNDE de�niert, die den jeweiligen
Gesamtumsatz einesKunden desUnternehmensenth•alt:

CREA TE VIEW BOUILLAE .GESAMTUMSA TZ KUNDE
(GU K CUSTKEY , GU K GESAMTUMSA TZ) AS

SELECT O CUSTKEY , SUM (O TOT ALPRICE )
FR OM TPCH1.ORDERS
GR OUP BY O CUSTKEY

Zus•atzlich wird eine Sicht ben•otigt, die die Gesamtanzahl der get•atigten Bestellungen
einesKunden enth•alt:

CREA TE VIEW BOUILLAE .ANZAHL BESTELLUNGEN KUNDE
(AB K CUSTKEY, AB K ANZAHL ) AS

SELECT O CUSTKEY , COUNT (� )
FR OM TPCH1.ORDERS
GR OUP BY O CUSTKEY

DieseView enth•alt die Anzahl der insgesamt bestellten Produkte:

83



CREA TE VIEW BOUILLAE .ANZAHL PRODUKTE KUNDE
(AP K CUSTKEY , AP K ANZAHL ) AS

SELECT O CUSTKEY , SUM (L QUANTITY )
FR OM TPCH1.LINEITEM, TPCH1.ORDERS
WHERE L ORDERKEY =O ORDERKEY
GR OUP BY O CUSTKEY

DieseView enth•alt den maximalen Betrag einer einzelnenBestellung einesbestimmten
Kunden:

CREA TE VIEW BOUILLAE .MAXIMALER BETRA G KUNDE
(MB K CUSTKEY, MB K BETRA G) AS

SELECT O CUSTKEY , MAX (O TOT ALPRICE )
FR OM TPCH1.ORDERS
GR OUP BY O CUSTKEY

Die zuvor de�nierte Hilfssichten werden nun dazu verwendet, um die eigentliche Einga-
besicht zu realisieren:

CREA TE VIEW BOUILLAE .INPUT QUERY 1
(Q1 CUSTKEY, Q1 MKTSEGMENT , Q1 ACCTBAL , Q1 NATIONKEY,
Q1 REGIONKEY , Q1 GU K GESAMTUMSA TZ,
Q1 AB K ANZAHL, Q1 AP K ANZAHL , Q1 MB K BETRA G) AS

SELECT DISTINCT O CUSTKEY, C MKTSEGMENT , C ACCTBAL ,
C NATIONKEY, R REGIONKEY , GU K GESAMTUMSA TZ,
AB K ANZAHL, AP K ANZAHL , MB K BETRA G

FR OM TPCH1.ORDERS, TPCH1.CUSTOMER, TPCH1.NATION,
TPCH1.REGION,
BOUILLAE .GESAMTUMSA TZ KUNDE,
BOUILLAE .ANZAHL BESTELLUNGEN KUNDE,
BOUILLAE .ANZAHL PRODUKTE KUNDE,
BOUILLAE .MAXIMALER BETRA G KUNDE

WHERE O CUSTKEY=C CUSTKEY AND
C NATIONKEY= N NATIONKEY AND
N REGIONKEY =R REGIONKEY AND
O CUSTKEY =GU K CUSTKEY AND
O CUSTKEY =AB K CUSTKEY AND
O CUSTKEY =AP K CUSTKEY AND
O CUSTKEY =MB K CUSTKEY

Parameter:

Parameter Wert
Use mode Clustering Mode
Active �elds Q1 AB K ANZAHL

Q1 AP K ANZAHL
Q1 ACCTBAL

Q1 MKTSEGMENT
Q1 NATIONKEY

Q1 GU K GESAMTUMSATZ
Q1 MB K BETRA G

Q1 REGIONKEY
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- Query 2 -

De�nition der Views:

Da essich hier um dieselbe Fragestellungunter VerwendungeinesanderenData-Mining-
Algorithmus, wie in Query 1 handelt, werdenhier auch dieselben Sichten verwendet.

CREA TE VIEW BOUILLAE .INPUT QUERY 2
(Q2 CUSTKEY, Q2 MKTSEGMENT , Q2 ACCTBAL, Q2 NATIONKEY,
Q2 REGIONKEY , Q2 GU K GESAMTUMSA TZ,
Q2 AB K ANZAHL , Q2 AP K ANZAHL , Q2 MB K BETRA G)AS

SELECT DISTINCT O CUSTKEY , C MKTSEGMENT , C ACCTBAL,
C NATIONKEY, R REGIONKEY , GU K GESAMTUMSA TZ,
AB K ANZAHL , AP K ANZAHL , MB K BETRA G

FR OM TPCH1.ORDERS, TPCH1.CUSTOMER, TPCH1.NATION ,
TPCH1.REGION ,
BOUILLAE.GESAMTUMSA TZ KUNDE,
BOUILLAE.ANZAHL BESTELLUNGEN KUNDE,
BOUILLAE.ANZAHL PRODUKTE KUNDE,
BOUILLAE.MAXIMALER BETRA G KUNDE

WHERE O CUSTKEY= C CUSTKEY AND
C NATIONKEY=N NATIONKEY AND
N REGIONKEY = R REGIONKEY AND
O CUSTKEY= GU K CUSTKEY AND
O CUSTKEY= AB K CUSTKEY AND
O CUSTKEY= AP K CUSTKEY AND
O CUSTKEY= MB K CUSTKEY

Parameter:

F•ur s•amtliche Parameter der Funktion, die den Algorithmus betre�en, wurden die Stan-
dardeinstellungenbzw. f•ur die zu analysierendenAttribute die entsprechendenEinstel-
lungen ausQuery 1 •ubernommen.

- Query 3 -

De�nition der Views:

Als Eingabewird die materialisierteErgebnistabelleausQuery 1 verwendet,diesehat die-
selbenAttribute wiedieView INPUT QUERY 1 und zus•atzlich ein Attribut, Q1 CLUSTERID
dasden Wert desf•ur ein Tupel berechneten Clusters enth•alt.

Parameter:

Parameter Wert
Use mode Clustering Mode
Active �elds Q1 AB K ANZAHL

Q1 AP K ANZAHL
Q1 ACCTBAL

Q1 MKTSEGMENT
Q1 NATIONKEY

Q1 GU K GESAMTUMSATZ
Q1 MB K BETRA G

Q1 REGIONKEY
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- Query 4 -

De�nition der Views:

Es wird die gleiche Tabelle wie f•ur Query 3 verwendet.

Parameter:

F•ur s•amtliche Parameter der Funktion, die den Algorithmus betre�en, wurden die Stan-
dardeinstellungenbzw. f•ur die zu analysierendenAttribute die entsprechendenEinstel-
lungen ausQuery 1 •ubernommen.

- Query 5 -

De�nition der Views:

FolgendeView wird zun•achst de�niert, die die Daten •uber die Menge, den gegebenen
Rabatt und die Auslieferungsartin Abh•angigkeit desMarktsegments enth•alt:

CREA TE VIEW BOUILLAE .INPUT QUERY 5
(Q5 QUANTITY , Q5 DISCOUNT , Q5 SHIPMODE ,
Q5 MKTSEGMENT ) AS

SELECT DISTINCT L QUANTITY, L DISCOUNT,
L SHIPMODE , C MKTSEGMENT

FR OM TPCH1.LINEITEM, TPCH1.ORDERS,
TPCH1.CUSTOMER

WHERE L ORDERKEY =O ORDERKEY AND
O CUSTKEY =C CUSTKEY

Im Anschluss wird ein Discretization-Objekt mit den folgendenWerten angelegt:

In terv al boundary Flag Value
0,05 � Stufe 1
0,075 � Stufe 2
0,1 � Stufe 3

Fehler

Diese Festlegungverwendet man um hiermit ein neuesAttribut RABATTSTUFE zu
erzeugen.Abh•angig von dem Wert in Q5 DISCOUNT wird das Tupel einer der drei
Stufen zugeordnet,also f•ur INPUT QUERY 5 � 0.05der Stufe 1, f•ur INPUT QUERY 5
� 0,075der Stufe 2, f•ur INPUT QUERY 5 � 0.1 der Stufe 3 und ansonstenwird Fehler
eingetragen.

Parameter:

Parameter Wert
Use mode Training mode
Maximum tree depth 5
Input �elds Q5 MKTSEGMENT

Q5 QUANTITY
Q5 SHIPMODE

Classlabels RABATTSTUFE
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- Query 6 -

De�nition der Views:

DieseView enth•alt denaggregiertenGesamtumsatz bezogenauf dasLand und dasMarkt-
segment:

CREA TE VIEW BOUILLAE .INPUT QUERY 6
(Q6 NATIONKEY, Q6 MKTSEGMENT ,
Q6 GU K GESAMTUMSA TZ) AS

SELECT DISTINCT C NATIONKEY, C MKTSEGMENT,
GU K GESAMTUMSA TZ

FR OM TPCH1.CUSTOMER ,
BOUILLAE.GESAMTUMSA TZ KUNDE

WHERE C CUSTKEY=GU K CUSTKEY

Parameter:

Parameter Wert
Minimum region size 200
Use mode Training Mode
Active �elds Q6 MKTSEGMENT

Q6 NATIONKEY
Prediction �eld Q6 GU K GESAMTUMSATZ

- Query 7 -

De�nition der Views:

Da die Information, ob ein Produkt beworben wurde, nur indirekt in P TYPE enthalten
ist, m•ussenzwei SELECT-Anfragenmit einemUNION verkn•upft werden.Die eineidenti-
�ziert s•amtlicheProdukte die beworbenwurden,und setztdanndasAttribut Q7 PROMO
auf 1, die zweite solche f•ur die keineWerbema�nahmendurchgef•uhrt wurden, wobei hier
dann Q7 PROMO den Wert 0 erh•alt.

CREA TE VIEW BOUILLAE .INPUT QUERY 7 1
(Q7 PARTKEY , Q7 SUPPKEY , Q7 QUANTITY ,
Q7 SHIPMODE , Q7 MKTSEGMENT , Q7 PROMO,
Q7 DISCOUNT) AS

SELECT DISTINCT P PARTKEY , PS SUPPKEY , L QUANTITY ,
L SHIPMODE , C MKTSEGMENT , 1,
L DISCOUNT

FR OM TPCH1.PART, TPCH1.PARTSUPP,
TPCH1.LINEITEM , TPCH1.CUSTOMER,
TPCH1.ORDERS

WHERE C CUSTKEY=O CUSTKEY AND
O ORDERKEY =L ORDERKEY AND
L PARTKEY =PS PARTKEY AND
PS SUPPKEY =L SUPPKEY AND
P PARTKEY= PS PARTKEY AND
P TYPE LIKE '%PROMO%'

UNION
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SELECT DISTINCT P PARTKEY, PS SUPPKEY , L QUANTITY ,
L SHIPMODE, C MKTSEGMENT, 0,
L DISCOUNT

FR OM TPCH1.PART, TPCH1.PARTSUPP,
TPCH1.LINEITEM , TPCH1.CUSTOMER ,
TPCH1.ORDERS

WHERE C CUSTKEY= O CUSTKEY AND
O ORDERKEY = L ORDERKEY AND
L PARTKEY =PS PARTKEY AND
PS SUPPKEY=L SUPPKEY AND
P PARTKEY =PS PARTKEY AND
P TYPE NOT LIKE '%PROMO%'

Parameter:

Parameter Wert
Minimum region size 100
Use mode Training Mode
Active �elds Q7 MKTSEGMENT

Q7 QUANTITY
Q7 SHIPMODE

Q7 PROMO
Q7 PARTKEY
Q7 SUPPKEY

Prediction �eld Q7 DISCOUNT

- Query 8 -

De�nition der Views:

DieseView enth•alt die monatlichenGesamtums•atzepro Brancheim Zeitraum von 1993bis
1997.Die AnweisungYEAR(O ORDERDAT E) � 100+ M ON TH (O ORDERDAT E)
erzeugteinenk•unstlichen fortlaufenden Zeitstempel f•ur die zu betrachtende Sequenz.

CREA TE VIEW BOUILLAE .INPUT QUERY 8
(Q8 BRANCHE, Q8 TIMEST AMP, Q8 UMSATZ) AS

SELECT C MKTSEGMENT , YEAR(O ORDERDATE)� 100+MONTH (O ORDERDATE),
SUM(O TOT ALPRICE )

FR OM TPCH1.ORDERS, TPCH1.CUSTOMER
WHERE C CUSTKEY= O CUSTKEY AND

YEAR(O ORDERDATE) > = 1993AND
YEAR(O ORDERDATE) < = 1997

GR OUP BY C MKTSEGMENT ,
YEAR(O ORDERDATE)� 100+MONTH( O ORDERDATE)

Parameter:

Parameter Wert
Sequence Field Q8 BRANCHE
Time Field Q8 TIMESTAMP
Value Field Q8 UMSATZ
Window size 3
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- Query 9 -

De�nition der Views:

Die View INPUT QUERY 9 enth•alt s•amtliche Teile, die ein bestimmter Kunde in einer
Bestellungangegeben hat.

CREA TE VIEW BOUILLAE .INPUT QUERY 9
(Q9 CUSTKEY, Q9 ORDERKEY , Q9 PARTKEY ) AS

SELECT DISTINCT O CUSTKEY , O ORDERKEY , L PARTKEY
FR OM TPCH1.ORDERS, TPCH1.LINEITEM
WHERE O ORDERKEY =L ORDERKEY

Parameter:

Parameter Wert
Transactiongroup �eld Q9 CUSTKEY
Transaction �eld Q9 ORDERKEY
Item �eld Q9 PARTKEY
Sort On
Minimum support 0,030

- Query 10 -

De�nition der Views:

Enth•alt die Daten, welcher Kunden Teile einer bestimmten Marke gekauft oder bestellt
hat.

CREA TE VIEW BOUILLAE .INPUT QUERY 10
(Q10 CUSTKEY, Q10 PARTBRAND ) AS

SELECT DISTINCT O CUSTKEY , P BRAND
FR OM TPCH1.PART, TPCH1.LINEITEM , TPCH1.ORDERS
WHERE P PARTKEY =L PARTKEY AND

L ORDERKEY = O ORDERKEY

Parameter:

Parameter Wert
Transaction �eld Q10 CUSTKEY
Item �eld Q10 PARTBRAND
Sort On
Minimum support 75

- Query 11 -

De�nition der Views:

F•ur dieseFragestellungwerden insgesamt drei Sichten ben•otigt. Zun•achst die zu analy-
sierendenAusgangsrelation,die der View ausQuery 10 entspricht.
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CREA TE VIEW BOUILLAE .INPUT QUERY 11
(Q11 CUSTKEY , Q11 PARTKEY ) AS

SELECT DISTINCT O CUSTKEY, L PARTKEY
FR OM TPCH1.LINEITEM, TPCH1.ORDERS
WHERE L ORDERKEY =O ORDERKEY

Zus•atzlich werden noch zwei Sichten ben•otigt, die die Beziehungen zwischen Teil und
Markennamenbzw. Markennamenund Herstellerbeschreiben, um hiermit die Taxonomie
de�nieren zu k•onnen.

CREA TE VIEW BOUILLAE .PART BRAND
(Q11 PARTKEY , Q11 BRANDNAME ) AS

SELECT DISTINCT P PARTKEY, P BRAND
FR OM TPCH1.PART

CREA TE VIEW BOUILLAE .BRAND MFGR
(Q11 BRANDNAME , Q11 MFGR) AS

SELECT DISTINCT P BRAND , P MFGR
FR OM TPCH1.PART

Parameter:

Parameter Wert
Transaction �eld Q11 CUSTKEY
Item �eld Q11 PARTKEY
Sort On
Minimum support 75
Taxonomy Taxonomy f•ur PART

- Query 12 -

De�nition der Views:

F•ur dieBeschreibungder Taxonomiewurdendie Sichten PART BRAND und BRAND MFGR
ausQuery 11 •ubernommen.

Ebenfalls entsprechend •ubernommenwurde die folgendeSicht:

CREA TE VIEW BOUILLAE .INPUT QUERY 12
(Q12 CUSTKEY, Q12 ORDERKEY , Q12 PARTKEY) AS

SELECT DISTINCT O CUSTKEY, O ORDERKEY , L PARTKEY
FR OM TPCH1.ORDERS, TPCH1.LINEITEM
WHERE O ORDERKEY = L ORDERKEY
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Parameter:

Parameter Wert
Transaction group �eld Q12 CUSTKEY
Transaction �eld Q12 ORDERKEY
Item �eld Q12 PARTKEY
Sort On
Minimum support 60
Taxonomy Taxonomy f•ur PART
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Anhang D

Iden ti�zierte Daten bank anfragen

Dieser Anhang listet die unterschiedlichen Anfragen auf, die sich bei Abarbeitung der
implementierten Anwendungenergeben haben.

Da sich, wie beschrieben, in der Anwendungs-und TestphasekeineweiterenAnfragetypen
ergeben haben, wird auf die Darstellung dieserAnfragen hier verzichtet.

- Query 1 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q1 AB K ANZAHL ", "Q1 AP K ANZAHL", "Q1 ACCTBAL",
"Q1 GU K GESAMTUMSA TZ", "Q1 MB K BETRA G",
"Q1 MKTSEGMENT", "Q1 NATIONKEY", "Q1 CUSTKEY ",
"Q1 REGIONKEY "

FR OM "BOUILLAE "." INPUT QUERY 1"
FOR FETCH ONL Y

SELECT COUNT (� ) FR OM "BOUILLAE "." INPUT QUERY 1"

CREA TE TABLE "BOUILLAE "." RESULT QUERY 1"
("Q1 AB K ANZAHL " INTEGER NOT NULL,
"Q1 AP K ANZAHL " DECIMAL(31, 2),
"Q1 ACCTBAL" DECIMAL(10, 2),
"Q1 MKTSEGMENT " CHARA CTER(10), "Q1 NATIONKEY" INTEGER,
"Q1 GU K GESAMTUMSA TZ" DECIMAL(31, 2),
"Q1 MB K BETRA G" DECIMAL(10, 2), "Q1 CUSTKEY" INTEGER ,
"Q1 REGIONKEY " INTEGER NOT NULL,
"Q1 CLUSTERID" CHARA CTER(5))

NOT LOGGED INITIALL Y

AL TER TABLE "BOUILLAE"." RESULT QUERY 1"
A CTIV ATE NOT LOGGED INITIALL Y

INSER T INTO "BOUILLAE "." RESULT QUERY 1"
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(" Q1 AB K ANZAHL ", "Q1 AP K ANZAHL", "Q1 ACCTBAL",
"Q1 MKTSEGMENT ", "Q1 NATIONKEY ", "Q1 GU K GESAMTUMSA TZ",
"Q1 MB K BETRA G", "Q1 CUSTKEY", "Q1 REGIONKEY ",
"Q1 CLUSTERID" )

VALUES ( ?, ?, ?, ?, ?, ?, ?, ?, ?, ? )

- Query 2 -

Trainingsphase - Optimize for Disk Space

SELECT "Q2 AB K ANZAHL ", "Q2 AP K ANZAHL", "Q2 ACCTBAL",
"Q2 GU K GESAMTUMSA TZ", "Q2 MB K BETRA G",
"Q2 MKTSEGMENT ", "Q2 NATIONKEY", "Q2 CUSTKEY ",
"Q2 REGIONKEY "

FR OM "BOUILLAE "." INPUT QUERY 2"
FOR FETCH ONL Y

CREA TE TABLE "BOUILLAE"." RESULT QUERY 2"
(" Q2 AB K ANZAHL " INTEGER NOT NULL,
"Q2 AP K ANZAHL " DECIMAL(31, 2),
"Q2 ACCTBAL" DECIMAL(10, 2),
"Q2 MKTSEGMENT " CHARA CTER(10), "Q2 NATIONKEY" INTEGER ,
"Q2 GU K GESAMTUMSA TZ" DECIMAL(31, 2),
"Q2 MB K BETRA G" DECIMAL(10, 2), "Q2 CUSTKEY " INTEGER ,
"Q2 REGIONKEY " INTEGER NOT NULL,
"Q2 CLUSTERID" CHARA CTER(6))

NOT LOGGED INITIALL Y

AL TER TABLE "BOUILLAE "." RESULT QUERY 2"

A CTIV ATE NOT LOGGED INITIALL Y

INSER T INTO "BOUILLAE "." RESULT QUERY 2"
(" Q2 AB K ANZAHL ", "Q2 AP K ANZAHL", "Q2 ACCTBAL",
"Q2 MKTSEGMENT ", "Q2 NATIONKEY ", "Q2 GU K GESAMTUMSA TZ",
"Q2 MB K BETRA G", "Q2 CUSTKEY", "Q2 REGIONKEY ", "Q2 CLUSTERID")

VALUES ( ?, ?, ?, ?, ?, ?, ?, ?, ?, ? )

Trainingsphase - Optimize for Time

Zus•atzlich zu den SQL-Anfragen f•ur Optimize for Disk Space kommt noch die folgende
hinzu:

SELECT COUNT (� ) FR OM "BOUILLAE "." INPUT QUERY 2"

- Query 3 -

Trainingsphase - Optimize for Disk Space
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SELECT "Q1 AB K ANZAHL ", "Q1 AP K ANZAHL", "Q1 ACCTBAL",
"Q1 GU K GESAMTUMSA TZ", "Q1 MB K BETRA G", "Q1 MKTSEGMENT ",
"Q1 NATIONKEY", "Q1 CLUSTERID", "Q1 REGIONKEY "

FR OM "BOUILLAE "." RESULT QUERY 1"
FOR FETCH ONL Y

Trainingsphase - Optimize for Time

Hier kommt zus•atzlich noch die folgendeAnfrage hinzu:

SELECT COUNT (� ) FR OM "BOUILLAE "." RESULT QUERY 1"

- Query 4 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q1 AB K ANZAHL ", "Q1 AP K ANZAHL", "Q1 ACCTBAL",
"Q1 GU K GESAMTUMSA TZ", "Q1 MB K BETRA G", "Q1 MKTSEGMENT ",
"Q1 NATIONKEY", "Q1 CLUSTERID", "Q1 REGIONKEY "

FR OM "BOUILLAE "." RESULT QUERY 1"
FOR FETCH ONL Y

SELECT COUNT (� ) FR OM "BOUILLAE "." RESULT QUERY 1"

- Query 5 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q5 DISCOUNT", "Q5 QUANTITY ", "Q5 MKTSEGMENT",
"Q5 SHIPMODE"

FR OM "BOUILLAE "." INPUT QUERY 5"
FOR FETCH ONL Y

SELECT COUNT (� ) FR OM "BOUILLAE "." INPUT QUERY 5"

- Query 6 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q6 GU K GESAMTUMSA TZ", "Q6 MKTSEGMENT ",
"Q6 NATIONKEY"

FR OM "BOUILLAE "." INPUT QUERY 6"
FOR FETCH ONL Y

SELECT COUNT (� ) FR OM "BOUILLAE "." INPUT QUERY 6"
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- Query 7 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q7 DISCOUNT", "Q7 QUANTITY", "Q7 MKTSEGMENT ",
"Q7 SHIPMODE", "Q7 SUPPKEY ", "Q7 PARTKEY ",
"Q7 PROMO"

FR OM "BOUILLAE "." INPUT QUERY 7 2"
FOR FETCH ONL Y

SELECT COUNT (� ) FR OM "BOUILLAE "." INPUT QUERY 7 2"

- Query 8 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q8 TIMEST AMP ", "Q8 UMSATZ", "Q8 BRANCHE"
FR OM "BOUILLAE "." INPUT QUERY 8"
ORDER BY "Q8 BRANCHE" ASC ,

"Q8 TIMEST AMP " ASC
FOR FETCH ONL Y

- Query 9 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q9 CUSTKEY ", "Q9 ORDERKEY ", "Q9 PARTKEY "
FR OM "BOUILLAE "." INPUT QUERY 9"
ORDER BY "Q9 CUSTKEY" ASC ,

"Q9 ORDERKEY " ASC
FOR FETCH ONL Y

- Query 10 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q10 CUSTKEY", "Q10 PARTBRAND "
FR OM "BOUILLAE "." INPUT QUERY 10"
ORDER BY "Q10 CUSTKEY" ASC
FOR FETCH ONL Y

- Query 11 -

Trainingsphase - Optimize for Time und Optimize for Disk Space
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SELECT "Q11 CUSTKEY", "Q11 PARTKEY"
FR OM "BOUILLAE "." INPUT QUERY 11"
ORDER BY "Q11 CUSTKEY " ASC
FOR FETCH ONL Y

SELECT "Q11 BRANDNAME ", "Q11 PARTKEY "
FR OM "BOUILLAE "." PART BRAND "
FOR FETCH ONL Y

SELECT "Q11 BRANDNAME ", "Q11 MFGR"
FR OM "BOUILLAE "." BRAND MFGR"
FOR FETCH ONL Y

- Query 12 -

Trainingsphase - Optimize for Time und Optimize for Disk Space

SELECT "Q12 CUSTKEY", "Q12 ORDERKEY ", "Q12 PARTKEY "
FR OM "BOUILLAE "." INPUT QUERY 12"
ORDER BY "Q12 CUSTKEY " ASC , "Q12 ORDERKEY" ASC
FOR FETCH ONL Y

SELECT "Q11 BRANDNAME ", "Q11 PARTKEY "
FR OM "BOUILLAE "." PART BRAND "
FOR FETCH ONL Y

SELECT "Q11 BRANDNAME ", "Q11 MFGR"
FR OM "BOUILLAE "." BRAND MFGR"
FOR FETCH ONL Y
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Anhang E

Ergebnisse der Data-Mining-
An wendungen

DieserAnhang enth•alt die Gra�k en und Schaubilder der Ergebnisse,der implementierten
Anwendungen

- Ergebnis Query 1 -
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- Ergebnis Query 2 -

- Ergebnis Query 3 -
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- Ergebnis Query 4 -

- Ergebnis Query 5 -
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- Ergebnis Query 6 -

- Ergebnis Query 7 -
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- Ergebnis Query 8 -

- Ergebnis Query 9 -
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- Ergebnis Query 10 -

- Ergebnis Query 11 -
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- Ergebnis Query 12 -
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