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Vorwort

Die vorliegende Habilitationsschrift fasst zentrale Ergebnisse von Forschungsar-
beiten zusammen, an denen ich als Leiter der Nachwuchsgruppe „IKT-Plattform
für die Produktion“ an der Graduiertenschule GSaME (Graduate School of Ex-
cellence advanced Manufacturing Engineering)1 der Universität Stuttgart betei-
ligt war. Der Forschungsschwerpunkt dieser Nachwuchsgruppe lag im Bereich
des Datenmanagements, der Datenbereitstellung sowie der Datenanalyse für
industrielle Anwendungsfälle im produzierenden Gewerbe. Diese Anwendungs-
fälle können unter dem Begriff Industrial Analytics zusammengefasst werden.
Hierbei werden Daten aus verschiedenen Phasen eines Produktlebenszyklus
akquiriert und analysiert. In der Produktentwicklung können bspw. Daten aus
Produktsimulationen analysiert werden, um Empfehlungen für die Verbesse-
rung eines Produktdesigns herzuleiten. In der Produktion kann eine Analyse
von Sensordaten die Fehlerdiagnose in einer Produktionslinie unterstützen.
Im Rahmen meiner Tätigkeit als Leiter der Nachwuchsgruppe habe ich zahl-

reiche solcher industriellen Anwendungsfälle für Datenanalysen untersucht.
Dabei stellte sich heraus, dass in einem Großteil der Anwendungsfälle die
verfügbaren Daten komplexe Charakteristika aufweisen, die gängige Verfahren
zum Datenmanagement und zur Datenanalyse vor Herausforderungen stel-
len. In der vorliegenden Habilitationsschrift habe ich die häufigsten solcher
spezifischen und komplexen Datencharakteristika kategorisiert und diskutiert.
Beispielsweise liegen Daten häufig in heterogenen Formaten und in isolierten

1GSaME: https://www.gsame.uni-stuttgart.de/
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Datensilos vor, sodass in vielen Anwendungsfällen nur sehr wenige Daten zur
Verfügung stehen. Ebenso erhöht die hohe Produktvielfalt in Unternehmen
die Anzahl und Komplexität der in den Daten auftretenden Muster und Zu-
sammenhänge. Diese Muster und Zusammenhänge sowie deren statistische
Verteilung in Daten können sich sogar über die Zeit ändern (sog. Datensatzver-
schiebungen). Werden solche komplexen Datencharakteristika nicht adäquat
adressiert, führt dies zu mäßigen Analyseergebnissen, z. B. zu einer geringen
Vorhersagegenauigkeit in einer Klassifikation.
In einigen Projekten meiner Nachwuchsgruppe hat sich gezeigt, dass die spe-

zifischen und komplexen Datencharakteristika industrieller Anwendungsfälle
durch die Einbeziehung von Domänenwissen effektiver adressiert werden kön-
nen. Im Rahmen meiner Forschungstätigkeit als Leiter der Nachwuchsgruppe
habe ich daher den Stand der Wissenschaft hinsichtlich grundlegender Ansätze
zur Einbeziehung dieses Domänenwissens in die drei Schritte Datenakquise,
Datenvorbereitung und Datenanalyse von Datenanalyseprozessen untersucht.
Neben Ansätzen, die im Rahmen der Nachwuchsgruppe entwickelt wurden,
umfasst dies auch mehrere Ansätze aus der verwandten Literatur. Der primäre
Fokus liegt dabei auf formal repräsentiertem Domänenwissen, das in einer
mathematisch-logischen bzw. in einer digital erfassten Struktur vorliegt und
meist Kausalitätswissen über bestimmte Sachverhalte und Zusammenhänge in
einer Anwendungsdomäne beschreibt. Beispiele für entsprechende Wissensre-
präsentationsformen sind Fallbasen, Regelbasen, Glossare, semantische Netze
wie Taxonomien, Ontologien oder Wissensgraphen, probabilistische Graphen
sowie mathematische Simulationsmodelle. Die Ansätze, die solche Wissensfor-
men im Rahmen von Datenanalyseprozessen nutzen, habe ich insbesondere
dahingehend untersucht, inwieweit sie die typischen komplexen Datencha-
rakteristika industrieller Anwendungsfälle adressieren können. Eine weitere
wesentliche Fragestellung war, ob und unter welchen Bedingungen diese Ansät-
ze auf andere Anwendungsfälle und deren Daten übertragbar sind, für die sie in
der Literatur noch nicht evaluiert wurden. Die vorliegende Habilitationsschrift
fasst die wesentlichen Ergebnisse dieser Untersuchungen zusammen.
Das Verfassen der vorliegenden Habilitationsschrift sowie die Erarbeitung

der entsprechenden Forschungsergebnisse wären nicht ohne eine intensive
wissenschaftliche Betreuung und Förderung an der GSaME sowie am Institut
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für Parallele und Verteilte Systeme (IPVS) der Universität Stuttgart möglich ge-
wesen. An erster Stelle möchte ich mich insbesondere bei Herrn Prof. Bernhard
Mitschang für seine stete und konstruktive Unterstützung, seine wertvollen
Ratschläge und die vielen interessanten Diskussionen und Denkanstöße bedan-
ken. Herrn Prof. Volker Markl danke ich für seine Bereitschaft, den Mitbericht
im Zuge meines Habilitationsverfahrens zu übernehmen. Großen Dank schulde
ich auch den Doktorandinnen und Doktoranden der GSaME, die Teil meiner
Nachwuchsgruppe waren und die durch ihre Arbeiten einen unverzichtba-
ren Beitrag zu meiner Forschung geleistet haben. Hierbei sind insbesondere
Vitali Hirsch, Cornelia Kiefer, Alejandro Villanueva, Christian Weber, Yannick
Wilhelm und Julian Ziegler zu nennen. Ein besonderer Dank geht zudem an
Holger Schwarz und insbesondere an Michael Behringer für die kostbare Zeit,
die sie für das Korrekturlesen dieser Arbeit und für wertvolle Kommentare und
Hinweise aufgewendet haben. Weiterhin danke ich Christoph Stach, Christoph
Gröger und Herrn Prof. Ulf Schreier für interessante und hilfreiche Diskus-
sionen. Schließlich möchte ich diese Schrift zwei ganz besonderen Menschen
widmen und ihnen meinen aufrichtigen Dank für ihre Geduld und morali-
sche Unterstützung während meiner intensiven Forschungsarbeit aussprechen:
meinen Eltern Christa und Gunter Reimann.
Peter Reimann
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Einleitung

Industrieunternehmen des produzierenden Gewerbes sehen enorme Potenziale
in der Analyse ihrer Daten [DB21; Grö21; SAH18]. Entsprechende industrielle
Anwendungsfälle für Datenanalysen werden nach Gröger [Grö22] unter dem
Begriff Industrial Analytics zusammengefasst. Das primäre Ziel für Unterneh-
men ist, aus den Analyseergebnissen Handlungsempfehlungen abzuleiten, mit
denen Produkte, Prozesse und Dienstleistungen innerhalb der industriellen
Wertschöpfung verbessert werden können. Dabei werden Daten aus verschiede-
nen Phasen eines Produktlebenszyklus analysiert. In der Produktentwicklung
können bspw. Simulationsdaten analysiert werden, um Empfehlungen zur
Verbesserung eines Produktdesigns zu erhalten [ZRKM20]. In der Produktion
kann eine Analyse von Sensordaten die Fehlerdiagnose von Produktdefekten
unterstützen [GSH+20; HRKM18]. Mit Daten aus der Produktnutzung kann
z. B. die Ursache für einen Produktausfall bestimmt werden [KM16].
Zur Umsetzung von Datenanalysen existieren etablierte Vorgehensmodelle

wie der Cross-Industry Standard Process for Data Mining (CRISP-DM) [CCK+00]
oder der Kowledge Discovery in Databases Process (KDD-Prozess) [FPS96]. Aus
solchen Vorgehensmodellen lässt sich ein generisches Vorgehensmodell mit
sechs Schritten ableiten, das in dieser Habilitationsschrift als Bezugsrahmen
zur Einordnung aller untersuchten Ansätze dient. Im ersten Schritt wird die
fachliche Problemstellung untersucht, wobei u. a. die mit der Datenanalyse zu
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erreichende Zielsetzung formuliert wird. Der zweite Schritt umfasst die Ak-
quise relevanter Daten aus verfügbaren Quellen sowie eine Datenexploration,
um erste Zusammenhänge in den Daten zu erkennen. Anschließend werden
die Daten im dritten Schritt vorbereitet, wobei bspw. die Datenqualität verbes-
sert wird. Im vierten Schritt wird die eigentliche Datenanalyse durchgeführt,
indem geeignete Analysealgorithmen auf die Daten angewendet werden. Die
Analyseergebnisse werden in den letzten beiden Schritten hinsichtlich der am
Anfang definierten Zielsetzung bewertet und im Anwendungsfall eingesetzt.
Den zentralen Untersuchungsgegenstand dieser Habilitationsschrift bilden

Problemstellungen, die sich für Datenanalysen aus den spezifischen und meist
komplexen Datencharakteristika industrieller Anwendungsfälle ergeben. Nach-
dem Kapitel 2 grundlegende Begriffe und Konzepte wie Industrial Analytics,
verschiedene Kategorien von Domänenwissen sowie Vorgehensmodelle für
Datenanalyseprozesse erläutert, werden in Kapitel 3 auf Basis einer Analyse
mehrerer industrieller Anwendungsfälle die häufigsten solcher spezifischen
Datencharakteristika kategorisiert und diskutiert. Beispielsweise liegen Da-
ten häufig in heterogenen Formaten und in isolierten Datensilos vor [Grö18].
Dies erschwert die Akquise von Daten, die für eine Analyse benötigt wer-
den [ZRKM20]. Oftmals stehen nur sehr wenige Daten in ausreichender Quali-
tät für die Datenanalyse zur Verfügung [HRM19; KM16]. Ebenso erhöht die
hohe Produktvielfalt in Unternehmen die Anzahl und Komplexität der in den Da-
ten auftretendenMuster, sodass es Analysealgorithmen häufig nicht gelingt, alle
Muster korrekt zu erkennen [HRM19; SRYD14; TGS+19; TRSM23; WRGM21].
Diese Muster sowie deren statistische Verteilung in Daten können sich zudem
im Rahmen sog. Datensatzverschiebungen über die Zeit ändern [MRA+12;
SRWM22; WHC+16]. Werden solche Datencharakteristika bei Datenanalysen
nicht adäquat adressiert, führt dies zu mäßigen Analyseergebnissen, z. B. zu
einer geringen Vorhersagegenauigkeit in einer Klassifikation.
Als Analyseverfahren kommen in den untersuchten industriellen Awen-

dungsfällen primär Verfahren des überwachten maschinellen Lernens (ML)
zum Einsatz, insbesondere für Klassifikationen [CCS+18; DB21; HRKM18;
LLE16; TGS+19; WWIT16]. In einigen Awendungsfällen werden auch Re-
gressionen [HMB+23], Textanalysen [KM16; KRM19a] oder Prozessanaly-
sen [BWD+21; DRG21] eingesetzt. Dabei werden strukturierte Daten aus
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Informationssystemen, Sensordaten und auch unstrukturierte Daten wie z. B.
Textdaten oder Geometriedaten analysiert. Zwar stehen in dieser Habilitations-
schrift industrielle Anwendungsfälle im Fokus, es werden aber an geeigneten
Stellen Querbezüge zu anderen Anwendungsfällen und deren Daten außerhalb
des industriellen Bereichs diskutiert, wie bspw. für medizinische Diagnosen
mit Zeitreihendaten oder Bilddaten [CRM+20; KU15; MGM20].
In Kapitel 4 werden mehrere rein datengetriebene Ansätze diskutiert, die

jeweils einzelne der komplexen Datencharakteristika industrieller Anwendungs-
fälle adressieren können. Dabei stehen Ansätze im Fokus, die in den drei
Schritten Datenakquise, Datenvorbereitung sowie Datenanalyse des o. g. ge-
nerischen Vorgehensmodells für Datenanalyseprozesse eingesetzt werden, da
die komplexen Datencharakteristika insbesondere in diesen Schritten zu Pro-
blemen führen und daher auch dort adressiert werden sollten. Im Schritt
der Datenakquise werden bspw. Ansätze zur Datenintegration [LN07] oder
Datengeneratoren [FSC+20; RHW21] diskutiert. Beispiele für Ansätze, die
spezifische Datencharakteristika in der Datenvorbereitung adressieren, sind
Verfahren zum Sampling [GFB+12; HG09; SWK09; WY12] oder zur statis-
tischen Feature-Selektion [KR10]. Im Schritt der Datenanalyse werden u. a.
Ensemble-Methoden [WGC14] oder AutoML-Systeme (Automated Machine
Learning) [HZC21; XWL+21; ZH21] untersucht. Grundlage für die Diskussion
in Kapitel 4 sind mehrere vergleichende Studien zu datengetriebenen Ansätzen,
die in den vom Autor dieser Schrift betreuten Projekten entstanden sind. Die
Ergebnisse dieser Studien werden in den Gesamtkontext der Schrift eingeord-
net und durch weitere Diskussionen des Autors ergänzt. Das zentrale Ergebnis
ist, dass rein datengetriebene Ansätze zur Datenakquise, Datenvorbereitung
und Datenanalyse jeweils nur wenige der komplexen Datencharakteristika
industrieller Anwendungsfälle adressieren. Dabei haben viele der Ansätze ne-
gative Effekte auf die nicht berücksichtigten Datencharakteristika, was sich
häufig negativ auf die Güte der Analyseergebnisse auswirkt.
Verschiedene Arbeiten zeigen, dass viele der komplexen Datencharakteristi-

ka industrieller Anwendungsfälle durch die Einbeziehung von Domänenwissen
effektiver adressiert werden können (siehe bspw. [HRT+23; Rei23; RMB+23;
WRGM21]). Grundsätzlich kann Domänenwissen in informelles Erfahrungs-
wissen von Domänenexperten sowie in Domänenwissen, das in einer formalen
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Repräsentationsform vorliegt, eingeteilt werden [Leh21; Pol09]. In der Praxis
wird in den Schritten Datenakquise, Datenvorbereitung sowie Datenanalyse des
o. g. generischen Vorgehensmodells für Datenanalyseprozesse häufig nur spo-
radisch das informelle Erfahrungswissen von Domänenexperten einbezogen,
bspw. von Produktentwicklungs- oder Produktionsingenieuren. Zum Beispiel
können Experten gebeten werden, einzelne Klassenlabels in einem Datensatz
festzulegen [RBE+20; SRYD14]. Dass Domänenexperten ihr Wissen nur spora-
disch für wenige Teilaufgaben einbringen, ist vor allem darin begründet, dass
der dafür von ihnen zu erbringende Aufwand oft unverhältnismäßig hoch ist.
Der Fokus dieser Habilitationsschrift liegt daher auf der Diskussion von Ansät-

zen, die formal repräsentiertes Domänenwissen in Datenanalyseprozessen ein-
beziehen. Formal repräsentiertes Domänenwissen liegt in einer mathematisch-
logischen bzw. in einer digital erfassten Struktur vor, die bereits im Vorfeld
von ggf. mehreren Domänenexperten definiert wurde. Es beschreibt meistens
Kausalitätswissen über bestimmte Sachverhalte und Zusammenhänge in einer
Anwendungsdomäne. Beispiele entsprechender Wissensrepräsentationsformen,
die auch primär in dieser Arbeit untersucht werden, sind Fallbasen [SS09a],
Regelbasen [Ros03], Glossare oder kontrollierte Vokabulare [ANSI/NISO10],
semantische Netze wie Taxonomien, Ontologien oder Wissensgraphen [EW16;
Sow91], probabilistische Graphen [KF09] sowie mathematische Simulations-
modelle [BZBP13]. Die Nutzung formal repräsentierten Domänenwissens hat
folgende Vorteile: (1) Da es in der jeweiligen Anwendungsdomäne bereits
vorliegt, müssen Domänenexperten selbst nicht direkt in Datenanalyseprozesse
involviert werden, um das Domänenwissen einzubeziehen. (2) Formal reprä-
sentiertes Kausalitätswissen, das von mehreren Domänenexperten definiert
wurde, ist i. d. R. umfassender als das informelle Erfahrungswissen einzel-
ner Domänenexperten. Daher können damit potenziell auch die komplexen
Datencharakteristika industrieller Anwendungsfälle besser adressiert werden.
Allerdings fehlt in diesem Themenbereich der Einbeziehung von Domänen-

wissen in Datenanalyseprozessen eine systematische und umfassende wissen-
schaftliche Diskussion verschiedener Fragestellungen. Insbesondere betrach-
tet ein Großteil der einschlägigen Literatur jeweils nur eine Teilmenge der
möglichen Ansätze zur Einbeziehung von Domänenwissen. Ebenso werden
häufig nur die Effekte auf eine Teilmenge der komplexen Datencharakteristika
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industrieller Anwendungsfälle untersucht. Oftmals wird primär betrachtet,
inwieweit die Ansätze helfen, mit einer kleinen Menge an verwertbaren Daten
umzugehen [GNH22; RMB+23; WRGM21]. Die vorliegende Habilitations-
schrüft schließt diese Lücke, indem sie in Kapitel 5 bis 7 systematisch den
Stand der Wissenschaft hinsichtlich Ansätzen zur Einbeziehung verschiedener
Arten formal repräsentierten Domänenwissens in unterschiedliche Aufgaben
von Datenanalyseprozessen diskutiert. Dabei werden grundlegende Ansätze
analysiert, die jeweils in einem der Schritte Datenakquise (Kapitel 5), Daten-
vorbereitung (Kapitel 6) sowie Datenanalyse (Kapitel 7) des o. g. generischen
Vorgehensmodells für Datenanalyseprozesse verortet werden. Die Ansätze wer-
den hinsichtlich der unterstützten Aufgabe in Datenanalyseprozessen sowie
hinsichtlich der formalen Repräsentationsform des genutzten Domänenwis-
sens kategorisiert. Ebenso wird diskutiert, welche der in Kapitel 3 erläuterten
komplexen Datencharakteristika die Ansätze erfolgreich adressieren und auf
welche Datencharakteristika sie keine oder sogar negative Effekte haben.
Im Schritt der Datenakquise (Kapitel 5) werdenMetadatenmodelle diskutiert,

in denen Metadaten mit Begriffen aus Glossaren oder semantischen Netzen ver-
schlagwortet werden können, um somit die Akquise von Daten aus heterogenen
und isolierten Datenquellen zu erleichtern [EGG+21a; GLN+05; ZRKM21].
Weiterhin wird ein Datengenerator betrachtet, der ein semantisches Netz nutzt,
um Daten mit realitätsnahen Datencharakteristika zu erzeugen [TRSM23].
Für die Datenvorbereitung (Kapitel 6) finden sich in der Literatur vor allem
Ansätze, die eine Regelbasis, semantische Netze oder Simulationsmodelle zum
Feature-Engineering, zur Festlegung der Labels in Daten oder zur Anreicherung
von Daten verwenden [GNH22; ITW05; RBE+20; SRYD14]. Außerdem wer-
den in dieser Schrift Verfahren diskutiert, die Regeln oder semantische Netze
zur Partitionierung von Daten in einzelne Teilmengen verwenden [HRT+23;
WCRS01]. Ebenso sind ontologiebasierte Ansätze von Interesse, die die Spezifi-
kation von Datenvorbereitungs-Pipelines vereinfachen [SBE+21]. Im Kontext
der Datenanalyse (Kapitel 7) werden Modellverwaltungsplattformen [VSL+16;
ZCD+18] untersucht, die ML-Modelle mit Metadaten beschreiben, die erneut
mit Begriffen aus Glossaren oder semantischen Netzen verschlagwortet werden
können [WHR20]. Weitere Ansätze nutzen Ontologien, Wissensgraphen oder
Simulationsmodelle, um bspw. Teilstrukturen von ML-Modellen vorzugeben
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Tabelle 1.1: Ansätze zur Einbeziehung formal repräsentierten Domänenwis-
sens in Datenanalyseprozessen, die im Rahmen von Projekten
entstanden sind, die vom Autor dieser Schrift betreut wurden.

Ansatz Publikationen Abschnitt
Metadatenmodell zur Unterstützung der
Datenakquise in der Produktentwicklung

[ZRKM20;
ZRKM21]

Abschnitt 5.2
(Datenakquise)

Nutzung einer Taxonomie zur
Generierung von Daten

[TRSM23] Abschnitt 5.3
(Datenakquise)

Nutzung einer Taxonomie zur
Partitionierung von Daten

[HRM20a;
HRT+23]

Abschnitt 6.5 (Da-
tenvorbereitung)

Modellverwaltungsplattformen zum
Vorschlag von Modellen des maschinellen
Lernens (ML-Modelle)

[VRWM23;
VWRM21;

WHR20; WR20]

Abschnitt 7.1
(Datenanalyse)

Rahmenwerk zur Optimierung der
Entscheidungsfusion in Ensembles

[WRG+23] Abschnitt 7.4
(Datenanalyse)

oder den Lernprozess für ML-Modelle einzuschränken [GNH22; RMB+23].
Weiterhin kann Domänenwissen direkt in probabilistischen Graphen modelliert
und somit für eine Inferenz verwendet werden [Nea03]. Schließlich können
neben datengetriebenen ML-Modellen auch wissensbasierte Modelle, wie pro-
babilistische Graphen, Simulationsmodelle oder semantische Netze in einer
Ensemble-Methode kombiniert werden [WRG+23; WRGM21].
Neben einem Überblick über verschiedene grundlegende Ansätze umfassen

Kapitel 5 bis 7 auch eine Kategorisierung und Diskussion von Ansätzen, die
im Rahmen von Projekten entstanden sind, die vom Autor dieser Habilitati-
onsschrift betreut wurden. Tabelle 1.1 fasst diese Ansätze sowie die jeweiligen
Publikationen, in denen weitere Details erläutert werden, zusammen. Speziell
für diese Ansätze wird in der vorliegenden Schrift zusätzlich erörtert, ob und
unter welchen Bedingungen sie auf andere Anwendungsfälle sowie deren Daten
übertragbar sind, für die sie in den Publikationen noch nicht evaluiert wurden.
Dies schließt die Übertragbarkeit auf weitere industrielle Anwendungsfälle,
aber auch auf andere Anwendungsdomänen wie datengetriebene medizini-
sche Diagnosen ein [CRM+20; KU15; MGM20]. Kapitel 8 fasst schließlich
die zentralen Erkenntnisse aus der Diskussion in dieser Arbeit zusammen und
erläutert mögliche Fragestellungen, die einer weiteren Bearbeitung bedürfen.
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Grundlagen

In diesem Kapitel wird der Kontext der vorliegenden Habilitationsschrift festge-
legt, indem zentrale Begriffe und grundlegende Konzepte erläutert werden. Die
im Rahmen dieser Arbeit untersuchten industriellen Anwendungsfälle stehen
im Kontext von Industrial Analytics nach der Definition von Gröger [Grö22],
die in Abschnitt 2.1 zusammengefasst wird. Anschließend kategorisiert Ab-
schnitt 2.2 verschiedene Arten formal repräsentierten Domänenwissens, die
in dieser Arbeit primär untersucht werden. Der letzte Abschnitt 2.3 leitet aus
existierenden Vorgehensmodellen für Datenanalyseprozesse ein generisches
Vorgehensmodell ab, dessen Schritte in den folgenden Kapiteln als Bezugsrah-
men zur Einordnung von Lösungsansätzen zur Nutzung von Domänenwissen
in Datenanalyseprozessen dient.

2.1 Industrial Analytics

Industrial Analytics bezeichnet die Analyse der in Unternehmen anfallenden
Daten, um Erkenntnisse zu erhalten, mit denen die industrielle Wertschöpfung
unterstützt und verbessert werden kann [Grö22]. Dabei wird eine produkt-
orientierte Sichtweise der Wertschöpfung verfolgt, d. h. sie wird anhand des
industriellen Produktlebenszyklus definiert [Sta20]. Abbildung 2.1 zeigt typi-
sche Phasen eines Produktlebenszyklus. Ebenso zeigt sie die zentralen Schritte
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Abbildung 2.1: Industrial Analytics Cycle: Kontinuierlicher Lernzyklus im Pro-
duktlebenszyklus, vgl. Gröger [Grö22].

eines Lernzyklus nach Gröger [Grö18; Grö22], der eine kontinuierliche da-
tengetriebene Verbesserung und Innovation von Prozessen und Produkten
ermöglichen soll. Im ersten Schritt Datenmanagement dieses Lernzyklus wer-
den Daten aus den Phasen des Produktlebenszyklus akquiriert und für die
nachfolgende Analyse vorbereitet. Im Allgemeinen speichern diese Daten Infor-
mationen zu bestimmten, für den Anwendungsfall relevanten Ereignissen oder
Entitäten. In einer Produktionslinie können Daten bspw. die Ausführung ein-
zelner Produktionsschritte, die produzierten Produkte bzw. Produktteile aber
auch Maschinenfehler oder Probleme bzgl. der Produktqualität repräsentieren.
Im Schritt der Datenanalyse werden die vorbereiteten Daten mithilfe unter-

schiedlicher Analysetechniken ausgewertet [Cao17]. Dies bezieht sich insbe-
sondere auf deskriptive, diagnostische und prädiktive Datenanalysen [LKS13].
In deskriptiven Analysen werden in der Vergangenheit oder in der Gegenwart
aufgetretene Ereignisse in den Daten identifiziert und näher untersucht. Bei-
spielsweise kann ein statistischer Report eine Übersicht geben, welche Maschi-
nenfehler an welchen Schritten einer Produktionslinie wie häufig aufgetreten
sind oder wie viele Produkte jeweils fehlerhaft produziert wurden. Der primäre
Fokus diagnostischer Analyseverfahren ist eine Ursachenanalyse, insbesondere
um herauszufinden, warum die identifizierten Ereignisse aufgetreten sind. In
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einer Produktionslinie können z. B. über Textanalysen oder weitere statistische
Auswertungen die Ursachen eingegrenzt werden, warum bestimmte Produkte
Qualitätsprobleme aufweisen [KM16; KRM19a]. Prädiktive Verfahren versu-
chen, bestimmte Ereignisse vorherzusagen. Als Beispiel kann mittels Techniken
des Data Mining oder des maschinellen Lernens in einzelnen Schritten einer
Produktionslinie vorhergesagt werden, ob die Produkte am Ende der Linie
Fehler aufweisen werden oder nicht [GSH+20; WSR+20].
Der letzte Schritt Optimierung im Lernzyklus nach Gröger [Grö22] betrachtet

präskriptive Verfahren, d. h. es werden auf Basis der zuvor erzeugten Analyse-
ergebnisse konkrete Handlungsempfehlungen zur Verbesserung der Prozesse
und Produkte abgeleitet [LKS13]. Dabei stehen Handlungsempfehlungen zur
Erreichung eines bestimmten vordefinierten Ziels im Vordergrund, z. B. die Ver-
besserungen der Produktqualität oder die Vermeidung von Maschinenfehlern.
Der gesamte Lernzyklus beschreibt ein iteratives Vorgehen. Die verbesserten
Prozesse und Produkte erzeugen wieder neue Daten, die als Grundlage für
weitere Datenanalysen sowie Prozess- und Produktverbesserungen dienen.
Gröger [Grö22] charakterisiert Anwendungsfälle des Industrial Analytics

zudem über eine Abgrenzung zu Datenanalysen aus dem Bereich von Weban-
wendungen. Dies wird auch Web Analytics genannt [ZP15], das sich insbeson-
dere bezüglich der Zielsetzung der Datenanalyse sowie der Charakteristika
der zur Verfügung stehenden Daten von Industrial Analytics unterscheidet
(siehe Tabelle 2.1). Web Analytics wird vor allem von Internetunternehmen
wie Amazon, Alphabet oder Meta vorangetrieben. Ein häufiges Ziel ist die
Analyse des Verhaltens von Nutzern auf Webseiten, um damit z. B. digitales
Marketing zu unterstützen. Die Daten für Web Analytics kommen oft aus Logs
von Webservern oder von Informationssystemen, die von den entsprechenden
Webanwendungen genutzt werden, z. B. von Webshops mit Daten zu Produkten
und Kundenbestellungen. Als Datenanalysen werden vielfach statistische Aus-
wertungen der Daten oder Trendanalysen durchgeführt [ZP15]. Zudem finden
im Bereich sozialer Netzwerke Analysen auf Graphdaten Anwendung [OR02].
Die Hauptakteure bei Industrial Analytics sind Industrieunternehmen des

produzierenden Gewerbes. Solche Unternehmen möchten mit Datenanalysen
ihre Produkte, Prozesse und Dienstleistungen verbessern [Grö22]. Die Daten
unterscheiden sich wesentlich von denen aus dem BereichWeb Analytics. Einige
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Tabelle 2.1: Wesentliche Unterscheidungsmerkmale zwischen Web Analytics
und Industrial Analytics, vgl. Gröger [Grö22].

Web Analytics Industrial Analytics
Hauptakteure Internetunternehmen Unternehmen des

produzierenden Gewerbes
Häufiges Ziel der
Datenanalyse

Analyse des
Nutzerverhaltens, digitales

Marketing

Analyse und Verbesserung
der Produkte, Prozesse und

Dienstleistungen
Typische
Datenquellen

Logs von Webservern,
Informationssysteme von
Webanwendungen

Informationssysteme der
Unternehmen (ERP, CRM,

PLM, MES, ...),
iIoT-Sensordaten, von
Menschen erzeugte Daten

Typische
Datenanalysen

Statistische Auswertungen,
Trendanalysen,

Graphdatenanalysen

Statistische Auswertungen,
Reporting, Data Mining,
maschinelles Lernen

der Daten für Industrial Analytics kommen aus den Informationssystemen der
Unternehmen, die Daten über verschiedene Phasen eines Produktlebenszyklus
erfassen und verwalten. Dies sind z. B. ERP-1, CRM-2 oder PLM-Systeme3
sowie ein MES4. Weitere Daten werden in dem sog. industriellen Internet der
Dinge (iIoT) über Sensoren akquiriert, z. B. Daten von Maschinen in einer
Produktionslinie oder von IoT-fähigen Produkten. Zudem erzeugen häufig noch
die menschlichen Akteure selbst Daten, indem sie diese bspw. direkt in digitalen
Dokumenten speichern oder indem sie Beiträge in unternehmensinternen
sozialen Medien eintragen [KHW+17].
Gemäß verschiedener Übersichtsartikel kommen in Anwendungsfällen des In-

dustrial Analytics neben statistischen Auswertungen und Reporting-Techniken
vermehrt Verfahren des Data Mining und des maschinellen Lernens zum Ein-
satz [CCS+18; DB21; Grö22; KBT11; SAH18; WWIT16]. Dies trifft mit sehr
wenigen Ausnahmen auch auf die in dieser Arbeit primär betrachteten industri-
ellen Anwendungsfälle zu (siehe Abschnitt 3.1). Insbesondere werden in dieser
Arbeit vor allem Anwendungsfälle für überwachte Lernverfahren betrachtet.

1ERP: Enterprise Resource Planning
2CRM: Customer Relationship Management
3PLM: Product Lifecycle Management
4MES: Manufacturing Execution System
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In den meisten Fällen werden überwachte Lernverfahren für prädiktive Da-
tenanalysen eingesetzt, sie können aber auch innerhalb diagnostischer oder
präskriptiver Analysen verwendet werden [LKS13]. Entsprechende Lernalgo-
rithmen analysieren sogenannte Trainingsdaten, um darin enthaltene Muster
oder Zusammenhänge zu erkennen [Mit97; MRT18]. Sie bilden die erkann-
ten Muster in statistischen Modellen ab, die auch Modelle des maschinellen
Lernens oder kurz ML-Modelle genannt werden. Diese Modelle können an-
schließend auf neue Daten angewendet werden, um festzustellen, welche der
erkannten Muster sich in den neuen Daten wiederfinden. Typischerweise wer-
den dabei bestimmte Variablen der Daten vorhergesagt, deren Werte in den
Trainingsdaten vorhanden, aber in den neuen Daten noch unbekannt waren.
Bei überwachten Lernverfahren besteht ein Datensatz D = {(x i , yi)}ni=1 aus

n Dateninstanzen mit Eingabedaten x i sowie Ausgabedaten yi. Eine Daten-
instanz repräsentiert ein Ereignis oder eine Entität aus dem realen Anwen-
dungsfall. Jedes x i ist ein Vektor aus dem Feature-Raum F = { f1, . . . , fF} mit F
Dimensionen. Die einzelnen Features f1, . . . , fF repräsentieren die in den Daten
enthaltenen Attribute der realen Entitäten, z. B. Sensorsignale der Maschinen
in einer Produktionslinie [GSH+20]. Jedes Feature f j ∈ F kann einen eigenen
WertebereichW( f j) haben, z. B. für kategorische oder numerische Werte. Je-
des x i ist folglich ein Element des kartesischen Produkts der Wertebereiche
der Features, d. h. x i ∈ X =W( f1)× · · · ×W( fF ). Die Ausgabedaten yi einer
Dateninstanz repräsentieren das sogenannte Label der jeweiligen Entität. Je-
des Label yi kann ein Element aus einer Menge möglicher Labels Y sein. In
einer Klassifikation ist Y eine Menge diskreter Klassen, während es in einer
Regression numerische Werte sind [HKP12].
In den Trainingsdaten liegen die Werte sowohl der Eingabedaten x i als auch

der Ausgabedaten yi für jede der nDateninstanzen (x i , yi) ∈D bereits vor. Lern-
algorithmen analysieren diese Trainingsdaten, um eine FunktionM : X → Y
zu lernen. Diese FunktionM beschreibt die in den Daten erkannten Muster
oder Zusammenhänge zwischen den Eingabedaten x i ∈ X und den Ausgabe-
daten yi ∈ Y. Je nach Verfahren und Lernalgorithmus wird die FunktionM
entweder in einer symbolischen Repräsentationsform wie Entscheidungsbäume
oder in einer nicht-symbolischen Form wie neuronale Netze erzeugt [HKP12;
Mit97]. Diese symbolische oder nicht-symbolische Repräsentationsform stellt
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das ML-Modell dar. Dieses Modell wird anschließend auf neue Daten angewen-
det, bei denen lediglich die Eingabedaten x i bekannt sind. Somit kann für jede
der neuen Dateninstanzen mit der im ML-Modell repräsentierten FunktionM
das entsprechende Label yi vorhergesagt werden.
In einer Klassifikation kann zudem noch zwischen einer binären Klassifika-

tion, einer Multi-Klassen-Klassifikation und einer Multi-Label-Klassifikation
unterschieden werden [MRT18]. Die Unterscheidungsmerkmale sind, wie viele
diskrete Klassen in Y vorhanden sind und wie viele Klassen für jede Datenin-
stanz in ihren Ausgabadeten yi vorliegen bzw. vorhergesagt werden. In einer
binären Klassifikation besteht Y aus genau zwei Klassenlabels, die häufig als
positive und negative Klasse bezeichnet werden. Jede Dateninstanz (x i , yi)
wird dabei in yi genau einer dieser beiden Klassen zugeordnet. Eine Multi-
Klassen-Klassifikation bezeichnet Lernaufgaben mit mehr als zwei Klassen, d. h.
Y besteht aus |Y |> 2 Klassenlabels. Hier wird jede Dateninstanz in ihrem yi

ebenfalls nur genau einer dieser Klassenlabels zugeordnet, d. h. yi ∈ Y. Der
Unterschied zu einerMulti-Label-Klassifikation besteht darin, dass jeder Instanz
in yi sogar eine Menge mehrerer Labels zugeordnet werden kann, d. h. yi ⊆ Y .
Die Anzahl der Labels in yi kann dabei zwischen jeder Dateninstanz variieren.
Im Fall der Multi-Label Klassifikation bildet die oben genannte FunktionM
die Eingabedaten x i folglich auf die Potenzmenge von Y ab, d. h.M : X → 2Y .

2.2 Arten formal repräsentierten Domänenwissens

Domänenwissen beschreibt Wissen über Zusammenhänge bzgl. der Entitäten
und Ereignisse sowie der Prozesse der jeweiligen Anwendungsdomäne, z. B.
Wissen über Produkte und Produktionsprozesse eines Unternehmens. Es kann
generell in explizites und implizites Wissen eingeteilt werden [DJR+20; Leh21;
Pol09; Row07]. Explizites Wissen ist sprachlich vermittelbar und kann daher
leicht wieder- und weitergegeben werden. Somit ist es möglich, explizites
Wissen in strukturierter Form zu speichern. Implizites Wissen ist hingegen
nicht gänzlich sprachlich beschreib- und vermittelbar. Hierunter fallen z. B.
persönliche Erfahrungswerte, Vorstellungen oder eingespielte Handlungsrouti-
nen der Domänenexperten, welche diese aber nicht explizit begründen können.
Implizites Wissen liegt folglich in keiner digital erfassten Struktur vor.
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Tabelle 2.2: Wesentliche Unterschiede zwischen formal repräsentiertem Domä-
nenwissen und informellem Wissen der Domänenexperten.

Formal repräsentiertes
Domänenwissen

liegt in mathematisch-logischer, digital erfasster
Struktur vor; immer explizitesWissen; von

Domänenexperten zuvor erfasstes Kausalitätswissen
Informelles
Domänenwissen

Erfahrungswissen der Domänenexperten; liegt nicht
in digital erfasster Struktur vor; meistens implizites,

selten explizites Wissen

Als weiteres Unterscheidungsmerkmal kann Domänenwissen in einer formal
repräsentierten Form vorliegen oder informelles Wissen der Domänenexperten
sein. Tabelle 2.2 fasst die wesentlichen Unterschiede zusammen. Formal re-
präsentiertes Domänenwissen liegt in einer meist mathematisch-logischen oder
digital erfassten Struktur vor. Dies können z. B. Regeln [GA11], semantische
Netze [Rei10] oder Simulationsmodelle [BZBP13] sein, die bestimmte Sach-
verhalte oder Zusammenhänge in einer Anwendungsdomäne beschreiben oder
formalisieren. Diese Art des Domänenwissens ist immer explizit und beschreibt
meist Kausalitätswissen [YQL11], das häufig von mehreren Domänenexperten
im Vorfeld erfasst und formal definiert wurde. Informelles Wissen der Domänen-
experten ist deren Erfahrungswissen, das nicht in einer formalen oder digitalen
Struktur vorliegt. In den meisten Fällen handelt es sich um implizites Wissen. In
einzelnen Fällen kann es explizites Wissen sein, wenn es prinzipiell sprachlich
beschreibbar ist, aber noch nicht formal erfasst wurde.
Informelles Wissen wird in Datenanalyseprozssen einbezogen, indem di-

rekt das Erfahrungswissen der Domänenexperten zu bestimmten Problemen
abgefragt wird. Beispielsweise können Domänenexperten gefragt werden, wel-
che Features f j im Datensatz D für eine konkrete Analyse relevant sind. Ein
weiteres häufig auftretendes Beispiel ist, dass Domänenexperten die Labels
yi einzelner Dateninstanzen der Trainingsdaten festlegen. Allerdings ist der
Aufwand für Domänenexperten, ihr informellen Wissen auf diese Weise einzu-
bringen, in den meisten Fällen unangemessen hoch. Zum Beispiel müssen sie
die Labels yi einzeln für jede Dateninstanz im Datensatz D festlegen, was bei
einer relativ großen Datenmenge einen immensen Aufwand darstellt [RBE+20;
SRYD14]. Daher liegt der Fokus dieser Habilitationsschrift auf Ansätzen, die
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formal repräsentiertes Domänenwissen in Datenanalyseprozessen verwenden.
Die Nutzung formal repräsentierten Domänenwissens hat folgende Vorteile:

• Formal repräsentiertes Domänenwissen liegt in der Anwendungsdomäne
bereits vor. Daher müssen Domänenexperten selbst nicht mehr direkt
involviert werden, um das Domänenwissen in Datenanalyseprozessen
einzubeziehen, sodass für sie kein zusätzlicher Aufwand entsteht.

• Formal repräsentiertes Domänenwissen wurde meistens von mehreren
Domänenexperten erfasst und über einen längeren Zeitraum gepflegt. Es
ist daher i. d. R. umfassender als das informelle Domänenwissen einzelner
Domänenexperten, sodass es potenziell auch die komplexen Datencha-
rakteristika in industriellen Anwendungsfällen besser adressieren kann.

Im Folgenden werden die für Datenanalyseprozesse wichtigsten und daher
in dieser Habilitationsschrift primär untersuchten Arten formal repräsentierten
Domänenwissens beschrieben. Abbildung 2.2 stellt für jede dieser Arten dar,
in welcher formalen Struktur das Domänenwissen abgebildet wird.

Fallbasis in Expertensystemen: Expertensysteme speichern in einer Wis-
sensbasis die Kenntnisse von einem oder mehreren Domänenexperten über
die in einer Anwendungsdomäne häufig auftretenden Probleme und entspre-
chende Maßnahmen zur Problemlösung [Pup91; SS09a]. Expertensysteme
können von anderen Nutzern dazu verwendet werden, um aus der Wissensbasis
Handlungsempfehlungen zur Lösung konkreter Probleme abzuleiten.
Fallbasierte Systeme sind eine mögliche Grundlage zur Umsetzung von Ex-

pertensystemen [AP94]. Die Wissensbasis wird hierbei durch eine sog. Fallbasis
oder Falldatenbank repräsentiert, in der bereits gelöste Probleme mittels einer
Problembeschreibung sowie einer Dokumentation einer erfolgreichen Problem-
lösung hinterlegt sind. Zur Lösung eines neuen Problems sucht das fallbasierte
System in seiner Fallbasis nach einem möglichst ähnlichen und zuvor schon
gelösten Problem. Die Lösung dieses ähnlichen Problems aus der Fallbasis
wird anschließend auf das neue Problem angepasst und angewendet. Dieses
Vorgehen wird auch fallbasiertes Schließen bezeichnet [Ric03].
Ein gängiges Beispiel für eine Wissenbasis eines fallbasierten Systems in

produzierenden Unternehmen ist die Falldatenbank, die mittels der in der DIN-
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Menge von logischen Regeln der Form WENN Prämisse DANN Konklusion für 

allgemeine Zusammenhänge / Gesetzmäßigkeiten der Anwendungsdomäne

Dokumentation von in der Anwendungsdomäne häufig auftretenden Problemen 

und von erfolgreich durchgeführten Maßnahmen zur Problemlösung

Simulations-

modell

Probabilistischer 

Graph

Semantisches 

Netz

A X

B Y

C Z

Regelbasis

Fallbasis

Meist natürlichsprachliche und eindeutige Beschreibung der Bedeutung 

domänenspezifischer Begriffe

Glossar, kontrol-

liertes Vokabular

Graphbasiertes Modell: Knoten entsprechen domänenspez. Begriffen,

Kanten stellen Relationen zwischen Begriffen dar (Hierarchische Relationen, 

Synonyme, Antonyme, Kausationen, …)

Graphbasiertes Modell: Knoten entsprechen Zufallsvariablen für bestimmte 

Ereignisse einer Anwendungsdomäne,

Kanten repräsentieren probabil., kausale Abhängigkeiten zwischen Ereignissen

Algebraische Gleichungen oder Differentialgleichungen, die spezifische 

Zusammenhänge oder Gesetzmäßigkeiten der Anwendungsdomäne erfassen

Abbildung 2.2: Im Rahmen dieser Habilitationsschrift primär untersuchte Ar-
ten formal repräsentierten Domänenwissens sowie die jeweils
genutzte formale Struktur zur Abbildung des Domänenwissens.

Norm EN 60812 beschriebenen Fehlzustandsart- und -auswirkungsanalyse
(engl. Failure Mode and Effects Analysis – FMEA) erzeugt wird [DIN06; Ise06].
Die FMEA ist eine systematische Analysetechnik des Qualitätsmanagements,
die i. d. R. von erfahrenen Ingenieuren bereits früh in der Produktentwicklungs-
phase oder der Produktionsplanungsphase des Produktlebenszyklus durch-
geführt wird und für die nachfolgenden Phasen die größten Fehlerrisiken
vorab vermeiden soll [DIN06; Ise06]. So erfassen Ingenieure bspw. bereits
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vor der Produktnutzung oder vor der Produktion mögliche Produkt- oder Pro-
duktionsfehler sowie passende Maßnahmen zur Fehlerbehebung oder Fehler-
vermeidung [LLL13]. Die Ergebnisse einer FMEA werden über strukturierte
Arbeitsblätter erfasst, in denen die Fehlerart, die dazugehörige Fehlerursa-
che, der Fehlereffekt auf die Produktion oder Produktnutzung sowie mögliche
Maßnahmen zur Fehlererkennung, Fehlervermeidung und Fehlerbehebung
beschrieben werden [DIN06]. Weiterhin kann die qualitative FMEA durch
eine quantitative Analyse zur Wichtigkeit eines Fehlers ergänzt werden (engl.
Failure Mode and Effects and Criticality Analysis – FMECA) [DIN06; Ise06].

Regelbasis in Expertensystemen: Eine Alternative für die Wissensbasis in
Expertensystemen ist eine Regelbasis, die durch ein regelbasiertes System
verwaltet wird [GA11; Ros03]. Die Regelbasis besteht dabei aus einer Menge
von meist logischen Regeln in der Form WENN Prämisse DANN Konklusion.
Eine Regel beschreibt typischerweise, dass unter spezifischen Vorbedingungen
(Prämisse) ein bestimmtes Ereignis oder ein Effekt (Konklusion) eintritt. So
kann bspw. für einen Prüfstand in einer Produktionslinie, der eine Menge von
Sensorsignalen zur Überprüfung der produzierten Produkte erfasst, eine Regel
zur Fehlererkennung spezifiziert werden [HRKM18]. Die Prämisse beschreibt
dabei den Fall, dass die Werte einzelner Sensorsignale ober- oder unterhalb
eines Toleranzbandes dieser Signale liegen. Tritt diese Prämisse ein, indiziert
die Konklusion der Regel, dass ein Qualitätsproblem des Produkts vermutet
werden sollte. Während die Einträge einer Fallbasis in fallbasierten Systemen
häufig vorkommende Beispiele konkreter Probleme beschreiben, stellen die
Regeln eines regelbasierten Systems eher allgemeine Sachverhalte, Zusam-
menhänge oder Gesetzmäßigkeiten der jeweiligen Anwendungsdomäne dar.
Die Regeln können dabei hinsichtlich ihrer Ausdrucksmächtigkeit bspw. in
Form von Ausdrücken der Aussagenlogik, der Prädikatenlogik [BE05] oder der
Beschreibungslogik [BCM+07] spezifiziert sein.

Glossare und kontrollierte Vokabulare: Ein Glossar enthält eine Liste re-
levanter Begriffe einer Anwendungsdomäne sowie eine Beschreibung der Be-
deutung dieser Begriffe oder auch mögliche Übersetzungen in andere Spra-
chen [ANSI/NISO10]. Die Begriffe werden dabei meist natürlichsprachlich
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beschrieben. Dabei liegt der Fokus primär auf einer Erklärung und Abgrenzung
einzelner Begriffe, sodass ein Glossar in einer Anwendungsdomäne für ein
klares Begriffsverständnis sorgt. Ebenso werden durch die Beschreibung der Be-
griffe auch die wesentlichen Eigenschaften der durch die Begriffe bezeichneten
Dinge und Entitäten der Anwendungsdomäne festgelegt.
In einem kontrollierten Vokabular werden die Begriffe eindeutig beschrie-

ben und definiert, sodass keine Homonyme auftreten. Damit werden durch
eine Disambiguierung Mehrdeutigkeiten der Begriffe vermieden. In einigen
kontrollierten Vokabularen treten sogar keine Synonyme auf. Glossare und
insbesondere kontrollierte Vokabulare ermöglichen u. a. eine Verschlagwortung
und damit begriffliche Indexierung anderer Dinge einer Anwendungsdomäne,
z. B. auch von Daten und Informationen [EGG+21a; WWR18; ZRKM21].

Semantische Netze: Ein semantisches Netz ist ein graphbasiertes Modell zur
Wissensrepräsentation, das die relevanten Begriffe einer Anwendungsdomäne
sowie die Beziehungen zwischen diesen Begriffen formalisiert und struktu-
riert [Rei10; Sow91]. Die Knoten des graphbasierten Modells repräsentieren
die domänenspezifischen Begriffe, während die Kanten Beziehungen bzw. Re-
lationen zwischen den Begriffen darstellen. Im Allgemeinen können in einem
semantischen Netz folgende Arten von Relationen definiert werden [Sow91]:
• Hierarchische Relation zwischen Ober- und Unterbegriffen: Der Unterbe-
griff ist eine Spezialisierung des Oberbegriffs und erbt von diesem sämt-
liche Eigenschaften und alle weiteren Relationen. Beispielsweise sind
’Verbrennungsmotor’ und ’Elektromotor’ Unterbegriffe des Oberbegriffs
’Motor’. Die Relation ist transitiv, sodass ein Unterbegriff wiederum ein
Oberbegriff eines noch spezifischeren Unterbegriffs sein kann, z. B. sind
’Ottomotor’ und ’Dieselmotor’ Unterbegriffe von ’Verbrennungsmotor’.

• Hierarchische Instanzrelation: Diese Relation verbindet eine konkrete In-
stanz mit deren abstrakten Klasse. Instanzen unterscheiden sich insofern
von Unterbegriffen, dass Instanzen konkrete Individuen repräsentieren,
während Unterbegriffe abstrakte Klassen der Anwendungsdomäne be-
schreiben. Der konkrete Motor im Fahrzeug des Autors dieser Habilitati-
onsschrift ist zum Zeitpunkt der Veröffentlichung der Schrift bspw. eine
Instanz der abstrakten Klasse ’Elektromotor’.
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• Hierarchische partitative Relation bzw. Aggregation: Diese Relation be-
schreibt eine ist-Teil-von-Beziehung zwischen Begriffen. Beispielsweise
besteht ein Verbrennungsmotor u. a. aus mehreren Zylindern, während
ein Elektromotor u. a. aus einem statischen Magnet und einem drehbaren
Elektromagnet besteht.

• Synonymie bzw. Äquivalenzrelation: Diese nicht-hierarchische Relation
zwischen zwei Begriffen spezifiziert, dass die miteinander verknüpften
Begriffe bedeutungsgleich sind. So haben bspw. ’Ottomotor’ und ’Benzin-
motor’ grundsätzlich die gleiche Bedeutung.

• Antonymie:Diemit dieser Relation verknüpften Begriffe haben eine gegen-
sätzliche Bedeutung. So sind ’laufend’ und ’ausgeschaltet’ gegensätzliche
Begriffe hinsichtlich des Zustands eines Verbrennungsmotors.

• Kausation: Diese Relation ordnet Begriffe zueinander, die Ereignisse
und Zustände beschreiben. Dabei spezifiziert die Kausation, dass ein
bestimmtes Ereignis einen Zustand oder ein anderes Ereignis verursacht.
So kann bspw. das Ereignis ’Anlassen’ einen Verbrennungsmotor vom
Zustand ’ausgeschaltet’ in den Zustand ’laufend’ überführen.

Zudem können Begriffe über Eigenschaften näher beschrieben werden. So
können bestimmte Typen von Motoren bspw. über Leistungskennzahlen wie die
maximale PS-Leistung oder das maximale Drehmoment beschrieben werden.
Verschiedene Arten von semantischen Netzen schränken die Menge der zu-

lässigen Relationen ein [Rei10; Sow91]. Nachfolgend werden mit Taxonomien,
Thesauri, Ontologien und Wissensgraphen die wichtigsten im Rahmen dieser
Habilitationsschrift untersuchten Arten von semantischen Netzen beschrieben.
Die Definition von Eigenschaften der Begriffe ist typischerweise bei allen se-
mantischen Netzen erlaubt. Abbildung 2.3 fasst für jede Art von semantischen
Netzen zusammen, welche Relationen zusätzlich erlaubt sind.
In einer Taxonomie sind neben Eigenschaften von Begriffen nur hierarchische

Relationen zwischen Ober- und Unterbegriffen zulässig. Taxonomien werden
z. B. in der Biologie zur hierarchischen Kategorisierung von Lebewesen verwen-
det. In produzierenden Unternehmen werden sie u. a. genutzt, um Produkte
und Produktvarianten des Unternehmens in einer Produkthierachie zu grup-
pieren und zu strukturieren [AK04; HRT+23; SRYD14]. Weiterhin existieren
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Taxonomie • Hierarchische Relationen zw. Ober- und Unterbegriffen (Monohierarchie) 

Thesaurus

• Hierarchische Relationen zw. Ober- und Unterbegriffen (Polyhierarchie)

• Äquivalenzrelationen für Synonyme

• Assoziationsrelationen für Begriffe mit Bedeutungsüberschneidung 

Ontologie

• Hierarchische Relationen zw. Ober- und Unterbegriffen (Polyhierarchie)

• Hierarchische Instanzrelationen

• Beliebige, typisierbare Relationen

• Axiome und Inferenzregeln

Wissensgraph
• Freiform-Semantik: Beliebige, typisierbare Relationen

• Ontologie als Modell für Wissensgraphen möglich

Abbildung 2.3: Wichtigste Arten semantischer Netze sowie die jeweils zugelas-
senen Relationen zwischen domänenspezifischen Begriffen.

einige Standards zur unternehmensübergreifenden Produktkategorisierung,
die wie eine Taxonomie aufgebaut sind [HLS07]. Ein bekannter Standard
ist ECLASS1, der über verschiedene Branchen hinweg die Kategorisierung
von Produkten und Dienstleistungen sowie deren semantische Beschreibung
über Merkmale ermöglicht. Dieser Standard bietet eine Taxonomie über vier
Hierarchieebenen von Ober- und Unterbegriffen. Dies sind Sachgebiete bzw.
Industriebranchen sowie Hauptgruppen, Gruppen und Untergruppen der Pro-
dukte und Dienstleistungen, die innerhalb der Branchen vertrieben werden.

Thesauri sind semantische Netze, mit denen neben Eigenschaften und Rela-
tionen zwischen Ober- und Unterbegriffen auch Begriffe über Äquivalenzrelatio-
nen als Synonyme definiert werden können. Zusätzlich unterstützen Thesauri
mit Assoziationsrelationen eine verwandte Art von Relationen, die zwei Begriffe
miteinander verknüpft, die nicht vollständig semantisch äquivalent sind, aber
eine Überschneidung in ihrer Bedeutung haben. Weiterhin können in Thesauri
im Gegensatz zu Taxonomien auch Polyhierarchien definiert werden. In diesem
Fall kann ein Unterbegriff mehr als einen Oberbegriff haben.
Ontologien unterstützen explizite Konstrukte für hierarchische Ober- und

Unterbegriffsrelationen sowie für hierarchische Instanzrelationen zwischen
Klassen und ihren Instanzen [SS09b]. Anders als die anderen Arten semanti-

1ECLASS: https://eclass.eu/

2.2 | Arten formal repräsentierten Domänenwissens 33

https://eclass.eu/


scher Netze erlauben Ontologien damit, explizit Instanzrelationen von anderen
hierarchischen Relationen zu unterscheiden. Darüber hinaus können in Onto-
logien beliebig weitere Relationen zwischen Begriffen bzw. Klassen spezifiziert
werden. Jede Klasse und jede Relation kann dabei typisiert werden, um die
genaue Semantik der Klasse oder der Relation zu beschreiben. So können Rela-
tionen über ihre Typisierung bspw. einer der weiteren oben gelisteten Arten von
Relationen zugeordnet werden, also z. B. Aggregation, Synonymie, Antonymie
oder Kausation. Es sind darüber hinaus aber auch weitere anwendungsspezifi-
sche Typen von Relationen wie auch von Klassen denkbar, sodass Ontologien
insgesamt eine sehr hohe semantische Ausdrucksmächtigkeit besitzen. Ontolo-
gien erlauben zudem die Spezifikation von zwei Arten von Regeln. So können
mit Axiomen, die immer wahr sein müssen, Regeln für die Integrität konkreter
Instanzen einer Ontologie definiert werden. Die zweite Art von Regeln sind
Inferenzregeln, mit denen aus einer konkreten Instanz einer Ontologie, d. h.
aus der entsprechenden Fakten- bzw. Wissensbasis, neue Fakten bzw. neues
Wissen abgeleitet werden können.
Die Automation Markup Language (AutomationML) ist eine in produzieren-

den Unternehmen verbreitete XML-basierte Beschreibungssprache, die einen
Datenaustausch zwischen unterschiedlichen Software-Lösungen zur Anlagen-
planung ermöglicht [Dra10]. Mit AutomationML sowie dem übergeordneten
Datenformat Computer Aided Engineering Exchange (CAEX) kann in einer
Klassen- und Objektstruktur eine Ontologie mit den meisten der in semanti-
schen Netzen verwendbaren Relationstypen definiert werden, um somit die
Topologie und Struktur von Produktionsanlagen und Produkten abzubilden.

Wissensgraphen bieten ebenso Möglichkeiten, um in einem graphbasierten
Modell die für eine Anwendungsdomäne relevanten Begriffe, Entitäten oder
Ereignisse sowie Beziehungen zwischen diesen zu spezifizieren. Dabei wer-
den Wissensgraphen in der Literatur nicht immer einheitlich von Ontologien
oder anderen semantischen Netzen abgegrenzt [EW16]. Wissensgraphen un-
terstützen eine Freiform-Semantik. Dies bedeutet, dass für Wissensgraphen
nicht zwingend ein festes Schema definiert werden muss, sondern beliebige
domänenspezifische Begriffe und Beziehungen spezifiziert werden können. Die
semantische Interpretation der Begriffe und Relationen ist in diesem Fall der
Freiform-Semantik aber nutzer- bzw. anwendungsabhängig. Soll die Semantik
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möglichst eindeutig definiert werden, kann alternativ eine Ontologie als Modell
für Wissensgraphen definiert werden. Ein Wissensgraph ist in diesem Fall eine
konkrete Instanz der Ontologie. Prinzipiell können Begriffe und Beziehungen in
Wissensgraphen auch über die semantisch weniger aussdrucksstarken Thesauri
oder Taxonomien typisiert werden.

Probabilistische Graphen: Weitere graphbasierte Ansätze zur Wissensreprä-
sentation sind probabilistische Graphen [CGH97; KF09]. Gängige Beispiele
sind Markov-Modelle [Fin03] und Bayessche Netze [JN07]. Dabei stellen die
Knoten dieser probabilistischen Graphen Zufallsvariablen dar. Dies können z. B.
bestimmte Ereignisse oder Zustände in der jeweiligen Anwendungsdomäne
sein, die mit einer bestimmten Wahrscheinlichkeit oder Häufigkeit auftreten. In
einer Produktionslinie können die Knoten und Zufallsvariablen bspw. bestimm-
te Fehlerarten, Fehlereffekte oder Fehlerursachen repräsentieren [Sad20]. Die
in einem probabilistischen Graphen modellierten Kanten beschreiben beding-
te Abhängigkeiten zwischen den Knoten und deren Zufallsvariablen. Häufig
werden damit kausale Relationen zwischen den durch die Zufallsvariablen
repräsentierten Ereignissen oder Zuständen definiert, sodass die Kanten den
Kausationsrelationen von semantischen Netzen nahe kommen. Im Gegensatz
zu allgemeinen semantischen Netzen können bei den Knoten bzw. Kanten in
probabilistischen Graphen bedingte Wahrscheinlichkeitsverteilungen zwischen
den verknüpften Zufallsvariablen festgelegt werden. Damit wird insbesonde-
re festgelegt, mit welcher Wahrscheinlichkeit ein bestimmtes Ereignis einen
konkreten Zustand bzw. ein anderes Ereignis verursacht. Ebenso kann da-
mit unsicheres Wissen über kausale Relationen in einer Anwendungsdomäne
beschrieben werden, wenn nicht alle möglichen Kausalitäten sicher erfasst wer-
den können. Ist die Wahrscheinlichkeit einer einzelnen Zufallsvariable bekannt,
können z. B. über die Bayessche Inferenz [BS00] auch die Wahrscheinlichkeiten
aller im Graphen abhängigen Zufallsvariablen berechnet werden.
Entsprechen wie im oben genannten Beispiel die Knoten Fehlerarten, Feh-

lereffekte und Fehlerursachen, so sagen die bedingten Wahrscheinlichkeits-
verteilungen an den Kanten zwischen diesen Knoten aus, mit welcher Wahr-
scheinlichkeit ein Fehler einen bestimmten Fehlereffekt zur Folge hat oder
welche Ursache mit welcher Wahrscheinlichkeit zu einem konkreten Fehler
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führt [Sad20]. Tritt in einer Produktionslinie ein konkreter Fehler auf, ist die
Wahrscheinlichkeit der Zufallsvariable bzw. des Knotens der entsprechenden
Fehlerart 100%. Über den probabilistischen Graphen und die darin modellier-
ten bedingten Wahrscheinlichkeitsverteilungen können dann mittels Inferenz
die wahrscheinlichsten Fehlereffekte sowie Fehlerursachen bestimmt werden.

Mathematische Simulationsmodelle: Simulationen imitieren das Verhal-
ten bzw. die Änderungen des Zustands anderer Experimente, Prozesse oder
Systeme [BZBP13; Har96]. Das Verhalten wird meist über mathematische,
physikalische Simulationsmodelle beschrieben und abstrahiert. Diese Simulati-
onsmodelle werden wiederum in computerbasierten Simulationen umgesetzt
und berechnet [Hum90]. Eine wesentliche Motivation für computerbasierte
Simulationen ist, dass die Durchführung der alternativen realen Experimente
häufig zu zeitaufwendig oder zu kostenintensiv ist. Dies trifft in industriellen
Anwendungsfällen z. B. auf Produkttests wie einen Crash-Test zu, die zuneh-
mend virtuell am Computer berechnet werden [Hau81; VK11; ZRKM20].
Die mathematischen Simulationsmodelle werden i. d. R. von Domänenexper-

ten spezifiziert. Diese Experten erfassen in den Modellen die in der Anwen-
dungsdomäne bekannten Zusammenhänge und Gesetzmäßigkeiten bestimmter
anwendungsspezifischer Problemstellungen. Relativ einfache Zusammenhänge
können über analytische Modelle, insbesondere über algebraische Gleichun-
gen oder Gleichungssysteme, modelliert werden. Diese analytischen Modelle
können i. d. R. direkt von Computern berechnet werden. Die meisten mathe-
matischen Simulationsmodelle bilden aber komplexere Zusammenhänge über
ein System von Differenzialgleichungen ab [BDH11]. Differenzialgleichungen
besitzen häufig keine direkte analytische Lösung [Hum90], insbesondere da
sie das typischerweise zeitabhängige Verhalten des zu simulierenden Systems
auf zeitkontinuierliche Weise beschreiben. Sie können daher nicht direkt von
Computern berechnet werden und müssen stattdessen vorher mit numerischen
Methoden diskretisiert und ggf. auch approximiert werden. Ein gängiges Bei-
spiel für eine numerische Diskretisierungsmethode für Differenzialgleichungen
ist die Finite-Elemente-Methode (FEM) [GRS07; ZTZ13].
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2.3 Vorgehensmodelle für Datenanalyseprozesse

Verschiedene Konsortien schlagen Vorgehensmodelle vor, die konkrete Schrit-
te mit definierten Aufgaben vorgeben, um Datenanalysen umzusetzen. Die
gängigsten sind der Cross-Industry Standard Process for Data Mining (CRISP-
DM) [CCK+00], der Kowledge Discovery in Databases (KDD) Process [FPS96],
derMicrosoft Team Data Science Process (TDSP)1 und der Prozess Sample, Explo-
re, Modify, Model, and Assess (SEMMA)2 des SAS-Instituts. Die Schritte dieser
Vorgehensmodelle unterscheiden sich primär nur in ihrer Terminologie und
in Detailaspekten. Sie besitzen ausreichend Gemeinsamkeiten, um aus ihnen
das in Abschnitt 2.3.1 vorgestelle generische Vorgehensmodell zur Umsetzung
von Datenanalysen ableiten zu können. Schließlich wird in Abschnitt 2.3.2
diskutiert, wie in den einzelnen Schritten dieses generischen Vorgehensmodells
in der praktischen Umsetzung von Datenanalyseprozessen Domänenwissen
bzw. das Wissen von Domänenexperten einbezogen wird. Die Schritte des ge-
nerischen Vorgehensmodells sowie die Diskussion in diesem Abschnitt dienen
in den folgenden Kapiteln als Bezugsrahmen zur Einordnung der in dieser
Habilitationsschrift behandelten Problemstellungen und Lösungsansätze.

2.3.1 Generisches Vorgehensmodell

Das generische Vorgehensmodell beinhaltet insgesamt die sechs nachfolgend
erläuterten Schritte. Abbildung 2.4 stellt diese Schritte sowie die wichtigsten
jeweils durchzuführenden Aufgaben dar. Zu beachten ist, dass die Schritte
nicht zwingend strikt sequenziell durchgeführt werden müssen, sondern dass
in praktischen Umsetzungen des Vorgehensmodells auch Iterationen zwischen
einzelnen Schritten sinnvoll sein können [CCK+00; FPS96]. Tabelle 2.3 fasst
zusammen, inwieweit die sechs Schritte des generischen Vorgehensmodells
innerhalb der Vorgehensmodelle CRISP-DM, KDD, Microsoft TDSP und SEMMA
vorkommen. Zur Illustration der Schritte wird nachfolgend an geeigneten
Stellen auf ein Beispiel zur Qualitätskontrolle von Produkten innerhalb einer
aus mehreren Maschinen bestehenden Produktionslinie verwiesen [WSR+20].

1Microsoft TDSP: https://docs.microsoft.com/de-de/azure/architecture/
data-science-process/overview

2SEMMA: https://documentation.sas.com/doc/en/emref/14.3/
n061bzurmej4j3n1jnj8bbjjm1a2.htm

2.3 | Vorgehensmodelle für Datenanalyseprozesse 37

https://docs.microsoft.com/de-de/azure/architecture/data-science-process/overview
https://docs.microsoft.com/de-de/azure/architecture/data-science-process/overview
https://documentation.sas.com/doc/en/emref/14.3/n061bzurmej4j3n1jnj8bbjjm1a2.htm
https://documentation.sas.com/doc/en/emref/14.3/n061bzurmej4j3n1jnj8bbjjm1a2.htm


Verständnis über 

Problemstellung 

herstellen

Datenakquise und 

Datenexploration

Datenvorbereitung

Datenanalyse und 

Modellbildung

Evaluation der 

Analyseergebnisse

Anwendung der 

Analyseergebnisse

• Sammlung der Daten und deren Beschreibung auf Meta-Ebene

• Erfassung von Korrelationen und Aufstellung von Hypothesen

• Überprüfung und Dokumentation der Datenqualität

• Festlegung der domänenspezifischen Ziele und Anforderungen

• Erfassung der verfügbaren Datenquellen und weiterer Ressourcen

• Erstellung eines Projektplans

Schritte Zentrale Aufgaben

• Bereinigung der Daten zur Verbesserung der Datenqualität

• Anreicherung der Daten um neue Informationen und Daten

• Integration in einen Datensatz für die nachfolgende Analyse

• Auswahl der Modellierungsverfahren und der Analysealgorithmen

• Modellbildung und Modellbewertung anhand von Metriken

• Auswahl von Kandidatenmodellen für den nächsten Schritt

• Evaluation der Kandidatenmodelle, inwieweit sie die domänen-

spezifischen Ziele erreichen und Anforderungen erfüllen

• Finale Auswahl eines Modells zur nachfolgenden Anwendung

• Erstellung eines Plans zum Deployment des Modells

• Erstellung eines Plans zur Überwachung des Modells (Monitoring)

• Dokumentation des Projekts in einem Abschlussbericht

Abbildung 2.4: Schritte des generischen Vorgehensmodells zur Umsetzung von
Datenanalysen sowie zentrale Aufgaben in den sechs Schritten.

Verständnis über Problemstellung herstellen: In diesem ersten Schritt wird
die fachliche Problemstellung untersucht, um Ziele und Anforderungen an die
zu entwickelnde Datenanalyselösung aus Sicht dieser domänenspezifischen
Problemstellung abzuleiten. Darüber hinaus werden sämtliche Ressourcen
erfasst, die für das Projekt genutzt werden können, z. B. die zur Verfügung
stehenden Datenquellen, Software und Hardware, aber auch Personal zur
Umsetzung des Projekts. Schließlich wird ein Projektplan erstellt, der festlegt,
wie genau und mit welchen Ressourcen die nachfolgenden Schritte des Vorge-
hensmodells durchgeführt werden sollen. Im Beispiel der Qualitätskontrolle
von Produkten in einer Produktionslinie [GSH+20; WSR+20] werden als Ziele
festgelegt, möglichst alle Maschinenfehler zu erkennen und frühzeitig sowie
korrekt vorherzusagen, ob ein Maschinenfehler zu einem Qualitätsproblem
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des Produkts führt. Die zur Verfügung stehenden Datenquellen beinhalten
insbesondere sämtliche Sensordaten der Maschinen in der Produktionslinie.
In den Vorgehensmodellen CRISP-DM und Microsoft TDSP entspricht dieser

erste Schritt dem ’Business Understanding’. Der KDD- und der SEMMA-Prozess
definieren keinen expliziten Schritt, betonen aber, dass vor der Durchführung
des jeweiligen Vorgehensmodells ein Verständnis über die mit der Datenanalyse
zu lösende fachliche Problemstellung geschaffen werden muss [FPS96].

Datenakquise und Datenexploration: In diesem Schritt werden die Daten
aus den zur Verfügung stehenden Datenquellen akquiriert und gesammelt,
um sie initial zu untersuchen und besser verstehen zu können. Die erfassten
und gesammelten Daten werden auf einer Meta-Ebene näher beschrieben,
z. B. in welchen Datenformaten sie vorliegen und was einzelne Datenfelder
bzw. Features semantisch bedeuten. Im Beispiel der Qualitätskontrolle in einer
Produktionslinie [GSH+20; WSR+20] können Sensordaten der Maschinen
erfasst sowie auf einer Meta-Ebene die Bedeutungen der einzelnen Sensoren
der Maschinen beschrieben werden. Weiterhin kann auf dieser Meta-Ebene
zusammengefasst werden, wie viele Dateninstanzen zur Verfügung stehen und
wie viele reale Entitäten bzw. Ereignisse, z. B. Produkte und Maschinenfehler,
durch diese Dateninstanzen repräsentiert werden.
Die gesammelten Daten werden mit primär deskriptiven und diagnostischen

Analyseverfahren initial untersucht und exploriert, um bspw. erste Korrela-
tionen in den Daten zu erfassen. Damit können u. a. Hypothesen über Zu-
sammenhänge in den Daten aufgestellt werden, die in den späteren Schritten
des Vorgehensmodells näher untersucht werden. Ebenso können die Daten
hinsichtlich verschiedener Kriterien der Datenqualität [WS96] untersucht wer-
den, z. B. ob die Daten korrekt und vollständig sind. Erkannte Probleme mit
der Datenqualität, z. B. dass einige Dateninstanzen fehlerhafte Sensorwerte
enthalten, werden in diesem Schritt genau dokumentiert, damit sie in den
nachfolgenden Schritten berücksichtigt werden können.
In CRISP-DM wird dieser Schritt ’Data Understanding’ genannt. Microsoft

TDSP beschreibt mit ’Data Acquisition and Understanding’ einen sehr ähnlichen
Schritt, während der KDD-Prozess im Schritt ’Selection’ primär die Akquise
sowie die Auswahl passender Daten aus mehreren Datenquellen betont. Der
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Tabelle 2.3: Ausprägungen und Bezeichnungen der Schritte des generischen
Vorgehensmodells zur Umsetzung von Datenanalysen in CRISP-
DM, KDD, Microsoft TDSP und SEMMA.

Schritt CRISP-DM KDD Micros. TDSP SEMMA
Verständnis
über Pro-
blemstellung
herstellen

’Business Un-
derstanding’

vor Durchfüh-
rung des

Vorgehensmo-
dells

’Business Un-
derstanding’

vor Durchfüh-
rung des

Vorgehensmo-
dells

Datenakquise
und Datenex-
ploration

’Data Under-
standing’

’Selection’
(primär Da-
tenakquise)

’Data
Acquisition
and Under-
standing’

zwei Schritte:
’Sample’ und
’Explore’

Daten-
vorbereitung

’Data
Preparation’

zwei Schritte:
’Cleansing’
und ’Transfor-
mation’

Teil von ’Data
Acquisition
and Under-
standing’

’Modify’

Datenanalyse
und Modell-
bildung

’Modeling’ ’Data Mining’ ’Modeling’ ’Model’

Evaluation
der Analyse-
ergebnisse

’Evaluation’ ’Interpretation’ ’Customer
Acceptance’

’Assess’

Anwendung
der Analyse-
ergebnisse

’Deployment’ Teil von ’Inter-
pretation’

’Deployment’ Teil von
’Assess’

Prozess SEMMA betrachtet hier zwei Schritte, die aber zusammen die gleichen
wie die oben beschriebenen Aufgaben beinhalten: ’Sample’ für die Datenakquise
und ’Explore’ für die initiale Datenexploration.

Datenvorbereitung: In diesem Schritt erfolgt die Vorbereitung der zuvor
erfassten Daten, sodass diese für die im nächsten Schritt durchzuführende
Datenanalyse und Modellbildung angepasst werden. Dazu werden auch die
Erkenntnisse aus der im Schritt zuvor durchgeführten Datenexploration aus-
genutzt. So können bspw. Sampling-Verfahren oder Verfahren zur Feature-
Selektion auf die Daten angewendet werden, um insbesondere diejenigen
Dateninstanzen und Features aus den Daten zu löschen, die laut den Ergebnis-
sen der Datenexploration eine zu schlechte Datenqualität oder eine zu geringe
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Korrelation mit Ausgabewerten besitzen. Wenn möglich, wird die Qualität der
Daten über entsprechende Verfahren zur Datenbereinigung verbessert, z. B.
indem fehlende bzw. fehlerhafte Feature-Werte, wie fehlerhafte Sensorwer-
te der Maschinen im Beispiel der Qualitätskontrolle, ergänzt bzw. korrigiert
werden. Ebenso können die Daten um neue Daten angereichert werden, die
zusätzliche Informationen liefern. Hierbei können über Verfahren zum Feature-
Engineering oder zur Feature-Konstruktion neue Features erzeugt werden. So
können im Anwendungsfall bspw. die Sensorwerte eines Sensortyps, z. B. eines
Temperatursensors, über mehrere Maschinen hinweg aggregiert und diese agg-
regierten Werte als weiteres Feature zur Verfügung gestellt werden. Weiterhin
können über Datengeneratoren [FSC+20; GPM+14; RHW21; TRSM23] aus
den bisherigen Daten auch zusätzliche Dateninstanzen erzeugt werden.
Falls die Daten aus mehreren einzelnen Datensätzen bestehen, z. B. da sie

aus mehreren Quellsystemen stammen, werden diese einzelnen Datensätze
noch zusammengeführt und integriert. Somit wird ein einzelner Datensatz D
für die nachfolgende Datenanalyse und Modellbildung erstellt. Im Bedarfsfall
werden im Datensatz D syntaktische Anpassungen des Datenformats durchge-
führt, sodass D bzw. einzelne Features in D so angepasst werden, dass die im
nachfolgenden Schritt verwendeten Analysetools oder -algorithmen mit den
Daten umgehen können. Dies schließt bspw. die Kodierung kategorischer Fea-
tures mittels One-Hot-Encoding ein. Der Schritt der Datenvorbereitung liefert
neben dem aufbereiteten Datensatz D eine Dokumentation der angewendeten
Datenvorbereitungstechniken, um diese später nachvollziehen zu können.
Dieser Schritt der Datenvorbereitung entspricht in CRISP-DM dem Schritt

’Data Preparation’ sowie im SEMMA-Prozess dem Schritt ’Modify’. Im KDD-
Prozess ist die Datenvorbereitung hingegen in zwei Schritte ’Cleansing’ zur
Datenbereinigung und ’Transformation’ für weitere Datentransformationen
aufgeteilt. In Microsoft TDSP gibt es keinen dedizierten Schritt zur Datenvor-
bereitung, die meisten der oben beschriebenen Aufgaben werden aber bereits
im Schritt ’Data Acquisition and Understanding’ durchgeführt.

Datenanalyse und Modellbildung: Ziele dieses Schritts sind die Auswahl,
die Umsetzung und der Test unterschiedlicher Verfahren und Algorithmen zur
Datenanalyse und Modellbildung. Dazu werden abhängig von der im ersten

2.3 | Vorgehensmodelle für Datenanalyseprozesse 41



Schritt definierten Zielsetzung der Datenanalyse und von den Eigenschaften
der zuvor erfassten und vorbereiteten Daten eine Menge prinzipiell geeigneter
Analyseverfahren ausgewählt. Hier kann bspw. eine Auswahl eines geeigneten
Verfahrens des Data Mining getroffen werden, also ob eine Assoziationsregel-
analyse, eine Cluster-Analyse, eine Klassifikation oder eine Regression infrage
kommt [HKP12]. Je nach gewähltem Verfahren sowie je nach den Eigenschaf-
ten der Daten kann zudem die Menge an zu evaluierenden Analysealgorithmen
eingeschränkt werden. Im Beispiel der Qualitätskontrolle von Produkten kann
die Vorhersage, ob ein produziertes Produkt ein Qualitätsproblem aufweist,
als binäre Klassifikation umgesetzt werden. Die positive Klasse bedeutet, dass
ein Qualitätsproblem wahrscheinlich ist, während die negative Klasse darauf
hindeutet, dass kein Qualitätsproblem vorliegt. Als zu evaluierende Klassifikati-
onsalgorithmen kann in diesem Beispiel je nach Eigenschaften der Daten eine
Wahl zwischen Algorithmen für symbolische ML-Modelle wie Entscheidungs-
bäume oder für nicht-symbolische Modelle wie neuronale Netze getroffen
werden [Mit97] (siehe auch Abschnitt 2.1).
Anschließend werden die ausgewählten Analyseverfahren und Algorithmen

auf die Daten angewendet und anhand eines zuvor definierten Test-Designs
bewertet. Das Test-Design definiert dabei insbesondere, auf welcher Teilmenge
der Daten die Algorithmen angewendet sowie die Modelle gebildet werden, auf
welcher Teilmenge die Modelle getestet werden und mit welchen Metriken die
Tests erfolgen sollen. Dies muss auf die domänenspezifische Zielsetzung der Da-
tenanalyse abgestimmt werden. In überwachten Lernverfahren wie einer Klassi-
fikation kann der DatensatzD bspw. in disjunkte Teilmengen für Trainingsdaten
Dt rain ⊂D und Testdaten Dtest ⊂D aufgeteilt werden. Es ist auch eine Kreuzva-
lidierung denkbar, bei der in mehreren Iterationen unterschiedliche Teilmengen
von Trainings- und Testdaten gebildet werden [WFH11]. Auf den Trainingsda-
tenDt rain wird der Analysealgorithmus angewendet und so ein Modell gebildet.
Anschließend wird das Modell auf die Testdaten Dtest angewendet und mit
geeigneten Metriken bewertet. Die gängigsten Metriken im Beispiel einer Klassi-
fikation sind die Korrektklassifikationsrate (engl. Accuracy), die Sensitivität bzw.
Wahr-Positiv-Rate (engl. auch Recall), die Spezifizität oder Wahr-Negativ-Rate
sowie der positive Vorhersagewert (engl. Precision) [HKP12]. Im Beispiel der
Qualitätskontrolle ist insbesondere die Wahr-Positiv-Rate geeignet. Diese gibt
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den Anteil an, wie viele der tatsächlich aufgetretenen Qualitätsprobleme, die
in den Testdaten also der positiven Klasse zugeordnet sind, von dem trainier-
ten Klassifikationsmodell auch als positive Klasse vorhergesagt werden. Wenn
in dieser Habilitationsschrift an entsprechenden Stellen bzgl. der Bewertung
von Klassifikationsmodellen die konkrete Metrik nicht relevant ist, werden die
Metriken mit dem Begriff Vorhersageleistung der Modelle abstrahiert. Anhand
der mit dem Test-Design und den Metriken durchgeführten Bewertung der
erstellten Modelle werden einige Kandidatenmodelle ausgewählt, die beim
Test am besten abgeschnitten haben. Diese Kandidatenmodelle werden im
nächsten Schritt des Vorgehensmodells genauer untersucht.
Dieser zentrale Schritt eines Datenanalyseprozesses wird in allen vier betrach-

teten Vorgehensmodellen mit weitgehend ähnlichen Aufgaben und Ergebnissen
beschrieben, aber teils unterschiedlich benannt. CRISP-DM und Microsoft TDSP
nennen ihn beide ’Modeling’, während er im Prozess SEMMA mit ’Model’ und
im KDD-Prozess mit ’Data Mining’ bezeichnet wird.

Evaluation der Analyseergebnisse: Die im vorherigen Schritt anhand des
Test-Designs ausgewählten Kandidatenmodelle werden in diesem Schritt wei-
tergehend evaluiert, um insbesondere zu überprüfen, inwieweit sie die im
ersten Schritt festgelegten domänenspezifischen Ziele erreichen. Dabei werden
nicht nur die Testergebnisse aus dem vorherigen Schritt auf die domänenspezi-
fischen Ziele abgebildet, sondern auch noch weitere Anforderungen berück-
sichtigt. So kann bspw. überprüft werden, welche monetären Kosten bei der
Anwendung der Kandidatenmodelle entstehen oder sogar eingespart werden
können [HRM20b]. Weiterhin kann untersucht werden, wie viele Daten die
Modelle im laufenden Betrieb benötigen und ob diese Datenmenge überhaupt
zur Verfügung steht. Die Evaluationsergebnisse werden zudem zum Zwecke
der Nachvollziehbarkeit dokumentiert. Wenn kein Modell die domänenspezifi-
schen Ziele erreicht oder die Anforderungen erfüllt, können alle oder einzelne
Schritte des Vorgehensmodells iteriert werden und dabei u. a. die domänenspe-
zifischen Ziele und/oder die zu verwendeten Daten geändert werden. Wenn
mehrere der Kandidatenmodelle die domänenspezifischen Ziele erreichen und
alle Anforderungen erfüllen, muss eines dieser Modelle ausgewählt werden,
das im nächsten Schritt im Anwendungsfall eingesetzt wird. Bei komplexen
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Modellen, die nicht selbsterklärend sind, kann diese Auswahl durch Ansätze
zur Erklärung der Modelle (engl. Explainable AI) unterstützt werden [BH21].
Auch dieser Schritt wird in allen Vorgehensmodellen mit teils unterschiedli-

chen Namen, aber ähnlichen Aufgaben und Ergebnissen beschrieben. So heißt
er in CRISP-DM ’Evaluation’ und in SEMMA ’Assess’. Im KDD-Prozess wird er mit
’Interpretation’ und in Microsoft TDSP mit ’Customer Acceptance’ bezeichnet.

Anwendung der Analyseergebnisse: Schließlich soll das im Schritt zuvor
ausgewählte Kandidatenmodell im Anwendungsfall tatsächlich eingesetzt wer-
den. Dazu wird in diesem Schritt des Vorgehensmodells ein Plan zum De-
ployment des Modells erstellt, der sämtliche Rahmenbedingungen der Mo-
dellanwendung beschreibt und damit genau festlegt, wie das Modell in der
Praxis eingesetzt werden soll. Im Beispiel der Qualitätskontrolle muss ein Plan
festgelegt werden, wie das entsprechende binäre Klassifikationsmodell direkt
innerhalb der Produktionslinie eingesetzt werden kann und welche Daten es
dabei von welchen Sensoren der Maschinen abrufen muss. Unter Umständen
muss sogar die Produktionsumgebung selbst angepasst werden. Wenn zuvor
z. B. keine datengetriebene Lösung in dieser Umgebung eingesetzt wurde, muss
das Konzept zur Fehlererkennung und Qualitätskontrolle in der Produktions-
umgebung auf diese neue datengetriebene Lösung angepasst werden.
Weiterhin werden Pläne zur Überwachung des im Anwendungsfall eingesetz-

ten Modells entworfen, um dessen erfolgreiche Nutzung über einen längeren
Zeitraum zu gewährleisten. Beispielsweise müssen die Vorhersagen und die zu-
grundeliegenden Daten eines Klassifikations- oder Regressionsmodells ständig
überwacht werden, um zu überprüfen, ob die Anzahl der fehlerhaften Vorher-
sagen zunimmt und ob sich im Laufe der Zeit der Inhalt oder die statistische
Verteilung der Daten ändert [MRA+12; WHRS19]. Im Bedarfsfall muss das
Modell an den neuen Inhalt oder die neue statistische Verteilung der Daten an-
gepasst werden [LHW18]. Schließlich wird noch ein Abschlussbericht für das
gesamte Projekt, also für die Umsetzung aller Schritte des Vorgehensmodells
erstellt. Dieser Bericht soll genau dokumentieren, was gut und was schlecht
gelaufen ist, um die Durchführungen nachfolgender Projekte zur Umsetzung
von Datenanalysen zu verbessern.
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Sowohl in CRISP-DM als auch im Microsoft TDSP wird dieser Schritt ’Deploy-
ment’ bezeichnet. Der KDD-Prozess sieht die Anwendung der Analyseergebnisse
als letzten Teil des oben bereits erwähnten Schritts ’Interpretation’, um aus
der Datenanalyse Wissen abzuleiten, mit dem die anwendungsspezifische Pro-
blemstellung gelöst werden kann. Der SEMMA-Prozess beschreibt analog die
Anwendung der Analyseergebnisse kurz als Teil des Schritts ’Assess’.

2.3.2 Einbeziehung des Wissens von Domänenexperten in Vorgehensmodelle
für Datenanalyseprozesse

Die Einbeziehung des Wissens von Domänenexperten spielt in allen betrachte-
ten Vorgehensmodellen zur Umsetzung von Datenanalyseprozessen eine Rolle
(siehe bspw. [CCK+00; FPS96]). Allerdings wird in den Beschreibungen der
Vorgehensmodelle nicht diskutiert, wie formal repräsentiertes Domänenwissen,
das z. B. in den in Abschnitt 2.2 beschriebenen Strukturen vorliegt, in die ein-
zelnen Schritte der Vorgehensmodelle einbezogen werden kann. Stattdessen
liegt der Fokus primär auf der Einbeziehung des informellen Wissens von Do-
mänenexperten, also deren Erfahrungswissen, das nicht in einer formalen oder
digitalen Struktur vorliegt und in vielen Fällen auch implizites Wissen darstellt.
Dies bedeutet, dass Domänenexperten meist selbst in einzelne Schritte und
Aufgaben der Vorgehensmodelle einbezogen werden und dabei ihr Wissen zur
Bearbeitung der entsprechenden Aufgaben beisteuern [SRM25].
Domänenexperten sind die Hauptakteure im ersten sowie im vorletzten

Schritt des in Abschnitt 2.3.1 dargestellten generischen Vorgehensmodells,
d. h. bei der Herstellung des Verständnisses über die Problemstellung sowie
bei der Evaluation der Analyseergebnisse [CCK+00] (siehe Abbildung 2.5). In
diesen Schritten wird ihr informelles Wissen über die domänenspezifische Pro-
blemstellung benötigt, um die wesentlichen Aufgaben der Schritte durchführen
zu können. Dies betrifft im ersten Schritt des Vorgehensmodells insbesondere
die Festlegung der domänenspezifischen Ziele und weiterer Anforderungen an
eine Datenanalyselösung. Im vorletzten Schritt zur Evaluation der Analyseer-
gebnisse werden Domänenexperten vor allem benötigt, um zu überprüfen, ob
die mit der Datenanalyse erstellten Kandidatenmodelle die zuvor definierten
Ziele erreichen und alle Anforderungen erfüllen.
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Abbildung 2.5: Zuordnung der wichtigsten Hauptakteure, die ihr jeweiliges
Fachwissen in die Aufgaben der einzelnen Schritte des generi-
schen Vorgehensmodells aus Abbildung 2.4 einbeziehen.

Auch bei vielen der Aufgaben im letzten Schritt zur Anwendung der Analy-
seergebnisse müssen häufig Domänenexperten eingebunden werden. Wenn
IT-Experten bspw. einen Plan zum Deployment eines Modells erstellen, müssen
Domänenexperten überprüfen, ob dieser Plan in der Praxis umgesetzt werden
kann. Hier können z. B. rechtliche oder sicherheitskritische Aspekte eine Rolle
spielen. Ebenso müssen Domänenexperten überprüfen, ob für den Einsatz
des Modells Anpassungen an der Produktivumgebung notwendig sind und
ob diese Anpassungen aus technischen oder betriebswirtschaftlichen Gesichts-
punkten durchführbar sind. Dies betrifft bspw. das in Abschnitt 2.3.1 erwähnte
Konzept zur Qualitätskontrolle in einer Produktionslinie, das ggf. erst an eine
datengetriebene Lösung angepasst werden muss.
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Die Hauptakteure der anderen drei Schritte zur Datenakquise und Datenex-
ploration, zur Datenvorbereitung sowie zur Datenanalyse und Modellbildung
sind in der Regel Datenwissenschaftler und Dateningenieure (engl. Data Engi-
neers). Diese besitzen aber häufig kaum Wissen über die Anwendungsdomäne
und über domänenspezifische Problemstellungen. Das Domänenwissen wird
aber dennoch für die Umsetzung einzelner Aufgaben in diesen Schritten be-
nötigt [BFSM22; BHFM20; SRYD14]. Daher werden sporadisch in einzelnen
Aufgaben dieser drei Schritte des Vorgehensmodells Domänenexperten einbezo-
gen. In der Praxis stellt sich dies häufig so dar, dass für konkrete Aufgaben direkt
das informelle Wissen von den Domänenexperten abgefragt wird [VGR20].
So können Domänenexperten bspw. bei der Datenakquise gebeten werden,
die semantische Bedeutung bestimmter Daten oder Features zu beschreiben.
Ebenso können sie während der initialen Datenexploration bei der Aufstellung
der Hypothesen helfen und überprüfen, welche Hypothesen in der domänen-
spezifischen Problemstellung überhaupt Sinn ergeben [CCK+00]. Im weiteren
Verlauf des Vorgehensmodells können Domänenexperten bspw. Features aus
dem Datensatz benennen, die entweder relevant oder irrelevant für die je-
weilige Problemstellung der Datenanalyse sind [BHTM22; VLT10]. Ebenso
können Domänenexperten die Identifikation und Behebung von Problemen
bzgl. der Datenqualität unterstützen [BFSM22; BHV+23; KRM19b]. Speziell
in Datenanalysen des überwachten Lernens müssen Domänenexperten häu-
fig die Labels einzelner Dateninstanzen festlegen [RBE+20; SRYD14]. Dass
Domänenexperten nur sporadisch für solche einzelnen Aufgaben eingesetzt
werden, liegt vor allem daran, dass der Aufwand, den sie dabei aufbringen
müssen, häufig unangemessen hoch ist. Schließlich wird bei den oben genann-
ten beispielhaften Ansätzen das informelle Wissen in der Regel auf der Ebene
einzelner Features oder einzelner Dateninstanzen und daher sehr häufig von
Domänenexperten abgefragt [BFSM22; SRYD14].
Als eine wesentliche Schlussfolgerung lässt sich festhalten, dass in der prak-

tischen Umsetzung des in Abschnitt 2.3.1 vorgestellten Vorgehensmodells
fast ausschließlich nur informelles Wissen der Domänenexperten eingebun-
den wird. In den drei Schritten zur Datenakquise und Datenexploration, zur
Datenvorbereitung sowie zur Datenanalyse und Modellbildung sind Domänen-
experten zudem nicht die Hauptakteure, sodass ihr informelles Wissen hier
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nur sporadisch bei wenigen Aufgaben von ihnen direkt abgefragt wird. Gerade
in diesen drei Schritten müssen aber die in industriellen Anwendungsfällen
vorherrschenden komplexen Datencharakteristika primär adressiert werden.
Daher steht die Nutzung von Domänenwissen in diesen drei Schritten im Fokus
dieser Habilitationsschrift. Ebenso fokussiert die Schrift nicht auf informelles
Wissen, sondern auf formal repräsentiertes Domänenwissen, das in einer digital
erfassten Form bereits in den jeweiligen Anwendungsdomänen vorliegt. Wie
in Abschnitt 2.2 beschrieben, ist formal repräsentiertes Domänenwissen meist
umfassender als das informelle Wissen einzelner Domännenexperten. Ebenso
müssen diese Domänenexperten in diesem Fall nicht mehr direkt involviert
werden, um das Wissen in einzelnen Aufgaben der drei relevanten Schritte
des Vorgehensmodells einzubinden, sodass für die Domänenexperten kein
zusätzlicher Aufwand entsteht. Entsprechende Ansätze zur Nutzung formal
repräsentierten Domänenwissens in den Schritten zur Datenakquise und Daten-
exploration, zur Datenvorbereitung sowie zur Datenanalyse und Modellbildung
werden in den Kapiteln 5, 6 und 7 diskutiert.
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In Abschnitt 3.1 werden zentrale Klassen realer industrieller Anwendungsfälle
für Datenanalysen zusammengefasst. Anschließend trägt Abschnitt 3.2 die
in solchen industriellen Anwendungsfällen häufig vorkommenden komplexen
Datencharakteristika zusammen. Abschnitt 3.3 diskutiert, dass diese Datencha-
rakteristika auch in anderen Anwendungsdomänen auftreten, insbesondere
bei datengetriebenen medizinischen Diagnosen [CRM+20; KU15; MGM20].

3.1 Industrielle Anwendungsfälle für Datenanalysen

Die im Rahmen dieser Habilitationsschrift untersuchten Anwendungsfälle ste-
hen primär im Kontext von Industrial Analytics nach Gröger [Grö22], also
Datenanalysen innerhalb der industriellen Wertschöpfung und innerhalb des
Produktlebenszyklus. Die nachfolgenden Abschnitte 3.1.1 bis 3.1.4 beschreiben
exemplarisch verschiedene industrielle Anwendungsfälle für Datenanalysen
in einzelnen Phasen des in Abbildung 2.1 gezeigten Produktlebenszyklus. Ab-
schnitt 3.1.5 betrachtet zusätzlich spezielle Anwendungsfälle für eine Analyse
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Tabelle 3.1: Übersicht wesentlicher Merkmale der untersuchten industriellen
Anwendungsfälle für Datenanalysen. Bei der Zielsetzung wird in
Klammern angegeben, ob die Anwendungsfälle eher Industrial
Analytics (IA) oder Web Analytics (WA) zuzuordnen sind.

Phase im
Produktle-
benszyklus

Zielsetzung der
Datenanalyse

Häufigste Analy-
severfahren

Typische Daten

Produkt-
entwicklung

(IA) Vorhersage der
Qualität und

Funktionsfähigkeit
von Produktdesigns

computerbasierte
Simulation,
Regression

CAD-Geometrien,
JT-Standard,

proprietäre Dateien
(Binär, Text, CSV)

Produktion (IA)
Qualitätskontrolle,
Fehlererkennung
und Fehlerdiagnose

Klassifikation,
Regression,
Textanalyse

Sensordaten,
Zeitreihendaten,
Textdaten, MES,

SCADA
Vertrieb (WA) Klassifikation

von Produkten in
Produkttypen

Klassifikation Textdaten,
JSON-Dokumente

Produktnutzung (IA) Vorhersage von
Produktausfällen,
Ursachenanalyse für
Qualitätsprobleme

Klassifikation,
Textanalyse

tabellarisch
strukturierte Pro-
duktstammdaten,
Textdaten

Übergeordnet (IA) Prozessanalyse
und -optimierung

Process Mining Maschinenlogs,
MES, ERP, PLM

und Optimierung von Prozessen im gesamten Produktlebenszyklus. Weitere
im Rahmen dieser Arbeit untersuchten, aber nachfolgend nicht im Detail dis-
kutierten Anwendungsfälle werden von Durnagöz et al. [DEF+24; DHMR24],
Gerling et al. [GSH+20], Gröger [Grö15], Helwig et al. [HPS15], Hermann et
al. [HCG+22; HMB+23], Klaiber et al. [KHS+24], Leitner et al. [LLE16], Mayr
et al. [MMR+24], Shoshi et al. [SXF+24; SXF+25], Thalmann et al. [TGS+19],
Wagner et al. [WKR+21] sowie in verschiedenen Übersichtsartikeln zu sol-
chen Anwendungsfällen beschrieben [CCS+18; DB21; Grö22; KBT11; SAH18;
WWIT16]. Tabelle 3.1 fasst die wesentlichen Merkmale aller untersuchten
Anwendungsfälle hinsichtlich der betrachteten Zielsetzung, der am häufigsten
genutzten Datenanalyseverfahren sowie der typischerweise verwendeten Daten
zusammen.
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3.1.1 Anwendungsfälle in der Produktentwicklung

Die Produktentwicklung, d. h. insbesondere der Entwurf von Produktdesigns,
wird heutzutage vermehrt virtuell durchgeführt und durch Computerprogram-
me unterstützt, um Zeit und Kosten zu sparen. Anwendungsbereiche sind
bspw. das Computer-aided Design (CAD) oder Computer-aided Engineering
(CAE) [DWGB04; VK11]. Gerade im CAE-Bereich werden häufig computer-
basierte Simulationen eingesetzt, um die zuvor entwickelten Produktdesigns
hinsichtlich ihrer technischen Funktionsfähigkeit zu analysieren, ohne tatsächli-
che Prototypen bauen und diese physisch testen zu müssen. Diese Simulationen
werden folglich zu einer Vorhersage genutzt, welche Qualität bzw. Funktions-
fähigkeit die Produkte mit den jeweils entwickelten Produktdesigns später
haben werden. Da computerbasierte Simulationen i. d. R. sehr rechenintensiv
sind, werden sie häufig nur für bestimmte Szenarien mit einer eingeschränkten
Auswahl der möglichen Eingabeparameter ausgeführt. Hier können datenge-
triebene Regressionen genutzt werden, um die Simulationen näherungsweise
zu ersetzen bzw. um Simulationsergebnisse für die nicht simulierten Szenarien
bzw. Bereiche der Eingabeparameter abzuschätzen [PZL+18; QSJ+05].
Speziell im CAE-Bereich gibt es eine Vielzahl an konkurrierenden Software-

lösungen für die Produktentwicklung, wobei die jeweiligen Softwareanbieter
unterschiedliche Datenformate sowie Schnittstellen für den Datenzugriff unter-
stützen. Computerbasierte Simulationen basieren typischerweise auf Software-
programmen zur numerischen Strömungsmechanik (engl. Compuational Fluid
Dynamics, CFD) [FP08] oder zur Finite-Elemente-Methode (FEM) [ZTZ13].
Diese Programme verwendenmeist CAD-Geometrien als zentrale Eingabedaten.
Obwohl es mit Jupiter Tesselation1 (JT) einen von der ISO genormten Standard
für solche CAD-Daten gibt, verwenden viele Softwareanbieter immer noch eige-
ne proprietäre binäre oder textuelle Dateiformate für die Eingabedaten [MB08;
ZRKM21]. Die Ausgabedaten der Simulationen werden von den Softwarepro-
grammen ebenso in anwendungsspezifischen Dateiformaten gespeichert. Hier
ist eine ganze Bandbreite von Formaten zu finden, angefangen von Binär-
formaten über Textdateien bis zu CSV-basierten Dateien (Comma-Separated
Values) [ZRKM21].

1Jupiter Tesselation: https://www.iso.org/standard/62770.html
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3.1.2 Anwendungsfälle in der Produktion

In der Phase Produktion werden in dieser Arbeit primär Anwendungsfälle
zur Qualitätskontrolle [ISO15] für Produkte in einem Produktionsprozess
untersucht. Hierbei ist insbesondere die Fehlererkennung und Fehlerdiagnose
von Belang [Ise06]. Ziel der Fehlererkennung ist es, zu erkennen, ob fehlerhafte
Prozessbedingungen vorliegen oder Produkte defekt sind. In der Fehlerdiagnose
werden der Ort und die Art eines Fehlers sowie mögliche Fehlerursachen
bestimmt. Letzteres dient als Grundlage, um die Fehler zu beheben.
Wilhelm et al. [WRGM21; WSR+20] betrachten Datenanalysen zur Fehlerer-

kennung in einzelnen Schritten eines Produktionsprozesses, z. B. in einzelnen
Montageschritten einer Montagelinie. Sie verwenden hierfür Zeitreihendaten,
die von Sensoren der Maschinen oder der Produktionssysteme geliefert werden.
Weiterhin können Daten aus einem MES oder einem SCADA-System (engl. Su-
pervisory Control and Data Acquisition) der Produktionssteuerung ausgelesen
werden. Die Fehlererkennung wird über ein binäres Klassifikationsverfahren
umgesetzt, wobei die Klasse ’negativ’ einer normalen Ausführung des Produk-
tionsprozesses entspricht, während die Klasse ’positiv’ einen Fehler anzeigt.
Gerling [GSH+20] und Gröger [Grö22] beschreiben Anwendungsfälle, die
mithilfe der oben genannten Daten bereits in frühen Schritten des Produktions-
prozesses die finale Produktqualität vorhersagen, die am Ende des gesamten
Prozesses zu erwarten ist. Dies erfolgt über Klassifikationsverfahren oder über
Regressionen, die die Wahrscheinlichkeit eines Produktfehlers vorhersagen.
Hirsch et al. [HRKM18; HRM19] betrachten analog eine finale Qualitätskon-

trolle des Produkts am Ende des gesamten Produktionsprozesses (sog. End-of-
Line-(EoL-)Prüffeld). Dabei werden die Produkte auf Prüfständen hinsichtlich
ihrer Funktionstüchtigkeit getestet (siehe Abbildung 3.1). Diese Prüfstände
liefern eine Vielzahl an Sensorsignalen, um bestimmte Produkteigenschaften
zu testen. Diese Sensordaten werden zusammen mit dem Label ’i.O.’ (’in Ord-
nung’) für funktionstüchtige Produkte oder ’n.i.O.’ (’nicht in Ordnung’) für
defekte Produkte in einer Diagnosedatenbank abgelegt. Auf Basis dieser Dia-
gnosedatenbank kann ein binäres Klassifikationsmodell trainiert werden, das
für neue Produkte vorhersagt, ob diese defekt sind oder nicht.
Hirsch et al. [HRKM18; HRM19] betrachten zudem die Fehlerdiagnose an-

hand eines Beispiels für Fahrzeugmotoren. Jeder dieser Motoren besteht aus
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Abbildung 3.1: End-of-Line-Prüffeld (EoL-Prüffeld), Fehlerdiagnose und Nach-
arbeit für Motoren, vgl. Hirsch et al. [Hir21; HRM19].

ca. 100 Bauteilen, z. B. einem Turbolader oder mehreren Zylindern. Wird auf
dem Prüfstand erkannt, dass ein Motor defekt ist, kommt dieser in einen Nach-
arbeitsbereich, in dem die Fehlerdiagnose durchgeführt wird. Hier untersuchen
Qualitätsingenieure den defekten Motor und die Daten vom Prüfstand, um das
Bauteil des Motors zu identifizieren, das den Fehler verursacht. Anschließend
wird dieses Bauteil durch ein Ersatzteil ersetzt. Da die Fehlerdiagnose sehr
komplex ist, treffen selbst erfahrene Qualitätsingenieure häufig Fehlentschei-
dungen. Hirsch et al. [HRM19] untersuchen daher, wie Qualitätsingenieure
bei der Fehlerdiagnose über eine datengetriebene Klassifikation unterstützt
werden können. Die Sensordaten der Prüfstände sowie weitere Eigenschaften
der Motoren aus den Produktstammdaten dienen als Features für die Klassifika-
tion. Die Klassenlabels sind die ca. 100 Bauteile eines Motors. Hierbei handelt
es sich folglich um eine Multi-Klassen-Klassifikation, da das trainierte Klassifi-
kationsmodell für jeden defekten Motor eines der ca. 100 Bauteile vorhersagen
muss, das mit der höchsten Wahrscheinlichkeit den Defekt verursacht.
Kiefer et al. [KRM19a] betrachten weiterhin eine Diagnose bzw. Ursachen-

analyse von Maschinenfehlern in einem Produktionsprozess. Die Annahme ist,
dass bereits über eine Analyse von Sensordaten herausgefunden wurde, dass
ein Fehler vorliegt. Der Ansatz von Kiefer et al. extrahiert zusätzlich noch Infor-
mationen aus Textdaten, die zuvor von Menschen zu bestimmten Fehlerfällen
dokumentiert wurden. Damit kann der Ansatz sowohl die Ursachen als auch
entsprechende Korrekturmaßnahmen für Maschinenfehler vorschlagen.
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3.1.3 Anwendungsfälle im Vertrieb

Sun et al. [SRYD14] stellen einen Anwendungsfall für Datenanalysen vor, der
in der Phase Vertrieb des Produktlebenszyklus verortet ist. Bezogen auf die
Daten ist dieser Anwendungsfall eher dem Bereich Web Analytics zuzuordnen.
Allerdings zeigen die Daten dieses konkreten Beispiels ähnliche Charakteristika
wie bei den Anwendungsfällen aus dem Bereich Industrial Analytics. Daher ist
auch dieses Beispiel Teil des Untersuchungsgegenstands dieser Arbeit.
Die Daten sind semi-strukturierte JSON-Dokumente aus Informationssyste-

men eines Webshops. In diesen JSON-Dokumenten werden für die im Webshop
angebotenen Produkte eine textuelle Produktbeschreibung sowie weitere Pro-
duktattribute gespeichert. In über zehn Millionen der JSON-Dokumente fehlt
allerdings die Angabe des Produkttyps, z.B. ob das Produkt ein Laptop oder
ein Gartenstuhl ist. Das Ziel der Autoren ist, anhand der textuellen Produktbe-
schreibung und weiterer Attribute in den JSON-Dokumenten diese Dokumente
einem Produkttypen zuzuordnen [SRYD14]. Dazu nutzen sie als Grundlage
ein Klassifikationsverfahren. Da jedes Dokument zu einem von mehr als 5000
Produkttypen gehören kann, stellt dies eine Multi-Klassen-Klassifikation dar.

3.1.4 Anwendungsfälle in der Produktnutzung

Spieß et al. [SR19; SRWM22] untersuchen einen Anwendungsfall der Quali-
tätssicherung während der Produktnutzung. Dabei soll über eine Datenanalyse
vorhergesagt werden, ob ein Fahrzeug während der Nutzung durch den Kun-
den innerhalb eines bestimmten Zeitraums, wie bspw. drei Jahre, ausfallen
wird. Dies ist eine binäre Klassifikation, bei der die Klasse ’positiv’ besagt, dass
ein Fahrzeug wahrscheinlich ausfallen wird, während die Klasse ’negativ’ für
nicht ausfallgefährdete Fahrzeuge vorhergesagt wird. Das Klassifikationsmodell
wird mit tabellarisch strukturierten Produktstammdaten trainiert, die Ausstat-
tungsmerkmale der Fahrzeuge umfassen. Ebenso beinhalten die Daten ein
Klassenlabel, das aussagt, ob ein Fahrzeug bereits ausgefallen ist. Das trainierte
Modell wird dann auf die Daten von Fahrzeugen angewendet, die noch nicht
ausgefallen sind, um somit ausfallgefährdete Fahrzeuge zu identifizieren. Die
als ausfallgefährdet klassifizierten Fahrzeuge können bspw. in die Werkstätten
zurückgerufen werden, bevor sie tatsächlich ausfallen.
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Als weitere Möglichkeit kann das mit Daten aus der Produktnutzung trainier-
te Klassifikationsmodell auf Fahrzeuge angewendet werden, die aktuell noch zu
produzieren sind [SRWM22]. Damit werden aus der Phase der Produktnutzung
über Datenanalysen Erkenntnisse generiert, die wiederum in die Phase der
Produktion zurück transferiert werden Es kann somit noch früher festgestellt
werden, welche noch zu produzierenden Fahrzeuge später während der Nut-
zung durch den Kunden mit hoher Wahrscheinlichkeit ausfallen werden. Diese
Fahrzeuge können schon während der Produktion mit robusteren Bauteilen
ausgestattet und somit ihr Ausfall weitgehend verhindert werden [SR19].
Kassner et al. [KM16] betrachten einen weiteren Anwendungsfall, der Fahr-

zeuge betrifft, die wegen bestimmter Qualitätsprobleme bereits in die Werk-
stätten zurückgerufen und bei denen defekte Bauteile ausgetauscht wurden.
Anschließend untersuchen Mechaniker der Werkstatt, der Automobilhersteller
selbst sowie dessen Lieferanten die ausgebauten, defekten Fahrzeugbauteile,
um die wahrscheinlichste Ursache des Qualitätsproblems zu bestimmen. Alle
drei Beteiligten dokumentieren ihre Befunde in textuellen Berichten. Kassner
et al. [KM16] entwickelten ein problemspezifisch angepasstes Klassifikati-
onsverfahren auf Basis des K-nächster-Nachbar-Ansatzes [GWB+06], der die
verschiedenen textuellen Berichte auswertet. Das Ziel ist, zu jedem Bericht
den wahrscheinlichsten Fehlercode aus einem Pool von mehreren hundert
Codes vorherzusagen, der die Ursache des jeweiligen Qualitätsproblems klas-
sifiziert. Dieser Anwendungsfall ist eine Textanalyse für eine Multi-Klassen-
Klassifikation, bei der die Fehlercodes die Klassenlabels repräsentieren.

3.1.5 Anwendungsfälle zur Prozessanalyse

Weiterer Untersuchungsgegenstand dieser Arbeit sind Anwendungsfälle zur
Prozessanalyse und Prozessoptimierung, die Prozesse in verschiedenen Pha-
sen des Produktlebenszyklus betrachten [BWD+21; DRG21; ZRS+22]. Dabei
werden Verfahren des Process Mining auf den in den jeweiligen Phasen zur
Verfügung stehenden Daten angewendet. Process Mining wird in die drei Ty-
pen Process Discovery, Process Conformance Checking und Process Enhancement
eingeteilt [Aal+11; GMF+19]. Gängige Algorithmen nutzen sogenannte Event
Logs als Datengrundlage. Diese Event Logs protokollieren relevante Ereignisse
in den ausgeführten Prozessen, z. B. welche Arbeitsschritte zu welchen Zeit-
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punkten von welchen Personen bzw. mit welchen Ressourcen durchgeführt
wurden. Algorithmen der Process Discovery leiten aus solchen Event Logs ein
vorher unbekanntes Prozessmodell ab, das möglichst alle in den Event Logs
protokollierten Folgen von Arbeitsschritten abbildet. Conformance Checking
wird angewendet, wenn bereits vorher ein Prozessmodell existiert. Dieses Pro-
zessmodell wird mit dem Event Log abgeglichen, um festzustellen, ob die im
Log protokollierten tatsächlichen Prozessausführungen mit dem Prozessmodell
übereinstimmen bzw. an welchen Stellen sie sich unterscheiden. Beim Process
Enhancement soll durch einen Vergleich zwischen Prozessmodell und den
Protokollen im Event Log Einsichten gewonnen werden, wie das Prozessmodell
verbessert werden kann, z. B. um Engpässe im Prozessmodell zu beheben.
Dreher et al. [DRG21] fassen verschiedene industrielle Anwendungsfälle

für Process Mining in mehreren Phasen des Produktlebenszyklus zusammen.
Ziegler et al. [ZRS+22] und Birk et al. [BWD+21] untersuchen spezifische
Anwendungsfälle, die neben klassischen Event Logs noch andere Daten für
die Prozessanalyse verwenden. Ziegler et al. [ZRS+22] betrachten eine Pro-
cess Discovery für Projekte im Bereich der Produktentwicklung. In diesem
Anwendungsfall werden auch Daten aus einem PLM-System analysiert. Birk
et al. [BWD+21] untersuchen die ganze Bandbreite des Process Mining, von
Verfahren zur Process Discovery über Conformance Checking bis zu Enhanc-
ment, für einen Bestell- und Produktionsprozess zur Herstellung pneumatischer
Ventile. Neben Protokolleinträgen aus Event Logs von Maschinen des Produkti-
onsprozesses verwenden die Autoren für die Prozessanalyse auch Daten aus
einem MES sowie aus einem ERP-System.

3.2 Datencharakteristika in industriellen Anwendungsfällen

In diesem Abschnitt werden die in industriellen Awendungsfällen häufig vor-
kommenden Datencharakteristika beschrieben, die gängige Verfahren zur Da-
tenakquise, Datenvorbereitung und Datenanalyse vor Probleme stellen. Dies ist
eingeteilt in drei Gruppen von Datencharakteristika: Heterogene Datenformate
und isolierte Datensilos (Abschnitt 3.2.1), verschiedene Ursachen für Bias
in Daten [MMS+21; SG21] (3.2.2) sowie Datencharakteristika, die sich aus
nichtstationären Produkt- oder Produktionsumgebungen ergeben (3.2.3).
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3.2.1 Heterogene Datenformate und isolierte Datensilos

In vielen industriellen Anwendungsfällen sind die Formate der verfügbaren
Daten sehr heterogen [Grö18; Grö22; WWIT16]. Wie Tabelle 3.1 zeigt, werden
sogar innerhalb einzelner Phasen des Produktlebenszyklus unterschiedliche Ar-
ten von Daten erzeugt und verwaltet. Dies reicht u. a. von strukturierten Daten
aus MES-, ERP- oder PLM-Informationssystemen eines Unternehmens, über
semi-strukturierte Dokumente bis hin zu Sensor- oder Zeitreihendaten, Textda-
ten oder proprietären Dateiformaten. Nach Gröger [Grö18; Grö22] sind sogar
die Datenmodelle der strukturiertenMES-, ERP- oder PLM-Informationssysteme
in verschiedenen Unternehmen oder Organisationseinheiten sehr unterschied-
lich. Zum Beispiel sind die Datenmodelle eines MES auf die Eigenarten einer
Produktionslinie zugeschnitten und unterscheiden sich, wenn entweder Seri-
enfertigung, Sortenfertigung oder Einzelfertigung unterstützt werden soll.
Zudem liegen die Daten innerhalb eines Unternehmens häufig in voneinander

isolierten Datensilos vor. Dies bedeutet, dass bestimmte Daten in Informati-
onssystemen oder anderen Datenquellen gespeichert sind, auf die nur eine
einzelne oder sehr wenige Organisationseinheiten eines Unternehmens Zugriff
haben [ZRKM20]. Diese Aufteilung in isolierte Datensilos ist häufig historisch
gewachsen, wenn einzelne Organisationseinheiten sich eigenständig um ihre
Datenlandschaft kümmern, es aber keine ganzheitliche und unternehmenswei-
te Strategie für die Umsetzung der Informationssysteme oder entsprechender
Datenplattformen gibt [GH23; Grö18; Grö21]. In einigen Fällen ist die strikte
Unterteilung in isolorierte Datensilos aber auch explizit gewollt, z. B. wenn
besonders sensible bzw. schützenswerte Informationen nur von bestimmten
Organisationseinheiten verwaltet und genutzt werden dürfen.
Die Heterogenität der Datenformate sowie deren Aufteilung in isolierte Silos

haben insbesondere einen Einfluss auf den Schritt Datenakquise und Datenex-
ploration des in Abschnitt 2.3.1 vorgestellten generischen Vorgehensmodells
eines Datenanalyseprozesses. Konkret erschweren die geschilderten Probleme
Domänenexperten die Suche nach und Auswahl der für ihre Analysen relevan-
ten Daten [ZRKM21]. Insgesamt steht dies einer sog. Datendemokratisierung
im Weg, d. h. dass verschiedene Daten jeder Person in einer Organisation zur
Verfügung gestellt werden sollen, sofern dies nicht dem Datenschutz oder
anderen Richtlinien widerspricht [Grö18; Grö21].
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Tabelle 3.2: Datencharakteristika industrieller Anwendungsfälle und die jeweils
primär verursachten Ausprägungen von Bias in Daten.

Datencharakteristika: Bias in Daten [MMS+21; SG21; WY12]:
Klassenungleichverteilung Bias bzgl. Mehrheitsklassen
Gruppenheterogenität Aggregations-Bias bzgl. domänenspez. Gruppen
Gruppenungleichverteilung Repräsentations-Bias bzgl. domänenspez. Gruppen
Falsch dokumentierte Labels Mess- bzw. Dokumentations-Bias bzgl. Labels
Kleine Datenmenge Überanpassung, Stichprobenverzerrung

3.2.2 Datencharakteristika als Ursachen für Bias in Daten

Die Daten industrieller Anwendungsfälle weisen häufig Datencharakteristika
auf, die zu verschiedenen Ausprägungen von Bias in Daten führen [MMS+21;
SG21; WY12]. Im Folgenden werden die wichtigsten Datencharakteristika
beschrieben, die ursächlich für Bias in Daten sind. Dabei werden die Datencha-
rakteristika anhand des Anwendungsfalls der Fehlerdiagnose im EoL-Prüffeld
von Hirsch et al. [HRM19] illustriert. Tabelle 3.2 ordnet jeder der Datencha-
rakteristika die jeweils verursachten Ausprägungen von Bias in Daten zu.

Klassenungleichverteilung Ein in der Literatur häufig genanntes Problem für
Klassifikationsalgorithmen ist eine Klassenungleichverteilung in Daten [GFB+12;
HG09; WP03; WY12]. Dies ist auch ein gängiges Problem in Daten industri-
eller Anwendungfälle [Grö22; HRM19; KM16; LLE16; WSR+20; WWIT16].
Abbildung 3.2 zeigt dies exemplarisch für zwei Features sowie zwei Klassen
des Datensatzes aus dem EoL-Prüffeld. Die beiden Features entsprechen den
Sensorsignalen ’Öltemperatur’ und ’Kraftsfoffverbrauch’, die am Prüfstand für
Motoren gemessen werden. ’Kreis’ und ’Stern’ repräsentieren zwei der vielen
Klassen im Datensatz, d. h. Bauteile der Motoren, wie ein Turbolader oder ein
Injektor, die ursächlich für ein Qualitätsproblem sein können. Für diese beiden
Klassen sind innerhalb der Abbildung jeweils mehrere Dateninstanzen im zwei-
dimensionalen Feature-Raum verortet. Die Rechtecke in diesem Feature-Raum
zeigen Entscheidungsgrenzen für die Muster M1 und M2 der Klassen ’Kreis’ und
’Stern’. Die Klasse ’Kreis’ kommt in insgesamt 38 Instanzen vor (Muster M1).
Die Klasse ’Stern’ findet sich hingegen in lediglich sechs und damit in deutlich
weniger Instanzen (Muster M2). Häufig vorkommende Klassen wie die Klasse
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Abbildung 3.2: Illustration der Klassenungleichverteilung anhand zweier
Features und zweier Klassen der Daten vom EoL-Prüffeld,
vgl. Hirsch [Hir21].

’Kreis’ werden als Mehrheitsklassen und ihre Instanzen Mehrheitsinstanzen be-
zeichnet. Die Klasse ’Stern’ und alle seltenen Klassen werdenMinderheitsklassen
und ihre Instanzen Minderheitsinstanzen genannt [HG09].
In realen Multi-Klassen- und Multi-Label-Klassifikationen ist diese Klassen-

ungleichverteilung noch viel stärker ausgeprägt [HRM19; KM16; SRYD14].
Zum Beispiel besteht der Datensatz für den Anwendungsfall im EoL-Prüffeld
insgesamt aus 1050 Instanzen und 84 Klassen [HRM19]. Die zehn häufigsten
Klassen kommen zusammen in ca. 44% aller 1050 Instanzen vor, wobei jede
einzelne dieser fünf Mehrheitsklassen zwischen 3% und 10% aller Instanzen
ausmacht. Jede der verbleibenden 74 Klassen hat einzeln betrachtet einen
deutlich geringeren Anteil mit weniger als 1% der 1050 Instanzen. Allerdings
kommen diese 74 Minderheitsklassen in der Summe in 56% aller Instanzen
vor. Die meisten Klassifikationsalgorithmen versuchen, die Genauigkeiten der
Vorhersagen primär für die Mehrheitsklassen zu erhöhen, da sie davon aus-
gehen, dass somit auch die Vorhersageleistung für den gesamten Datensatz
maximiert wird [GFB+12; HG09]. Daher lernen die Algorithmen vor allem
die Muster der Mehrheitsklassen, ignorieren aber einen Teil der Muster der
Minderheitsklassen. Die gelernten Klassifikationsmodelle besitzen also einen
Bias in Bezug auf die Klassen, die sie vorhersagen können. Im schlimmsten
Fall können sie im Beispiel aus dem EoL-Prüffeld [HRM19] nur die zehn Mehr-
heitsklassen richtig vorhersagen, während dies für die 74 Minderheitsklassen
nicht möglich ist. Dies bedeutet jedoch, dass für bis zu 56% der gesamten
1050 Instanzen die falsche Klasse vorhergesagt werden kann.
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Eine Klassenungleichverteilung ist allerdings auch in Anwendungsfällen
für eine binäre Klassifikation ein Problem [DB21; Grö22; GSH+20; LLE16;
SRWM22; WSR+20; WWIT16]. Dies kann z. B. anhand von Anwendungsfällen
der Fehlererkennung in einem Produktionsprozess aufgezeigt werden (siehe
Abschnitt 3.1.2). Hier wird ein Fehlerfall durch die positive Klasse und ein Fall
ohne Fehler durch die negative Klasse repräsentiert. Durch hohe Standards in
der Qualitätssicherung sind speziell in Industrieländern diese Fehlerfälle auf
wenige Prozent aller Fälle begrenzt [KBT11; Sch19]. Folglich kommt auch die
positive Klasse in ebenso wenig Prozent der Dateninstanzen vor. Sie stellt damit
eine Minderheitsklasse dar, die häufig von Klassifikationsalgorithmen weniger
stark berücksichtigt wird als die negative Mehrheitsklasse. Dabei ist es in diesen
Anwendungsfällen aber wichtiger, die positive Klasse richtig vorherzusagen,
da ansonsten fehlerhafte Produkte an die Kunden ausgeliefert werden können.

Gruppenheterogenität Dateninstanzen speichern Informationen zu den je-
weiligen Beobachtungen oder Messungen häufig bzgl. heterogener domänen-
spezifischer Entitätsgruppen. In industriellen Anwendungsfällen können diese
Gruppen bspw. unterschiedlicheMaschinentypen oder Produktgruppen sein, für
die jeweils spezifische Informationen zu Maschinenfehlern oder zu Problemen
mit der Produktqualität gespeichert werden. In anderen Anwendungsdomä-
nen, z. B. in medizinischen Diagnosen, bilden häufig Personen verschiedener
Geschlechter, Hautfarben oder unterschiedlichen Alters diese domänenspezifi-
schen Gruppen [CRM+20; MGM20] (siehe auch Abschnitt 3.3.2).
Im Folgenden wird dieser Aspekt der heterogenen Gruppen sowie deren

Auswirkungen auf Datenanalysen primär anhand von Produktgruppen aus
industriellen Anwendungsfällen näher erläutert. Produktgruppen werden ty-
pischerweise in einer unternehmensweiten Dokumentation von Produktfa-
milien beschrieben und dabei meist in Form einer Produkthierarchie struk-
turiert [AK04]. Abbildung 3.3 zeigt eine abstrahierte Produkthierarchie für
Verbrennungsmotoren [HRT+23]. Die erste Hierarchieebene unterscheidet
Motoren nach ihrer Baureihe, z. B. ob es Diesel- oder Ottomotoren sind (’DM’,
’OM’). Ebene 2 unterteilt die Motoren noch weiter in Motortypen. Hier umfasst
bspw. die Gruppe ’OM54’ Ottomotoren mit vier Zylindern, während die Gruppe
’OM56’ Ottomotoren mit sechs Zylindern beschreibt. Die unterste Ebene unter-
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DM: Dieselmotor | OM: Ottomotor | n: Anzahl der Dateninstanzen Produktgruppe

Abbildung 3.3: Abstrahierte Produkthierarchie zur Einteilung von Verbren-
nungsmotoren in Produktgruppen, vgl. Hirsch et al. [HRT+23].

scheidet verschiedene Motorenmodelle, die die Bauteile eines Motors konkret
spezifizieren, z. B. welche Art von Einspritzdüse ein Motor hat.
Wie in Abschnitt 2.1 erläutert, lernen ML-Algorithmen aus den Trainingsda-

ten D eine FunktionM : X → Y, welche die Muster zwischen Eingabedaten
x i ∈ X und Ausgabedaten yi ∈ Y beschreibt. Viele Lernalgorithmen gehen
dabei von der Annahme aus, dass diese zu lernende FunktionM über alle do-
mänenspezifischen Entitätsgruppen hinweg nahezu identisch ist. Dies ist nach
Suresh et al. [SG21] undMehrabi et al. [MMS+21] in realen Anwendungsfällen
aber häufig nicht der Fall, was auch auf zahlreiche industrielle Anwendungsfälle
zutrifft [GSH+20; HRM19; HRM20a; KM16; SRYD14; TGS+19; WKR+21;
WSR+20; WWIT16]. Die Ursache dieses Problems ist meist in der Vielfalt
und Heterogenität der realen domänenspezifischen Gruppen begründet. In in-
dustriellen Anwendungsfällen entspricht dies der hohen Variantenvielfalt von
Produkten wie auch der hohen Heterogenität von Produktionsanlagen und
der dort eingesetzten Maschinen [HZWK08]. So unterscheiden sich bspw. die
Produktvarianten verschiedener Produktgruppen hinsichtlich ihrer technischen
Eigenschaften und Zusammensetzung aus Bauteilen [HRM20a].
In einer Klassifikation unterscheiden sich beispielsweise die zu lernenden

Muster für ein und dieselbe Klasse zwischen verschiedenen domänenspezifi-
schen Gruppen. Abbildung 3.4 illustriert dies exemplarisch für den Datensatz
aus dem EoL-Prüffeld. Hier sind zusätzlich zu den in Abbildung 3.2 darge-
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Abbildung 3.4: Illustration der Gruppenheterogenität und Gruppenungleich-
verteilung anhand zweier Features und zweier Klassen der
Daten vom EoL-Prüffeld, vgl. Hirsch [Hir21].

stellten Mustern M1 und M2 je Klasse noch ein weiteres Muster dargestellt:
M ′1 für Klasse ’Kreis’ und M ′2 für Klasse ’Stern’. Dabei repräsentieren die bei-
den Muster einer Klasse jeweils einen anderen Motortyp und werden über
unterschiedliche Wertebereiche der dargestellten Features beschrieben. Das
Muster M1 beschreibt die Klasse ’Kreis’ für den Motortyp ’OM56’ über eine
mittlere bis hohe Öltemperatur, während Muster M ′1 die gleiche Klasse für
Motortyp ’OM54’ über niedrige Werte dieses Features repräsentiert. Die Klasse
’Stern’ wird einmal in Muster M2 für Motortyp ’OM56’ durch mittlere Werte in
der Öltemperatur und niedrige Werte im Kraftstoffverbrauch gekennzeichnet.
Für Motortyp ’OM54’ beschreibt Muster M ′2 diese Klasse allerdings über eine
niedrige Öltemperatur sowie einen hohen Kraftstoffverbrauch.
Insgesamt kann diese Heterogenität der domänenspezifischen Entitätsgrup-

pen bei einer Datenanalyse zu einem sog. Aggregations-Bias führen [MMS+21;
SG21]. Dies bedeutet, dass sich die Ergebnisse der Datenanalyse, z. B. die
trainierten Klassifikationsmodelle, unterscheiden, je nachdem ob die gleiche
Analyse (a) einmal für die gesamte Datenmenge oder (b) jeweils separat für
Datenteilmengen einzelner Gruppen durchgeführt wird. Häufig ist bei einer
Analyse auf der gesamten Datenmenge auch die Qualität der Analyseergebnisse
schlechter. In einer Klassifikation liegt dies primär daran, dass die Anzahl der
von einemML-Algorithmus zu lernenden Muster auf der gesamten Datenmenge
höher ist, da diese Datenmenge selbst für eine einzelne Klasse mehrere Muster
für die einzelnen domänenspezifischen Gruppen beinhalten kann [SRYD14].
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Ebenso können sich Klassenmuster zwischen verschiedenen Gruppen überlap-
pen. Beide Aspektemachen es Algorithmen schwer, dieMuster klar voneinander
abzugrenzen. Die Datenteilmengen der einzelnen Gruppen sind hingegen spe-
zifischer und beinhalten insgesamt weniger Klassenmuster, die sich innerhalb
der Datenteilmengen auch weniger stark überlappen [HRT+23; TRSM23].

Gruppenungleichverteilung Neben den Klassen sind in vielen industriellen
Anwendungsfällen auch die domänenspezifischen Gruppen innerhalb der Daten
ungleichmäßig verteilt [DB21; Grö22; HRM19; HRM20a; KM16; SRWM22;
SWK09; WSR+20; WWIT16]. In Abbildung 3.3 sind bei jeder Produktgruppe
in der Hierarchie die jeweilige Anzahl der Dateninstanzen im Datensatz des
EoL-Prüffelds angegeben. Auf jeder Ebene der Hierarchie sind die einzelnen
Produktgruppen unterschiedlich häufig vertreten. Die größte Ungleichvertei-
lung besteht auf der untersten Ebene der Motorenmodelle. Hier reicht die
Anzahl der Dateninstanzen von zwölf für die Gruppe ’DM3612’ bis 309 für
’OM5698’. Zusammen mit der Heterogenität der Gruppen führt dies dazu,
dass auch die für die jeweiligen Gruppen spezifischen Muster in den Daten
ungleichmäßig verteilt sind. Hier neigen ML-Algorithmen analog zur Klassen-
ungleichverteilung dazu, primär die Muster für häufig vorkommende Gruppen
zu lernen. Dabei ignorieren die Algorithmen aber oft die spezifischen Muster für
in den Daten selten repräsentierte Gruppen, sodass die trainierten ML-Modelle
für diese Minderheitsgruppen fehlerhafte Vorhersagen treffen. Sind einzelne
Gruppen in den Daten unterrepräsentiert, wird dies in der Literatur als eine
Variante eines Repräsentations-Bias bezeichnet [MMS+21; SG21].
Die damit einhergehende Problematik kann anhand der in Abbildung 3.4

dargestellten Muster M2 und M ′2 der Klasse ’Stern’ für die Motorengruppen
’OM54’ und ’OM56’ verdeutlicht werden. Insbesondere das Muster M ′2 der
Gruppe ’OM54’ kommt im Datensatz mit nur drei Instanzen sehr selten vor. Da
M ′2 nur durch so wenig Instanzen repräsentiert wird, neigen ML-ALgorithmen
dazu, dieses selten vorkommende Muster zu ignorieren. Die Algorithmen
ordnen dann den entsprechenden Bereich des Feature-Raums für eine niedrige
Öltemperatur und einen hohen Kraftstoffverbrauch den umgebenden Mustern
M1 bzw. M ′1 zu. Damit wird für die Instanzen des eigentlichen Musters M ′2 aber
auch die falsche Klasse ’Kreis’ anstelle der Klasse ’Stern’ vorhergesagt.
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Falsch dokumentierte Labels In vielen industriellen Anwendungsfällen wer-
den die Labels yi in den Instanzen (x i , yi) des Datensatzes D von Menschen
dokumentiert [GSH+20; KM16; KRM19a; SRYD14; WSR+20; WWIT16]. In
dem in Abbildung 3.1 aufgezeigten EoL-Prüffeld dokumentieren z. B. die Mit-
arbeiter im Bereich der Nacharbeit in den Daten, welche Bauteile sie in den
defekten Motoren ersetzt haben [HRKM18]. Die entsprechenden Entschei-
dungsprobleme sind häufig aus technischer Sicht sehr komplex und benötigen
ein hohes Maß an Domänenexpertise [BRL+19; HRM19; RBE+20; SRYD14].
Da die menschlichen Akteure hierfür nur begrenzt Zeit zur Verfügung haben,
machen sie nicht nur bei den Entscheidungen selbst, sondern auch bei deren
Dokumentation immer wieder Fehler. Dies bedeutet, dass eine gewisse Zahl an
Labels yi in den Daten falsch dokumentiert werden. Nach Suresh et al. [SG21]
ist dies eine spezielle Form eines Mess- bzw. Dokumentations-Bias.
Dabei können die falsch dokumentierten Labels in unterschiedlichen Ausprä-

gungen vorkommen. Eine Ausprägung sind unbrauchbare Labels wie "verschie-
denes", die bei einer Klassifikation keinen Mehrwert bieten, da sie keins der
gültigen Klassenlabels in der Menge Y darstellen. Die meisten unbrauchba-
ren Labels können relativ einfach in den Daten identifiziert werden [HRM19;
KRM19a]. Die zweite Ausprägung sind solche, die zwar in der Menge Y der
gültigen Labels vorkommen, aber dennoch bei einer konkreten Dateninstanz
falsch dokumentiert sind. Im Beispiel des EoL-Prüffelds ist dies der Fall, wenn
Mitarbeiter bspw. einen Turbolader im Motor ersetzen, aber fälschlicherwei-
se einen Injektor in den Daten dokumentieren. Solche Ausprägungen falsch
dokumentierter Labels führen dazu, dass in den Daten innerhalb der Entschei-
dungsgrenzen bestimmter Muster verrauschte Instanzen auftreten.
In Abbildung 3.5 sind im Vergleich zur Abbildung 3.4 noch zusätzlich vier

verrauschte Instanzen mit falsch dokumentierten Klassenlabels eingetragen. Im
Muster M1 der Klasse ’Kreis’ gibt es drei verrauschte Instanzen der Klasse ’Stern’.
Ebenso gibt es im Muster M ′2 eine verrauschte Instanz, die fälschlicherweise der
Klasse ’Kreis’ zugeordnet ist. Treten solche verrauschten Instanzen relativ häufig
mit dem gleichen Klassenlabel auf, können ML-Algorithmen irrtümlicherweise
davon ausgehen, dass die Instanzen und ihr Klassenlabel richtig sind. Die
Algorithmen lernen für sie dann ein weiteres Muster und ordnen dieses Muster
der falsch dokumentierten Klasse zu [HG09].
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Abbildung 3.5: Illustration von falsch dokumentierten Klassenlabels anhand
zweier Features und zweier Klassen der Daten vom EoL-Prüffeld,
vgl. Hirsch [Hir21].

Weisen die Daten zudem eine Klassen- oder Gruppenungleichverteilung auf,
variiert die Fehlerhäufigkeit bei der Dokumentation der Labels für Datenin-
stanzen zusätzlich zwischen verschiedenen Klassen und domänenspezifischen
Entitätsgruppen [SG21]. Es ist davon auszugehen, dass die menschlichen Ak-
teure sowohl mit seltenen Klassen als auch mit seltenen Gruppen weniger oft
in Berührung kommen und daher mit diesen auch weniger Erfahrung haben.
Folglich machen sie gerade für seltene Klassen und Gruppen häufiger Fehler bei
der Dokumentation der Klassenlabels. Da speziell die Muster seltener Gruppen
durch eine geringe Anzahl an Dateninstanzen beschrieben werden, nehmen
bei diesen Mustern die verrauschten Instanzen relativ gesehen einen höheren
Anteil ein. In Muster M ′2 in Abbildung 3.5 ist die verrauschte Instanz bspw. eine
von insgesamt nur vier Instanzen. Da sie mit 25% aller Instanzen relativ häufig
in dem Muster vorkommt, ist es für Klassifikationsalgorithmen sehr schwer zu
erkennen, dass dieser Instanz das falsche Klassenlabel zugeordnet ist.
Verrauschte Instanzen entstehen nicht nur durch eine falsche Dokumentation

der Labels. Auch wenn einer Instanz das richtige Label zugeordnet wird, kön-
nen Fehler bei der Messung oder Dokumentation der Feature-Werte gemacht
werden [HG09]. Dies hat zur Folge, dass sich die Instanz im Feature-Raum
verschiebt. Speziell an den Entscheidungsgrenzen der Muster kann es vorkom-
men, dass sich eine solche Instanz durch die Verschiebung im Feature-Raum
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nicht mehr im Muster ihrer tatsächlichen Klasse, sondern einer anderen Klasse
befindet. Diese Form des Bias muss aber von den falsch dokumentierten Labels
unterschieden werden können, da zur Korrektur der Instanzen im einen Fall
die Feature-Werte und im anderen Fall die Labels angepasst werden müssen.

Kleine Menge an qualitativ ausreichenden Daten Viele Übersichtsartikel
ordnen industrielle Anwendungsfälle des maschinellen Lernens primär in den
Kontext Big Data ein und betonen, dass aus den Datenquellen große Mengen
an Daten extrahiert und analysiert werden müssen [CCS+18; CKC20; DB21;
KBT11; SAH18; WWIT16]. Dies ist auch richtig, wenn man direkt die Daten be-
trachtet, die in den Quellsystemen gespeichert sind. Allerdings werden in den
Schritten der Datenakquise und der Datenvorbereitung eines Datenanalysepro-
zesses für jeden Anwendungsfall nur eine für diesen Fall relevante Teilmenge
der Daten aus den Quellsystemen extrahiert und integriert. In vielen industri-
ellen Anwendungsfällen reduziert sich dabei die für die Analyse verwendbare
Datenmenge deutlich. Speziell für Anwendungsfälle des überwachten Lernens
stehen schließlich nur eine kleine Menge an qualitativ ausreichenden Daten zur
Verfügung [Grö22; HRM19; KM16; KRM19a; SRYD14; WSR+20].
Im Beispiel der Fehlerdiagnose im EoL-Prüffeld sind im Trainingsdaten-

satz D lediglich 1050 Dateninstanzen mit 84 Klassenlabels und 115 Features
verfügbar [HRM19]. Diese eher kleine Menge an Dateninstanzen bei einer
gleichzeitig hohen Anzahl an Klassen und Features führt häufig zu dem Pro-
blem der Überanpassung der trainierten Klassifikationsmodelle. Dies bedeutet,
dass die Modelle nahezu perfekt die in den Trainingsdaten vorhandenen Klas-
senmuster beschreiben. Allerdings sind die Modelle zu spezifisch an diese
Muster angepasst und generalisieren sehr schlecht für andere Muster, die sich
in neuen Daten wiederfinden können. Ebenso kann die während der Datenin-
tegration aus den Quellsystemen durchgeführte Reduktion der Datenmenge
nach Suresh et al. [SG21] und Mehrabi et al. [MMS+21] zu einem weiteren
Repräsentations-Bias bzw. zu einer Stichprobenverzerrung führen. Die Verteilun-
gen von Feature-Werten, Klassen, Mustern oder auch von domänenspezifischen
Gruppen können sich während der Datenintegration deutlich verändern. Folg-
lich können sich auch die Verteilungen in den dann zur Verfügung stehenden
Trainingsdaten von denen in den ursprünglichen Quellsystemen unterscheiden.
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Abbildung 3.6: Ausschnitt aus dem Datenintegrationsprozesses für den Anwen-
dungsfall im EoL-Prüffeld, vgl. Hirsch [Hir21].

Ein wesentlicher Grund für diese Reduktion der Datenmenge ist, dass für
jeden Anwendungsfall einer Datenanalyse nur eine spezifische echte Teilmen-
ge aus den Datenquellen relevant ist [Grö21; ZRKM21]. Weiterhin werden
aufgrund der Heterogenität der Datenformate und der damit einhergehenden
Komplexität der Datenakquise nicht immer alle relevanten Daten in den Quell-
systemen gefunden [Grö21; HRM19; WSR+20] (siehe auch Abschnitt 3.2.1).
Zusätzlich ist häufig auch die Qualität der Daten sowie der Datenmodelle in den
Quellsystemen selbst nicht ausreichend [Grö22; KM16; KRM19a; WSR+20].
Um diese Aspekte zu veranschaulichen, zeigt Abbildung 3.6 die wesentlichen

Schritte des Datenintegrationsprozesses für die Daten im EoL-Prüffeld [Hir21].
Dieser integriert Daten aus drei Datenquellen. Quelle D1 speichert die Pro-
duktspezifikationen der Motoren, während D2 die Messwerte der Prüfstände
beinhaltet. Beide Quellen zusammen liefern die Features, also die Eingabeda-
ten x i der Trainingsdaten D. Die Klassenlabels yi sind in den Diagnosedaten
D3 gespeichert, in denen Mitarbeiter dokumentieren, welche Bauteile sie bei
einzelnen defekten Motoren ausgetauscht haben.
Diese drei Quellen beinhalten Daten zu mehr als 500 000 Motoren und

noch mehr Prüfläufen [Hir21]. Allerdings werden diese Daten in mehreren
Selektionen und relationalen Verbünden auf die 1050 Instanzen im Datensatz
D reduziert. Die erste Selektion σ1 extrahiert aus Quelle D1 nur Daten zu den
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Motorbaureihen bestimmter Diesel- und Ottomotoren, die für den betrachteten
Anwendungfall relevant sind. Weiterhin werden aus Quelle D2 nur Daten zu
Prüfläufen selektiert (σ2), nach denen das jeweilige Qualitätsproblem auch
wirklich gelöst wurde, also letzlich zu einer ’i.O.’-Entscheidung geführt hat.
Die von σ1 und σ2 selektierten Datenmengen werden anschließend über einen
Verbund (▷◁) anhand der ID des Motors verknüpft, die in D1 der Primärschlüssel
und in D2 ein Fremdschlüssel ist. Durch diese drei Operationen reduziert sich
die Datenmenge bereits auf nur noch ca. 13 500 Instanzen [HRM19].
Die nachfolgende Selektionσ3 ist ein Beispiel, warum sich die für die Analyse

verwendbare Datenmenge aufgrund einer schlechten Qualität der Daten in den
Quellsystemen noch weiter reduziert [HRM19]. Datenquelle D3 beinhalten sehr
viele Daten mit unbrauchbaren Klassenlabels wie ’verschiedenes’ oder ’Motor
kaputt’. Diese Daten werden in Selektion σ3 herausgefiltert. Im anschließenden
Verbund, müssen die Diagnosedaten aus Quelle D3 sowohl mit den Motoren
aus D1 als auch mit den passenden Prüfläufen aus D2 verknüpft werden. Quelle
D3 beinhaltet die ID eines Motors als Fremdschlüssel, sodass diese ID für den
Verbund zwischen D1 und D3 verwendet werden kann. Allerdings gibt es keine
passende Schlüsselbeziehung zwischen D2 und D3. Diese fehlende Schlüsselbe-
ziehung ist ein Beispiel für unzureichende Datenmodelle der Quellsysteme, die
zu einer weiteren Reduktion der verwendbaren Datenmenge führen [WSR+20].
Hier kann lediglich eine Heuristik zur Realisierung des Verbunds zwischen D2

und D3 verwendet werden, die in beiden Quellen vorkommende Zeitstempel
ausnutzt [HRM19]. Der Zeitstempel in D2 beschreibt den Zeitpunkt, wann
der jeweilige Prüflauf stattgefunden hat, während es in D3 entsprechend der
Zeitpunkt der danach stattfindenden Nacharbeit an Motoren ist. Die in σmin

verwendete Heuristik geht davon aus, dass ein Prüflauf aus D2 mit der Nach-
arbeit in D3 zusammengehört, die zeitlich am nächsten beieinander liegen,
bei denen also die Differenz zwischen beiden Zeitstempeln minimal ist. Diese
nicht exakte Heuristik führt aber dazu, dass nicht zu jeder Nacharbeit aus
D3 ein Verbundpartner aus D2 gefunden werden kann. Insgesamt reduzieren
die Selektion σ3 und der danach mit der anwendungsspezifischen Heuristik
durchgeführte Verbund die Datenmenge auf 1050 Instanzen.
Diese Beispiele für unbrauchbare Klassenlabels oder fehlende Schlüsselbezie-

hung in Datenquellen werden auch in der Literatur häufig als zentrale Probleme
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bei der Datenintegration genannt, die letztlich negative Auswirkungen auf die
Qualität der mit den integrierten Daten gewonnenen Analyseergebnisse und
Erkenntnisse haben [BWK+22; Grö21; Grö22; WSR+20; WWIT16]. Weitere
Probleme sind Duplikate in den Quellsystemen oder nicht synchronisierte Zeit-
stempel bei Daten, die über verschiedene Schritte eines Produktionsprozesses
akquiriert werden. Ebenso werden bei der Akquise und Speicherung von Zeit-
reihendaten Sampling-Verfahren eingesetzt, die die Abtastrate der Zeitreihen
erheblich reduzieren, um somit den Kommunikations- und Speicheraufwand
zu reduzieren [BWK+22; PMR19; PMRG21; WSR+20]. Dies reduziert aller-
dings auch den Informationsgehalt in den Daten. Im Beispiel des EoL-Prüffelds
werden die Zeitreihendaten der Sensoren vom Prüfstand (Quelle D2) so stark
verdichtet, dass pro Sensor nur noch ein numerischer Mittelwert pro Zeitreihe
gespeichert wird [HRM19; HRM20a]. Kiefer et al. [KRM19a; KRM19b] und
Kassner et al. [KHW+17; KM16] beschreiben weitere Datenqualitätsprobleme,
die speziell bei Textdaten auftreten. Beispielsweise werden viele Textdaten von
Menschen dokumentiert und weisen daher typische Qualitätsprobleme wie
Rechtschreib- und Grammatikfehler oder zu lange Sätze auf.

3.2.3 Datencharakteristika in nichtstationären Umgebungen

Nichtstationäre Umgebungen ändern ihren Zustand mit die Zeit [MRA+12].
In industriellen Anwendungsfällen ist insbesondere die Produktionsumgebung
mit all ihren Sensoren und Informationssystemen eine nichtstationäre Umge-
bung [CCS+18; HB11]. Aber auch die im Kundeneinsatz befindlichen Produkte
ändern ihre Eigenschaften durch die Produktnutzung kontinuierlich über die
Zeit [SRWM22]. Solche nichtstationären Umgebungen können sich abrupt
oder graduell verändern [WHC+16]. Abrupte Veränderungen treten plötzlich
zu einem bestimmten Zeitpunkt auf. Beispielsweise kann ein Sensor in einem
Produktionsprozess durch eine plötzliche Überspannung des Eingangsstroms
fortan keine oder nur fehlerhafte Werte liefern. Graduelle Veränderungen voll-
ziehen sich allmählich über eine gewisse Zeitspanne. Ein Beispiel ist, wenn
ein Sensor mit der Zeit mehr und mehr verschleißt und auch die Fehlerrate
in den Daten, die der Sensor liefert, mit diesem fortschreitenden Verschleiß
zunimmt. Im Folgenden werden zwei der wichtigsten Probleme näher erläutert,
die solche nichtstationäre Umgebungen für Datenanalysen mit sich bringen.
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Abbildung 3.7: Schematische Darstellung einer Konzeptverschiebung anhand
zweier Features f1 und f2 sowie anhand zweier Klassen.

Datensatzverschiebungen Nichtstationäre Umgebungen führen dazu, dass
sich statistische Datenverteilungen ebenso über die Zeit ändern. Dies führt
zu sog. Datensatzverschiebungen (engl. Data Set Shifts) [MRA+12; WHC+16].
Datensatzverschiebungen müssen beim Trainieren von ML-Modellen berück-
sichtigt werden, da die Vorhersagen dieser Modelle ansonsten aufgrund der
sich über die Zeit verändernden Datenverteilungen immer fehlerhafter wer-
den [BCN+17]. Allgemein wird ein ML-Modell auf einem Trainingsdaten-
satz Dt rain gelernt und auf einem Test- oder Anwendungsdatensatz Dtest an-
gewendet. In nichtstationären Umgebung unterscheiden sich häufig auch der
Zeitpunkt des Trainings aufDt rain von dem Zeitpunkt, wann das ML-Modell auf
Dtest angewendet wird. Folglich können sich auch die statistischen Datenvertei-
lungen zwischen Dt rain und Dtest unterscheiden. Das gelernte Modell ist dann
an die Verteilungen inDt rain gut angepasst, generalisiert jedoch schlecht für die
in Dtest . In industriellen Anwendungsfällen kommen insbesondere zwei speziel-
le Varianten von Datensatzverschiebungen vor [CCS+18; SRWM22; WSR+20]:
Konzeptverschiebungen (engl. Concept Shifts oder auch Concept Drifts) [EP11;
LLD+19] sowie Kovariatenverschiebung (engl. Covariate Shifts) [YNSC19].
Bei Konzeptverschiebungen ändert sich die FunktionM : X → Y von Einga-

bedaten x i ∈ X zu Ausgabedaten yi ∈ Y zwischen Dt rain und Dtest . So können
sich z. B. auch die Entscheidungsgrenzen der Muster in den Daten über die Zeit
ändern [SRWM22]. Ein ML-Algorithmus lernt also aus Dt rain für bestimmte
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Klassen Entscheidungsgrenzen, die sich von den in Dtest vorkommenden Ent-
scheidungsgrenzen derselben Klassen unterscheiden. Hier kann das gelernte
ML-Modell einzelnen Instanzen in Dtest das falsche Muster und damit die
falsche Klasse zuordnen. Abbildung 3.7 zeigt diesen Sachverhalt schematisch
für zwei Klassen ’Kreis’ und ’Stern’, die jeweils unterschiedliche Verteilung in
den Trainings- und Testdaten aufweisen. Die aus den Trainingsdaten gelernte
Entscheidungsgrenze (dunkelblaue durchgezogene Linie) wird vom ML-Modell
auch zur Vorhersage der Klassenlabels für die Instanzen der Testdaten ver-
wendet. Die tatsächliche Entscheidungsgrenze in den Testdaten ist aber bzgl.
Feature f2 leicht nach rechts verschoben (hellblaue gestrichelte Linie). Folglich
sagt das trainierte ML-Modell für sämtliche Dateninstanzen zwischen der ge-
lernten und der tatsächlichen Grenze fälschlicherweise die Klasse Stern vorher,
obwohl diese Instanzen in den Testdaten eigentlich zur Klasse Kreis gehören.
Bei Kovariatenverschiebungen ändert sich die FunktionM : X → Y zwi-

schen Trainingsdaten Dt rain und Testdaten Dtest nicht. Allerdings verändert
sich die Verteilung der Eingabedaten bzw. der Feature-Werte x i ∈ X . Dies kann
zur Folge haben, dass verschiedene Muster unterschiedlich häufig in Dt rain

und Dtest vorkommen. Wie bei der Klassen- und Gruppenungleichverteilung in
Abschnitt 3.2.2 erläutert, ignorieren ML-Algorithmen häufig diejenigen Muster,
die selten in Daten vorkommen. Bei einer Kovariatenverschiebung können
bestimmte Muster in Dt rain selten vorkommen, die aber häufige Muster in
Dtest sind. In so einem Fall lernen ML-Algorithmen die betroffenen Muster in
Dt rain nicht oder nur ungenau. Da diese Muster aber in Dtest häufig vorkom-
men, machen die gelernten ML-Modelle folglich für viele Instanzen aus Dtest

fehlerhafte Vorhersagen. Abbildung 3.8 zeigt dies schematisch für drei Klassen
’Kreis’, ’Stern’ und ’Quadrat’. In den Trainingsdaten kommt die Klasse ’Quadrat’
mit drei Instanzen nur selten im Vergleich zu den anderen beiden Klassen
vor. Der Klassifikationsalgorithmus ignoriert folglich alle drei Instanzen der
Klasse ’Quadrat’ und lernt nur die Entscheidungsgrenze zwischen den Klassen
’Kreis’ und ’Stern’ (dunkelblaue durchgezogene Linie). In den Testdaten kommt
die Klasse ’Quadrat’ aber mit 10 Instanzen genauso häufig vor wie die Klasse
’Stern’. Die tatsächliche Entscheidungsgrenze zwischen diesen beiden Klassen
(hellblaue gestrichelte Linie) wurde vom Klassifikationsalgorithmus aber nicht
gelernt. Das ML-Modell wendet auf diese Instanzen somit nur die gelernte
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Abbildung 3.8: Schematische Darstellung einer Kovariatenverschiebung an-
hand zweier Features f1 und f2 sowie anhand dreier Klassen.

Entscheidungsgrenze zwischen den Klassen ’Kreis’ und ’Stern’ an und sagt für
alle Instanzen der Klasse ’Quadrat’ fälschlicherweise die Klasse ’Stern’ vorher.
Nach Moreno-Torres et al. [MRA+12] können Methoden zur Adressierung

von Datensatzverschiebungen entweder nur eine Konzeptverschiebung oder nur
eine Kovariatenverschiebung behandeln. Es gibt also bisher keine Lösung, die
mit Daten umgehen kann, bei denen beide Arten von Datensatzverschiebungen
auftreten. In realen Anwendungsfällen treten Konzept- und Kovariatenverschie-
bungen aber häufiger gemeinsam auf, als es die wissenschaftliche Literatur
annimmt. Beispiele finden sich u. a. in der Produktentwicklung [NLDD18],
in medizinischen Anwendungsfällen [KU15; MGM20] sowie auch in dem in
Abschnitt 3.1.4 beschriebenen Anwendungsfall von Spieß et al. [SRWM22]
zur Klassifikation von Fahrzeugen, die während ihrer Nutzung ausfallen kön-
nen. Hier fallen Fahrzeuge während ihrer Betriebszeit allmählich aus. Somit
ändern sich in den von Ausfällen betroffenen Fahrzeugen auch graduell die
Klassenlabels yi in den Daten von ’negativ’ (kein Ausfall) zu ’positiv’ (Ausfall).
Nachdem eine gewisse Anzahl an Fahrzeugen ausgefallen sind und sich deren
Klassenlabels geändert haben, können sich auch die Entscheidungsgrenzen
der Muster für negative und positive Dateninstanzen ändern (Konzeptverschie-
bung). Weiterhin ändern sich die Kundenwünsche über die Zeit, sodass in
verschiedenen Zeiträumen Fahrzeuge mit unterschiedlichen Ausstattungsmerk-
malen bestellt werden. Diese Ausstattungsmerkmale bilden im Anwendungsfall
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die Features der Eingabedaten x i ∈ X . Die Verteilung der Feature-Werte ändert
sich folglich ebenso über die Zeit (Kovariatenverschiebung). Treten wie in
diesem Anwendungsfall beide Varianten einer Datensatzverschiebung auf, so
kann es eine Trade-off-Beziehung zwischen diesen geben. Wenn z. B. Ansätze
angewendet werden, die die Konzeptverschiebung adressieren, verschlimmert
dies die Auswirkungen der Kovariatenverschiebung und umgekehrt [SRWM22].

Unstrukturierte und nichtlinear durchgeführte Prozesse Insbesondere in
den Phasen Produktentwicklung und Produktion eines Produktlebenszyklus
werden die Entwicklungs- bzw. Produktionsprozesse auf sehr unstrukturierte
Weise ausgeführt [BWD+21; DRG21; WSR+20; ZRS+22]. Prozesse in der
Produktentwicklung bestehen zwar aus einer Reihe von abstrakten Schrit-
ten, die von der Produktplanung, dem Entwurf, über die Computersimulation
bis hin zu Produkttests reichen [DWGB04; VK11]. Allerdings werden in ei-
nem Entwicklungsprojekt typischerweise mehrere Instanzen dieser abstrakten
Schritte ausgeführt, wobei sich die Reihenfolgen bzw. Kontrollflüsse dieser
Schritte in verschiedenen Projekten deutlich unterscheiden können [ZRS+22].
Dies liegt hautpsächlich daran, dass Entwicklungsingenieure an verschiedenen
Punkten des Projekts Entscheidungen treffen, die den weiteren Projektverlauf
beeinflussen. Dies ist in der Produktentwicklung häufig notwendig, da jedes
Entwicklungsprojekt durch individuelle Kunden- oder Marktanforderungen
geprägt ist. Diese können sich dynamisch während des Projektverlaufs ändern,
was eine Anpassung der Projektausführung zur Folge haben kann.
Die Ausführungen von Produktionsprozessen folgen häufig ebenso nicht

exakt dem für diese Prozesse vordefinierten Kontrollfluss. Sobald Fehler auftre-
ten, werden die involvierten Produkte oder Werkstücke aus dem vordefinierten
Produktionsprozess entnommen [Ise06; Sch19; WSR+20]. Gerade teure Pro-
dukte oder Werkstücke werden dann häufig in einer Nacharbeit repariert und
dann erneut im Produktionsprozess weiterverarbeitet. Dies kann im ursprüng-
lichen Prozessschritt sein, aus dem sie auch vorher entnommen wurden, oder
sogar in einem früheren Schritt des Produktionsprozesses [WSR+20]. Folg-
lich werden die konkreten Ausführungen der eigentlich linear vordefinierten
Produktionsprozesse dadurch häufig nichtlinear [CCS+18], d. h. die Ausfüh-
rungsreihenfolge umfasst einige zuvor nicht definierte Schleifen.
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Diese unstrukturierte und häufig nichtlineare Ausführung der Prozesse hat
Auswirkungen auf das Datenmanagement und die Datenanalyse. Es erschwert
insbesondere die Integration der im Rahmen der Prozessausführungen ge-
sammelten Daten [BWD+21; DRG21; Grö22]. Da zum Beispiel ein Produkt
einzelne Prozessschritte mehrmals durchlaufen kann, können für dieses auch
mehrere Dateninstanzen in den Informationssystemen gespeichert werden, die
jedoch jeweils mit anderen IDs oder Zeitstempeln versehen werden [WRGM21].
Dies führt zu Duplikaten in den Daten, die nur sehr schwer dem tatsächlichen
Produkt zugeordnet werden können [Grö22; WWIT16].
Ebenso führen die Eigenschaften unstrukturierter und nichtlinearer Pro-

zessausführungen zu Problemen bei einer Prozessanalyse mittels Verfahren
des Process Mining [DRG21; ZRS+22]. Verfahren des Process Mining gehen
davon aus, dass ein einzelnes, generisches Prozessmodell abgeleitet werden
kann, das alle möglichen Varianten der Ausführungen eines Prozesses kor-
rekt beschreibt. Die Variantenvielfalt der unstrukturiert ausgeführten Prozesse
ist aber so hoch, dass z. B. Verfahren der Process Discovery ein sogenanntes
’Spaghetti’-Prozessmodell ableiten [Aal11]. Dies sind große und unübersichtli-
che Prozessmodelle, in denen die einzelnen Varianten der Prozessausführungen
nicht mehr separierbar sind und daher auch nicht mehr analysiert werden
können. Nach Günther und van der Aalst [GA07] sind unstrukturierte Prozess-
ausführungen ein grundlegendes Problem im Bereich des Process Mining.

3.3 Datencharakteristika in anderen Anwendungsdomänen

Auch wenn sich diese Arbeit auf industrielle Anwendungsfälle fokussiert, existie-
ren ein Großteil der in Abschnitt 3.2 beschriebenen Datencharakteristika auch
in anderen Anwendungsdomänen [MMS+21; MRA+12; SG21]. Insbesondere
in datengetriebenen medizinischen Diagnosen führen komplexe Datencharak-
teristika häufig dazu, dass maschinelle Lernverfahren nicht die gewünschte
Vorhersageleistung erreichen [CRM+20; KU15; MGM20]. Die nachfolgenden
Abschnitte diskutieren daher die Ausprägungen der in Abschnitt 3.2 beschrie-
benen Datencharakteristika in Anwendungsfällen aus der Medizin. Tabelle 3.3
fasst die primär untersuchten Anwendungsfälle hinsichtlich der betrachteten
Zielsetzung, der am häufigsten genutzten Datenanalyseverfahren sowie der
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Tabelle 3.3: Übersicht wesentlicher Merkmale der untersuchten Anwendungs-
fälle für datengetriebene medizinische Diagnosen.

Literaturquelle Zielsetzung Analyseverfahren Typische Daten
Chan et al.
[CRM+20]

Diagnose von
Hautkrebs

Klassifikation
(binär,

Multi-Klassen)

Bilddaten, elektronische
Krankenakten,

Genomikdatenbanken,
Textdaten, Sensordaten

Suresh et al.
[SG21]

Diagnose kar-
diologischer
Krankheiten

Klassifikation
(meist binär)

Zeitreihendaten von
EKG-Systemen,

Genomikdatenbanken,
Textdaten

Kahn et al.
[KU15] und
Maitín et al.
[MGM20]

Diagnose neu-
rologischer
Krankheiten

Klassifikation
(meist binär)

Zeitreihendaten von
EEG-, ENG-,
EMG-Systemen,
Bilddaten aus
Tomographien

typischerweise verwendeten Daten zusammen. Die in der Tabelle angegebenen
Literaturquellen entsprechen Übersichtsartikeln, die jeweils mehrere Veröffent-
lichungen zu Anwendungsfällen für Datenanalysen untersuchen.
Chan et al. [CRM+20] geben einen Überblick über ca. 70 wissenschaftliche

Artikel, die Anwendungsfälle des maschinellen Lernens in der Dermatologie
untersuchen. In den meisten dieser Artikel werden Klassifikationsverfahren auf
Bilddaten von Patienten angewendet, um Hautkrebs zu diagnostizieren. Einige
nutzen als Daten noch elektronische Krankenakten, Genomikdatenbanken,
Textdaten aus Versicherungsunterlagen oder personalisierte Sensordaten von
Mobilgeräten. Ein erster Schritt bei der Diagnose von Hautkrebs ist zu erkennen,
ob bei einem Patienten überhaupt Hautkrebs vorliegt. Dies kann über eine binä-
re Klassifikation umgesetzt werden. Im weiteren Verlauf soll herausgefunden
werden, welche Art von Hautkrebs ein Patient hat. Hautkrebsarten können in
Melanome oder Nicht-Melanome unterteilt werden. Melanome sind schwarze
Hautkrebsarten, die Metastasen bilden und daher häufig zum Tod des Patienten
führen, wenn sie nicht früh erkannt und behandelt werden. Nicht-Melanome
sind weiße Hautkrebsarten, die weniger gefährlich sind, aber dennoch die
Lebensqualität reduzieren können. Da es sowohl bei Melanomen als auch
bei Nicht-Melanomen viele unterschiedliche Arten gibt [CRM+20], stellt die
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Diagnose, welche Art von Hautkrebs ein Patienten hat, eine Multi-Klassen-
Klassifikation dar, bei der die Klassen verschiedenen Krebsarten entsprechen.
Suresh et al. [SG21] betrachten einige Beispiele für die datengetriebene

Diagnose kardiologischer Krankheiten wie z. B. Herzinfarkte oder Herzmuskel-
entzündungen. Dabei erwähnen die Autoren primär Beispiele für eine binäre
Klassifikation, die für eine bestimmte Krankheit vorhersagt, ob ein Patient
an dieser Krankheit leidet. Als Daten kommen i. d. R. Zeitreihendaten von
EKG-Systemen in Betracht (EKG: Elektrokardiogramm). In wenigen Beispie-
len können auch noch Daten aus Genomikdatenbanken oder Textdaten aus
elektronischen Krankenakten die zu analysierende Datenmenge anreichern.
Weitere in der Literatur prominente Beispiele für datengetriebene medizi-

nische Diagnosen betreffen neurologische Krankheiten. Khan et al. [KU15]
untersuchen elf wissenschaftliche Artikel für die Nutzung maschineller Lernver-
fahren zur Diagnose der Alzheimer-Krankheit. Maitín et al. [MGM20] betrach-
ten analog neun Artikel für die Parkinson-Krankheit. In den meisten Fällen
wird erneut eine binäre Klassifikation verwendet, die vorhersagt, ob die jeweils
betrachtete Krankheit vorliegt oder nicht. Als Datenquellen werden häufig Zeit-
reihendaten einer Elektroenzephalographie (EEG), Elektroneurographie (ENG)
oder Elektromyographie (EMG) verwendet. In einigen Beispielen werden auch
mittels Tomographien des Gehirns aufgenommene Bilddaten analysiert.

3.3.1 Heterogene Datenformate und isolierte Datensilos

Wie in Tabelle 3.3 ersichtlich ist, müssen auch bei datengetriebenen medizini-
sche Diagnosen Daten heterogener Formate analysiert werden. Dies schließt
insbesondere unterschiedliche Ausprägungen von Bilddaten, Sensordaten, Zeit-
reihendaten, Genomikdatenbanken und Textdaten ein. Ebenso wird ein Groß-
teil der Daten in einzelnen Studien erhoben. Da es sich i. d. R. um sensitive
Patientendaten handelt, dürfen diese nicht beliebig an andere Personen oder
Organisationen weitergegeben werden. Es handelt sich folglich analog zur
Definition in Abschnitt 3.2.1 um einzelne isolierte Datensilos, auf die nahezu
ausschließlich im Rahmen der jeweiligen Studie Zugriff gewährt werden darf.
Lediglich stark aggregierte und anonymiserte Daten dürfen der Öffentlichkeit
zur Verfügung gestellt werden. Dies erschwert allerdings den Vergleich von
Daten und Ergebnissen mehrerer Studien [KU15; MGM20].
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3.3.2 Datencharakteristika als Ursachen für Bias in Daten

Die in Abschnitt 3.2.2 diskutierten Datencharakteristika, die verschiedene Aus-
prägungen von Bias in Daten verursachen, treten ebenso in Anwendungsfällen
datengetriebener medizinischer Diagnosen auf. Tabelle 3.4 gibt eine Übersicht,
für welche Anwendungsfälle und in welchen Literaturquellen jeweils über die
verschiedenen Ausprägungen von Bias in Daten berichtet wird.
Alle der betrachteten Übersichtsartikel [CRM+20; KU15; MGM20; SG21]

berichten davon, dass die Daten eine Klassenungleichverteilung aufweisen.
Bei Anwendungsfällen der Hautkrebsdiagnose stellt sich dies als besonders
schweres Problem dar [CRM+20]. Im Allgemeinen haben weniger als 10% der
Patienten eine Variante von Melanomen, also von schwarzem Hautkrebs. Daher
sind diese Krebsarten in den verfügbaren Daten im Vergleich zu den verschie-
denen weißen Nicht-Melanomen meistens unterrepräsentiert. In diesem Fall
versuchen Klassifikationsalgorithmen vor allem die Muster für Nicht-Melanome
zu lernen, sodass die gelernten Klassifikationsmodelle einen Bias hinsichtlich
dieser Mehrheitsklassen besitzen. Die Minderheitsklassen der Melanome wer-
den dann von den Algorithmen teilweise ignoriert und anschließend häufig von
den Klassifikationsmodellen falsch vorhergesagt. Melanome sind jedoch bösar-
tig und können Metastasen bilden. Sie sind tödlicher als andere Krebsarten
und müssen daher genauer vorhergesagt werden können.
Sowohl die Gruppenheterogenität als auch die Gruppenungleichvertei-

lung werden von den Artikeln zur Diagnose von Hautkrebs [CRM+20], kar-
diologischer Krankheiten [SG21] und Parkinson-Erkrankungen [MGM20] als
Problem diskutiert. Bei der Hautkrebsdiagnose nach Chan et al. [CRM+20] ent-
sprechen bspw. Patienten verschiedener Ethnizitäten bzw. Hautfarben solchen
heterogenen und in Daten ungleichmäßig verteilten Gruppen. Die Autoren
stellen fest, dass sich die Vorhersageleistung von Klassifikationsmodellen für
die Hautkrebsdiagnose zwischen Patienten verschiedener Hautfarben deutlich
unterscheidet. Werden für die Klassifikation Bilddaten der Haut verwendet,
werden als Features innerhalb der Klassenmuster häufig die Farbe der von
Krebs befallenen Hautbereiche und der Kontrast zur umgebenden gesunden
Haut herangezogen. Die Farbe und der Kontrast, die ein bildgebendes System
für den von Krebs befallenen Hautbereich erkennt, können jedoch selbst bei
der gleichen Krebsart unterschiedlich sein, wenn die Farbe der umgebenden
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Tabelle 3.4: Auftreten verschiedener Ursachen für Bias in den Daten der unter-
suchten Anwendungsfälle medizinischer Diagnosen.

Art von Bias Anwendungsfälle und Literaturquellen
Klassenungleichverteilung Hautkrebs [CRM+20], kardiologische

Krankheiten [SG21],
Alzheimer-Erkrankung [KU15],
Parkinson-Erkrankung [MGM20].

Gruppenheterogenität Hautkrebs [CRM+20], kardiologische
Krankheiten [SG21],

Parkinson-Erkrankung [MGM20].
Gruppenungleichverteilung Hautkrebs [CRM+20], kardiologische

Krankheiten [SG21],
Parkinson-Erkrankung [MGM20].

Falsch dokumentierte Labels Kommen selten vor, nur bei
Alzheimer-Erkrankungen berichten Khan et
al. [KU15], dass Labels nicht überprüft werden.

Kleine Datenmenge Hautkrebs [CRM+20],
Alzheimer-Erkrankung [KU15],

Parkinson-Erkrankung [MGM20] sowie allgemein
bei seltenen Krankheiten [Hum12].

gesunden Haut unterschiedlich ist. Um diese Unterschiede abzudecken, müssen
Klassifikationsalgorithmen für jede Hautfarbe unterschiedliche Klassenmuster
lernen. Darüber hinaus betrachten sehr viele der 70 von Chan et al. [CRM+20]
untersuchten Artikel Bilddaten von hellhäutigen Patienten. Für Patienten mit
dunklerer Haut sind nur sehr wenige Bilddaten verfügbar. Daher sind auch
die für diese Menschen mit dunklerer Haut spezifischen Klassenmuster in den
Daten unterrepräsentiert. Dies bedeutet, dass ein mit diesen Daten gelerntes
Klassifikationsmodell die für dunklere Hautfarben spezifischen Muster oft igno-
riert und dann nicht in der Lage ist, die Hautkrebsarten korrekt für Patienten
der entsprechenden Ethnizitäten vorherzusagen. Diese Problematik wird in
der Literatur häufig auch als ethnischer Bias bezeichnet [MMS+21; SG21].
Eine weitere Ursache für eine Gruppenheterogenität und Gruppenungleich-

verteilung in Daten kann ein geschlechtsspezifischer Bias sein [SG21]. Ein in
der Medizin diskutiertes Problem ist, dass sich die Symptome für bestimmte
gefährliche Krankheiten zwischen Männern und Frauen unterscheiden. Dies ist
ein häufiges Problem bei der Diagnose kardiologischer Krankheiten [SG21], das
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nach Baggio et al. [BCF+13] ebenso in der Onkologie, bei Lebererkrankungen
und Osteoporose auftritt. Beispielsweise haben Männer bei einem beginnenden
Herzinfarkt starke Brustschmerzen als häufigstes Symptom, während Frau-
en eher unter Müdigkeit, Schwindel oder Magenschmerzen leiden [WS19].
Algorithmen des maschinellen Lernens können zwar die Diagnosedaten von
Patienten nutzen, um Muster für typische Symptome eines Herzinfarkts zu
lernen. Die Muster zur Diagnose eines Herzinfarkts können sich aber aufgrund
der unterschiedlichen Symptomatik signifikant zwischen Frauen und Männern
unterscheiden. Da für Frauen weniger Diagnosedaten zur Verfügung stehen
als für Männer [WS19], lernen die Algorithmen in der Regel hauptsächlich die
Muster für Männer, während sie die für Frauen als weniger wichtig ansehen.
Bei Parkinson-Erkrankungen unterscheiden sich die Symptome und Muster

in den Daten je nach Fortschritt der Erkrankung und damit indirekt nach den
Altersgruppen der Patienten [MGM20]. Betrouni et al. [BDC+19] berücksichti-
gen diesen Aspekt, indem sie die Patienten in fünf Gruppen mit unterschiedlich
fortgeschrittenem Krankheitsverlauf einteilen. Allerdings weisen ihre Daten
eine Gruppenungleichverteilung auf. Während in den drei Gruppen mit ge-
ringem bis mittlerem Krankheitsfortschritt 28, 33 und 43 Patienten enthalten
sind, beinhalten die beiden Gruppen mit fortgeschrittenem Verlauf nur fünf
bzw. neun Patienten. Die Autoren berichten, dass ihr Klassifikationsmodell eine
schlechtere Vorhersageleistung für diese beiden seltenen Gruppen aufweist.
Das Problem der falsch dokumentierten Klassenlabels wird in den Arti-

keln zu datengetriebenen medizinischen Diagnosen nur selten erwähnt. In
diesen Anwendungsfällen dokumentieren Ärzte ihre Diagnosen in der Regel
erst nach umfassenden medizinischen Untersuchungen. Folglich kann ange-
nommen werden, dass die Dokumentation der Klassenlabels in den Daten in
einem Großteil der Dateninstanzen korrekt ist. Allerdings berichten Khan et
al. [KU15], dass bei den meisten von ihnen untersuchten Studien zur daten-
getriebenen Diagnose von Alzheimer-Erkrankungen die Patientendaten nicht
von unabhängigen Experten überprüft wurden. Hier kann nicht in jedem Fall
sicher davon ausgegangen werden, dass jedes einzelne Klassenlabel, also jede
einzelne dokumentierte medizinische Diagnose, korrekt ist.
Viele einzelne Studien, die datengetriebene Klassifikationsansätze für me-

dizinische Diagnosen evaluieren, arbeiten mit einer vergleichsweise geringen
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Anzahl an Studienteilnehmern und damit mit einer ebenso kleinen Datenmen-
ge [CRM+20; KU15; MGM20]. Maitin et al. [MGM20] berichten bspw., dass
an den meisten der von ihnen untersuchten Studien weniger als 50 Proban-
den beteiligt waren, von denen nur ca. die Hälfte eine Parkinson-Erkrankung
hatten. Diese kleine Menge an Studienteilnehmern und Daten kann zu ei-
ner Überanpassung der ML-Modelle führen [KU15]. Ebenso kann sie einen
Repräsentations-Bias bzw. eine Stichprobenverzerrung mit sich bringen [SG21].
Es ist nicht gesichert, ob die Verteilungen und Eigenschaften der jeweils verwen-
deten Daten mit denen der durch diese Stichproben repräsentierten Gesamtpo-
pulation, also bspw. der Bevölkerung einer bestimmten Region bzw. sogar der
Weltbevölkerung, übereinstimmen. Folglich ist auch unklar, ob die jeweiligen
Studienergebnisse auf diese Gesamtpopulation übertragbar sind. Weiterhin
sind im Allgemeinen nur sehr wenige Diagnosedaten für Patienten verfügbar,
die an sog. seltenen Krankheiten leiden. So treten Krankheiten wie Mukoviszi-
dose nur bei etwa einem von 15 000 Menschen auf [Hum12]. Allerdings wären
gerade bei solchen Krankheiten eine größere Datenmenge und damit besser
funktionierende datengetriebene Diagnosemethoden wünschenswert, da die
meisten seltenen Krankheiten sehr gefährlich oder gar tödlich sind.

3.3.3 Datencharakteristika in nichtstationären Umgebungen

Bei datengetriebenen medizinischen Diagnosen führen insbesondere die zeitli-
chen Veränderungen der Erkrankungen von Patienten sowie die Veränderungen
der damit einhergehenden Symptome zu nichtstationären Datenumgebungen.
Dabei treten erneut Datensatzverschiebungen als Probleme für Datenanalysen
auf. Bei allen in diesem Abschnitt diskutierten Anwendungsfällen für medizini-
sche Diagnosen handelt es sich um graduell fortschreitende Krankheitsverläu-
fe [CRM+20; KU15; MGM20; SG21]. Dies bedeutet, dass die Symptome für
eine Krankheit zunächst sehr gering ausfallen und daher häufig nicht wahrge-
nommen werden. Tatsächlich wird die Krankheit erst nach einer gewissen Zeit,
in der sich die Symptome nach und nach verschlimmern und deutlicher wer-
den, durch eine medizinische Diagnose erkannt [CRM+20; KU15; MGM20].
In datengetriebenen Ansätzen wird in den entsprechenden Patientendaten erst
mit der eindeutigen Diagnose das Klassenlabel zur jeweils diagnostizierten
Krankheit geändert. Über den gesamten Datensatz hinweg ändern sich also
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sowohl die Symptome als auch die Klassenlabels einzelner Dateninstanzen
graduell mit der Zeit. Dies kann analog zu dem Anwendungsfall von Spieß et
al. [SRWM22] nach und nach zu einer Änderung der Entscheidungsgrenzen
für einzelne Klassenmuster sowie auch zu einer Änderung der Verteilung der
Muster und damit zu Datensatzverschiebungen in den Daten führen.
Dabei können sich insbesondere die Klassenmuster in den Trainingsdaten

Dt rain von denen in den Testdaten Dtest , auf die das trainierte Klassifikati-
onsmodell angewendet wird, unterscheiden. Dies ist z. B. der Fall, wenn in
Trainings- und Testdaten Patienten mit unterschiedlichen Krankheitsfortschrit-
ten beschrieben werden [MGM20]. Wird z. B. ein Klassifikationsmodell mit
Trainingsdaten Dt rain von Patienten im späten Krankheitsstadium trainiert,
ist dieses Modell typischerweise nicht gut auf Testdaten Dtest von Patienten
im frühem Stadium generalisierbar, da sich die für eine Krankheit charakte-
ristischen Symptome und damit die Klassenmuster zwischen Dt rain und Dtest

unterscheiden. Somit trifft das Modell häufig fehlerhafte Vorhersagen für Pati-
enten im frühen Krankheitsstadium. Allerdings sollten die in diesem Abschnitt
betrachteten und typischerweise gefährlichen Krankheiten möglichst frühzei-
tig erkannt werden, was datengetriebene Ansätze aufgrund der graduellen
Datensatzverschiebungen häufig nicht leisten können.
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Ka
pi
te
l 4

Effekte datengetriebener
Ansätze

In dieser Arbeit werden als rein datengetriebene Ansätze solche betrachtet,
die keine der in Abschnitt 2.2 beschriebenen Arten formal repräsentierten
Domänenwissens nutzen. In der Literatur werden viele datengetriebene Ansät-
ze zur Datenakquise, Datenvorbereitung und Datanenanalyse vorgeschlagen,
die jeweils einzelne der in Abschnitt 3.2 beschriebenen Datencharakteristika
adressieren können. Allerdings werden in den entsprechenden Artikeln immer
nur isolierte Effekte auf einige wenige Datencharakteristika untersucht, sodass
die Effekte auf jeweils andere Datencharakteristika unklar bleiben. Beispiels-
weise schlägt die Literatur eine Vielzahl an Techniken zur Balancierung eines
Datensatzes vor [CBHK02; GFB+12; HG09; SWK09; WY12], um die in Ab-
schnitt 3.2.2 erläuterte Klassenungleichverteilung zu adressieren. Hirsch et
al. [HRM19] zeigen allerdings, dass diese Techniken die Probleme mit anderen
Ursachen für Bias in Daten sogar noch verstärken.
In diesem Kapitel werden für verschiedene datengetriebene Ansätze deren

Effekte auf die jeweils relevanten der in Abschnitt 3.2 beschriebenen Daten-
charakteristika diskutiert. Dies ist nachfolgend in die Schritte Datenakquise
und Datenexploration (Abschnitt 4.1), Datenvorbereitung (4.2) sowie Da-
tenanalyse und Modellbildung (4.3) des generischen Vorgehensmodells für
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Abbildung 4.1: In diesem Kapitel diskutierte rein datengetriebene Ansätze für
die Schritte Datenakquise und Datenexploration, Datenvorbe-
reitung sowie Datenanalyse und Modellbildung.

Datenanalyseprozesse unterteilt. Abbildung 4.1 zeigt einen Überblick, welche
datengetriebenen Ansätze jeweils in den drei Schritten des Vorgehensmodells
diskutiert werden. Die Grundlage stellen mehrere vergleichende Studien dar,
die in den vom Autor dieser Habilitationsschrift betreuten Projekten entstan-
den sind und in diesem Kapitel durch eigene Diskussionen ergänzt werden.
Abschnitt 4.4 fasst schließlich die wichtigsten Erkenntnisse aus der Diskussion
zusammen, wobei in diesem Kapitel insbesondere folgende Kernaussage belegt
wird: Datengetriebene Ansätze, die kein Domänenwissen nutzen, reichen nicht
aus, um alle für industrielle Anwendungsfälle spezifischen Datencharakterisika
sowie deren Wechselwirkungen zu adressieren. In vielen Fällen führen sie sogar
zu einer Verschlechterung der Vorhersageleistung der trainierten ML-Modelle.
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4.1 Datenakquise und Datenexploration

Im Schritt Datenakquise und Datenexploration werden nachfolgend insbeson-
dere Ansätze zur Datenintegration sowie öffentlich verfügbare Datenrepositorys
und Datengeneratoren diskutiert.

4.1.1 Ansätze und Tools zur Datenintegration

Eine Vielzahl an Ansätzen und Software-Tools erlauben die Akquise von Da-
ten aus heterogenen Datenquellen und die Integration dieser Daten in ein
Datenformat [LN07]. Beispielhafte Ansätze sind föderierte Informationssyste-
me [BKLW99; SL90] sowie ETL-Tools [KRRT98; LN07] (Extraktion, Transfor-
mation, Laden von Daten). Weiterhin schlägt die Literatur ontologiebasierte
Ansätze zur Datenintegration vor [She99; WD10; WVV+01]. Da diese aber
das in Ontologien abgebildete Domänenwissen nutzen, sind sie nicht in diesem
Abschnitt, sondern in Abschnitt 5.1 Gegenstand der Diskussion.
Die genannten Ansätze zu föderierten Systemen oder ETL-Tools sind grund-

legend zur Integration einiger der in Tabelle 3.1 angegebenen Datenformate
industrieller Anwendungsfälle geeignet. Insbesondere können die Ansätze struk-
turierte Daten aus MES-, SCADA-, ERP- oder PLM-Informationssystemen sowie
Sensordaten und Zeitreihendaten integrieren. Auch eignen sie sich teilweise
für semi-strukturierte Daten, wie JSON-Dokumente oder Maschinenlogs, sowie
für unstrukturierte Textdaten. Allerdings sind die genannten Ansätze meistens
nicht geeignet, um proprietäre Dateiformate zu integrieren [Rei17], wie sie
z. B. im Bereich der Produktentwicklung vorkommen [ZRKM20; ZRKM21].
Ebenso erfordern die Ansätze und Tools zur Datenintegration immer noch
Kenntnisse bzgl. IT und Datenverarbeitung, damit sie zur Akquise von Daten
mit heterogenen Formaten genutzt werden können [Grö18; Grö21]. Hierbei
kommen speziell Domänenexperten an ihre Grenzen, da sie i. d. R. nicht über
das nötige Know-How bzgl. IT und Datenverarbeitung verfügen.
Ein weiterer Nachteil der Ansätze zur Datenintegration ist, dass sie nicht

direkt das Problem lösen, dass Daten in voneinander isolierten Datensilos ge-
speichert sind. Dieses Problem ist in der Regel organisatorischer Natur, da sich
einzelne Organisationseinheiten eines Unternehmens häufig eigenständig um
ihre Informationssysteme kümmern [Grö18; Grö21]. Mit ihren eher informati-
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onstechnischen Lösungen können Ansätze zur Datenintegration dieses Problem
daher nicht lösen. Folglich können diese Ansätze in vielen Fällen nur Daten
aus den Informationssystemen einzelner Organisationseinheiten integrieren.

4.1.2 Öffentlich verfügbare Datenrepositorys

Eine Reihe von Repositorys wie KEEL [AFL+11], Kaggle1, openML [VRBT13],
sowie das UCI ML Repository2 stellen zusammen mehrere tausend Datensätze
zur Verfügung. Diese Datensätze können für diverse Untersuchungen genutzt
werden, z. B. zur Evaluation spezifischer Verfahren zur Datenvorbereitung oder
Datenanalyse. Allerdings weisen sie nur einzelne der Datencharakteristika auf,
die in realen industriellen Anwendungsfällen vorkommen. Folglich ist unklar,
ob die Ergebnisse der Untersuchungen mit diesen Datensätzen auf die Daten in-
dustrieller Anwendungsfälle übertragbar sind. Bezüglich der in Abschnitt 3.2.1
beschriebenen heterogenen Datenformate finden sich in den Repositorys über-
wiegend tabellarisch strukturierte Daten sowie Zeitreihendaten oder Textdaten.
Allerdings finden sich keine proprietären unstrukturierten Dateiformate und es
sind auch kaum Daten verfügbar, die typische Eigenschaften und Strukturen
gängiger MES-, ERP- oder PLM-Informationssysteme aufweisen.
Hinsichtlich der in Abschnitt 3.2.2 beschriebenen Datencharakteristika, die

ursächlich für verschiedene Arten von Bias in Daten sind, finden sich in den
Repositorys einige Datensätze mit einer Klassenungleichverteilung (siehe Ta-
belle 4.1). Beispielsweise betrachten ca. 40 der Datensätze aus openML ei-
ne Multi-Klassen-Klassifikation mit mehr als zehn Klassen und einem Gini-
Koeffizient [Cow11; Gin21] von über 30%, was zumindest auf eine moderate
Klassenungleichverteilung hindeutet [HRT+23]. Weiterhin entsprechen ca.
tausend Datensätze einer eher kleinen Datenmenge mit weniger als 1000
Instanzen sowie 100 oder mehr Features. Diese haben daher analog zum An-
wendungsfall der Fehlerdiagnose im EoL-Prüffeld von Hirsch et al. [HRM19]
ein Problem mit einer möglichen Überanpassung der trainierten ML-Modelle.
Allerdings wird nur bei sehr wenigen der Datensätze aus den Repositorys

explizit beschrieben, dass sie heterogene domänenspezifische Entitätsgruppen

1Kaggle Datensätze: https://www.kaggle.com/datasets
2UCI ML Repository: https://archive.ics.uci.edu/ml
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Tabelle 4.1: Datencharakteristika aus Tabelle 3.2, die Datensätze von öffentlich
verfügbaren Repositorys oder von existierenden Datengeneratoren
aufweisen oder nicht aufweisen können.

Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

Datenrepositorys ja nein nein unklar ja
Datengeneratoren ja nein nein ja ja

repräsentieren [TRSM23]. Zwei Beispiele sind der Datensatz adult1 sowie der
Datensatz COMPAS2, bei denen Menschen verschiedener Geschlechter bzw.
Hautfarben die Gruppen darstellen. Diese und ähnliche Datensätze enthalten
jedoch in der Regel nur zwischen zwei oder vier solcher Gruppen [ULP19;
WLL21]. In industriellen Anwendungsfällen entsprechen die Gruppen häufig
mindestens zehn bis sogar 100 Typen von Produkten [HRM20a; SRYD14].
Dabei ist sowohl die Anzahl als auch die Diversität der gruppenspezifischen
Klassenmuster in den Datensätzen industrieller Anwendungsfälle größer als
bei den Datensätzen aus öffentlich verfügbaren Repositorys [TRSM23]. Zudem
sind die vielen Gruppen in Datensätzen industrieller Anwendungsfälle häufig
deutlich ungleichmäßiger verteilt. Bei falsch dokumentierten Klassenlabels
ist meistens unklar, inwieweit diese in den Datensätzen aus den Repositorys
enthalten sind, da die Klassenlabels ähnlich wie in medizinischen Anwendungs-
fällen [KU15] selten von unabhängigen Experten überprüft wurden.
Bezüglich der in Abschnitt 3.2.3 beschriebenen Datensatzverschiebungen

finden sich lediglich in openML 18 Datensätze [VRBT13], die explizit zur Un-
tersuchung von Konzeptverschiebungen geeignet sind. Allerdings finden sich
in den Repositorys keine Datensätze, die die in industriellen Anwendungsfällen
häufig vorkommende Kombination von Konzept- und Kovariatenverschiebun-
gen aufweisen [NLDD18; SRWM22]. Somit kann mit diesen Datensätzen auch
nicht die in Abschnitt 3.2.3 angesprochene Trade-off-Beziehung zwischen
beiden Datensatzverschiebungen untersucht werden.

1Datensatz adult: https://archive.ics.uci.edu/ml/datasets/adult
2Datensatz COMPAS: https://www.kaggle.com/datasets/danofer/compass
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4.1.3 Datengeneratoren

Zusätzlich existieren einige Datengeneratoren, mit denen neue Datensätze
erzeugt werden können [TRSM23]. Datengeneratoren aus dem Bereich der
Data Augmentation [RHW21] wenden bspw. Generative Adversarial Networks
[GPM+14; PWV16] auf einen bereits existierenden Datensatz an, um neue
Dateninstanzen zu erzeugen, die eine ähnliche statistische Verteilung auf-
weisen wie der existierende Datensatz. Andere Datengeneratoren erzeugen
hingegen neue Daten, ohne auf einen existierenden Datensatz aufbauen zu
müssen. Bei einer Gruppe dieser Datengeneratoren muss zunächst ein Daten-
modell spezifiziert werden, für das anschließend Daten erzeugt werden. Diese
Generatoren können Daten für spezifische Anwendungsfälle erzeugen, z. B.
zur Betrugserkennung [LKJ02] oder für das Gesundheitswesen [DC19]. Eine
weitere Gruppe umfasst Datengeneratoren, die es erlauben, die Anzahl der
Dateninstanzen, die Anzahl der Klassen und die Anzahl der Features für den
zu erzeugenden Datensatz einzustellen [FLSB11; FS18; IZFZ19; SB21; SH05].
Sämtliche Datengeneratoren können lediglich Datensätze erzeugen, die

nur einzelne der Datencharakteristika industrieller Anwendungsfälle aufwei-
sen [TRSM23]. Die Generatoren sind insbesondere in der Lage, Datencharak-
teristika zu erzeugen, die rein auf statistischen Verteilungen beruhen. Damit
ist hinsichtlich der in Abschnitt 3.2.2 beschriebenen Ursachen für Bias in Da-
ten die Erzeugung einer kleinen Datenmenge sowie Daten mit verschiedenen
Ausprägungen einer Klassenungleichverteilung oder mit unterschiedlichen Ver-
teilungen falscher Klassenlabels möglich (siehe Tabelle 4.1). Um Daten mit
anderen Charakteristika wie insbesondere die Heterogenität und Ungleichver-
teilung realer Entitätsgruppen zu generieren, wird Domänenwissen über die
Eigenschaften dieser Gruppen benötigt [HRT+23]. Dieses Domänenwissen
wird bei den existierenden Datengeneratoren allerdings nicht berücksichtigt,
sodass sie auch entsprechende Datencharakteristika nicht erzeugen können.
Ebenso gibt es nur Generatoren, die jeweils eine der beiden in Abschnitt 3.2.3

beschriebenen Arten von Datensatzverschiebungen erzeugen können. Somit
kannmit den Datensätzen erneut keine Trade-off-Beziehung zwischen gleichzei-
tig auftretenden Konzept- und Kovariatenverschiebungen untersucht werden.
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Tabelle 4.2: Auswirkungen verschiedener Ansätze zur Datenvorbereitung auf
die Ursachen für Bias in Daten: + Positiver Effekt; 0 kein bzw.
neutraler Effekt; − negativer Effekt.

Ansatz Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

Undersampling
(RUS)

+ 0 − − −

Oversampling
(ROS, SMOTE)

+ 0 0 − 0

Feature-
Selektion

0 − 0 0 +

Binärisierung
mit OvO

+ 0 0 0 −

Binärisierung
mit OvA

− − − 0 0

Tools für
Pipelines zur Da-
tenvorbereitung

− 0 − 0 −

4.2 Datenvorbereitung

Im Rahmen dieser Habilitationsschrift wurden existierende Ansätze zur Da-
tenvorbereitung untersucht, die insbesondere einzelne Ursachen für Bias in
Daten adressieren. Auch hier ist die Regel, dass einzelne Ansätze zur Datenvor-
bereitung nur spezifische Ursachen für Bias adressieren, während sie aber die
Probleme mit jeweils anderen Datencharakteristika sogar noch verschlimmern
können. Dieser Aspekt wird nachfolgend für die gängigsten Ansätze zur Da-
tenvorbereitung näher beleuchtet. Die Abschnitte 4.2.1 bis 4.2.3 diskutieren
Verfahren für spezielle Datenvorbereitungsoperationen zum Sampling, zur
Feature-Selektion und für die Binärisierung einer Multi-Klassen-Klassifikation.
Abschnitt 4.2.4 betrachtet schließlich Ansätze und Software-Tools, mit denen
über Datenvorbereitungs-Pipelines der Kontroll- oder Datenfluss mehrerer
Datenvorbereitungsoperationen spezifiziert werden kann. Tabelle 4.2 fasst zu-
sammen, welche Auswirkungen die jeweiligen Ansätze auf die verschiedenen
in Abschnitt 3.2.2 beschriebenen Ursachen für Bias in Daten haben.
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4.2.1 Sampling-Verfahren

Mehrere Übersichtsartikel [GFB+12; HG09; SWK09; WY12] diskutieren spe-
zielle Sampling-Verfahren, mit denen ein Datensatz balanciert werden kann.
Diese Verfahren können eine Klassenungleichverteilung adressieren, indem
sie dafür sorgen, dass die Klassen gleichmäßiger verteilt sind. Repräsentative
Verfahren sind Random Undersampling (RUS), Random Oversampling (ROS)
und die Synthetic Minority Oversampling Technique (SMOTE) [CBHK02]. Nach-
folgend wird auf Basis der Studie von Hirsch et al. [HRM19] diskutiert, welche
Auswirkungen diese Verfahren auf weitere Ursaschen für Bias in Daten haben.

Random Undersampling (RUS) entfernt aus dem Datensatz eine zufällige
Auswahl an Dateninstanzen der Mehrheitsklassen [HG09]. Abbildung 4.2 zeigt
das Ergebnis einer Anwendung von RUS auf den in Abbildung 3.5 dargestellten
Datensatz. Die Klassenungleichverteilung wird insofern adressiert, dass durch
RUS die relativen Häufigkeiten der Mehrheitsklassen sinken, während die der
Minderheitsklassen steigen. Um einen einigermaßen balancierten Datensatz
zu erhalten, müssen aber speziell bei einer hohen Klassenungleichverteilung
sehr viele Dateninstanzen der Mehrheitsklassen aus dem ursprünglichen Da-
tensatz entfernt werden. Dadurch wird die in industriellen Anwendungsfällen
zur Verfügung stehende kleine Datenmenge noch kleiner, was somit die Wahr-
scheinlichkeit der Überanpassung trainierter ML-Modelle erhöht. Es kann sogar
das Problem der Gruppenungleichverteilung verschärfen, da gruppenspezifi-
sche Muster, die im ursprünglichen Datensatz viele Dateninstanzen enthalten,
im reduzierten Datensatz aber selten vorkommen können und daher von Lern-
algorithmen nach der Anwendung von RUS ignoriert werden. In Abbildung 4.2
ist dies anhand des Musters M ′1 ersichtlich, das im ursprünglichen Datensatz
durch elf Instanzen vertreten ist. Nach der Anwendung von RUS wird M ′1 nur
noch durch drei Instanzen repräsentiert, sodass Lernalgorithmen einzelne
dieser drei Instanzen sogar den Mustern M2 oder M ′2 und damit der falschen
Klasse ’Stern’ zuordnen können. Weiterhin erhöht die Anwendung von RUS
häufig auch innerhalb einzelner Muster die relative Häufigkeit verrauschter
Instanzen mit falsch dokumentierten Labels. Die drei verrauschten Instanzen
der Klasse ’Stern’ sind im Muster M1 nun z. B. durch deutlich weniger Instan-
zen der Klasse ’Kreis’ umgeben. Dadurch steigt die Wahrscheinlichkeit, dass
Lernalgorithmen für diese verrauschten Instanzen dedizierte Muster lernen.

90 4 | Effekte datengetriebener Ansätze



𝑴𝟐
′𝑴𝟏

′

𝑴𝟐

𝑴𝟏

𝐾𝑟𝑎𝑓𝑡𝑠𝑡𝑜𝑓𝑓-

𝑣𝑒𝑟𝑏𝑟𝑎𝑢𝑐ℎ

Verrauschte Instanzen mit 

falsch dokumentierten Labels

Ö𝑙-
𝑇𝑒𝑚𝑝.

(a) Datensatz vor RUS.

𝑴𝟐
′𝑴𝟏

′

𝑴𝟐

𝑴𝟏

𝐾𝑟𝑎𝑓𝑡𝑠𝑡𝑜𝑓𝑓-

𝑣𝑒𝑟𝑏𝑟𝑎𝑢𝑐ℎ

Verrauschte Instanzen mit 

falsch dokumentierten Labels

Ö𝑙-
𝑇𝑒𝑚𝑝.

(b) Datensatz nach RUS.

Abbildung 4.2: Beispielhafte Anwendung von Random Undersampling (RUS)
auf den Datensatz aus Abbildung 3.5. RUS entfernt zufällig In-
stanzen der Mehrheitsklasse ’Kreis’, bis diese nur noch doppelt
so häufig vorkommt wie die Minderheitsklasse ’Stern’.

Die Parametrisierung von RUS erlaubt es grundsätzlich, auch eine andere
als die in Abbildung 4.2b dargestellte Verteilung der Klassen zu erzeugen.
Hirsch et al. [HRM19] haben verschiedene Verteilungen untersucht und dabei
festgestellt, dass bei allen einstellbaren Verteilungen die negativen Effekte
bzgl. der Gruppenungleichverteilung, der falsch dokumentieren Labels und der
Reduzierung der Datenmenge die positiven Effekte auf die Klassenungleichver-
teilung überwiegen. Sie untersuchten dazu für verschiedene Klassifikationsal-
gorithmen, inwieweit die Anwendung von RUS die Korrektklassifikationsrate
(engl. Accuracy) für ihren Anwendungsfall der Fehlerdiagnose im EoL-Prüffeld
verändern. Je nach Klassifikationsalgorithmus reduziert RUS die Korrektklassi-
fikationsrate deutlich zwischen 27 und 39%-Punkten [HRM19].

Random Oversampling (ROS) addressiert die Klassenungleichverteilung, in-
dem es Kopien einer zufälligen Auswahl der Dateninstanzen von Minderheits-
klasssen erzeugt [HG09], sodass die relative Häufigkeit dieser Minderheitsklas-
sen steigt. Die Synthetic Minority Oversampling Technique (SMOTE) [CBHK02]
erzeugt analog synthetische Dateninstanzen der Minderheitsklassen. Wie Ab-
bildung 4.3 darstellt, entsprechen diese synthetischen Dateninstanzen Inter-
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Abbildung 4.3: Beispielhafte Anwendung von SMOTE auf den in Abbil-
dung 4.2b dargestellten Datensatz. SMOTE erzeugt hierbei
mehrere synthetische Instanzen der Minderheitsklasse ’Stern’
als Interpolationen zwischen existierenden Instanzen.

polationen zwischen bereits im ursprünglichen Datensatz enthaltenen Min-
derheitsinstanzen. Allerdings können ROS und SMOTE Kopien von Instanzen
bzw. synthetische Instanzen erzeugen, die einem falsch dokumentierten Klas-
senlabel zugeordnet sind. Dies kann die relative Häufigkeit von verrauschten
Instanzen in bestimmten Bereichen des Datensatzes erhöhen. In Abbildung 4.3
erhöht SMOTE z. B. die Anzahl der mit dem falschem Klassenlabel ’Stern’ verse-
henen Instanzen im Muster M1 von drei auf fünf. Dadurch werden sowohl die
relative Häufigkeit als auch die Dichte dieser verrauschten Instanzen größer.
Aus diesem Grund neigen Lernalgorithmen mit einer noch höheren Wahr-
scheinlichkeit dazu, dedizierte Muster für verrauschte Instanzen zu lernen.
Hirsch et al. [HRM19] zeigen in ihrer Evaluation, dass die beiden Verfah-
ren zum Oversampling aufgrund des geschilderten Problems auch die Kor-
rektklassifikationsraten der mit den Daten trainierten ML-Modelle je nach
Klassifikationsalgorithmus um Werte zwischen 2 und 45%-Punkte verringern.

4.2.2 Statistische Feature-Selektion

Methoden zur statistischen Feature-Selektion bestimmen ein statistisches Maß,
das angibt, wie gut einzelne Eingabe-Features f j ∈ F eines Datensatzes zur Dif-
ferenzierung zwischen den Labels yi ∈ Y beitragen. Features, die nur geringfü-
gig zur Differenzierung zwischen Labels beitragen, können vor der Anwendung
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eines Lernalgorithmus aus dem Datensatz entfernt werden. Insbesondere wenn
nur eine kleine Datenmenge zur Verfügung steht, kann eine Feature-Selektion
durch die Reduktion der Anzahl an Features das Risiko der Überanpassung der
trainierten ML-Modelle an die Daten reduzieren [HRM19].
Aufgrund der Gruppenheterogenität enthalten Daten industrieller Anwen-

dungsfälle häufig viele komplexe Muster zur Charakterisierung der einzel-
nen Labels. Hirsch et al. [HRM19] zeigen, dass Methoden zur statistischen
Feature-Selektion in solchen Fällen nur eine sehr kleine Teilmenge der Fea-
tures f j ∈ F mit ausreichender statistischer Sicherheit als irrelevant für die
Klassifikation einstufen. So konnten Hirsch et al. [HRM19] mit dem gängigen
Boruta-Algorithmus [KR10] lediglich zehn der insgesamt 115 Features ihres
Datensatzes als irrelevant identifizieren und aus dem Datensatz entfernen. In
der Folge führt Boruta zwar beim Klassifikationsalgorithmus Random Forest zu
einer Verbesserung der Korrektklassifikationsrate von 5%-Punkten, verringert
den Wert dieser Metrik bei anderen Algorithmen aber um bis zu 19%-Punkte.

4.2.3 Binärisierung einer Multi-Klassen-Klassifikation

Binärisierungstechniken reduzieren die Komplexität des Lernproblems einer
Multi-Klassen-Klassifikation, indem sie die Trainingsdaten für mehrere binäre
Klassifikationen aufteilen [FLG+13]. Die gängigsten Verfahren sind One-vs-One
(OvO) und One-vs-All (OvA) [GFB+11]. Das Verfahren OvO trainiert für jedes
mögliche Paar der Klassen, die im Datensatz vorkommen, ein binäres Klassifika-
tionsmodell. Dabei wird je Klassenpaar eine echte Teilmenge des Datensatzes
als Trainingsdaten verwendet. Diese Teilmenge enthält nur die Dateninstan-
zen, die zu den beiden betrachteten Klassen gehören. Abbildung 4.4 zeigt
beispielhaft die Anwendung von OvO für einen Datensatz mit zwei künstlichen
Features f1 und f2. In Abbildung 4.4a ist der Datensatz vor Anwendung von
OvO mit zwei Mehrheitsklassen ’Kreis’ und ’Raute’ sowie zwei Minderheitsklas-
sen ’Stern’ und ’Viereck’ zu sehen. Abbildung 4.4b zeigt exemplarisch für das
Klassenpaar ’Raute’ und ’Viereck’, wie OvO den Datensatz zu einem binären
Klassifikationsproblem zwischen diesen beiden Klassen aufteilt.
Da nach der Anwendung von OvO in jeder einzelnen Datenteilmenge nur

zwei Klassen enthalten sind, gleicht das OvO-Verfahren teilweise die ursprüng-
lich vorhandene Klassenungleichverteilung aus [HRM19]. In Abbildung 4.4b
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Abbildung 4.4: Anwendung der Binärisierungstechnik One-vs-One (OvO) auf
einen Datensatz mit zwei Features f1, f2 sowie vier Klassen
’Kreis’, ’Stern’, Raute’ und ’Viereck’. Abbildung 4.4a zeigt den
ursprünglichen Datensatz, während Abbildung 4.4b die Anwen-
dung von OvO für die Klassen ’Raute’ und ’Viereck’ darstellt.

stehen den acht Instanzen der Minderheitsklasse ’Viereck’ nur noch 20 Instan-
zen der Klasse ’Raute’ gegenüber. Ebenso sind die 43 Instanzen der ursprüng-
lichen Mehrheitsklasse ’Kreis’ nicht mehr in der Datenteilmenge enthalten,
sodass die Klassenungleichverteilung reduziert wurde. Ein wesentlicher Nach-
teil des OvO-Verfahrens ist, dass die jeweiligen Teilmengen der Trainingsdaten
noch weniger Instanzen enthalten. Damit steigt das Risiko, dass die binären
Klassifikationsmodelle an diese wenigen Dateninstanzen überangepasst sind.
Beim Verfahren OvA wird für jede im Datensatz enthaltene Klasse ci ein Klas-

sifikationsmodell mit dem gesamten ursprünglichen Datensatz trainiert. Dieser
Datensatz wird zuvor aber so transformiert, dass alle Instanzen der anderen
Klassen c j ̸= ci zu einer künstlichen Klasse ’negativ’ zusammengefasst werden.
Das mit diesem transformierten Datensatz trainierte Klassifikationsmodell trifft
bei neuen Daten die binäre Entscheidung, ob diese neuen Daten der Klasse ci

angehören oder nicht [GFB+11]. Abbildung 4.5 illustriert die Anwendung von
OvA auf den Datensatz aus Abbildung 4.4a. Während Abbildung 4.5a zeigt, wie
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Abbildung 4.5: Beispielhafte Anwendung der Binärisierungstechnik One-vs-All
(OvA) auf den Datensatz aus Abbildung 4.4a. Abbildung 4.5a
zeigt die Anwendung von OvA für die Klasse ’Viereck’ und
Abbildung 4.5b für die Klasse ’Raute’.

OvA den Datensatz für ein binäres Klassifikationsproblem für die ursprüngliche
Minderheitsklasse ’Viereck’ transformiert, stellt Abbildung 4.5b dies für die
ursprüngliche Mehrheitsklasse ’Raute’ dar.
Im Gegensatz zu OvO verstärkt das Verfahren OvA häufig sogar das Problem

der Klassenungleichverteilung [HRM19]. Dies liegt daran, dass jeder Klasse ci

in dem für sie transformierten Datensatz eine sehr große Anzahl an Instanzen
der Klasse ’negativ’ gegenübersteht. Diese Anzahl an Instanzen der Klasse
’negativ’ entspricht der aufsummierten Anzahl der Instanzen aller anderen
Klassen c j ̸= ci . Insbesondere wenn die Klasse ci eine Minderheitsklasse ist, ist
die Anzahl an Instanzen der Klasse ’negativ’ signifikant größer als die der Klas-
se ci . Abbildung 4.5a verdeutlicht dieses Problem, da hier den acht Instanzen
der Minderheitsklasse ’Viereck’ nach der Anwendung von OvA insgesamt 72 In-
stanzen der Klasse ’negativ’ gegenüberstehen. Allerdings können auch Klassen,
die vor der Anwendung von OvA im Datensatz eine Mehrheitsklasse darstellen,
nach OvA zu einer Minderheitsklasse werden. Ein entsprechendes Beispiel ist
in Abbildung 4.5b dargestellt. Hier stehen der ursprünglichen Mehrheitsklasse
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’Raute’ mit ihren 20 Instanzen im transformierten Datensatz 60 Instanzen der
Klasse ’negativ’ gegenüber, sodass die Klasse ’Raute’ nach OvA zur Minderheits-
klasse wird. Im echten Datensatz von Hirsch et al. [HRM19] stellt sich dieser
Umstand sogar noch schwerwiegender dar. Die häufigste Mehrheitsklasse wird
in diesem Datensatz durch 95 der insgesamt 1050 Instanzen repräsentiert.
Wird für diese häufigste Klasse OvA angewendet, stehen ihren 95 Instanzen
folglich 955 und damit ca. zehnmal so viele Instanzen der Klasse ’negativ’
gegenüber. In diesem Fall kann es passieren, dass Lernalgorithmen sogar diese
im ursprünglichen Datensatz am häufigsten vorkommende Klasse ignorieren.
Analog bringt OvA weitere Probleme mit sich, wenn der ursprüngliche Da-

tensatz eine Gruppenheterogenität und eine Gruppenungleichverteilung auf-
weist [HRM19]. Wie in Abschnitt 3.2.2 beschrieben enthält der Datensatz in
diesem Fall pro Klasse mehrere Muster, die ungleichmäßig verteilt sind. Nach
der Anwendung von OvA können insbesondere die Muster für seltene Gruppen
von sehr vielen Instanzen der Klasse ’negativ’ umgeben sein. Dies macht es
Lernalgorithmen noch schwerer, die genauen Entscheidungsgrenzen für die
spezifischen Muster der seltenen Gruppen zu lernen. Hirsch et al. [HRM19] zei-
gen, dass die diskutierten Probleme zu einer deutlichen Verschlechterung der
Vorhersageleistung der trainierten Klassifikationsmodelle führen, wenn OvA
auf die Daten angewendet wird. So reduziert sich die Korrektklassifikationsrate
je nach Klassifikationsalgorithmus um Werte zwischen 10 und 32%-Punkte.

4.2.4 Tools zur Spezifikation von Datenvorbereitungs-Pipelines

Viele verfügbare Software-Tools erlauben es, Datenvorbereitungs-Pipelines zu
spezifizieren, die den Kontroll- oder Datenfluss mehrerer Datenvorbereitungs-
operationen festlegen, um einen Datensatz D in einen Datensatz D′ mit verän-
derten Datencharakteristika zu transformieren (siehe Abbildung 4.6). Gängige
Datenvorbereitungsoperationen, die in solchen Pipelines genutzt werden kön-
nen, unterstützen bspw. die oben genannten Verfahren zum Sampling, zur
Feature-Selektion bzw. zum Feature-Engineering oder zur Binärisierung eines
Datensatzes. Andere Beispiele solcher Operationen führen Datenformatkonver-
tierungen durch, bereinigen Daten hinsichtlich der Datenqualität [KRM19b],
generieren neue Daten (siehe Abschnitt 4.1.3) oder filtern bzw. verschleiern Fea-
tures oder Dateninstanzen, um den Datenschutz zu gewährleisten [Bor+03].
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Abbildung 4.6: Datenvorbereitungs-Pipeline mit beispielhaften Datenvorberei-
tungsoperationen.

Beispiele entsprechender Software-Tools sind die in Abschnitt 4.1.1 genann-
ten ETL-Tools [KRRT98; LN07]. Ebenso bieten Ansätze und Software-Tools zu
sog. Data Mashups grafische Oberflächen, mit denen explorativ verschiedene
Pipelines bzw. Datenflüsse von Datenquellen über Datenvorbereitungsopera-
tionen bis hin zu Datensenken spezifiziert sowie direkt ausgeführt werden
können [HB17; HBM18; HRWM15]. Auch Software-Tools wie KNIME1, deren
primärer Zweck eigentlich die Unterstützung von Datenanalysen ist, bieten
Nutzern Möglichkeiten, um neben Analyseverfahren auch Datenvorbereitungs-
operatonen in Pipelines oder Workflows zu spezifizieren. In einigen dieser Tools
können zudem Ansätze zum Schema-Mapping [ABLM14; Kol05] und Schema-
Matching [RB01] die Spezifikation von Operationen in Datenvorbereitungs-
Pipelines unterstützen, indem sie Abhängigkeiten zwischen Features oder
Dateninstanzen aus verschiedenen Datenquellen abbilden.
Auch wenn diese Software-Tools grafische Oberflächen bieten, ist in vielen in-

dustriellen Anwendungsfällen der Aufwand, um Datenvorbereitungs-Pipelines
und die darin enthaltenen Datenvorbereitungsoperationen zu spezifizieren,
immer noch sehr hoch [Grö18; Grö21]. Dies liegt primär daran, dass in diesen
Anwendungsfällen eine Vielzahl an heterogenen Datenformaten integriert wer-
den müssen (siehe Abschnitt 3.2.1) und dabei komplexe Datencharakteristika
wie verschiedene Ursachen für Bias in Daten adressiert werden müssen (Ab-
schnitt 3.2.2). Dies stellt insbesondere ein Problem für Domänenexperten dar,
die nicht über das nötige Know-How bzgl. IT und Datenverarbeitung verfügen,
um solche komplexen Datenvorbereitungs-Pipelines zu spezifizieren [BHM18;
RSM14b; SBE+21]. Allerdings sollten Domänenexperten dennoch an der Da-
tenvorbereitung beteiligt werden, da insbesondere nur diese Experten die
resultierenden Ergebnisse hinsichtlich der domänenspezifischen Zielsetzung
interpretieren können [BHM17; RS13; Via13].

1Konstanz Information Miner (KNIME): https://www.knime.com/
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Darüber hinaus können Datenvorbereitungs-Pipelines und darin enthalte-
nen Datenvorbereitungsoperationen einige der Probleme verschlimmern, die
verschiedene Ursachen für Bias in Daten mit sich bringen (siehe Wertung
in Tabelle 4.2). Dies wird z. B. anhand des in Abbildung 3.6 dargestellten
Datenintegrationsprozesses für den Anwendungsfall der Fehlerdiagnose im
EoL-Prüffeld deutlich [Hir21; HRM19]. Dieser nutzt gängige Operationen, die
von ETL-Tools oder anderen Software-Tools für die Datenvorbereitung angebo-
ten werden, um Daten aus drei Quellsystemen in einen Trainingsdatensatz zu
integrieren. Wie in Abschnitt 3.2.2 diskutiert wird, weisen die Datenmodelle
und die Daten in den Quellsystemen verschiedene Qualitätsprobleme auf, wie
bspw. unbrauchbare Klassenlabels in den Daten [HRM19; KM16] oder fehlen-
de Schlüsselbeziehungen zwischen Datenquellen [Grö21; Grö22; WSR+20;
WWIT16]. Diese führen häufig dazu, dass bei der Datenvorbereitung die aus
den Quellsystemen extrahierte Datenmenge deutlich reduziert wird und somit
für die Datenanalyse eine noch kleinere Datenmenge zur Verfügung steht.
Weiterhin können sich bei der Datenvorbereitung die Verteilungen von Klassen
und domänenspezifischen Gruppen in den Daten ändern. Dabei kann es pas-
sieren, dass gerade die relative Häufigkeit von seltenen Klassen oder seltenen
Gruppen in den Daten noch geringer wird. Dies verschärft die Probleme mit
der Klassenungleichverteilung oder Gruppenungleichverteilung.

4.3 Datenanalyse und Modellbildung

In diesem Abschnitt werden die zentralen Ergebnisse von Studien diskutiert,
die datengetriebene Ansätze zur Datenanalyse und Modellbildung untersuchen.
Zunächst werden mit Ensemble-Methoden [WGC14] sowie mit AutoML [ZH21]
und Meta-Learning [Van19] Ansätze betrachtet, die einen positiven Effekt auf
einzelne, aber ebenso einen negativen Effekt auf andere Ursachen für Bias in
Daten haben. Anschließend steht die Untersuchung datengetriebener Ansätze
zur Adressierung von Datensatzverschiebungen im Fokus [SRWM22].

4.3.1 Ensemble-Methoden für die Klassifikation

Ensemble-Methoden zielen speziell darauf ab, bei einer kleinen Menge an
Trainingsdaten das Risiko einer Überanpassung der trainierten Klassifikations-
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Abbildung 4.7: Anwendung eines Ensembles mit n Klassifikationsmodellen auf
eine neue Dateninstanz. Die einzelnen Vorhersagen der Model-
le werden durch eine Vorhersagefusion zu einer kombinierten
Vorhersage zusammengeführt, vgl. [Hir21; WGC14].

modelle an die Daten zu reduzieren [Die00; Kun04; WGC14]. Dies geht häufig
mit einer besseren Generalisierbarkeit und einer höheren Vorhersageleistung
für neue Dateninstanzen einher. Ensemble-Methoden trainieren mehrere Klas-
sifikationsmodelle, die divers bezüglich ihrer Vorhersagen sind. Dies bedeutet,
dass die Modelle fehlerhafte und damit auch korrekte Vorhersagen jeweils für
unterschiedliche Teilmengen der Daten treffen. Abbildung 4.7 verdeutlicht,
wie ein aus n Klassifikationsmodellen bestehendes Ensemble auf eine neue
Dateninstanz angewendet wird. Dabei trifft zunächst jedes der n Modelle eine
Vorhersage. Wenn die Klassifikationsmodelle wie oben beschrieben divers sind,
sind i. d. R. einzelne der Vorhersagen fehlerhaft, während andere wiederum
korrekt sind. Anschließend kombinieren Algorithmen zur Vorhersagefusion
– auch Entscheidungsfusion im Fall der Klassifikation – die einzelnen Vorher-
sagen zu einer finalen Vorhersage für die neue Dateninstanz. Die Idee ist,
über eine Konsensentscheidung der n Klassifikationsmodelle möglichst nur die
korrekten Vorhersagen als kombinierte Vorhersage zu übernehmen.
Verschiedene Ensemble-Methoden unterscheiden sich primär in den beiden

Aspekten, wie eine Diversität der Klassifikationsmodelle erzeugt wird und wie
die einzelnen Vorhersagen dieser Modelle zur kombinerten Vorhersage fusio-
niert werden. Gängige Methoden sind Bootstrap Aggregation (Bagging) [Bre96]
und Boosting [Sch90]. Tabelle 4.3 fasst die Auswirkungen dieser Ensemble-
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Tabelle 4.3: Auswirkungen verschiedener Ensemble-Methoden auf die Ursa-
chen für Bias in Daten: + Positiver Effekt; 0 kein bzw. neutraler
Effekt; − negativer Effekt.

Ansatz Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

Bagging (z. B.
Random Forest)

0 0 0 + +

Boosting (z. B.
AdaBoost)

+ 0 + − +

Methoden auf die in Abschnitt 3.2.2 diskutierten Ursachen für Bias in Daten
zusammen. Wie oben beschrieben adressieren beide Methoden das Problem
einer Überanpassung der Klassifikationsmodelle an eine kleine Datenmenge.
Im Folgenden werden die Auswirkungen auf die anderen Ursachen für Bias in
Daten diskutiert und anhand zwei gängiger Ensemble-Methoden verdeutlicht:
Random Forest [Bre01] für Bagging sowie AdaBoost für Boosting [FS96].
Random Forest [Bre01] trainiert n Entscheidungsbäume als Klassifikations-

modelle, die insofern divers sind, dass jeder Baum mit einer anderen zufälligen
Teilmenge der Dateninstanzen trainiert wird. Zusätzlich wird bei jedem Kno-
ten eines Entscheidungsbaums das für den Split des Knotens zu verwendende
Feature aus einer zufälligen Teilmenge aller Features ausgewählt. Da jeder
Entscheidungsbaum auf eine andere zufällige Teilmenge der Daten angepasst
ist, ergänzen sich die Entscheidungsbäume gegenseitig hinsichtlich der Vorher-
sageleistung für unterschiedliche Dateninstanzen. Der Konsens der Entschei-
dungsbäume wird typischerweise über eine Mehrheitsentscheidung hergestellt.
Dies bedeutet, dass Random Forest als finale Vorhersage die Klasse auswählt,
die der Mehrheit der Vorhersagen der n Entscheidungsbäume entspricht.
Verschiedene Studien zeigen, dass Bagging-Verfahren wie Random Forest

besser als andere Klassifikationsalgorithmen mit Daten umgehen können, die
verrauschte Instanzen mit falschen Klassenlabels beinhalten [Bre01; Die00;
Pol06]. Dies liegt insbesondere daran, dass mehrere der n Entscheidungsbäu-
me mit echten Datenteilmengen trainiert werden, die weniger bis sogar keine
der ursprünglich verrauschten Instanzen enthalten [HRM19]. Dadurch ma-
chen in den meisten Fällen die Mehrheit der Entscheidungsbäume bzgl. der
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falsch dokumentierten Labels keine fehlerhaften Vorhersagen. Somit steigt die
Wahrscheinlichkeit, dass die Konsensentscheidung aller Entscheidungsbäume
ebenso weniger fehlerhaft ist. Auf die weiteren in Abschnitt 3.2.2 beschriebe-
nen Ursachen für Bias in Daten haben Bagging-Verfahren nur geringfügige
Auswirkungen [HRM19], sodass diese in Tabelle 4.3 neutral bewertet werden.
Das Boosting-Verfahren AdaBoost [FS96] trainiert iterativ mehrere diverse

Entscheidungsbäume mit unterschiedlichen Variationen der ursprünglichen
Trainingsdaten. In jeder Iteration verwendet AdaBoost eine Strichprobenzie-
hung mit Ersetzung, um die jeweilige Menge an Trainingsdaten zu bestimmen.
Dies bedeutet, dass in jeder Iteration einige Dateninstanzen ausgelassen wer-
den, während andere Dateninstanzen repliziert werden, sodass sie mehrmals
in der jeweiligen Datenmenge vorkommen. Die Wahrscheinlichkeiten, dass
eine Dateninstanz in die Trainingsdaten übernommen wird oder dass sie so-
gar repliziert wird, hängen von einer Gewichtung der Dateninstanz ab. Bei
der ersten Iteration sind alle Dateninstanzen gleich gewichtet. Danach erhöht
AdaBoost in jeder Iteration die Gewichte derjenigen Instanzen, die in der vorhe-
rigen Iteration in einer Kreuzvalidierung vom trainierten Entscheidungsbaum
falsch klassifiziert wurden. Die Gewichte der korrekt klassifizierten Instanzen
werden hingegen reduziert. Nachdem AdaBoost n Iterationen durchgeführt
hat, wird in der Vorhersagefusion die finale Vorhersage über einen Mittelwert
aller Vorhersagen der n Entscheidungsbäume bestimmt.
Da AdaBoost in jeder Iteration unterschiedliche Variationen der Trainings-

daten verwendet, beugt es dem Problem einer Überanpassung des trainierten
Klassifikationsmodells an eine einzelne Datenmenge vor [Die00; FS96; Pol06]
(siehe Tabelle 4.3). Das dafür verwendete Verfahren der Strichprobenziehung
mit Ersetzung hat zudem positive Effekte auf die Klassenungleichverteilung
und auf die Gruppenungleichverteilung. In der ersten Iteration kommen Daten-
instanzen von Minderheitsklassen und Minderheitsgruppen noch relativ selten
in den verwendeten Trainingsdaten vor, sodass der Entscheidungsbaum für
diese seltenen Instanzen tendenziell fehlerhafte Vorhersagen trifft. Dadurch
werden diese seltenen Dateninstanzen aber in den folgenden Iterationen immer
höher gewichtet. Folglich werden die Dateninstanzen von Minderheitsklassen
und -gruppen in den folgenden Iterationen immer häufiger in den verwendeten
Trainingsdaten repliziert, sodass die Entscheidungsbäume mit zunehmender
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Anzahl an Iterationen auch mit einer höheren Wahrscheinlichkeit korrekte
Vorhersagen für diese Minderheitsklassen und -gruppen treffen.
Allerdings führt genau dieses Verfahren der Stichprobenziehung mit Erset-

zung zu Problemen, wenn die Daten verrauschte Instanzen mit falsch dokumen-
tierten Klassenlabels enthalten. Viele dieser verrauschten Instanzen kommen
in der ersten Iteration noch relativ selten in den Daten vor, sodass sie häufig
falsch klassifiziert werden und AdaBoost anschließend deren Gewichte erhöht.
Durch die Replikation der Dateninstanzen mit höheren Gewichten erhöht sich
in den folgenden Iterationen von AdaBoost die Anzahl der verrauschten In-
stanzen in den Trainingsdaten. Daher tendieren Lernalgorithmen mehr und
mehr dazu, die falsch dokumentierten Klassenlabels irrtümlich als korrekt
anzusehen und für sie entsprechende Muster zu erzeugen und diese in den
Entscheidungsbäumen abzubilden [Die00].
Die Diskussionsergebnisse werden von der durch Hirsch et al. [HRM19]

durchgeführten Evaluation mehrere Klassifikationsalgorithmen für die Daten
aus dem EoL-Prüffeld bestätigt. Sowohl Random Forest als auch AdaBoost
weisen eine höhere Korrektklassifikationsrate auf als Klassifikationsverfahren,
die keine Ensembles, sondern einzelne Klassifikationsmodelle verwenden. Dies
liegt primär daran, dass Ensemble-Methoden besser mit dem kleinen Datensatz
im Anwendungsfall umgehen können. Da aber keine der beiden Ensemble-
Methoden alle Ursachen für Bias in Daten vollumfänglich adressieren, sind
die Korrektklassifikationsraten mit 54% für Random Forest sowie 50% für
AdaBoost immer noch relativ gering.

4.3.2 AutoML und Meta-Learning

AutoML-Systeme (Automated Machine Learning) [HZC21; XWL+21; ZH21]
erzeugen automatisch optimierte ML-Modelle, indem sie das folgende Opti-
mierungsproblem lösen [THHL13]:

λ∗ ∈ argmin
λ j∈Λ

L(λ j ,Dt rain,Dvalid) (4.1)

Dabei ist Λ ein Suchraum, der aus Konfigurationen λ j von ML-Algorithmen
und deren Hyperparametern besteht. AutoML-Systeme suchen in diesem Such-
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Tabelle 4.4: Auswirkungen von AutoML-Systemen und Ansätzen zum Meta-
Learning auf die Ursachen für Bias in Daten: + Positiver Effekt; 0
kein bzw. neutraler Effekt; − negativer Effekt.

Ansatz Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

AutoML − 0 − 0 −
Meta-Learning + − − 0 +

raum diejenige Konfiguration λ∗, d. h. einen Lernalgorithmus mit einer spezi-
fischen Hyper-Parametrisierung, die die Verlustfunktion L minimiert. Dabei
werden für jede betrachtete Konfiguration λ j ∈ Λ mit Trainingsdaten Dt rain

ein ML-Modell trainiert, für das anschließend mit Validierungsdaten Dvalid die
Verlustfunktion L berechnet wird. Diese Verlustfunktion kann beispielswei-
se die Fehlklassifikationsrate sein. Beispiele für AutoML-Systeme sind Auto-
sklearn [FKE+19], AutoWEKA [THHL13], TPOT [OUA+16] und H2O [LP20].
AutoML-Systeme weisen Nachteile hinsichtlich einiger der in Abschnitt 3.2.2

beschriebenen Ursachen für Bias in Daten auf (siehe Tabelle 4.4). Die von
AutoML-Systemen erzeugten ML-Modelle sind aufgrund der umfassenden
Optimierung sehr stark an die Trainingsdaten Dt rain und an die Validierungs-
daten Dvalid angepasst. Wenn diese Datenmengen sehr klein sind, kann dies
zu einer Überanpassung der ML-Modelle führen, die somit sehr schlecht ge-
neralisieren und eine geringe Vorhersageleistung für neue Dateninstanzen
aufweisen. Außerdem minimieren AutoML-Systeme die Verlustfunktion L für
den ganzen Datensatz. Dies führt dazu, dass sich die Optimierung meistens auf
Mehrheitsklassen und Mehrheitsgruppen fokussiert, da diese einen größeren
Anteil an den Dateninstanzen in Dt rain und Dvalid einnehmen. Folglich wer-
den Minderheitsklassen und Minderheitsgruppen auch von AutoML-Systemen
tendenziell ignoriert, sodass die resultierenden ML-Modelle für entsprechend
selten vorkommende Dateninstanzen häufig fehlerhafte Vorhersagen machen.
Ansätze zum Meta-Learning schlagen ML-Modelle oder Trainingskonfigura-

tionen für ML-Modelle vor, die für eine bestimmte Lernaufgabe wie bspw. eine
Klassifikation sowie für einen gegebenen Datensatz geeignet sind [PY10]. Sie
nutzen dabeiMetadaten, die bereits trainierteML-Modelle beschreiben [Van19].
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Diese Metadaten können z. B. aus Modell-Repositorys oder Modellverwaltungs-
plattformen stammen [VRBT13; VRWM23; WHR20; ZCD+18]. Die Metadaten
beschreiben u. a. den für ein ML-Modell verwendeten Lernalgorithmus so-
wie dessen Hyperparameter, Ergebnisse verschiedener Evaluationsmetriken
sowie bestimmte Charakteristika der verwendeten Trainingsdaten. Ansätze
zum Meta-Learning identifizieren Muster innerhalb dieser Metadaten. Die-
se Muster können bspw. bestimmte Charakteristika von Trainingsdaten auf
diejenigen Hyperparameter von Lernalgorithmen abbilden, mit denen für die
jeweiligen Datencharakteristika gute Ergebnisse in den Evaluationsmetriken
erzielt werden können. Für einen neuen Datensatz können mithilfe dieser
Muster Kandidaten für Lernalgorithmen und Hyperparameter vorgeschlagen
werden, die bei ähnlichen Datencharakteristika wie die des neuen Datensatzes
eine gute Vorhersageleistung liefern [VWRM21].
Viele Ansätze zumMeta-Learning suchen für einen neuen Datensatz zunächst

nach Datensätzen im Modell-Repository mit ähnlichen Datencharakteristika.
Sie schätzen die Ähnlichkeiten der Datensätze bspw. über statistische oder
informationstheoretische Metriken ab [RGS+22; TFSM23]. Dabei können auch
Metriken hinsichtlich der Anzahlen und Verteilungen von Dateninstanzen, Klas-
sen und Features genutzt werden [VWRM21]. Ist der neue Datensatz relativ
klein oder weist er eine hohe Klassenungleichverteilung auf, so können über
Ansätze zum Meta-Learning ML-Modelle gesucht werden, die mit Daten einer
ähnlichen Datengröße oder einer ähnlichen Klassenverteilung trainiert wurden.
Um Datensätze hinsichtlich ihrer Gruppenheterogenität und Gruppenungleich-
verteilung zu vergleichen, müssen die Metadaten Domänenwissen über die
Eigenschaften dieser Gruppen berücksichtigen. Ansätze zum Meta-Learning
betrachten solche domänenspezifischen Eigenschaften von Daten allerdings
bisher kaum, sodass sie Nachteile bzgl. dieser beiden Ursachen für Bias haben.

4.3.3 Ansätze zur Adressierung von Datensatzverschiebungen

Eine weitere vom Autor dieser Habilitationsschrift betreutete Studie unter-
sucht datengetriebene Ansätze zur Adressierung von Datensatzverschiebun-
gen [SRWM22]. Dabei steht der in Abschnitt 3.1.4 beschriebene Anwendungs-
fall zur Qualitätssicherung während der Produktnutzung im Vordergrund. Der
Trainingsdatensatz Dt rain umfasst 80 948 Dateninstanzen, von denen jede ein
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Fahrzeug mittels 3000 Features von Produktstammdaten, wie bspw. Ausstat-
tungsmerkmale des Fahrzeugs, beschreibt. Die Fahrzeuge in Dt rain wurden in
den Jahren 2015 und 2016 produziert. Das binäre Klassenlabel beschreibt, ob
ein Fahrzeug seit dessen Produktion innerhalb eines bestimmten Zeitraums,
wie bspw. drei Jahren, bereits ausgefallen ist (Klasse ’positiv’) oder nicht (’ne-
gativ’). Mit diesem Datensatz wird ein Klassifikationsmodell trainiert, das für
zukünftig noch zu produzierende Fahrzeuge vorhersagt, ob diese während der
Produktnuzung ausfallgefährdet sind. Als Testdaten Dtest werden in der Studie
Produktstammdaten zu Fahrzeugen verwendet, die im Jahr 2017 produziert
wurden. Dies hat den Vorteil, dass zum Zeitpunkt der Veröffentlichung der Stu-
die im Jahr 2022 [SRWM22] sicher gesagt werden kann, ob die Fahrzeuge in
den Testdaten innerhalb des oben angesprochenen Zeitraums von drei Jahren
ausgefallen sind oder nicht. Damit können die Vorhersagen des Klassifikati-
onsmodells mit den tatsächlichen Klassenlabels in Dtest abgeglichen werden.
Als Evaluationsmetrik eignet sich die Wahr-Positiv-Rate, die den Anteil der
in Dtest enthaltenen tatsächlich ausgefallenen Fahrzeuge angibt, für die das
Klassifikationsmodell die Klasse ’positiv’ für einen Ausfall vorhergesagt hat.
Wie in Abschnitt 3.2.3 beschrieben weisen dieser Anwendungsfall und die

Daten sowohl eine Konzeptverschiebung als auch eine Kovariatenverschiebung
auf. Fahrzeuge fallen während ihrer Betriebszeit allmählich aus. Da sich somit
auch die Klassenlabels der Dateninstanzen graduell von ’negativ’ zu ’positiv’ än-
dern, kann sich mit der Zeit eine Konzeptverschiebung zwischen diesen beiden
Klassenlabels einstellen. Ebenso ändern sich über die Zeit auch die von Kunden
bestellten Ausstattungsmerkmalen der Fahrzeuge. Dies führt letztlich zu einer
Kovariatenverschiebung, da sich damit auch die Verteilungen der Feature-Werte
zwischen Trainingsdaten Dt rain und Testdaten Dtest unterscheiden. Beide Da-
tensatzverschiebungen stehen zudem in einer Trade-off-Beziehung zueinander.
Fahrzeuge, deren Produktion länger zurück liegt, weisen weniger gemeinsame
Ausstattungsmerkmale mit den im Jahr 2017 produzierten Fahrzeugen in den
Testdaten Dtest auf. Folglich ergibt sich für diese älteren Fahrzeuge, wenn sie
als Trainingsdaten verwendet werden, tendenziell eher eine Kovariatenver-
schiebung zu den Testdaten. Allerdings haben jüngere Fahrzeuge, die später
produziert wurden und daher noch nicht so lange im Kundeneinsatz sind, eine
höhere Wahrscheinlichkeit, dass sich ihr Klassenlabel noch von ’negativ’ zu
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’positiv’ ändert. Daher können jüngere Fahrzeuge auch mit ebenso höherer
Wahrscheinlichkeit eine Konzeptverschiebung verursachen.
Andere Studien in der Literatur betrachten nur jeweils eine der beiden Arten

von Datensatzverschiebungen [LLD+19; MRA+12; WHC+16; YNSC19]. Die
Studie von Spieß et al. [SRWM22] untersucht hingegen, inwieweit datengetrie-
bene Verfahren mit einem Datensatz umgehen können, der sowohl eine Kon-
zeptverschiebung als auch eine Kovariatenverschiebung aufweist. Ebenso unter-
suchen die Autoren, welche Auswirkungen die Trade-off-Beziehung zwischen
beiden Datensatzverschiebungen auf die Ergebnisse der datengetriebenen Ver-
fahren hat. Dabei werden in der Studie von Spieß et al. [SRWM22] sowohl
passive als auch aktive Verfahren zur Behandlung von Datensatzverschiebungen
auf die Daten des Anwendungsfalls angepasst. Als passives Verfahren kommt ein
inkrementeller Lernansatz [EP11; LHW18; Utg89] zum Einsatz, während das
aktive Verfahren einem Windowing-Ansatz [AA19; BG07; LLD+19] entspricht.
Für weitere Details zur Anpassung dieser Verfahren auf den Anwendungsfall
sei auf die Publikation von Spieß et al. [SRWM22] verwiesen. Die angepassten
Verfahren zum inkrementellen Lernen und Windowing werden in der Studie
mit einer Baseline verglichen, die Datensatzverschiebungen nicht berücksich-
tigt. Angewendet auf die Testdaten Dtest ergibt das Klassifikationsmodell dieser
Baseline eine Wahr-Positiv-Rate von lediglich 55,9% [SRWM22].
Das angepasste inkrementelle Verfahren erzielt eine Wahr-Positiv-Rate von

57,9%, die um 2%-Punkte besser ist als die der Baseline. Das inkrementelle
Verfahren erreicht dies, indem es im Gegensatz zur Baseline die Konzeptver-
schiebung in den Daten adressiert und inmonatlichen Zeitintervallen die jeweils
neu ausgefallenen Fahrzeuge inkrementell mitberücksichtigt. Allerdings ist die
Verbesserung der Wahr-Positiv-Rate mit lediglich 2%-Punkten nicht so hoch,
wie es die Literatur für andere Anwendungsfälle berichtet [EP11; LHW18;
Utg89]. Dies liegt daran, dass in den Daten von Spieß et al. [SRWM22] die
Kovariatenverschiebung stark zum Tragen kommt, da sich die Verteilung der
Feature-Werte zwischen Trainingsdaten Dt rain und Testdaten Dtest unterschei-
det. Das inkrementelle Verfahren kann jedoch nur die Konzeptverschiebung
adressieren. Die durch die Kovariatenverschiebung hervorgerufene Verschlech-
terung der Wahr-Positiv-Rate kann dieses Verfahren aber nicht ausgleichen.
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Tabelle 4.5: Wahr-Positiv-Raten imWindowing-Verfahren für den Anwendungs-
fall von Spieß et al. [SRWM22].

Quartal für Teilmenge der
Trainingsdaten Dt rain

Wahr-Positiv-Rate
auf Testdaten Dtest

Veränderung bzgl.
Baseline (55,9%)

Quartal 1, 2015 44,8% - 11,1%-Punkte
Quartal 2, 2015 51,2% - 4,7%-Punkte
Quartal 3, 2015 55,7% - 0,2%-Punkte
Quartal 4, 2015 61,5% +5,6%-Punkte
Quartal 1, 2016 69,3% +13,4%-Punkte
Quartal 2, 2016 56,3% +0,4%-Punkte

Beim auf den Anwendungsfall angepasstenWindowing-Verfahren werden die
Trainingsdaten Dt rain in mehrere disjunkte Teilmengen aufgeteilt [SRWM22].
Die Teilmengen enthalten jeweils die Fahrzeuge, die in einzelnen Quartalen
der Jahre 2015 und 2016 hergestellt wurden. Für jede der Teilmengen von
Dt rain wird ein Klassifikationsmodell trainiert und auf alle Testdaten Dtest

angewendet, um jeweils die Wahr-Positiv-Rate zu bestimmen. Tabelle 4.5 zeigt
die Wahr-Positiv-Raten, die hierbei jeweils erzielt werden können.
Die Ergebnisse des Windowing-Verfahrens verdeutlichen den Trade-off zwi-

schen der Konzeptverschiebung und der Kovariatenverschiebung. Die Fahrzeu-
ge, die in den ersten Quartalen 2015 produziert wurden, weisen nur wenige
gemeinsame Ausstattungsmerkmale mit den Fahrzeugen aus 2017 auf. Daher
unterscheiden sich auch die Verteilungen der Feature-Werte zwischen den
ersten quartalsspezifischen Teilmengen der Trainingsdaten von 2015 und den
Testdaten von 2017, sodass die Kovariatenverschiebung stärker zum Tragen
kommt. Dies führt dazu, dass die Wahr-Positiv-Rate mit den Teilmengen der
Trainingsdaten aus den ersten drei Quartalen des Jahres 2015 sogar unter der
Rate der Baseline liegt [SRWM22]. Erst im Quartal 4 des Jahres 2015 und
im Quartal 1 des Jahres 2016 ist das Windowing-Verfahren um 5,6%-Punkte
bzw. um 13,4%-Punkte besser als die Baseline. Wird eine Datenteilmenge
ab Quartal 2 des Jahres 2016 verwendet, fällt die Wahr-Positiv-Rate aber
wieder nahezu auf den Wert der Baseline ab. Bei den in diesen Teilmengen
enthaltenen jüngeren Fahrzeugen spielt zwar die Kovariatenverschiebung eine
geringere Rolle, allerdings stellt sich hier der negative Effekt der Konzeptver-
schiebung vollumfänglich ein. Jüngere Fahrzeuge haben grundsätzlich eine
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höhere Wahrscheinlichkeit, dass sie noch ausfallen werden [SRWM22]. Daher
ist ebenso die Wahrscheinlichkeit erhöht, dass mit Daten jüngerer Fahrzeuge
eine Konzeptverschiebung verursacht wird.
Zusätzlich zu der Studie von Spieß et al. [SRWM22] werden in der Litera-

tur spezifische Anpassungen von Ensemble-Methoden vorgeschlagen, die mit
Datensatzverschiebungen umgehen können [BGBO19; GBR+17]. Diese Metho-
den überwachen Datenströme, um in ihnen eine Datensatzverschiebung erken-
nen zu können. Danach bestimmen sie die Entscheidungsbäume im Ensemble,
die von der Datensatzverschiebung betroffen sind. Diese Entscheidungsbäu-
me werden anschließend durch neue Bäume ersetzt, die mit neuen Daten im
Datenstrom trainiert wurden und daher besser an die neue statistische Daten-
verteilung nach der Datensatzverschiebung angepasst sind. Allerdings können
diese Ansätze immer nur eine Art von Datensatzverschiebungen adressieren,
also entweder Konzeptverschiebungen oder Kovariatenverschiebungen. Somit
bieten sie ebenso keine Lösung, die mit einer Trade-off-Beziehung zwischen
beiden Arten von Datensatzverschiebungen umgehen können.

4.4 Zusammenfassung

Die Diskussionen in diesem Kapitel zeigen, dass rein datengetriebene Ansät-
ze zur Datenakquise, Datenvorbereitung und Datenanalyse jeweils nur ein-
zelne der in Abschnitt 3.2 beschriebenen Datencharakteristika industrieller
Anwendungsfälle adressieren können. Tatsächlich haben die untersuchten
datengetriebenen Ansätze negative Auswirkungen auf jeweils nicht adressier-
te Datencharakteristika, was in vielen Fällen zu einer Verschlechterung der
Vorhersageleistung von Klassifikationsmodellen führt [HRM19; WSR+20].
In Schritt Datenakquise und Datenexploration des in Abbildung 2.4 dar-

gestellten generischen Vorgehensmodells für Datenanalyseprozesse können
zahlreiche Ansätze zur Datenintegration genutzt werden, um strukturierte
oder semi-strukturierte Daten aus mehreren Datenquellen zu integrieren. Al-
lerdings sind diese Ansätze nicht geeignet, um proprietäre Dateiformate zu
integrieren [Rei17; ZRKM20; ZRKM21]. Hinsichtlich der in Abschnitt 3.2 be-
schriebenen Datencharakteristika bieten öffentlich verfügbare Datenrepositorys
bzw. erzeugen existierende Datengeneratoren nur Datensätze, die eine spezifi-
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sche Klassenungleichverteilung aufweisen und relativ klein sind. Allerdings
bieten sie keine Datensätze, die viele heterogene und ungleichmäßig verteilte
domänenspezifische Entitätsgruppen beschreiben.
Die meisten untersuchten Ansätze zur Datenvorbereitung können ausschließ-

lich eine Klassenungleichverteilung adressieren. Allerdings verschlimmern ent-
sprechende Ansätze die Probleme mit jeweils anderen Ursachen für Bias in Da-
ten. In vielen Fällen führt dies zu einer deutlichen Verschlechterung der Vorher-
sageleistung von anschließend trainierten Klassifikationsmodellen [HRM19].
Einzig eine statistische Feature-Selektion kann zu einer Steigerung der Vor-
hersageleistung führen, indem diese Technik das Risiko einer Überanpassung
der ML-Modelle an eine zu kleine Datenmenge reduziert. Allerdings kommen
eine Feature-Selektion bei Datensätzen, die eine hohe Gruppenheterogenität
aufweisen, an ihre Grenzen. In diesem Fall können die Datensätze sehr viele
komplexe Muster enthalten, sodass schwer herauszufinden ist, welche Features
als relevant oder irrelevant zur Abgrenzung dieser Muster einzustufen sind.
Im Schritt Datenanalyse und Modellbildung eignen sich Ensemble-Methoden

als Lernverfahren, da sie das Risiko einer Überanpassung der ML-Modelle an
eine kleine Datenmenge reduzieren [HRM19; WGC14]. Insbesondere stellen
Bagging-Verfahren, wie bspw. Random Forest [Bre01], eine gute Wahl dar,
die zudem gut mit falsch dokumentierten, verrauschten Klassenlabels umge-
hen können. AutoML-Systeme weisen Nachteile hinsichtlich einer Klassenun-
gleichverteilung, einer Gruppenungleichverteilung sowie einer Überanpassung
der optimierten ML-Modelle an kleine Datenmengen auf. Ansätze zum Meta-
Learning berücksichtigen bei der Suche nach ähnlichen Datensätzen zwar
die Verteilung von Dateninstanzen, Klassen und Features, allerdings keine
Gruppenheterogenität oder Gruppenungleichverteilung.
Die Studie zu Datensatzverschiebungen von Spieß et al. [SRWM22] zeigt,

dass sowohl passive als auch aktive Verfahren jeweils nur entweder eine Kon-
zeptverschiebung oder eine Kovariatenverschiebungen adressieren können.
Dies kann zu einer Verschlechterung der Vorhersageleistung von Klassifikati-
onsmodellen führen, wenn der zugrundeliegende Datensatz beide Arten von
Datensatzverschiebungen aufweist. Dies gilt insbesondere, wenn die Konzept-
verschiebung und Kovariatenverschiebung in einer Trade-off-Beziehung stehen,
was in vielen realen Anwendungsfällen der Fall ist [KU15; MGM20; NLDD18].
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Ka
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te
l 5

Nutzung von Domänenwissen zur
Datenakquise und -exploration

Die in Abschnitt 4.1 diskutierten Ansätze zur Datenakquise und Datenexplora-
tion adressieren nur wenige der in Abschnitt 3.2 beschriebenen Datencharak-
teristika. Zum Beispiel sind Ansätze und Software-Tools zur Datenintegration
nicht geeignet, um proprietäre Dateiformate zu integrieren [Rei17; ZRKM20;
ZRKM21]. Ein weiteres Problem ergibt sich dadurch, dass die Datensätze, die
von öffentlich verfügbaren Repositorys bereitgestellt werden bzw. mit exis-
tierenden Datengeneratoren erzeugt werden können, nicht alle Ursachen für
Bias in Daten aufweisen, wie sie in realen Anwendungsfällen vorkommen,
insbesondere keine Gruppenheterogenität und Gruppenungleichverteilung.
In diesem Kapitel werden Ansätze diskutiert, die im Schritt der Datenakquise

und Datenexploration formal repräsentiertes Domänenwissen nutzen, um diese
Probleme zu adressieren. Abbildung 5.1 kategorisiert die Ansätze hinsichtlich
der jeweils durchzuführenden Aufgabe sowie hinsichtlich der jeweils genutz-
ten Repräsentationsform des Domänenwissens. Abschnitt 5.1 diskutiert, wie
Domänenwissen in Form semantischer Informationen in Metadatenmodellen
verwendet werden kann, um heterogene Datenformate zu abstrahieren und
semantisch zu beschreiben sowie damit den Aufwand für Domänenexperten
zur Datenakquise zu verringern. Dieser Aspekt wird in Abschnitt 5.2 für ein
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Abbildung 5.1: Durch Domänenwissen unterstützte Aufgaben in der Daten-
akquise und Datenexploration sowie Kategorisierung der Auf-
gaben und entsprechender Ansätze hinsichtlich der formalen
Repräsentationsform des genutzten Domänenwissens.

konkretes Metadatenmodell vertieft, das im Rahmen eines vom Autor dieser
Habilitationsschrift betreuten Projekts entstanden ist und speziell die Anwen-
dungsdomäne der Produktentwicklung unterstützt [ZRKM21]. Sind in einem
Anwendungsfall nicht ausreichend Daten vorhanden, können Datengenerato-
ren zusätzliche Daten erzeugen. Abschnitt 5.3 stellt einen neuen Ansatz für
einen Datengenerator vor, der als Domänenwissen eine Taxonomie nutzt, um
neue Daten mit spezifisch konfigurierbaren Ausprägungen einer Gruppenhete-
rogenität und einer Gruppenungleichverteilung zu erzeugen [TRSM23].
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5.1 Semantische Informationen in Metadatenmodellen zur
Unterstützung von Domänenexperten bei der Datenakquise

Metadaten können insbesondere das Format, die Struktur, aber auch den
Inhalt und die semantische Bedeutung von Daten innerhalb einer Anwen-
dungsdomäne beschreiben [GH19]. Die Metadaten selbst werden dabei über
Metadatenmodelle strukturiert. Metadatenmodelle und ihre Metadaten eignen
sich, um heterogene Datenformate zu abstrahieren und so einen einheitlichen
Zugriff auf die Daten zu ermöglichen [EGG+21a; ZRKM21]. Wird in den Me-
tadaten der Inhalt und die semantische Bedeutung der Daten hinreichend gut
beschrieben, erleichtert dies Domänenexperten, die für ihre Analyse passen-
de Daten zu finden und zu akquirieren [GLN+05]. Zu diesem Zweck kann
Domänenwissen in den Metadatenmodellen abgebildet werden, indem diese
mit semantischen Informationen angereichert werden, die insbesondere aus
Glossaren oder semantischen Netzen stammen [She99; WWR18; ZRKM21].
Nachfolgend wird in Abschnitt 5.1.1 zunächst beschrieben, auf welche Wei-

se Metadaten allgemein den Schritt der Datenakquise und Datenexploration
im generischen Vorgehensmodell für Datenanalyseprozesse unterstützen kön-
nen. Abschnitt 5.1.2 diskutiert, wie Domänenwissen in Form semantischer
Informationen in Metadatenmodelle abgebildet werden kann.

5.1.1 Metadaten zur Unterstützung der Datenakquise und Datenexploration

Gröger und Hoos [GH19] definieren mehrere Arten von Metadaten zur Be-
schreibung von Daten und der Datenverarbeitung (siehe Tabelle 5.1). Technische
Metadaten beschreiben strukturelle und technische Aspekte der Daten und
Datenhaltungssysteme, z. B. das Datenschema oder Zugriffsrechte bestimmter
Nutzer oder Nutzergruppen. Operative Metadaten beschreiben Details, wie
Daten verarbeitet wurden. Dies umfasst Spezifikationen der durchgeführten
Datenzugriffe und Datentransformationen sowie Informationen über Datenqua-
lität und Datenherkunft. Technische und operative Metadaten sind nach Gröger
und Hoos [GH19] die zentrale Grundlage zur Sicherstellung von Governance-
Richtlinien bei der Verarbeitung von Daten. Sie können genutzt werden, um
die regel- und gesetzeskonforme Nutzung von Daten zu gewährleisten, z. B.
hinsichtlich Anforderungen aus der Datenschutz-Grundverordnung (DSGVO).
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Tabelle 5.1: Die wichtigsten Arten von Metadaten, was sie hauptsächlich be-
schreiben sowie welchen Einsatzzweck sie jeweils unterstützen;
nach Gröger und Hoos [GH19].

Art der Metadaten Beschreibung primärer Einsatzzweck
Technische
Metadaten

Strukturelle und technische
Aspekte der Daten, z. B.
Datenschemata, Zugriffsrechte

Daten-Governance

Operative
Metadaten

Details zur Datenverarbeitung,
z. B. zu Datentransformationen,
Datenqualität, Datenherkunft

Daten-Governance

Fachliche
Metadaten

Inhaltliche Bedeutung von Daten,
Zusammenhänge in Daten

Datenakquise und
Datenexploration

Fachliche Metadaten entsprechen einer semantischen bzw. konzeptionellen
Beschreibung der inhaltlichen Bedeutung von Daten sowie von Zusammen-
hängen in Daten. Sie unterstützen somit speziell die Datenakquise und Daten-
exploration. Unter diese Metadaten fallen u. a. konzeptionelle Datenmodelle
oder auch die oben angesprochene Abbildung von Domänenwissen und seman-
tischer Informationen in Metadatenmodellen. Sie eignen sich insbesondere,
um verschiedene heterogene Datenformate zu abstrahieren. Dies gilt auch für
die in Tabelle 3.1 gelisteten strukturierten, semi-strukturierten und unstruk-
turierten Datenformate, die in industriellen Anwendungsfällen vorkommen.
Die Metadaten können zuvor isolierte Datensilos verschiedener Organisations-
einheiten aufbrechen, indem sie transparent beschreiben, welche Daten in
welchen IT-Systemen eines Unternehmens vorliegen [EGG+21a].
Durch die konzeptionelle und semantische Abstraktion der Daten unterstüt-

zen fachliche Metadaten nicht nur Dateningenieure oder Datenwissenschaftli-
cher bei der Datenakquise, sondern auch Domänenexperten mit geringeren
IT-Kenntnissen, wie bspw. Prozess- und Produktentwicklungsingenieure oder
Betriebswirte [GH19; TSRC15; ZRKM20]. Ebenso unterstützen fachliche Me-
tadaten Domänenexperten bei der Datenexploration, indem sie die zugrunde-
liegenden Daten bereits auf einer Meta-Ebene beschreiben, z. B. hinsichtlich
der semantischen Bedeutung einzelner Attribute [GH19]. Somit muss bei der
Umsetzung der Datenexploration diese Beschreibung auf der Meta-Ebene nicht
mehr durch die Domänenexperten oder andere Fachexperten durchgeführt
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werden. Zudem können bestimmte Zusammenhänge in den Daten bereits
in Metadaten abgebildet werden, sodass Domänenexperten auf Basis dieser
Zusammenhänge erste Hypothesen für ihre Datenanalysen erstellen können.
Die Literatur schlägt mehrere Metadatenmodelle vor, die geeignet sind, ver-

schiedene Daten mit heterogenen Formaten zu abstrahieren. Das MEtadata
model for DAta Lakes (MEDAL) [SSF+19] sowie Ground [HSG+17] repräsentie-
ren jeweils Datenobjekte als Knoten in Graphen oder Hypergraphen, während
Abhängigkeiten zwischen diesen Datenobjekten als Kanten oder Hyperkanten
dargestellt werden. Das Core Scientific Metadata Model (CSMM) von Matthews
et al. [MSF+10] nutzt Metadaten, um durch wissenschaftliche Studien er-
zeugte Daten zu beschreiben. Eichler et al. [EGG+21b] stellen mit HANDLE
(Handling metAdata maNagement in Data LakEs) ein generisches Metadatenmo-
dell vor, dem je nach Bedarf neue Metadatenstrukturen zur Beschreibung von
Daten hinzugefügt werden können. Außerdem unterstützt HANDLE verschiede-
ne Nutzergruppen, indem die Metadaten an die Bedürfnisse der Nutzergruppen
angepasst bereitgestellt werden können. Mit Datenkatalogen gibt es speziel-
le Software-Lösungen, die eine Erfassung, Speicherung, Verarbeitung und
Bereitstellung von Metadaten ermöglichen [EGH+22; JO23; LLEF20].

5.1.2 Domänenwissen und semantische Informationen in Metadatenmodellen

Um speziell Domänenexperten die Datenakquise und Datenexploration mittels
Metadaten noch weiter zu vereinfachen, können Metadatenmodelle Domä-
nenwissen in Form semantischer Informationen abbilden. Beschreiben diese
semantischen Informationen Aspekte und Begriffe, die den Domänenexperten
aus ihren jeweiligen Anwendungsfällen geläufig sind, können diese Experten
über die Metadaten die für sie relevanten Daten mit deutlich geringerem Such-
aufwand finden. Dabei können die Metadaten insbesondere mit Begriffen aus
Glossaren oder kontrollierten Vokabularen verschlagwortet werden [EGG+21a;
WWR18]. Ebenso ist es möglich, Begriffe oder weitere semantische Informati-
on aus semantischen Netzen wie Taxonomien oder Ontologien innerhalb der
Metadatenmodelle abzubilden [WD10; WVV+01]. Die Abbildung der in einer
Anwendungsdomäne oder einem Unternehmen geläufigen Begriffe in Meta-
datenmodelle ermöglicht eine kohärente, einheitliche und widerspruchsfreie
Beschreibung der Metadaten [EGG+21a].
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Velle et al. [VFP+05] stellen mit dem Scientific Data Bag (SDB) ein Spei-
cherformat vor, mit dem semantische Informationen als Metadaten zur Be-
schreibung von Dateien heterogener Dateiformate verwaltet werden können.
Dieser Ansatz ist allerdings auf Dateien beschränkt und unterstützt damit nicht
alle der in Tabelle 3.1 gelisteten Datenformate industrieller Anwendungsfäl-
len [ZRKM21]. Ebenso evaluieren die Autoren ihren Ansatz primär nur für die
Anwendungsdomäne der numerischen Strömungsmechanik.
Andere Ansätze nutzen semantische Netze, die die Bedeutung von Daten

und die semantischen Beziehungen zwischen Daten verschiedener Datenquel-
len beschreiben. Nargesian et al. [NPZ+20] schlagen einen entsprechenden
Ansatz vor, mit dem die Daten eines Data Lake über eine Taxonomie hierar-
chisch organisiert und mit domänenspezifischen Begriffen aus der Taxonomie
verschlagwortet werden können. Domänenexperten können durch die in der
Taxonomie definierten hierarchischen Relationen zwischen Ober- und Unterbe-
griffen navigieren, um die für sie relevanten Daten zu finden. Weiterhin können
semantisch reichhaltigere Informationen aus Ontologien oder Wissensgraphen
verwendet werden, um Daten zu organisieren sowie zu verschlagworten und
somit eine semantische Suche nach Daten zu ermöglichen [She99; WD10;
XDCC19]. Schmid et al. [SHT19] zeigen beispielhaft, wie Ontologien und
Wissensgraphen die Suche nach Daten in einem Data Lake aus dem Auto-
mobilbereich unterstützen können. Einige dieser Ansätze nutzen eine einzige
Ontologie, die eine globale Sicht auf alle relevanten Datenquellen bietet [She99]
(siehe Abbildung 5.2). Bei einer Vielzahl an heterogenen Datenformaten und
unterschiedlichen Bedeutungen verschiedener Daten ist der Entwurf einer sol-
chen einzigen globalen Ontologie allerdings schwierig [Rei17]. Hierfür eignen
sich wiederum Ansätze, die mehrere Ontologien verwenden [WVV+01]. Dabei
wird jede Datenquelle durch eine quellenspezifische Ontologie beschrieben, die
dadurch deutlich weniger Datenformate abstrahieren muss. Beziehungen zwi-
schen mehreren Datenquellen können über Relationen zwischen den Begriffen
der jeweiligen Ontologien spezifiziert werden [WVV+01]).
Diese auf semantischen Netzen wie Taxonomien und Ontologien basieren-

den Ansätze unterstützen eine große Bandbreite der in Tabelle 3.1 gelisteten
Datenformate. Manche eignen sich sogar zur Extraktion von Informationen aus
unstrukturierten Textdaten oder aus Audio-, Bild- und Videodaten [ARR13;

116 5 | Nutzung von Domänenwissen zur Datenakquise und -exploration



(a) Ansatz mit einer Ontologie

Globale 

Ontologie

Lokale 

Ontologie

Lokale 
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Lokale 

Ontologie

Abbildungen zwischen

Ontologie und Daten

Abbildungen zwischen

Ontologien

(b) Ansatz mit mehreren Ontologien

Abbildung 5.2: Grundlegende Ansätze zur Nutzung von Ontologien, um ver-
schiedene Datenquellen zu abstrahieren. Die linke Seite zeigt,
wie eine einzige Ontologie eine globale Sicht auf alle Datenquel-
len bietet, während auf der rechten Seite für jede Datenquelle
eine separate Ontologie genutzt wird, vgl. Reimann [Rei17].

KFPI11; WD10]. Allerdings ist für solche Ansätze die Definition eines oder meh-
rerer semantischer Netze nötig, die alle in der Anwendungsdomäne relevanten
Begriffe und deren Beziehungen spezifizieren. Da eine Definition semantischer
Netze mit einem gewissen Aufwand verbunden ist, sollten für entsprechende
Ansätze geeignete semantische Netze bereits vorliegen [Rei17]. Für industrielle
Anwendungsfälle kommt dabei bspw. die Taxonomie ECLASS1 zur Kategori-
sierung und semantischen Beschreibung von Produkten und Dienstleistungen
infrage (siehe Abschnitt 2.2). Ebenso kann mittels der Automation Markup
Language (AutomationML) [Dra10] eine Ontologie genutzt werden, die die
Topologie und Struktur von Produktionsanlagen und Produkten abbildet.
Sämtliche in diesem Abschnitt beschriebenen Ansätze zur Abbildung von

Domänenwissen und semantischer Informationen in Metadatenmodellen wur-
den allerdings noch nicht hinsichtlich ihres Potenzials untersucht, inwieweit
sie die Datenakquise und Datenexploration speziell für Domänenexperten in
den in Abschnitt 3.1 genannten industriellen Anwendungsfällen vereinfachen.
Ebenso wurden auch die Taxonomie ECLASS und eine mit AutomationML
beschriebene Ontologie, die aus dieser Anwendungsdomäne stammen, noch
nicht hinsichtlich ihrer Eignung für Metadatenmodelle untersucht.

1ECLASS: https://eclass.eu/
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5.2 Metadatenmodell zur Unterstützung der Datenakquise in der
virtuellen Produktentwicklung

Produktentwicklungsprojekte werden mittels verschiedener CAx-Systeme, wie
Computer-Aided Design (CAD), Computer-Aided Engineering (CAE), and
Computer-Aided Testing (CAT) [DWGB04; VK11], zunehmend virtuell durch-
geführt. Diese CAx-Systeme erzeugen und verarbeiten große Mengen an Daten,
die prinzipiell viele Möglichkeiten für Datenanalysen bieten. Aber schon alleine
die Datenakquise wird in der virtuellen Produktentwicklung für Domänenex-
perten wie bspw. Produktentwicklungsingenieure erschwert, da CAx-Systeme
ihre Daten in verschiedenen heterogenen Formaten abspeichern [ZRKM21].
Neben strukturierten CSV-Dateien finden sich hier viele Formate für proprietäre
2D- oder 3D-Geometriedateien oder auch Text- oder Binärdateien (siehe Tabel-
le 3.1). Darüber hinaus sind die einzelnen CAD-, CAE- und CAT-Anwendungen
meist unterschiedlichen Organisationseinheiten eines Unternehmens zugeord-
net, die ihre Daten in isolierten Datensilos verwalten [DWGB04].
Im Rahmen eines vom Autor dieser Habilitationsschrift betreuten Projekts

schlagen Ziegler et al. [ZRKM21] ein Metadatenmodell vor, mit dem Daten
aus diversen CAx-Anwendungen beschrieben werden können. Dieses Meta-
datenmodell unterstützt sämtliche heterogenen Datenformate dieser Anwen-
dungsdomäne. Es bietet eine einheitliche und zusammenhängende Sicht auf
alle Daten der zuvor isolierten Datensilos in den Bereichen CAD, CAE und
CAT, um somit die Datenakquise und folglich auch Datenanalysen über ver-
schiedene CAx-Anwendungen hinweg zu ermöglichen. In diesem Abschnitt
werden die zentralen Aspekte dieses Metadatenmodells diskutiert und da-
bei in den Gesamtkontext dieses Kapitels gesetzt. Für weitere Details sei auf
die Publikation von Ziegler et al. [ZRKM21] verwiesen. Abschnitt 5.2.1 be-
schreibt die Bestandteile des Metadatenmodells sowie welche semantischen
Informationen hierbei verwendet werden, um die Datenakquise für Domänen-
experten zu unterstützen. Abschnitt 5.2.2 fasst die zentralen Ergebnisse einer
Validierung zusammen, inwieweit das Metadatenmodell die Datenakquise für
unterschiedliche Datenanalysen in der virtuellen Produkentwicklung tatsäch-
lich vereinfacht. Schließlich diskutiert Abschnitt 5.2.3 die Übertragbarkeit des
Metadatenmodells auf andere Anwendungsdomänen und deren Daten.
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5.2.1 Bestandteile des Metadatenmodells

Abbildung 5.3 zeigt den Ausschnitt einer Instanz dieses Metadatenmodells für
ein beispielhaftes virtuelles Produktentwicklungsprojekt [Rei23; ZRKM21].
Die Metadaten entsprechen einer graphbasierten Struktur mit mehreren Arten
von Knoten. Die erste Art von Knoten entspricht Datencontainern (blau in der
Abbildung). Ein Datencontainer ist eine in einem Datenhaltungssystem eindeu-
tig identifizierbare Sammlung von Daten, z. B. eine Datei in einem Dateisystem
oder eine Tabelle in einem Datenbanksystem [Rei17; RRS+11]. Datencontai-
ner sind ein abstraktes Konzept, sodass sie beliebige Daten beschreiben können,
unabhängig davon, welches Format diese Daten haben. Dies ermöglicht die
einheitliche Beschreibung von Daten heterogener Formate im Metadatenmo-
dell. Jeder Datencontainer wird zudem mit einem URI versehen, der auf den
jeweiligen Speicherort im zugrundeliegenden Datenhaltungssystem verweist
und mit dem die Daten von diesem Quellsystem akquiriert werden können.
Darüber hinaus beschreiben weitere Knoten des Metadatenmodells explizit

die Arbeitsaktivitäten (gelb in Abbildung 5.3), die von Entwicklungsingenieu-
ren mittels Software in virtuellen Produktentwicklungsprojekten durchgeführt
werden [ZRKM21]. Weiterhin werden die Knoten der Arbeitsaktivitäten über
gerichtete Kanten mit den Knoten der Datencontainer verknüpft, deren Da-
ten die Arbeitsaktivitäten bzw. die jeweils genutzte Software als Eingaben
benötigen oder die sie als Ausgaben produzieren. Damit wird in einer Instanz
des Metadatenmodells der Datenfluss zwischen den Datencontainern und
Arbeitsaktivitäten eines Produktentwicklungsprojekts abgebildet.
In dem in Abbildung 5.3 dargestellten Beispiel startet der Projektworkflow

mit den Daten einer Produktspezifikation [ZRKM21] (Knoten 1). Diese Produkt-
spezifikation dient als Grundlage zur Produktplanung, bei der Entwicklungsin-
genieure einen virtuellen Prototyp in Form eines 2D- oder 3D-Produktdesigns
entwerfen (Knoten 2+3). In der nächsten Arbeitsaktivität wird der virtuel-
le Prototyp mit einer CAE-Software simuliert, um bestimmte Eigenschaften
des Produktdesigns zu testen (Knoten 4). Die CAE-Software liefert Simulati-
onsdaten (Knoten 5), auf deren Grundlage Ingenieure entscheiden, welches
Produktdesign als physischer Prototyp gebaut werden soll (Knoten 6+7). Die-
ser physische Prototyp wird bspw. auf einem Prüfstand getestet (Knoten 8),
wodurch finale Testergebnisse als Daten geliefert werden (Knoten 9).
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Abbildung 5.3: Beispiel einer Instanz des Metadatenmodels, das sowohl Daten, Metadaten als auch Arbeitsaktivitäten
von virtuellen Produktentwicklungsprojekten beschreibt, vgl. Ziegler et al. [ZRKM21].
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Sowohl Datencontainer als auch Arbeitsaktvitäten können im Graphmodell
jeweils mit beliebig vielen Knoten für beschreibende Metadaten verknüpft wer-
den (grau in Abbildung 5.3). Diese Metadatenknoten beinhalten Attribute
und deren Werte, mit denen die Datencontainer oder Arbeitsaktivitäten näher
beschrieben werden können. Zum Beispiel können solche Attribute in den Meta-
daten beschreiben, von welcher Kundin eine Produktspezifikation kommt, mit
welcher CAD-Software die Produktplanung sowie mit welcher CAE-Software
die Produktsimulation durchgeführt wurden oder in welcher Fabrik und mit
welchem Material der physische Prototyp gebaut wurde.
Diese beschreibenden Metadaten stellen Wissen in Form semantischer In-

formationen aus der Anwendungsdomäne der virtuellen Produktentwicklung
dar. Aber auch die graphbasierte Struktur selbst stellt in gewisser Weise Domä-
nenwissen dar, da sie explizit die Arbeitsaktivitäten als Knoten sowie deren
Datenfluss als Kanten darstellen, die die Produktentwicklungsingenieure in
ihrem Arbeitsalltag durchführen und die ihnen daher geläufig sind. Daher
ist das Metadatenmodell für diese Domänenexperten leicht verständlich. Die
semantischen Informationen in den Metadatenknoten sowie die geläufige pro-
jektspezifische Struktur des graphbasierten Metadatenmodells erleichtern für
diese Experten die Datenakquise und Datenexploration in erheblichem Maße.
Sie können damit die für ihre gewünschten Analysen benötigten Daten einfa-
cher finden. So können sie z. B. die Metadatenstruktur durchnavigieren, um
Daten zu suchen, die Ein- oder Ausgabedaten bestimmter Arbeitsaktivitäten
darstellen und dabei mit bestimmten Attributwerten in den beschreibenden
Metadaten assoziiert sind. Diese vereinfachte Datanakquise ermöglicht auch
eine von Experten geführte Datenanalyse, um so detaillierte Erkenntnisse aus
den zugrundeliegenden Daten gewinnen zu können [Via13; ZRKM21].
Weiterhin erlaubt das Metadatenmodell, zusätzliches Domänenwissen aus

externen Glossaren, kontrollierten Vokabularen oder semantischen Netzen
wie Ontologien einzubinden [ZRKM21]. Jeder Knoten für Datencontainer,
Arbeitsaktivitäten und Metadaten kann mit einem konkreten Typ assoziiert
werden. Dieser Typ kann sich dabei auf die in den externen Glossaren, kon-
trollierten Vokabularen oder semantischen Netzen definierten Begriffe be-
ziehen. Dies ist als Alternative zu beschreibenden Metadaten insbesondere
dann sinnvoll, wenn es bereits externe Glossare, kontrollierte Vokabulare oder

5.2 | Metadatenmodell für die Datenakquise in der Produktentwicklung 121



semantische Netze gibt, die eine einheitliche und widerspruchsfreie Bedeu-
tung relevanter domänenspezifischer Begriffe vorgeben. Damit wird diese
einheitliche und widerspruchsfreie Begriffsbedeutung auch im Metadatenmo-
dell übernommen. Ein gängiges Beispiel einer dazu passenden Ontologie ist die
Product Design Ontology [CCF+09]. Diese Ontologie ist speziell zur Beschrei-
bung von CAD- und CAE-Daten konzipiert und definiert dabei die Formate
der in diesen CAx-Anwendungen typischerweise verwendeten Dateien sowie
mit welchen Metadaten diese Dateien beschrieben werden sollten. Solch eine
einheitliche und widerspruchsfreie Begriffsbedeutung und Begriffsverwendung
im Metadatenmodell kann auch den Datenaustausch zwischen unterschied-
lichen Organisationseinheiten und CAx-Anwendungen eines Unternehmens
erleichtern [EGG+21a]. Damit kann sich die Zusammenarbeit verschiedener
Organisationseinheiten in einem Produktentwicklungsprojekt verbessern, was
sich positiv auf die Projektergebnisse auswirken kann [DWGB04].
Abbildung 5.3 stellt eine idealisierte lineare Durchführung eines Produkt-

entwicklungsprojekts dar. Wie in Abschnitt 3.2.3 beschrieben, kann sich die
tatsächliche Reihenfolge, in der diese Schritte in realen Projekten durchgeführt
werden, je nach Projekt unterscheiden. Ebenso müssen einzelne Arbeitsaktivitä-
ten häufig iteriert werden, wenn z. B. die erzielten Ergebnisse nicht den Erwar-
tungen entsprechen [ZRKM21; ZRS+22]. Die realen Instanzen des von Ziegler
et al. [ZRKM21] vorgestellten Metadatenmodells weisen mehrere Verzwei-
gungen sowie Mehrfachausführungen derselben abstrakten Arbeitsaktivitäten
auf. Durch den Ansatz der graphbasierten Struktur des Datenflusses im Meta-
datenmodell ist es allerdings möglich, beliebig strukturierte und verzweigte
Projektabläufe und damit auch die in Abschnitt 3.2.3 beschriebenen unstruk-
turierten und nichtlinear durchgeführten Prozesse abzubilden [ZRS+22].

5.2.2 Zentrale Ergebnisse der Validierung des Metadatenmodells

Das Metadatenmodell wurde mit verschiedenen Anwendungsfällen für Da-
tenanalysen validiert. Dabei stand im Fokus, inwieweit es die Datenakquise
speziell für Domänenexperten wie Produktentwicklungsingenieure erleichtert.
Abbildung 5.4 zeigt die Systemarchitektur, mit der das Metadatenmodell um-
gesetzt und validiert wurde [ZRKM21]. Die hierfür genutzten Daten, die von
CAD-, CAE- und CAT-Anwendungen stammen, werden in ihrem Rohformat
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Abbildung 5.4: Systemarchitektur zur Umsetzung des graphbasierten Meta-
datenmodells sowie die Datenalysen, die für die Validierung
genutzt wurden, vgl. Ziegler et al. [ZRKM21].

in einem Data Lake gespeichert. Die Instanzen des graphbasierten Metada-
tenmodells werden als Property-Graph-Struktur in einer Graph-Datenbank
verwaltet. Wie oben beschrieben verweisen die einzelnen Metadatenknoten
für Datencontainer mittels URIs auf die dazugehörigen Daten im Data Lake.
Nutzer und Software-Anwendungen können auf die Metadaten und Daten
zugreifen, indem sie durch die Graphstruktur der Metadaten durchnavigieren
oder Anfragen in einer Anfragesprache wie bspw. Cypher [FGG+18] stellen.
Auf der rechten Seite zeigt Abbildung 5.4 die beispielhaften Anwendungsfälle

für Datenanalysen, mit denen das Metadatenmodell validiert wurde [ZRKM20;
ZRKM21; ZRS+22]. Das gesamte System und das Metadatenmodell wird aktiv
von Ingenieuren des Projektpartners genutzt, um z. B. Daten für Reports zu
akquirieren, die Ergebnisse von Produktentwicklungsprojekten zusammenfas-
sen [ZRKM21]. Dabei können die Ingenieure bspw. mittels einer Analyse von
Simulations- und Testergebnissen die von ihnen erstellten Produktdesigns veri-
fizieren und Verbesserung der Designs ableiten [ZRK+24]. In einer weiteren
Publikation diskutieren Ziegler et al. [ZRKM20], wie das Metadatenmodell
Daten von abgeschlossenen Produktentwicklungsprojekten bereitstellen kann,
um damit ein Empfehlungssystem für Produktdesigns zu ermöglichen.
Ein Anwendungsfall entspricht einer Feedbackschleife von physischen Pro-

duktests (CAT) zu computerbasierten Simulationen (CAE) [ZRKM21]. Dabei
kann das Metadatenmodell zur Akquise einer spezifischen Teilmenge aller im
Data Lake befindlichen CAT-Daten genutzt werden. Zum Beispiel kann eine
Selektion von CAT-Daten durchgeführt werden, die zu Produkten gehören, die
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aus einem spezifischen Material wie Zellulose bestehen. Die Analyse solcher
spezifischen CAT-Daten kann Hinweise liefern, wie die vor den physischen
Produktests durchgeführte computerbasierte Simulation bzw. bestimmte Simu-
lationsparameter angepasst werden können, damit die Simulation genauere
Ergebnisse liefert. Ist die Simulation genauer, können häufiger bereits nach der
Simulation Erkenntnisse zur Verbesserung der Produktdesigns erzielt werden,
sodass hierfür weniger physische Produkttests durchgeführt werden müssen.
In einer weiteren Publikation schlagen Ziegler et al. [ZRS+22] einen An-

satz vor, der die graphbasierten Metadaten für eine Prozessanalyse auswertet.
Gängige Verfahren zur Prozessanalyse, z. B. zum Process Mining, sind nicht in
der Lage, die Variantenvielfalt der unstrukturiert und nicht linear ausgeführ-
ten Prozesse von Produktentwicklungsprojekten zu erfassen [Aal11; DRG21;
GA07] (siehe Abschnitt 3.2.3). Der Ansatz von Ziegler et al. [ZRS+22] nutzt
nicht die normalerweise im Process Mining verwendete Datenstruktur eines
Event Logs. Stattdessen nutzt er das graphbasierte Metadatenmodell, um Aus-
führungsdaten zu Produktentwicklugsprojekten aus einem PLM-System zu
akquirieren und in eine Graphstruktur zu überführen, die den Kontroll- und
Datenfluss der Prozesse abbilden kann. Anschließend können mit Verfahren
zur Graphanalyse [JCZ13] Teilgraphen identifiziert werden, die Muster für
häufig durchgeführte Teilprozesse der vielen Ausführungsvarianten von Pro-
duktentwicklungsprojekten repräsentieren. Dieser Ansatz kann deutlich besser
mit unstrukturiert und nicht linear durchgeführten Prozessen umgehen, da
nicht ein großes ’Spaghetti’-Prozessmodell [Aal11], sondern mehrere Muster
für häufig vorkommende Teilprozesse abgeleitet werden.

5.2.3 Übertragbarkeit des Metadatenmodells auf andere
Anwendungsdomänen

Das in diesem Abschnitt vorgestellte Metadatenmodell sowie die Datenakqui-
se und Datenalysen, die es unterstützt, wurden von Ziegler et al. [ZRKM20;
ZRKM21; ZRS+22] speziell für die Anwendungsdomäne der virtuellen Pro-
duktentwicklung implementiert und validiert. Allerdings ist das grundlegende
Konzept auch auf Anwendungsfälle anderer Bereiche übertragbar. Das Metada-
tenmodell eignet sich insbesondere zur Beschreibung von Daten, wenn in diesen
Anwendungsfällen Prozesse bzw. Projekte durchgeführt werden, in denen in
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bestimmten Arbeitsaktivitäten mittels Software Daten als Eingaben eingelesen
und als Ausgaben produziert werden. Dabei kann das Metadatenmodell nicht
nur die Daten mit beschreibenden Informationen anreichern, sondern auch
explizit die Arbeitsaktivitäten sowie den Datenfluss der Datenverarbeitung
abbilden. Diese Charakterisierung der Prozesse bzw. Projekte trifft nicht nur
auf viele industrielle Anwendungsfälle zu [Grö22; WWIT16], sondern auch auf
andere Anwendungsdomänen wie bspw. medizinische Diagnosen [CRM+20;
MGM20], da in deren Prozessen aufgrund der fortschreitenden Digitalisierung
mehr und mehr Daten mittels Software generiert und ausgewertet werden.
Dies bietet eine gute Ausgangsbasis zur Übertragung des Metadatenmodells
sowie der Ergebnisse der Validierung von Ziegler et al. [ZRKM20; ZRKM21;
ZRS+22] auf weitere Anwendungsdomänen.

5.3 Nutzung einer Taxonomie zur Generierung von Daten mit
einer Gruppenheterogenität und Gruppenungleichverteilung

Öffentlich verfügbare Repositorys sowie existierende Datengeneratoren bieten
keine Datensätze, die eine Gruppenheterogenität und Gruppenungleichver-
teilung in dem Maße aufweisen, wie sie in Daten realer industrieller Anwen-
dungsfälle häufig existent sind (siehe Abschnitt 4.1). Dies liegt insbesondere
daran, dass diese Repositorys und Datengeneratoren kein formal repräsentier-
tes Domänenwissen berücksichtigen, das aber zur realitätsnahen Erzeugung
einer Gruppenheterogenität und Gruppenungleichverteilung benötigt wird.
Insbesondere muss das Domänenwissen spezifische Eigenschaften und Zusam-
menhänge der domänenspezifischen Entitätsgruppen darstellen, wie bspw.
zu verschiedenen Produktgruppen in industriellen Anwendungsfällen oder zu
unterschiedlichen Personengruppen in medizinischen Anwendungsfällen.
Treder-Tschechlov et al. [TRSM23] schlagen einen Ansatz zur Datengene-

rierung vor, der diese Probleme adressiert. Dieser kann genutzt werden, um
für einen Anwendungsfall realitätsnahe Daten zu erzeugen, sofern verfügbare
Repositorys oder andere Datenquellen nicht ausreichend Daten anbieten. Der
Ansatz zur Datengenierung nutzt zur realitätsnahen Erzeugung von Daten
Domänenwissen in Form einer Taxonomie, die die jeweiligen domänenspezifi-
schen Entitätsgruppen hierarchisch organisiert. Er kann Datenmit numerischen
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und kategorischen Features sowie mit konfigurierbaren Anzahlen an Daten-
instanzen, Klassen und Features und unterschiedlichen Klassenverteilungen
erzeugen. Ebenso können mit dem Datengenerator aufgrund der Nutzung
einer Taxonomie die jeweiligen Ausprägungen einer Gruppenheterogenität
und Gruppenungleichverteilung in den erzeugten Daten eingestellt werden.
Nachfolgend werden in Abschnitt 5.3.1 zunächst die Vorgehensweise und

die wesentlichen Schritte des Ansatzes zur Generierung synthetischer Daten er-
läutert. Anschließend fasst Abschnitt 5.3.2 die zentralen Evaluationsergebnisse
von Treder-Tschechlov et al. [TRSM23] zusammen. Abschnitt 5.3.3 schließt
mit einer Diskussion ab, inwieweit der Ansatz zur Datengenerierung auf andere
Anwendungsdomänen und deren Datencharakteristika übertragbar ist.

5.3.1 Vorgehensweise des Ansatzes zur Datengenerierung

Abbildung 5.5 zeigt die wesentlichen Schritte des Ansatzes zur Generierung
realitätsnaher Daten. Neben der Taxonomie werden dem Ansatz bestimmte
Wahrscheinlichkeitsverteilungen zur Erzeugung einer Klassen- und Gruppen-
ungleichverteilung als Eingabe übergeben, z. B. eine Zipf-Verteilung aus der
Familie der Exponential-Verteilungen [Sch12]. Weitere Eingaben des Ansatzes
zur Datengenerierung sind bestimmte Konfigurationsparameter, mit denen
konkrete Eigenschaften und Verteilungen der zu erzeugenden Daten festgelegt
werden können [TRSM23]. Zum Beispiel können die Anzahlen an Dateninstan-
zen, Features und Klassen festgelegt werden. Zwei weitere Parameter steuern
die konkreten Verteilungen der Klassen bzw. Gruppen in den Daten, um somit
die Ausprägungen einer Klassenungleichverteilung und Gruppenungleichver-
teilung zu spezifizieren. Mit weiteren Parametern kann eingestellt werden,
inwieweit sich die Wertebereiche der Features für einzelne Klassen zwischen
den domänenspezifischen Gruppen unterscheiden bzw. überlappen. Damit
kann der Grad der Gruppenheterogenität in den Daten sowie die Komplexität
der gruppenspezifischen Klassenmuster eingestellt werden.
Die Daten werden vom Generator in drei Schritten erzeugt. Im ersten Schritt

traversiert der Datengenerator vomWurzelknoten bis zu den Blattknoten durch
die Taxonomie und legt für jeden Knoten und damit für jede domänenspezifi-
sche Gruppe auf jeder Ebene der Taxonomie fest, wie viele Dateninstanzen und
welche Klassen für diese Gruppe erzeugt werden sollen. Durch diesen Schritt
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Abbildung 5.5: Vorgehensweise des Ansatzes zur Nutzung einer Taxonomie zur
Generierung von Daten mit spezifischen Ausprägungen einer
Gruppenheterogenität, Gruppenungleichverteilung und Klas-
senungleichverteilung, vgl. Treder-Tschechlov et al. [TRSM23].

wird primär die konkrete Ausprägung der Gruppenungleichverteilung in den
Daten festgelegt. Dazu nutzt der Datengenerator die Wahrscheinlichkeitsver-
teilung und den entsprechenden Konfigurationsparameter für die Gruppen-
verteilung, um für jeden Knoten bzw. für jede Gruppe die konkrete Anzahl an
Dateninstanzen und Anzahl an Klassen zu spezifizieren.
Im zweiten Schritt iteriert der Datengenerator über die Blattknoten der Taxo-

nomie, um für jeden Blattknoten die spezifische Klassenverteilung zu erzeugen
sowie die Daten zu generieren. Zunächst werden anhand der Wahrscheinlich-
keitsverteilung und des Konfigurationsparameters für die Klassenverteilung pro
Blattknoten die Anzahl an Dateninstanzen pro Klasse festgelegt. Dadurch wird
die konkrete Ausprägung der Klassenungleichverteilung festgelegt. Weiterhin
werden in jedem Blattknoten anhand des Ansatzes von Guyon [Guy03] die
konkreten Feature-Werte jeder Dateninstanz erzeugt. Dabei wird der Konfigu-
rationsparameter zur Einstellung des Grads der Gruppenheterogenität genutzt,
um über die Blattknoten hinweg sicherzustellen, dass sich die Feature-Werte
von Instanzen unterschiedlicher Gruppen in bestimmten charakteristischen Fea-
tures unterscheiden. In der Folge unterscheiden sich auch die Muster derselben
Klassen zwischen den domänenspezifischen Gruppen [TRSM23].
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Im dritten Schritt werden die erzeugten Daten schließlich von den Blattkno-
ten auf die weiteren Knoten der höheren Taxonomieebenen verteilt. Hierbei
wird für jeden Elternknoten die Vereinigungsmenge aller Daten der Kindknoten
übernommen. Schließlich liefert der Ansatz als Ergebnis die Taxonomie, bei der
jedem Knoten die erzeugten Daten zugeordnet sind, die dann insgesamt die
entsprechend konfigurierten Ausprägungen einer Klassenungleichverteilung,
Gruppenheterogenität und Gruppenungleichverteilungen aufweisen.

5.3.2 Zentrale Evaluationsergebnisse

Treder-Tschechlov et al. [TRSM23] haben in ihrer Evaluation nachgewiesen,
dass ihr Datengenerator in der Lage ist, Datensätze mit einem breiten Spektrum
an Ausprägungen einer Klassenungleichverteilung, Gruppenheterogenität und
Gruppenungleichverteilung zu erzeugen. Dazu haben sie mit unterschiedlichen
Konfigurationsparametern mehrere Datensätze erzeugt und diese mit Metriken
untersucht, die Aussagen über die Verteilungen von Klassen (Klassenungleich-
verteilung), Verteilungen von Klassenmustern (Gruppenungleichverteilung)
sowie über die Komplexität und Separierbarkeit der Klassenmuster [HB02]
(Gruppenheterogenität) in den Daten erlauben. Weiterhin haben sie Korrekt-
klassifikationsraten von mit den Daten trainierten Klassifikationsmodellen
evaluiert, um die Auswirkungen der verschiedenen Ursachen für Bias in Daten
auf die Vorhersageleistung der Klassifikationsmodelle zu überprüfen. Nachfol-
gend werden die zentralen Ergebnisse dieser Evaluation hinsichtlich der drei
relevanten Ursachen für Bias in Daten zusammengefasst:

• Klassenungleichverteilung: Hierfür wurde der Gini-Koeffizient [Cow11;
Gin21] für die jeweiligen Klassenverteilungen der erzeugten Datensätze
berechnet. Je nach Wert des zugehörigen Konfigurationsparameters des
Datengenerators variieren die Gini-Koeffizienten zwischen 28%, was
einer relativ gleichmäßigen Klassenverteilung entspricht, und 73%, was
aussagt, dass die Klassen sehr ungleichmäßig verteilt sind.
Weiterhin haben Treder-Tschechlov et al. [TRSM23] noch die Korrekt-
klassifikationsraten von mit Random Forest trainierten Klassifikations-
modellen untersucht und dabei insbesondere überprüft, wie hoch die
Vorhersageleistung für Mehrheitsklassen und Minderheitsklassen sind.
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Je ungleichmäßiger die Klassen in den Datensätzen verteilt sind, desto
geringer ist die Korrektklassifikationsrate speziell für Minderheitsklassen.
Dies entspricht den Ergebnissen anderer Autoren, die Vorhersageleistun-
gen von Klassifikationsmodellen bei ungleichmäßig verteilten Klassen
untersuchen [GFB+12; HG09; HRM19; HRT+23; WP03; WY12].

• Gruppenungleichverteilung: Treder-Tschechlov et al. [TRSM23] haben
analog bei jedem erzeugten Datensatz den Gini-Koeffizienten für die je-
weilige Verteilung von Dateninstanzen auf domänenspezifische Gruppen
der untersten Ebene der Taxonomie berechnet. Auch hierbei konnten sie
je nach Einstellung des zugehörigen Konfigurationsparameter des Daten-
generators unterschiedliche Gruppenverteilungen mit Gini-Koeffizienten
zwischen ca. 20% und 70% erzeugen.

• Gruppenheterogenität: Hierfür haben die Autoren den mit dieser Da-
tencharakteristika einhergehenden Aggregations-Bias untersucht, also
inwieweit sich statistische Eigenschaften der Daten sowie die Ergebnisse
einer Datenanalyse unterscheiden, wenn man entweder den ganzen Da-
tensatz oder die Datenteilmengen für einzelne Gruppen auf der untersten
Taxonomieebene betrachtet [TRSM23]. Dabei haben sie für den gan-
zen Datensatz und für die einzelnen Teilmengen einige der von Ho und
Basu [HB02] vorgeschlagenen Komplexitätsmetriken für Klassifikations-
probleme berechnet, insbesondere Metriken auf Basis der Fisher’schen
Diskriminanzfunktion sowie auf Basis des statistischen Anteils der Daten-
instanzen, deren nächstgelegene Instanz im Feature-Raum einer anderen
Klasse angehört (sog. Border Points). Diese Metriken sagen unabhängig
vom Klassifikationsalgorithmus aus, wie schwierig es ist, in einem Da-
tensatz die einzelnen Klassenmuster voneinander separieren zu können.
Die von Treder-Tschechlov et al. [TRSM23] berechneten Werte dieser
Komplexitätsmetriken sind deutlich höher, wenn die Metriken auf den
ganzen Datensatz berechnet werden als nur auf den Teilmengen der
einzelnen domänenspezifischen Gruppen. Demnach können die Klassen-
muster im ganzen Datensatz deutlich schlechter voneinander separiert
werden als innerhalb der einzelnen Teilmengen, was den wesentlichen
Aspekt der Problematik einer Gruppenheterogenität ausmacht (siehe Ab-
schnitt 3.2.2). Zudem haben Treder-Tschechlov et al. [TRSM23] gezeigt,

5.3 | Nutzung einer Taxonomie zur Generierung von Daten 129



dass die Werte dieser Komplexitätsmetriken und damit die Separierbar-
keit der Klassenmuster über die zugehörigen Konfigurationsparameter
des Datengenerators gezielt eingestellt werden können.
Analog haben die Autoren auch die Korrektklassifikationsraten mit Ran-
dom Forest für den ganzen Datensatz und für die einzelnen Teilmengen
verglichen [TRSM23]. Bei Daten, die gemäß der Konfigurationsparameter
des Datengenerators mit einer geringen Gruppenheterogenität erzeugt
werden, ist der Unterschied zwischen den Korrektklassifikationsraten des
ganzen Datensatzes und der Teilmengen nur marginal. Bei Daten mit
einer höheren Gruppenheterogenität ist die Korrektklassifikationsrate für
den ganzen Datensatz um mehr als 30%-Punkte geringer als der Durch-
schnitt über alle gruppenspezifischen Teilmengen. Dies zeigt deutlich
den mit der Gruppenheterogentiät einhergehenden Aggregations-Bias.

5.3.3 Übertragbarkeit des Ansatzes zur Datengenerierung auf andere
Anwendungsdomänen und Datencharakteristika

Grundsätzlich ist der Datengenerator unabhängig von der konkreten Anwen-
dungsdomäne nutzbar, um synthetische Daten mit einer Klassenungleichver-
teilung, Gruppenheterogenität und Gruppenungleichverteilung zu erzeugen.
Die einzige Voraussetzung ist, dass in der jeweiligen Anwendungsdomäne eine
Taxonomie oder ein anderes semantisches Netz mit hierarchischen Relationen
zu Ober- und Unterbegriffen vorliegt, die die domänenspezifischen Entitäts-
gruppen hierarchisch organisieren. Da eine Taxonomie die einfachste Form
eines semantischen Netzes ist, liegt sie in vielen Anwendungsdomänen bereits
vor. Dies gilt insbesondere für industrielle Anwendungsfälle [AK04; HRT+23;
SRYD14] sowie für medizinische Diagnosen [CRM+20; Fit88; Jab04].
Allerdings kann der Datengenerator bisher nur Daten mit numerischen

oder kategorischen Features sowie mit kategorischen Klassenlabels erzeu-
gen [TRSM23]. In Zukunft kann er folglich noch für andere Arten von Features,
wie bspw. Textdaten, Zeitreihendaten oder Bilddaten, sowie für andere Arten
von Labels, z. B. numerische Labels für eine Regression, erweitert werden.
Im Datengenerator können über Konfigurationsparameter beliebig die An-

zahlen der zu erzeugenden Dateninstanzen, Klassen und Features festgelegt
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werden. Damit können bzgl. weiterer Ursachen für Bias in Daten relativ ein-
fach neben großen auch kleine Datenmengen mit einer geringen Anzahl an
Dateninstanzen sowie relativ vielen Klassen und Features erzeugt werden, bei
denen trainierte Klassifikationsmodelle tendenziell zur Überanpassung an die
Daten neigen. Bisher ist es allerdings noch nicht möglich, falsch dokumentierte
Klassenlabels im Datensatz zu erzeugen und die Anzahl und Verteilung dieser
fehlerhaften Klassenlabels gezielt zu steuern. UmDatensätze mit dieser Ursache
für Bias erzeugen zu können, muss der Datengenerator von Treder-Tschechlov
et al. [TRSM23] entsprechend erweitert werden.
Ebenso muss noch untersucht werden, ob mit dem Datengenerator zwei

oder mehr Datensätze erzeugt werden können, zwischen denen die in Ab-
schnitt 3.2.3 beschriebenen Datensatzverschiebungen auftreten. Dabei ist ins-
besondere noch offen, ob der aktuelle Ansatz zur Datengenerierung ausreicht,
um über eine gezielte Festlegung der Konfigurationsparameter unterschiedliche
Ausprägungen der Konzept- und Kovariatenverschiebungen zu erzeugen.

5.4 Zusammenfassung

Im Schritt Datenakquise und Datenexploration des in Abbildung 2.4 dargestell-
ten Vorgehensmodells für Datenanalyseprozesse wird formal repräsentiertes
Domänenwissen insbesondere in Metadatenmodellen genutzt, um verschiede-
ne Daten heterogener Formate zu abstrahieren und semantisch zu beschreiben.
Dabei werden als Domänenwissen meist Begriffe aus Glossaren oder seman-
tischen Netzen zur Verschlagwortung der Metadaten verwendet. Mit dieser
Verschlagwortung der Metadaten wird speziell Domänenexperten mit geringen
IT-Kenntnissen die Suche nach und Akquise von Daten aus unterschiedlichen
Datenquellen vereinfacht [GLN+05; ZRKM21].
Im Rahmen eines vom Autor dieser Habilitationsschrift betreuten Projekts

ist ein solches Metadatenmodell für die virtuelle Produktentwicklung ent-
standen [ZRKM20; ZRKM21]. Dieses Metadatenmodell beschreibt nicht nur
Daten, sondern auch explizit die meist mit Software durchgeführten Arbeits-
aktivitäten in Produktentwicklungsprojekten. Darüber hinaus bildet es den
Datenfluss von Produktentwicklungsprojekten ab, indem es Arbeitsaktivitäten
mit den Daten verknüpft, die von den Aktivitäten als Eingaben gelesen bzw.
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als Ausgaben produziert werden. Da die Arbeitsaktivitäten sowie der durch
diesen Datenfluss abgebildete Projektablauf die tägliche Arbeit der Produkten-
wicklungsingenieure widerspiegelt, sind diese Domänenexperten mit dieser
Form des Metadatenmodells vertraut. Die prototypische Implementierung und
Validierung des Metadatenmodells von Ziegler et al. [ZRKM21] zeigt, dass
es die Domänenexperten in die Lage versetzt, die für verschiedene Datenana-
lysen passenden Daten zu finden und aus heterogenen und zuvor isolierten
Quellsystemen zu akquirieren.
In einem weiteren Projekt ist der Ansatz zur Datengenerierung von Treder-

Tschechlov et al. [TRSM23] entstanden. Dieser verwendet eine Taxonomie,
um synthetische Daten mit möglichst realitätsnahen Datencharakteristika zu
erzeugen. Er kann unterschiedlich große Datenmengen sowie konfigurierbare
Ausprägungen einer Klassenungleichverteilung, Gruppenheterogenität und
Gruppenungleichverteilung erzeugen. Damit schließt dieser Datengenerator
eine Lücke im Stand der Forschung, da öffentlich verfügbare Repositorys bzw.
andere Datengeneratoren keine Datensätze bieten, die eine Gruppenheteroge-
nität und Gruppenungleichverteilung aufweisen.
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Nutzung von Domänenwissen zur
Datenvorbereitung

Auch im Schritt der Datenvorbereitung eines Datenanalyseprozesses adressie-
ren die in Abschnitt 4.2 diskutierten datengetriebenen Techniken nur einzelne
der Datencharakteristika industrieller Anwendungsfälle. Insbesondere gibt es
viele, die hinsichtlich der Ursachen für Bias in Daten eine Klassenungleich-
verteilung adressieren. Allerdings berücksichtigt keine der datengetriebenen
Techniken eine Gruppenheterogenität oder Gruppenungleichverteilung.
In diesem Kapitel werden daher Ansätze zur Nutzung formal repräsentierten

Domänenwissens im Schritt der Datenvorbereitung diskutiert und aufgezeigt,
inwieweit diese Ansätze die Lücke bei der Adressierung spezifischer Daten-
charakteristika schließen können. Abbildung 6.1 kategorisiert diese Ansätze
jeweils hinsichtlich der für die Datenvorbereitung durchzuführenden Aufgabe
sowie hinsichtlich der formalen Repräsentationsform des genutzten Domä-
nenwissens. Ebenso wird nachfolgend diskutiert, welche der in Abschnitt 3.2
beschriebenen Datencharakteristika die Ansätze erfolgreich adressieren und
auf welche der Datencharakteristika sie keine oder sogar negative Effekte ha-
ben. Dabei weisen die diskutierten Ansätze insbesondere positive oder negative
Effekte auf verschiedene Ursachen für Bias in Daten auf. Tabelle 6.1 fasst die
Ergebnisse dieser Diskussion zusammen.
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Datenvorbereitung

Schritte Aufgabe

Feature-Selektion, 

Feature-Extraktion, 

Feature-Engineering

Festlegung der Labels 

in Daten

Anreicherung der Daten 
(neue Instanzen, Features, 

Labels)

Simulationsmodelle

Partitionierung der 

Daten in Teilmengen

Constraints, Regeln 

(für Cluster-Analyse)

Semantische Netze,

insbes. Taxonomien

Domänenwissen

Regelbasis

Semantische Netze

Spezifikation von 

Datenvorbereitungs-

Pipelines

Ontologien

Regelbasis

Semantische Netze

Abbildung 6.1: Durch Domänenwissen unterstützte Aufgaben in der Daten-
vorbereitung sowie Kategorisierung der Aufgaben und entspre-
chender Ansätze hinsichtlich der formalen Repräsentationsform
des genutzten Domänenwissens.

6.1 Feature-Engineering mit Regeln oder semantischen Netzen

Eine Gruppe von Ansätzen in der Datenvorbereitung nutzt Domänenwissen, um
eine Feature-Selektion, eine Feature-Konstruktion oder ein Feature-Engineering
zu unterstützen. Von den in Abschnitt 2.2 beschriebenen Repräsentationsfor-
men für Domänenwissen kommen in diesen Ansätzen primär eine Regelba-
sis [VLT10; ZRK+24] oder kausale Relationen aus semantischen Netzen zum
Einsatz [BWK+22; KM16; Men20; MVS+19]. In Regeln oder kausalen Re-
lationen können bekannte logische oder kausale Abhängigkeiten zwischen
Features f1, . . . , fF im Feature-Raum F dargestellt werden. Diese können zur
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Tabelle 6.1: Ansätze zur Nutzung von Domänenwissen in der Datenvorberei-
tung sowie Auswirkungen auf die Ursachen für Bias in Daten:
+ Positiver Effekt; 0 kein bzw. neutraler Effekt; − negativer Effekt.

Ansatz Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

Feature-Engineering
mit Regeln, semant.
Netzen

0 − − 0 +

Labeling mit Regeln,
semant. Netzen

− − − + +

Anreicherung der
Daten mit Simulati-
onsergebnissen

− 0 − + +

Constraint-basierte
Clusteranalyse

0 + − 0 −

Datenpartitionierung
mit Taxonomie

+ + + 0 −

Ontologiebasierte
Datenvorbereitungs-
Pipelines

0 0 0 0 0

Selektion relevanter Features, zur Dimensionsreduktion in einem Datensatz
oder auch zur Erhöhung des Informationsgehalts durch eine Extraktion oder
Konstruktion aussagekräftigerer Features verwendet werden [KM16; ZRK+24].
Müller et al. [MVS+19] sowie Mende [Men20] beschreiben bspw. mit dem
Merkmalentstehungsbaum (MEB) einen Graphen mit kausalen Relationen,
mit denen Abhängigkeiten zwischen Merkmalen von Produkten und Produk-
tionsprozessen dargestellt werden können. Solch ein MEB kann nach Blum
et al. [BWK+22] zur Selektion relevanter Features aus diesen Merkmalen
verwendet werden.
Die Nutzung semantischer Netze ist darüber hinaus ein gängiges Vorgehen

bei der Auswertung von Textdaten, um semantisch reichhaltigere Features aus
diesen Daten zu extrahieren [ITW05; KM16]. Ohne die Nutzung von Domänen-
wissen werden meistens die im Text häufig vorkommenden Wörter als Features
für nachfolgende Datenanalysen verwendet (sog. bag-of-words). Alternativ
können die Wörter über semantische Netze auf domänenspezifische Begriffe
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abgebildet werden, sodass dann diese Begriffe als Features verwendet wer-
den (sog. bag-of-concept) [ITW05]. Diese domänenspezifischen Begriffe sowie
deren Häufigkeit in den Textdaten bieten in den meisten Anwendungsfällen
aussagekräftigere Informationen. Kassner et al. [KM16] zeigen beispielhaft,
wie ein semantisches Netz genutzt werden kann, um verschiedene Synony-
me von Produktkomponenten und Fehlersymptomen aus den Textdaten zu
extrahieren und auf einheitliche Komponenten-Fehler-Paare abzubilden. Diese
einheitlichen Komponenten-Fehler-Paare dienen schließlich als aussagekräfti-
gere Features für eine Klassifikation. Die Evaluationsergebnisse von Kassner
et al. [KM16] zeigen, dass das verwendete semantische Netz auf den jeweili-
gen Anwendungsbereich zugeschnitten sein muss, damit die Nutzung dieses
Domänenwissens zu einer Steigerung der Vorhersageleistung der mit den extra-
hierten Features trainierten Klassifikationsmodelle führt. Die in Textanalysen
häufig verwendeten semantischen linguistischen Netze, wie bspw. WordNet1
oder GermaNet2, sind aber eher für Textdaten aus dem Bereich Web Analytics
(siehe Abschnitt 2.1) und weniger für Industrial Analytics sowie für die in in-
dustriellen Anwendungsfällen vorherrschenden Datencharakteristika geeignet.
Um dieses Problem anzugehen, bieten Kiefer et al. [KRM19b] einen Ansatz,
der zu bestimmten Textdaten passende semantische Netze vorschlägt.
Sowohl eine mit diesen Ansätzen durchführbare Selektion relevanter Fea-

tures als auch die Extraktion oder Konstruktion aussagekräftigerer Features
kann bei einer kleinen Menge an zur Verfügung stehenden Daten das Risiko ei-
ner Überanpassung der ML-Modelle verringern. Bei näherer Betrachtung zeigt
sich aber, dass die in industriellen Datensätzen häufig vorkommende Gruppen-
heterogenität zu einer Erhöhung der Anzahl und Komplexität der für solche
Ansätze zu spezifizierenden Relationen zwischen Features führt [HRM19].
Dies liegt primär daran, dass sich analog zu den Klassifikationsmustern auch
die Abhängigkeiten zwischen Features bei verschiedenen Gruppen deutlich
unterscheiden können [HRT+23]. Für Domänenexperten ist es kaum möglich,
alle in einer Anwendungsdomäne relevanten Abhängigkeiten zwischen Fea-
tures voneinander zu differenzieren und vollständig innerhalb der Regeln bzw.
innerhalb der semantischen Netzen zu spezifizieren. In vielen Fällen beherr-

1WordNet: https://wordnet.princeton.edu/
2GermaNet: https://uni-tuebingen.de/en/142806
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schen Domänenexperten nur die Spezifikation der Feature-Abhängigkeiten,
die für häufig vorkommende Gruppen gültig sind, weil sie sich mit diesen
häufigen Gruppen noch auskennen. Demzufolge werden bei entsprechenden
Ansätzen die Feature-Abhängigkeiten, die für selten vorkommende Gruppen
gelten, meist ignoriert. Insgesamt weisen die Ansätze folglich Nachteile bzgl.
einer Gruppenheterogeniät und einer Gruppenungleichverteilung auf.
Chen et al. [CLPC17] zeigen darüber hinaus, wie Ontologien genutzt werden

können, um aus Datenströmen aussagekräftige Features zu extrahieren, die
bei der Erkennung von Datensatzverschiebungen helfen können. Dabei müssen
einzelne Dateninstanzen in den Datenströmen bereits mit Begriffen aus der
Ontologie annotiert sein [LP13]. Weiterhin müssen in den Ontologien Relatio-
nen oder Axiome modelliert sein, die in der jeweiligen Anwendungsdomäne
häufig auftretende Muster von Datensatzverschiebungen abbilden und seman-
tisch beschreiben. Werden diese Relationen oder Axiome auf einen annotierten
Datenstrom angewendet, können sog. semantische Feature Embeddings aus den
Daten extrahiert werden, die die jeweils im Datenstrom auftretenden Muster
von Datensatzverschiebungen repräsentieren [CLPC17]. Diese semantischen
Embeddings können anschließend als Eingabefeatures beim Training eines
ML-Modells verwendet werden, das in der Folge robuster gegenüber auftre-
tende Datensatzverschiebungen ist. Allerdings behandelt dieser Ansatz nur
Konzeptverschiebungen, aber keine Kovariatenverschiebungen, wie sie ebenso
in vielen industriellen Anwendungsfällen vorkommen (siehe Abschnitt 3.2.3).
Folglich adressiert der Ansatz auch nicht die typische Trade-off-Beziehung
zwischen beiden Arten von Datensatzverschiebungen [SRWM22].

6.2 Festlegung der Labels in Daten mit Regeln oder
semantischen Netzen

Eine Regelbasis oder kausale Relationen aus semantischen Netzen können eben-
so Abhängigkeiten zwischen Features f1, . . . , fF ∈ F und Labels yi ∈ Y darstel-
len. Chimera [SRYD14] sowie Snorkel [BRL+19; RBE+20] sind entsprechende
Ansätze, bei denen Domänenexperten ihr Wissen über die Abhängigkeiten zwi-
schen Features und Labels nutzen können, um sogenannte Labeling-Regeln
zu spezifizieren. Diese Labeling-Regeln werden anschließend genutzt, um bei
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einzelnen Eingabedaten x i des Datensatzes D = {(x i , yi)}ni=1 das zuvor unbe-
kannte Label yi festzulegen [BRL+19; RBE+20] bzw. die Eingabedaten direkt
zu klassifizieren [SRYD14]. Blum et al. [BWK+22] beschreiben wiederum
Beispiele für Graphen mit kausalen Relationen aus der Domäne der Produk-
tion, die u. a. die Festlegung der Labels in Daten unterstützen können. Die
bekanntesten Beispiele solcher kausalen Graphen sind das Ursache-Wirkungs-
Diagramm (UWD) von Ishikawa [Ish86] oder der Cause & Effect Graph (CEG)
von Vogel-Heuser et al. [VKFK17]. Die in diesen Graphen modellierten kausa-
len Relationen können beispielsweise den Einfluss von Sensormesswerten aus
Produktionsprozessen auf die Parameter der resultierenden Produktqualität
bzw. auf mögliche Produkt- oder Produktionsfehler abbilden [HJX16; VKFK17].
In diesem Fall repräsentieren die Sensormesswerte die Features eines Daten-
satzes, während die Parameter der Produktqualität bzw. die Produkt- oder
Produktionsfehler die Labels darstellen [BWK+22; HRM19]. Somit stellen die
Graphen kausale Zusammhänge zwischen Features und Labels dar.
Speziell für Textdaten gibt es zudem Ansätze, die semantische Netze für

eine sog. Distant Supervision nutzen [MBSJ09; YL19]. Dabei werden einzelne
Wörter oder Sätze aus den Textdaten automatisch oder semi-automatisch mit
Begriffen aus den semantischen Netzen annotiert. Bei geeigneter Wahl können
diese annotierten Begriffe geeignete Labels für die Wörter oder Sätze darstellen.
Mit diesen Ansätzen müssen Domänenexperten nicht mehr für jede Da-

teninstanz aus D einzeln das Label yi festlegen, sondern können mit der
Spezifikation einer Labeling-Regel oder einer Relation in einem semantischen
Netz mehrere Dateninstanzen abdecken. Dadurch reduziert sich der Aufwand
zur Festlegung der Labels der Dateninstanzen, bzw. es kann bei gleichem Auf-
wand eine größere Datenmenge mit Labels versehen und als Trainingsdaten
bereitgestellt werden. Dies reduziert das Risiko einer Überanpassung der trai-
nierten ML-Modelle [RBE+20]. Bei geeigneter Wahl der Labeling-Regeln oder
semantischen Netze können diese auch die Erkennung und Korrektur falsch
dokumentierter Labels unterstützen [SRYD14; YL19].
Allerdings weisen diese Ansätze Nachteile hinsichtlich anderer Ursachen

für Bias in Daten auf. Um alle möglichen Labels abzudecken, müssen die von
Domänenexperten spezifizierten Labeling-Regeln oder Relationen in semanti-
schen Netzen alle im Datensatz D vorkommenden Muster der einzelnen Labels
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abbilden. Die Gruppenheterogenität führt aber dazu, dass pro Label mehrere,
sich ggf. überlappende und schwer zu differenzierende Muster im Datensatz
existieren [HRT+23; TRSM23]. Speziell bei Multi-Klassen- oder Multi-Label-
Klassifikationen müssen Domänenexperten einen nicht vertretbaren Aufwand
erbringen, um viele Labeling-Regeln oder Relationen in semantischen Net-
zen für die große Anzahl an Klassenlabels und die noch größere Anzahl an
Klassenmustern zu spezifizieren [HRT+23; SRYD14]. Da die Klassenmuster
verschiedener Klassen sich häufig noch im Datensatz überlappen [TRSM23],
ist es für Domänenexperten zusätzlich noch schwer, diese Muster in diesen Wis-
sensrepräsentationsformen korrekt zu differenzieren. Analog zur Diskussion in
Abschnitt 6.1 kennen sich Domänenexperten primär mit den Zusammenhängen
bzw. Mustern für häufig vorkommende Klassen oder häufige domänenspezifi-
sche Gruppen aus. Folglich spezifizieren sie vor allem korrekte Labeling-Regeln
oder Relationen für die Muster dieser Mehrheitsklassen und Mehrheitsgruppen.
Mit den Ansätzen werden also Minderheitsklasssen sowie Minderheitsgruppen
vernachlässigt, sodass die Ansätze negative Effekte bzgl. einer Klassenungleich-
verteilung und einer Gruppenungleichverteilung aufweisen können.

6.3 Anreicherung der Daten mit Simulationsergebnissen

Die zur Verfügung stehenden Daten können mit weiteren simulierten Daten
angereichert werden [GNH22; RMB+23; SFMP21], um spezifische Ursachen
für Bias in Daten zu adressieren (siehe Tabelle 6.1). Dabei erzeugt eine Simu-
lation Daten, die die Trainingsdaten D = {(x i , yi)}ni=1 auf drei verschiedene
Weisen ergänzen können (siehe Abbildung 6.2):
1. Simulationen erzeugen neue Dateninstanzen (x i , yi) und fügen diese
dem Datensatz D hinzu. Analog können Simulationen auch für bereits
existierende Eingabedaten x i die noch unbekannten Labels yi vorher-
sagen und die resultierenden Dateninstanzen (x i , yi) dem Datensatz D
hinzufügen [PZL+18]. Beide Varianten erhöhen die Menge an mit Labels
versehenen Trainingsdaten und reduzieren damit das Risiko einer Über-
anpassung der trainierten ML-Modelle an eine zu kleine Datenmenge.

2. Simulationen erzeugen keine neuen Dateninstanzen, sondern neue Fea-
tures, die in den Trainingsdaten noch nicht vorhanden waren [DPW+19].
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Abbildung 6.2: Drei gängige Vorgehensweisen zur Anreicherung eines Daten-
satzes mit Ergebnissen einer Simulation.

Werden geeignete neue Features erzeugt, erhöht dieses Vorgehen den
Informationsgehalt des Feature-Raums F . Dies kann erneut das Risiko
einer Überanpassung der ML-Modelle an den Datensatz D reduzieren.

3. Simulationen sagen die Labels yi von bereits gelabelten Dateninstanzen
(x i , yi) vor. Damit können die im Datensatz D enthaltenen Labels über-
prüft werden [DKW+22]. Stimmt für eine Dateninstanz (x i , yi) das in D
zuvor enthaltene Label yi nicht mit dem durch die Simulation vorherge-
sagten Label überein, ist die entsprechende Dateninstanz möglicherweise
mit einem falschen Label versehen. Dieses falsche Label kann dann mit
dem von der Simulation vorhergesagten Label korrigiert werden.

Die erste oben gelistete Vorgehensweise kann prinzipiell auch genutzt wer-
den, um wie in Abschnitt 5.3 beschrieben vollständig neue Daten zu generieren,
wenn also zuvor noch keine Daten zur Verfügung standen. Da sie aber auch
zur Anreicherung eines bereits existierenden Datensatzes und damit zu einem
Teil des Schritts der Datenvorbereiterung verwendet werden kann und da
alle weiteren oben gelisteten Vorgehensweisen ebenso zur Datenanreicherung
genutzt werden, werden die Effekte entsprechender Ansätze auf relevante
Datencharakteristika gemeinsam in diesem Abschnitt diskutiert.
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Alle drei Vorgehensweisen setzen voraus, dass im jeweiligen Anwendungs-
fall ein Simulationsmodell vorliegt, das präzise und umfassend genug ist, um
möglichst viele korrekte Dateninstanzen, Features und Labels erzeugen zu kön-
nen. Allerdings ist der Aufwand zur Entwicklung solcher Simulationsmodelle
in der Praxis sehr hoch, sodass die meisten verfügbaren Simulationsmodelle
approximiert und idealisiert sind und einzelne im jeweiligen Anwendungs-
fall zentrale Aspekte, wie bspw. bestimmte physikalische Wechselwirkungen,
nicht adäquat berücksichtigen. Dies führt dazu, dass Simulationen häufig nicht
die in der Realität tatsächlich vorkommendenen Datenverteilungen erzeugen
können. Konkret bezogen auf die in Abschnitt 3.2.2 beschriebenen Ursachen
für Bias in Daten berücksichtigen Simulationen selten die Klassenverteilun-
gen und Verteilungen domänenspezifischer Gruppen, wie sie in industriellen
Anwendungsfällen vorkommen [HRM19; HRT+23; TRSM23]. Insbesonde-
re erzeugen Simulationen häufig keine Daten für Minderheitsklassen oder
Minderheitsgruppen. Ansätze zur Anreicherung von Daten mit Simulationser-
gebnissen adressieren folglich weder die Klassenungleichverteilung noch die
Gruppenungleichverteilung in ausreichendem Maße (siehe Tabelle 6.1).
Diese Fehlanpassung, dass die Verteilungen der Simulationsdaten und realen

Daten nicht übereinstimmen, wird als Sim-to-Real-Gap bezeichnet [SFMP21;
TFR+17]. Es existieren einige Ansätze, um den Sim-to-Real-Gap zu schließen
und simulierte Daten bzw. die mit ihnen trainierten ML-Modelle an die Ver-
teilungen realer Daten anzupassen [GSSG12; HBH+21; SFMP21; TFR+17;
ZQW20]. Diese Ansätze finden sich vor allem in Bereichen des Bestärken-
den Lernens (engl. Reinforcement Learning) und der Computer Vision. Dabei
werden sie primär für Bilddaten aus Anwendungsfällen der Robotik verwen-
det [RMB+23], sodass ihre Effekte für andere in industriellen Anwendungsfäl-
len verwendeten Datenformate (siehe Tabelle 3.1) kaum erforscht sind.
Grundsätzlich lassen sich Ansätze zum Schließen des Sim-to-Real-Gap in

drei Kategorien einteilen: Domänenrandomisierung, Domänenanpassung und
Systemidentifikation [GSSG12; TFR+17; ZQW20]. Bei der Domänenrando-
misierung werden die Parameter der Simulation zufällig variiert, sodass eine
Variabilität in den erzeugten Simulationsdaten entsteht [TFR+17]. Aufgrund
dieser soll das auf diesen Daten trainierte ML-Modell besser auf reale Daten
generalisieren können. Durch die zufällige Wahl der Simulationsparameter
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kann aber nicht garantiert werden, dass explizit die Datenverteilungen erzeugt
werden, die im jeweiligen Anwendungsfall auftreten.
Bei Ansätzen der Domänenanpassung sollen die Datendomänen, also die

jeweiligen Datenverteilungen der Simulationsdaten und realen Daten inein-
ander überführt werden. Dabei kann das mit den Simulationsdaten trainierte
ML-Modell selbst an die realen Daten angepasst werden [ZQW20], oder es
können beide Datenverteilungen in eine gemeinsame Datenverteilung über-
führt werden [GSSG12]. Eine Systemidentifikation bezeichnet die Einstellung
der Parameter einer Simulation anhand von realen Daten [ZQW20]. Somit soll
eine möglichst genaue, der Realität entsprechende numerische Modellierung
einer Simulation erstellt werden. Damit eine Domänenanpassung oder eine
Systemidentifikation zuverlässig funktionieren, müssen insbesondere ausrei-
chend reale Daten zur Verfügung stehen. Dies ist in vielen Anwendungsfällen
aber speziell bei Minderheitsklassen und Minderheitsgruppen nicht der Fall.

6.4 Datenpartitionierung mit Constraint-basierter Clusteranalyse

Bei einer Clusteranalyse werden Dateninstanzen eines Datensatzes so in Grup-
pen bzw. Datenteilmengen partitioniert, dass alle Instanzen einer Gruppe bzgl.
der Werte bestimmter Features möglichst ähnlich zueinander sind [HKP12].
Die Datenteilmengen mit ähnlichen Instanzen werden als Cluster bezeichnet,
die Zuordnung von Instanzen zu Clustern als Clustering. Eine Clusteranalyse
kann sowohl als Technik zur Datenanalyse als auch zur Datenvorbereitung vor
einer anderen Analyse verwendet werden [HKP12]. In diesem Abschnitt wird
sie als Technik zur Datenvorbereitung betrachtet, um eine spezifische Ursache
für Bias in Daten zu adressieren. Wird eine Clusteranalyse bspw. vor der An-
wendung von Klassifikationsalgorithmen auf die Trainingsdaten angewendet,
kann somit unter Umständen die Gruppenheterogenität adressiert werden. Die
Idee ist, dass in jedem resultierenden Cluster nur Daten von einer oder von
sehr wenigen domänenspezifischen Gruppen enthalten sind [Jai10; KRM19a].
Dies reduziert die Anzahl und Komplexität der in einem Cluster enthalten Klas-
senmuster. Anschließend können Klassifikationsalgorithmen einzeln auf die
spezifischen Daten der Cluster angewendet werden und haben dabei weniger
Probleme, die verschiedenen Klassenmuster zu erkennen [HRT+23].

142 6 | Nutzung von Domänenwissen zur Datenvorbereitung



Die Clusteranalyse muss dabei aber gezielt durchgeführt werden, sodass
jedes resultierende Cluster nur noch Daten einer domänenspezifischen Grup-
pe oder zumindest Daten ähnlicher Gruppen enthält. Standardverfahren zur
Clusteranalyse wenden statistische Metriken auf Features an, um die Ähnlich-
keit von Dateninstanzen zu bestimmen [HKP12]. Diese statistischen Metriken
bzw. die verwendeten Features berücksichtigen aber nicht zwingend die Zuge-
hörigkeit der Dateninstanzen zu domänenspezifischen Gruppen. Hierbei ist
die Einbeziehung von Domänenwissen über diese Gruppen in die Clusterana-
lyse und Datenpartitionierung hilfreich [HRT+23; KRM19a]. Verfahren zur
Constraint-basierten Clusteranalyse [LJJ07; WCRS01] nutzen von Domänenex-
perten spezifizierte Constraints oder Regeln als Domänenwissen. Beispielsweise
können Constraints zwischen zwei Dateninstanzen besagen, dass diese Instan-
zen zwingend demselben Cluster angehören müssen (sog.Must-Link) oder dass
sie unterschiedlichen Clustern zugeordnet werden sollen (sog. Cannot-Link).
Algorithmen der Constraint-basierten Clusteranalyse teilen die Dateninstan-
zen anhand ihrer statistischen Ähnlichkeit in Cluster auf und stellen dabei
zusätzlich sicher, dass alle spezifizierten Constraints erfüllt werden.
Abbildung 6.3 zeigt den Unterschied zwischen dem Ergebnis einer Clus-

teranalyse, wenn diese ohne oder mit Constraints durchgeführt wird. Dabei
sollen innerhalb der Features f1 und f2 ein Cluster für die grau eingefärbten
Dateninstanzen und ein Cluster für die weißen Instanzen gebildet werden,
die in einem konkreten Anwendungsfall bspw. zwei verschiedenen domänen-
spezifischen Gruppen entsprechen. Abbildung 6.3a zeigt das Ergebnis einer
Clusteranalyse, bei der keine Constraints genutzt werden und die Dateninstan-
zen lediglich anhand ihrer statistischen Ähnlichkeit bzgl. der Features f1 und
f2 in Cluster eingeteilt werden. Die somit gebildeten Cluster entsprechen aber
nicht der dargestellten Färbung der Dateninstanzen und damit auch nicht den
domänenspezifischen Gruppen. In Abbildung 6.3b ist das Clustering zu sehen,
das durch eine Constraint-basierte Clusteranalyse erzielt werden kann. Hierbei
haben Domänenexperten fünf Must-Links zwischen je zwei gleich gefärbten
Dateninstanzen und vier Cannot-Links zwischen je zwei unterschiedlich gefärb-
ten Instanzen spezifiziert. Durch die Ausnutzung dieser Constraints während
der Clusteranalyse wird sichergestellt, dass zwei korrekte Cluster für grau bzw.
weiß gefärbte Instanzen und deren Gruppen gebildet werden.
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Abbildung 6.3: Schematische Darstellung einer Constraint-basierten Cluster-
analyse. Die linke Teilabbildung zeigt das Ergebnis der Clus-
teranalyse ohne Nutzung von Constraints, während rechts das
Ergebnis einer Constraint-basierten Clusteranalyse mit fünf
Must-Links und vier Cannot-Links gezeigt wird.

Ansätze zur Constraint-basierten Clusteranalyse haben allerdings den glei-
chen Nachteil wie die Ansätze, die Regeln zum Feature-Engineering oder zur
Festlegung der Labels in Daten nutzen [HRT+23]. Damit bei der Clusteranalyse
ein Großteil der Dateninstanzen den richtigen domänenspezifischen Gruppen
zugeordnet werden, müssen Domänenexperten eine Vielzahl an Constraints
spezifizieren. Dabei kommt erschwerend hinzu, dass bei gängigen Verfahren
zur Constraint-basierten Clusteranalyse die Constraints sogar paarweise für
Dateninstanzen spezifiziert werden müssen [LJJ07; WCRS01]. Somit kann
die Anzahl der für ein gutes Clustering-Ergebnis benötigten Constraints je
nach Anwendungsfall sogar noch höher sein als die Anzahl an Regeln beim
Feature-Engineering bzw. bei der Festlegung von Labels in Daten.
Insgesamt müssen Domänenexperten einen hohen Aufwand aufbringen, um

eine Vielzahl an Constraints zu spezifizieren. Da dies eine komplexe Aufgabe
ist, beschränken sie sich oft auf eine kleine Teilmenge der eigentlich benötigten
Constraints. Dabei ist es wahrscheinlicher, dass sie Constraints für Dateninstan-
zen spezifizieren, die den Mehrheitsgruppen angehören, da sie sich mit diesen
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Mehrheitsgruppen besser auskennen. Folglich werden bei der Anwendung von
Constraint-basierten Clusteranalysen Minderheitsgruppen tendenziell vernach-
lässigt, sodass diese Ansätze negative Effekt auf die Gruppenungleichverteilung
aufweisen. Konkret werden bei den Verfahren für die meisten Minderheitsgrup-
pen keine dedizierten Cluster gebildet, sodass entsprechende Dateninstanzen
fälschlicherweise den Clustern von Mehrheitsgruppen zugeordnet werden.
Innerhalb dieser Cluster sind die spezifischen Klassenmuster der Minderheits-
gruppen im Vergleich zu den Mustern der Mehrheitsgruppen unterrepräsentiert
und werden anschließend häufig von Klassifikationsalgorithmen ignoriert.
Ein weiterer Nachteil von Clusteranalysen im Allgemeinen ist, dass die in

industriellen Anwendungsfällen meist schon kleine Datenmenge pro Cluster
noch kleiner wird. Bei diesen Verfahren muss also beachtet werden, dass das
Risiko einer Überanpassung der ML-Modelle noch höher werden kann.

6.5 Verfahren zur Datenpartitionierung mittels einer Taxonomie

Die meisten der oben beschriebenen Verfahren adressieren keine Klassenun-
gleichverteilung, Gruppenheterogenität und Gruppenungleichverteilung bzw.
haben sogar negative Effekte auf diese Ursachen für Bias in Daten (siehe Ta-
belle 6.1). Im Rahmen eines vom Autor dieser Habilitationsschrift betreuten
Projekts ist ein neuartiges Verfahren zur Datenvorbereitung entstanden, das die-
se wesentliche Lücke im Stand der Forschung schließt. Dieses Verfahren nutzt
Domänenwissen in Form eines semantischen Netzes, d. h. in Form einer Taxono-
mie für eine Datenpartitionierung, um neben einer Klassenungleichverteilung
auch effektiv eine Gruppenheterogenität und Gruppenungleichverteilung in
Daten zu adressieren. Es ist in Autorenpublikationen beschrieben [HRM20a;
HRT+23; Rei23], deren zentrale Inhalte in diesem Abschnitt erläutert und in
den Gesamtkontext des Themas der Habilitationsschrift gesetzt werden.
In Abschnitt 6.5.1 werden die wesentlichen Schritte dieses Verfahrens zur

Partitionierung von Daten anhand einer Taxonomie erläutert, die einer Pro-
dukthierarchie aus der Anwendungsdomäne der Produktion entspricht. An-
schließend werden in Abschnitt 6.5.2 die zentralen Ergebnisse einer Evaluation
des Verfahrens mittels der realen Daten eines Anwendungsfalls der Fehlerdia-
gnose im EoL-Prüffeld [HRM19; HRM20a] sowie mittels mehrerer synthetisch
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erzeugter Daten mit unterschiedlichen Datenverteilungen [HRT+23; TRSM23]
zusammengefasst. Schließlich diskutiert Abschnitt 6.5.3 die Übertragbarkeit
des neuen Verfahrens auf andere Anwendungsdomänen und deren Daten.

6.5.1 Nutzung einer Taxonomie zur Datenpartitionierung

Abbildung 6.4 zeigt die wesentlichen Schritte des neuen Verfahrens. Die grund-
sätzliche Idee ist, einen Datensatz D so in einzelne Teilmengen D j ⊆D aufzu-
teilen, dass die Gruppenheterogenität, Gruppenungleichverteilung und ebenso
die Klassenungleichverteilung innerhalb der Teilmengen D j weniger stark
ausgeprägt sind wie im ganzen Datensatz D. Anschließend können auf den
Teilmengen D j Klassifikationsmodelle trainiert werden, die dann nicht mehr so
stark von den negativen Auswirkungen dieser drei Ursachen für Bias in Daten
betroffen sind. Der erste Schritt Segmentierung gemäß Produkthierarchie (engl.
Segmentation according to Product Hierarchy (SPH)) adressiert primär die Grup-
penheterogenität und Gruppenungleichverteilung und nutzt eine Taxonomie,
bspw. in Form einer Produkthierarchie, um den Datensatz D in mehrere grup-
penspezifische Teilmengen D j aufzuteilen. Der zweite Schritt Klassenaufteilung
gemäß Ungleichgewicht (engl. Class Partitioning according to Imbalance (CPI))
adressiert die Klassenungleichverteilung, indem er einzelne der Teilmengen D j

weiter aufteilt, um Mehrheitsklassen von Minderheitsklassen zu separieren.

Segmentierung gemäß Produkthierarchie (SPH): Die grundlegende Moti-
vation des Schritts SPH ist, spezifisches Domänenwissen zu nutzen, das direkt
die domänenspezifische Ursache der Gruppenheterogenität und Gruppenun-
gleichverteilung abbildet. In industriellen Anwendungsfällen liegt die Ursache
für die Gruppenheterogenität und Gruppenungleichverteilung primär in der ho-
hen Variantenvielfalt der Produkte eines Unternehmens [HZWK08; WSR+20].
Unternehmen pflegen i. d. R. eine systematische Beschreibung von Produktfa-
milien, die die vielen Produktvarianten des Unternehmens in Produktgruppen
strukturiert [AK04]. Diese Beschreibung von Produktfamilien liegt häufig in
Form einer Produkthierarchie vor, wie z. B. die in Abbildung 3.3 dargestellte
Produkthierarchie, die verschiedene Varianten von Verbrennungsmotoren in
hierarchisch strukturierte Produktgruppen organisiert. Eine Produkthierarchie
kann in Form einer Taxonomie als semantisches Netz abgebildet werden. Das in
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Abbildung 6.4: Wesentliche Schritte des Ansatzes, der eine Taxonomie und
Metriken über Klassenverteilungen nutzt, um eine Gruppenhe-
terogenität, Gruppenungleichverteilung und Klassenungleich-
verteilung zu adressieren, vgl. Hirsch et al. [HRM20a]

diesem Abschnitt vorgestellte Verfahren nutzt das in einer solchen Taxonomie
repräsentierte Domänenwissen, um die zugrundeliegenden Daten systema-
tisch aufzubereiten [HRT+23]. Grundsätzlich ist das Verfahren aber nicht auf
Produkthierarchien beschränkt, sondern generell auf Taxonomien anwendbar,
deren Knoten den domänenspezifischen Entitätsgruppen entsprechen, die so-
mit in der Taxonomie hierarchisch organisiert werden (siehe Abschnitt 6.5.3).
Der Schritt SPH bildet für jeden Knoten j auf einer spezifischen Ebene der Ta-

xonomie eine Datenteilmenge D j ⊆D. Werden bspw. mit der in Abbildung 3.3
auf Seite 61 dargestellten Produkthierarchie aus dem Anwendungsfall der
Fehlerdiagnose im EoL-Prüffeld Datenteilmengen auf der dritten Hierarchie-
ebene „Modell“ gebildet, so gibt es nach der Anwendung von SPH für jede
Produktgruppe DM3610 bis OM5691 usw. jeweils eine Datenteilmenge D j . Da
die Knoten der verwendeteten Taxonomie den jeweiligen domänenspezifischen
Gruppen entsprechen, enthält jede der resultierenden Datenteilmengen D j

nur noch Daten einer einzelnen domänenspezifischen Gruppe. SPH reduziert
somit in jeder Teilmenge D j die Anzahl und Komplexität der Klassenmus-
ter [HRT+23] und adressiert auf diese Weise die Gruppenheterogenität sowie
den damit einhergehenden Aggregations-Bias in Daten (siehe Tabelle 6.1).
Werden anschließend Klassifikationsalgorithmen einzeln auf die Teilmengen
D j angewendet, können diese Algorithmen die Klassenmuster besser erkennen
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Datenteilmengen oder Surrogat-Teilmengen bildet.

und voneinander abgrenzen, als wenn die Algorithmen auf den ganzen Daten-
satz D angewendet werden. Ebenso kann es keine Gruppenungleichverteilung
und damit auch keine Vernachlässigung von Minderheitsgruppen mehr geben,
da jede Teilmenge D j nur noch Daten einer einzelnen Gruppe enthält.
Die Datenteilmengen D j können prinzipiell für Gruppen auf unterschiedli-

chen Ebenen der verwendeten Taxonomie gebildet werden. Je tiefer die Ebene
der Taxonomie gewählt wird, desto spezifischer sind die resultierenden Teil-
mengen D j hinsichtlich der Klassifikationsmuster und desto stärker werden
die Gruppenheterogenität und Gruppenungleichverteilung adressiert. Ist die
gewählte Ebene aber zu tief, dann können in einzelnen Teilmengen D j zu
wenig Dateninstanzen enthalten sein, sodass das Risiko einer Überanpassung
der Klassifikationsmodelle für diese kleinen Teilmengen sehr groß sein kann.
Um solche Fälle zu berücksichtigen, führt SPH primäre Datenteilmengen und
Surrogat-Datenteilmengen ein [HRT+23].
Abbildung 6.5 zeigt beispielhaft, für welche Produktgruppen aus der Pro-

dukthierarchie SPH typischerweise primäre Datenteilmengen und Surrogat-
Teilmengen bildet. Primäre Datenteilmengen enthalten Daten von domänenspe-
zifischen Gruppen, die sich auf einer tieferen Ebene der Taxonomie befinden,
auf der die Gruppenheterogenität am meisten adressiert wird. In der Produkt-
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hierarchie ist dies die dritte Ebene „Modell“. Die meisten der auf dieser Ebene
befindlichen Gruppen werden durch eine ausreichende Anzahl an Dateninstan-
zen repräsentiert, sodass SPH für diese Gruppen primäre Datenteilmengen auf
dieser Ebene bildet, mit denen anschließend Klassifikationsmodelle trainiert
werden. Für sehr kleine Gruppen, wie z. B. die Gruppe DM3612 mit ledig-
lich 12 Dateninstanzen, führt SPH allerdings Surrogat-Teilmengen ein, die
mindestens eine Hierarchieebene höher angesiedelt sind. Die Gruppe DM36

auf der zweiten Ebene „Typ“ enthält beispielsweise 130 Dateninstanzen. SPH
verwendet die Datenteilmenge der Gruppe DM36 als Surrogat, um die Gruppe
DM3612 eine Ebene tiefer zu repräsentieren. Das bedeutet, dass ein Klassi-
fikationsmodell mit den Daten der Gruppe DM36 trainiert wird und dieses
Klassifikationsmodell verwendet wird, um die Klasse für neue Dateninstanzen,
die zur Gruppe DM3612 gehören, vorherzusagen. Gruppe DM36 wird dabei
aber nur als Surrogat für Gruppe DM3612 verwendet. Die benachbarte Gruppe
DM3610 enthält mit 52 genug Dateninstanzen, die daher für diese Gruppe als
primäre Datenteilmenge verwendet werden können.
Folglich enthält eine Surrogat-Teilmenge mehr Instanzen, sodass bei ihr

das Risiko einer Überanpassung der Klassifikationsmodelle geringer ist. Die
Surrogate sind aber weniger spezifisch, d. h. die Anzahl und Komplexität der
Klassenmuster ist in einer Surrogat-Teilmenge höher als in einer primären Teil-
menge. Dennoch sind die Anzahl und Komplexität der Klassenmuster in einer
Surrogat-Teilmenge auf einer Ebene unterhalb des Wurzelknotens der Taxono-
mie immer noch geringer als im gesamten Datensatz D. Surrogat-Teilmengen
adressieren also immer noch die Gruppenheterogenität und Gruppenungleich-
verteilung, allerdings nicht in demselben Maße wie primäre Teilmengen. Sie
stellen damit eine Art Kompromiss zwischen dem gesamten Datensatz mit
mehr Daten, aber vielen komplexen Klassenmustern sowie einzelnen primären
Teilmengen mit weniger Daten, aber ebenso weniger Klassenmustern dar.
Hirsch et al. [HRT+23] schlagen einen Algorithmus für SPH vor, der für

einen gegebenen Datensatz D und eine Taxonomie die Partitionierung von
D in Teilmengen D j durchführt. Für weitere Details zu diesem Algorithmus
sowie zu den Bedingungen, mit denen der Algorithmus entscheidet, wann eine
primäre Teilmenge und wann eine Surrogat-Teilmenge gebildet wird, sei an
dieser Stelle auf die Autorenpublikation verwiesen [HRT+23].
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Abbildung 6.6: Beispielhafte Klassenverteilung für die Gruppen OM54 und
DM34 von Verbrennungsmotoren nach der Anwendung von
SPH (D1 und D2) und nach der Anwendung von CPI (D+1 und
D−1 ). Die Fehlercodes A bis G stehen für einzelne Klassen in
den Datenteilmengen, vgl. Hirsch et al. [HRT+23].

Klassenaufteilung gemäß Ungleichgewicht (CPI): Abbildung 6.6 zeigt bei-
spielhaft die Klassenverteilung nach der Anwendung von SPH und der Partitio-
nierung eines Datensatzes in Teilmengen D1 und D2 für zwei Produktgruppen
OM54 und DM34 des Anwendungsfalls der Fehlerdiagnose im EoL-Prüffeld.
Dabei werden als Klassenbezeichnungen abstrakte Fehlercodes A bis G verwen-
det, die auf ein fehlerhaftes Bauteil eines Motors verweisen [HRM20a]. In der
rechten DatenteilmengeD2 für Gruppe DM34 sind die enthaltenen Fehlercodes
bzw. Klassen einigermaßen ausgewogen verteilt. In der Datenteilmenge D1 für
Gruppe OM54 kommt Fehlercode A mit 51 Dateninstanzen allerdings immer
noch deutlich häufiger vor als alle anderen Fehlercodes. Für solche Gruppen
mit einer hohen Klassenungleichverteilung wendet das in diesem Abschnitt
beschriebene Verfahren noch den zweiten Schritt der Klassenaufteilung gemäß
deren Ungleichgewicht an (engl. Class Partitioning according to Imbalance (CPI)).
In diesem Schritt CPI werden einige der Datenteilmengen von SPH in zwei
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weitere disjunkte Teilmengen aufgeteilt: Eine Teilmenge D+j für Mehrheitsklas-
sen und eine Teilmenge D−j für Minderheitsklassen. Für die in Abbildung 6.6
links dargestellte Teilmenge D1 werden bspw. eine Teilmenge D+1 mit allen
Dateninstanzen der Mehrheitsklasse Fehlercode A gebildet sowie eine Teil-
menge D−1 mit allen Instanzen der Minderheitsklassen, d. h. für Fehlercodes
B, C und D. Auf diese Weise werden in den einzelnen Teilmengen D+1 und
D−1 jeweils die Klassenungleichverteilung deutlich reduziert. Werden später
Klassifikationsalgorithmen separat auf die TeilmengenD+1 undD−1 angewendet,
ist sichergestellt, dass die Algorithmen die zuvor seltenen Klassen B, C und D
nicht mehr aufgrund der vorher dominanten Klasse A ignorieren.
Der Schritt CPI berechnet für jede Datenteilmenge D j, die SPH liefert, zu-

nächst den Wert des Gini-Koeffizienten [Cow11; Gin21], um die Klassenun-
gleichverteilung in D j zu quantifizieren. Dieser Gini-Koeffizient liefert einen
Wert zwischen 0 und 1, wobei der Wert 0 bedeutet, dass alle Klassen gleich
häufig vorkommen, während höhere Werte eine stärkere Klassenungleichver-
teilung ausdrücken. Auf Basis eines bestimmten Schwellenwerts für den Gini-
Koeffizienten entscheidet CPI, ob eine Teilmenge D j weiter aufgeteilt werden
soll oder nicht. Der Gini-Koeffizient der Teilmengen in Abbildung 6.6 beträgt et-
wa 0,48 für D1 und etwa 0,28 für D2 [HRM20a]. Für einen Schwellenwert von
0,3 wird beispielsweise die Teilmenge D1, die eine hohe Klassenungleichvertei-
lung aufweist, weiter in die Teilmengen D+1 und D−1 aufgeteilt. Die Teilmenge
D2 der Gruppe DM34, deren Klassen weitgehend gleichmäßig verteilt sind,
wird mit diesem Schwellenwert hingegen nicht weiter aufgeteilt.
Mit dem p-QuantilQ(p) verwendet der Schritt CPI eine weitere Metrik, deren

Ergebnis als Schwellenwert zur Aufteilung einer Datenteilmenge D j in eine
Teilmenge D+j für Mehrheitsklassen und eine Teilmenge D−j für Minderheits-
klassen dient. Die Idee ist, dass ein Wert für p festlegt wird und das p-Quantil
Q(p) für jede aufzuteilende Teilmenge D j berechnet wird. Klassen mit mehr
Dateninstanzen als der durch Q(p) bestimmte Schwellenwert kommen in die
Teilmenge D+j und die anderen Klassen in D−j . Wie in Abbildung 6.6 angegeben
ist, liegt bspw. das 0,8-Quantil (p = 0, 8) für die Gruppe OM54 bei etwa 28.
Dies wird dabei als Schwellenwert zur Aufteilung von D1 verwendet. Damit ist
der Fehlercode A, der mehr als 28 Dateninstanzen hat, die einzige Mehrheits-
klasse und seine Dateninstanzen werden in die Teilmenge D+1 übernommen.
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Die Fehlercodes B, C und D sind gemäß dieses Schwellenwerts Minderheitsklas-
sen, sodass deren Instanzen inD−1 übernommen werden. Schließlich haben alle
resultierenden Teilmengen D+1 und D−1 eine ausgewogenere Klassenverteilung.
Der Schritt CPI reduziert den Gini-Koeffizienten von 0,48 für die Teilmenge
D1 auf Werte von 0,19 für D+1 und 0,11 für D−1 [HRM20a]. Weitere Details
zur Berechnung von Q(p) sowie zu einem Algorithmus, der den Schritt CPI
formalisiert, werden von Hirsch et al. [HRM20a; HRT+23] beschrieben.
Nach der Anwendung von SPH und CPI wird pro Datenteilmenge D j bzw.

D+j und D−j ein separates Klassifikationsmodell trainiert. Da durch die Daten-
partitionierung die Anzahl der Dateninstanzen in den einzelnen Teilmengen
reduziert wird, kann das Risiko einer Überanpassung der trainierten Klassifika-
tionsmodelle an eine zu kleine Datenmenge erhöht sein (siehe Wertung in Ta-
belle 6.1). Dieses Problem kann durch die Anwendung von Ensemble-Methoden
für die Klassifikation, wie bspw. Random Forest, angegangen werden [Bre01;
HRM19] (siehe Abschnitt 4.3.1). Aus diesem Grund und da kaum Ansätze
existieren, die eine Gruppenheterogenität und Gruppenungleichverteilung
adressieren, lässt das in diesem Abschnitt beschriebene Verfahren explizit zu,
dass die Datenmenge pro Klassifikationsmodell geringer wird, aber dass dafür
die Gruppenheterogenität und Gruppenungleichverteilung adressiert werden.

6.5.2 Zentrale Evaluationsergebnisse

In diesem Abschnitt werden die Ergebnisse einer Evaluation des Verfahrens
zur Nutzung einer Taxonomie für die Datenpartitionierung zusammengefasst.
Diese Evaluation wurde von Hirsch et al. [HRM20a; HRT+23] mit mehre-
ren Datensätzen für Multi-Klassen-Klassifikationen durchgeführt. Tabelle 6.2
fasst die wesentlichen Eigenschaften dieser Datensätze zusammen. Der ers-
te Datensatz umfasst reale Daten des Anwendungsfalls der Fehlerdiagnose
im EoL-Prüffeld [HRM19; HRM20a]. Dieser Datensatz besteht aus 1050 Da-
teninstanzen sowie 84 Klassen und 115 Features. Der Anteil der fehlenden
Feature-Werte („NA“-Werte) im gesamten Datensatz ist mit 17% relativ hoch.
Dies kann nach Hirsch et al. [HRT+23] als Indikator für ein hohes Ausmaß
einer Gruppenheterogenität und Gruppenungleichverteilung gesehen werden.
Zudem weist der Datensatz aus dem EoL-Prüffeld eine hohe Klassenungleich-
verteilung auf, wie der hohe Wert des Gini-Koeffizienten von 55% zeigt.

152 6 | Nutzung von Domänenwissen zur Datenvorbereitung



Tabelle 6.2: Wesentliche Eigenschaften der für die Evaluation des Verfahrens
von Hirsch et al. [HRT+23] verwendeten Datensätze.

Datensatz Daten-
instanzen

Klassen Features „NA“ in
Features

Gini-
Koeff.

aus EoL-Prüffeld 1050 84 115 17% 55%
Synth.: sehr ausgewogen 1050 84 100 24% 32%
Synth.: ausgewogen 1050 84 100 24% 42%
Synth.: mittel 1050 84 100 24% 51%
Synth.: unausgewogen 1050 84 100 24% 54%
Synth.: sehr unausgewogen 1050 84 100 24% 57%

Zudem haben Hirsch et al. [HRT+23] das Verfahren mit fünf synthetisch
generierten Datensätzen mit unterschiedlichen Datenverteilungen evaluiert.
Jeder synthetische Datensatz beinhaltet 1050 Dateninstanzen, 84 Klassen und
100 Features. Der Anteil der fehlenden Feature-Werte lässt mit 24% auf ein
etwas höheres Ausmaß einer Gruppenheterogenität und Gruppenungleichver-
teilung schließen als beim Datensatz aus dem EoL-Prüffeld. Der wesentliche
Unterschied zwischen den einzelnen fünf synthethischen Datensätzen besteht
darin, dass die 84 Klassen unterschiedlich verteilt sind, sodass sich auch jeweils
das Verhältnis zwischen Mehrheits- und Minderheitsklassen unterscheidet. Die
Datensätze werden entsprechend ihrer Klassenverteilungen als sehr ausgewo-
gen, ausgewogen, mittel, unausgewogen und sehr unausgewogen bezeichnet. Die
Gini-Koeffizienten bewegen sich dabei zwischen 32% und 57%.
Hirsch et al. [HRM20a; HRT+23] haben für alle sechs Datensätze jeweils

eine theoretische und eine experimentelle Evaluation durchgeführt. In der
theoretischen Evaluation untersuchen sie die Eigenschaften der Datensätze
vor der Anwendung von SPH und CPI sowie die Eigenschaften der jeweiligen
Datenteilmengen nach der Anwendung dieser beiden Schritte. Damit über-
prüfen sie, welche Auswirkungen SPH und CPI auf verschiedene Ursachen
für Bias in den Daten haben, insbesondere auf die Gruppenheterogenität,
Gruppenungleichverteilung und Klassenungleichverteilung.
In der experimentellen Evaluation untersuchen sie insbesondere, inwieweit

SPH und CPI die Vorhersageleistung der mit den Daten bzw. Datenteilmengen
trainierten Klassifikationsmodelle verbessern. Als Klassifikationsalgorithmus
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wenden sie Random Forest auf die Datenteilmengen an, die SPH und CPI
liefern. Die Autoren vergleichen die entsprechenden Klassifikationsmodelle mit
einer Baseline, bei der Random Forest auf den jeweiligen gesamten Datensatz
angewendet wird, also ohne diesen mit SPH und CPI in Datenteilmengen
aufzuteilen. Hirsch et al. [HRM20a; HRT+23] vergleichen das neue Verfahren
mit der Baseline, indem sie die resultierenden Klassifikationsmodelle mit zwei
Evaluationsmetriken bewerten. Die erste Metrik entspricht der Korrektklassifi-
kationsrate (engl. Accuracy) auf einzelnen Positionen einer Empfehlungsliste,
die die wahrscheinlichsten Vorhersagen der Klassifikationsmodelle auflistet.
Die zweite Metrik gibt im Anwendungsfall der Fehlerdiagnose im EoL-Prüffeld
die Anzahl der Nacharbeitsversuche an (engl. Rework Attempts: RA), die im
Durchschnitt benötigt werden, um ein Qualitätsproblem durch Abarbeiten die-
ser Empfehlungsliste zu lösen. Während der Wert der Korrektklassifikationsrate
möglichst hoch sein sollte, ist bzgl. der Metrik RA die Reduktion dieser Anzahl
an Nacharbeitsversuchen das Ziel. Für Details zur verwendeten Hard- und
Software, zur Parametrisierung des neuen Verfahrens und der Klassifikations-
algorithmen sowie zur Berechnung der Evaluationsmetriken sei auf Hirsch et
al. [HRM20a; HRT+23] verwiesen.
Im Folgenden werden die wichtigsten Ergebnisse dieser umfassenden Eva-

luation zusammengefasst, wobei Tabelle 6.3 wesentliche Kennzahlen für die
ersten vier der folgenden Punkte darstellt:

• Das neue Verfahren, insbesondere der Schritt SPH, ist sehr gut geeignet,
um die Gruppenheterogentität und Gruppenungleichverteilung in Daten
zu adressieren. Ein Indikator dafür ist, dass das neue Verfahren den
Anteil fehlender Feature-Werte („NA“-Werte) signifikant um 12%-Punkte
für den realen Datensatz aus dem EoL-Prüffeld sowie um Werte zwischen
15 und 17%-Punkte für die synthetischen Datensätze reduziert.

• Die beiden Schritte SPH und CPI adressieren gemeinsam auch eine Klas-
senungleichverteilung in erheblichem Maße. So reduzieren sie den Gini-
Koffizienten um 34%-Punkte für den Datensatz aus dem EoL-Prüffeld
sowie um Werte zwischen 18 und 35%-Punkte für die synthetischen
Datensätze. Dabei wird der Gini-Koeffizient umso stärker reduziert je
höher die ursprüngliche Klassenungleichverteilung der Datensätze ist.
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Tabelle 6.3: Zentrale Ergebnisse der Evaluation des neuen Verfahrens zur Nut-
zung einer Taxonomie für die Datenpartitionierung [HRT+23].
Die Tabelle zeigt für alle sechs evaluierten Datensätze, um wie
viele %-Punkte das neue Verfahren den Anteil fehlender Feature-
Werte („NA“-Werte) und den Wert des Gini-Koffizienten reduziert.
Ebenso zeigt sie, um wie viele %-Punkte im Vergleich zur Baseline
die durchschnittliche Korrektklassifikationsrate (AvgAcc) erhöht
wird und um wie viele Punkte die Metrik RA reduziert wird.

Datensatz ∆„NA“ in
Features
(%-Punkte)

∆Gini-
Koeff.

(%-Punkte)

∆AvgAcc
(%-Punkte)

∆RA
(einfache
Punkte)

aus EoL-Prüffeld - 12 - 34 +6,3 - 0,2
Synth.: sehr ausgewogen - 17 - 18 +12,9 - 1,25
Synth.: ausgewogen - 17 - 22 +10,5 - 0,28
Synth.: mittel - 16 - 26 +7,7 - 0,53
Synth.: unausgewogen - 16 - 29 +4,6 - 0,25
Synth.: sehr unausgewogen - 15 - 35 +6,8 - 0,32

• Das neue Verfahren mit den Schritten SPH und CPI übertrifft die Baseline
für alle sechs Datensätze hinsichtlich der Vorhersageleistung der Klassifi-
kationsmodelle. Es erhöht die durchschnittliche Korrektklassifikationsrate
um Werte zwischen 4,6 und 12,9%-Punkte.

• Darüber hinaus reduzieren SPH und CPI die Metrik RA um Werte zwi-
schen 0,2 und 1,25 Punkte. Dies bringt erhebliche praktische Vorteile
für reale Anwendungsfälle mit sich. Es reduziert zum Beispiel die Anzahl
der Nacharbeitsversuche im EoL-Prüffeld und damit auch die Kosten für
solche Nacharbeitsversuche [HRM20b]. Hierbei ist noch zu beachten,
dass in Anwendungsfällen datengetriebener medizinischer Diagnosen
(siehe Abschnitt 3.3) die Metrik RA sinngemäß der Anzahl an zusätzlichen
medizinischen Untersuchungen entspricht, die ein Arzt zur Verifizierung
der Klassenvorhersagen durchführt und die aber für Patienten unange-
nehme Nebenwirkungen mit sich bringen können. Folglich haben SPH
und CPI auch in anderen Anwendungsdomänen Vorteile, da sie z. B. die
Anzahl dieser zusätzlichen für Patienten unangenehmen medizinischen
Untersuchungen reduzieren können.
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• Eine detaillierte Untersuchung der Evaluationsergebnisse zeigt, dass der
Schritt SPH insbesondere für kleinere domänenspezifische Entitätsgrup-
pen, die in den ursprünglichen Datensätzen unterrepräsentiert sind, die
Korrektklassifikationsrate und den Wert der Metrik RA deutlich stärker
verbessert als für größere Gruppen. Dies zeigt erneut, dass dieser Schritt
sehr gut geeignet ist, um die Gruppenungleichverteilung zu adressieren.

• Der Schritt CPI erzielt sehr gute Ergebnisse speziell für größere Gruppen,
wenn in deren gruppenspezifischen Datenteilmengen nach SPH eine
einzige Mehrheitsklasse einen sehr großen Anteil aller Dateninstanzen
ausmacht. In solchen Fällen erhöht CPI durch die weitere Aufteilung der
Datenteilmengen die Korrektklassifikationsrate speziell für alle anderen
Klassen, die zuvor von dieser einen Mehrheitsklasse dominiert wurden.

• Weiterhin haben Hirsch et al. [HRT+23] noch die Rechenlaufzeit und
Skalierbarkeit des neuen Verfahrens hinsichtlich größerer Datenmengen
mit 10 000, 100 000, 500 000 und 1000000 Dateninstanzen evaluiert.
Die entsprechenden Ergebnisse untermauern die positiven Effekte des
neuen Verfahrens. Tatsächlich steigern SPH und CPI für Anwendungsfälle
mit größeren Datensätzen nicht nur die Vorhersageleistung der Klassifika-
tionsmodelle, sondern reduzieren auch die Rechenlaufzeit der gesamten
Datenpipeline mit der Datenvorbereitung und dem Modelltraining, um
bis zu 40%. Dies liegt insbesondere daran, dass das Modelltraining nach
der Anwendung von SPH und CPI auf kleineren Datenteilmengen und
damit mit reduziertem Rechenaufwand durchgeführt wird.

6.5.3 Übertragbarkeit des Verfahrens auf andere Anwendungsdomänen

In diesem Abschnitt werden zentrale Aspekte hinsichtlich der Übertragbarkeit
des Verfahrens und seiner Schritte SPH und CPI auf verschiedene Anwendungs-
domänen und Daten diskutiert. Zunächst werden die Voraussetzungen erörtert,
die eine formale Repräsentation des Domänenwissens erfüllen muss, damit
SPH grundsätzlich in anderen Anwendungsfällen anwendbar ist. Dem schließt
sich eine Diskussion an, ob diese Voraussetzungen für das Domänenwissen
gelten, das in verschiedenen der in Kapitel 3 untersuchten Anwendungsfälle
verfügbar ist. Dies betrifft die in Abschnitt 3.1 beschriebenen industriellen An-
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Abbildung 6.7: Abstraktes hierarchisches Modell zur Illustration der Voraus-
setzungen von SPH für das Domänenwissen, vgl. [HRT+23].

wendungsfälle, aber auch die in Abschnitt 3.3 untersuchten Anwendungsfälle
für datengetriebe medizinische Diagnosen. Abschließend folgt eine Diskussi-
on, welche Eigenschaften die jeweiligen Daten aufweisen müssen, damit die
Schritte SPH und CPI auf diese Daten anwendbar sind [HRT+23].

Voraussetzungen für die Taxonomie beim Schritt SPH: Der Schritt SPH
benötigt als formal repräsentiertes Domänenwissen ein Modell, das in einer
hierarchischen Baumstruktur aufgebaut ist, bspw. als semantisches Netz mit
hierarchischen Relationen. Abbildung 6.7 veranschaulicht die wichtigsten Vor-
aussetzungen von SPH auf Basis eines abstrakten hierarchischen Modells:

1. Der einzige Wurzelknoten auf der obersten Ebene l = 0 umfasst den
gesamten Datensatz D.

2. Jeder Kindknoten (l, j), d. h. der j-te Knoten auf einer Ebene l ≥ 1 unter-
halb des Wurzelknotens beinhaltet eine Teilmenge der Daten des jeweili-
gen Elternknotens (l − 1, j′) eine Ebene darüber, d. h., D(l, j) ⊆D(l−1, j′)
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3. Alle Blattknoten befinden sich auf derselben tiefsten Ebene l = max l .
4. Damit SPH die Gruppenheterogenität und Gruppenungleichverteilung
adressieren kann, muss das hierarchische Modell die Partitionierung des
Datensatzes D in Teilmengen ermöglichen, in denen jeweils nur noch
Daten einer oder zumindest weniger domänenspezifischen Gruppen
enthalten sind. Dies wird dadurch erreicht, dass das Modell die domä-
nenspezifischen Gruppen des jeweiligen Anwendungsfalls hierarchisch
organisiert. Dabei ist jedem Knoten eine bestimmte Menge der Gruppen
sowie deren Daten zugeordnet, wobei jeder Kindknoten (l, j) eine Un-
termenge der Gruppen und deren Daten des jeweiligen Elternknotens
(l − 1, j′) umfasst. Somit nimmt die Anzahl der Gruppen und daher auch
der Grad der Gruppenheterogenität und Gruppenungleichverteilung in
den Teilmengen D(l, j) mit jeder tieferen Ebene l ab.

Vorhandenes Domänenwissen in anderen Anwendungsdomänen: Gän-
gige Modelle zur Beschreibung domänenspezifischer Gruppen und ihrer Be-
ziehungen sind Wissensgraphen und semantische Netze, z. B. Taxonomien
oder Ontologien [Qui67; Rei10; Sow91] (siehe auch Abschnitt 2.2). Solche
Modelle beschreiben u. a. hierarchische Beziehungen zwischen über- und un-
tergeordneten Begriffen, wobei jeder Begriff für eine bestimmte domänen-
spezifische Entitätsgruppe steht. Diese hierarchischen Beziehungen zwischen
Begriffen bzw. Entitätsgruppen erfüllen in den meisten Anwendungsdomänen
die oben diskutierten Voraussetzungen für das zur Anwendung von SPH be-
nötigte Domänenwissen. In den meisten Fällen können anhand der Begriffe
einer Hierarchieebene die jeweiligen Daten bzw. Datenteilmengen identifiziert
werden, die zu den entsprechenden domänenspezifischen Entitätsgruppen
gehören. Weiterhin sind untergeordnete Begriffe, d. h. Kindknoten in der Hier-
archie, spezifischer als die ihnen zugeordneten übergeordneten Begriffe, d. h.
die Elternknoten [Rei10; Sow91]. Das bedeutet auch, dass die Daten eines
untergeordneten Kindknotens in der Regel eine Teilmenge von spezifischeren
Gruppen repräsentieren, als die Daten, die durch den jeweiligen übergeordne-
ten Elternknoten repräsentiert werden. Insgesamt nimmt somit der Grad der
Gruppenheterogenität in den Daten entlang des Pfads vom Wurzelknoten zu
den Blattknoten des hierarchischen Modells ab.
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Wie in Abschnitt 3.2.2 erwähnt, verfügt nahezu jedes produzierende Un-
ternehmen über eine Dokumentation der unternehmenseigenen Produktfa-
milie [AK04]. Diese Dokumentation ist häufig als eine Art hierarchisches se-
mantisches Netz strukturiert, z. B. als Produkttaxonomie oder Thesaurus, das
alle Voraussetzungen zur Anwendung von SPH erfüllt [HRT+23]. Insbeson-
dere strukturiert solch eine Dokumentation der Produktfamilie verschiedene
Produktvarianten in hierarchisch organisierten Produktgruppen. Als Beispiel
beschreiben Sun et al. [SRYD14] eine solche Produktaxonomie, die für SPH
geeignet ist. Diese Taxonomie gliedert Produkte und ihre Daten in drei Ebenen:
(1) Produktkategorien, (2) Produktunterkategorien und (3) Produkttypen.
Hier kann SPH einen Datensatz D, der alle Produkte umfasst, in mehrere
primäre Datenteilmengen aufteilen, die nur noch Daten der Produkttypen auf
der untersten Ebene der Taxonomie enthalten. Auf diese Weise verringert SPH
die Anzahl und Komplexität der Klassenmuster in den resultierenden Daten-
teilmengen und reduziert so die negativen Auswirkungen der Variantenvielfalt
von Produktgruppen und der damit einhergehenden Gruppenheterogenität.
Nur wenn eine Datenteilmenge für einen Produkttyp zu wenig Dateninstanzen
enthält, bildet SPH Surrogat-Teilmengen auf einer höheren Ebene der Produkt-
taxonomie, also für Produktunterkategorien oder sogar für Produktkategorien.
In Anwendungsfällen datengetriebener medizinischer Diagnosen entspre-

chen die durch das Domänenwissen zu modellierenden Entitätsgruppen je nach
Anwendungsfall bspw. verschiedenen Ethnizitäten bzw. Hautfarben [CRM+20],
unterschiedlichen Geschlechter [SG21] oder spezifischen Altersgruppen der je-
weiligen Patienten [MGM20] (siehe Abschnitt 3.3.2). Semantische Modelle zur
hierarchischen Strukturierung dieser Entitätsgruppen beschreiben häufig eine
flache Hierarchie mit nur einer einzigen Ebene für Blattknoten direkt unter dem
Wurzelknoten. Abbildung 6.8 zeigt eine solche flache Taxonomie, die verschie-
dene Typen menschlicher Hautfarben anhand der Fitzpatrick-Skala [Fit88]
organisiert. Diese Fitzpatrick-Skala ist eine der prominentesten Einteilungen
von Hautfarben, die auch im Bereich der Dermatologie weitgehend akzeptiert
ist [Jab04]. Sie teilt Hautfarben in sechs verschiedene Typen hinsichtlich ihrer
Reaktion auf ultraviolettes Licht ein.
Die in Abbildung 6.8 dargestellte Taxonomie erfüllt im Beispiel der datenge-

triebenen Diagnose bestimmter Krebsarten [CRM+20] (siehe Abschnitt 3.3.2)
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Abbildung 6.8: Flache Taxonomie zur Kategorisierung von Hautfarben gemäß
des Fitzpatrick-Typs, vgl. [HRT+23].

alle der oben definierten Voraussetzung für die Anwendung von SPH. Die
Ebene 0 umfasst einen Wurzelknoten, der den gesamten Datensatz D zu allen
Hautfarben enthält. Die Ebene 1 darunter unterteilt die Daten in einzelne
Teilmengen D j ⊆D für jeden der Fitzpatrick-Typen I bis VI [Fit88]. Werden
Klassifikationsmodelle anstatt mit dem ganzen Datensatz D mit diesen Teil-
mengen D j für spezifische Typen von Hautfarben trainiert, adressiert dies
die Gruppenheterogenität. Insbesondere können die Klassenmuster für Krebs-
arten besser differenziert werden, wenn nur Trainingsdaten eines einzelnen
Hautfarbtyps verwendet werden [CRM+20]. Ebenso adressiert diese eine
Gruppenungleichverteilung, da z. B. in einer Teilmenge D j für eine dunkle-
re Hautfarbe die für diese Hautfarbe spezifischen Klassenmuster nicht mehr
wie im ganzen Datensatz D unterrepräsentiert sind bzw. nicht mehr von den
häufiger vorkommenden Mustern für hellere Hautfarben überlagert werden.
Dieses Beispiel zeigt, dass SPH auch anwendbar ist, wenn das Domänenwis-

sen durch ein flaches hierarchisches Modell mit nur einer Blattebene unterhalb
des Wurzelknotens repräsentiert wird. SPH erzeugt dann primäre Teilmen-
gen D j für die Gruppen dieser Blattebene. Der Unterschied zu einer nicht
flachen Hierarchie besteht darin, dass SPH den gesamten Datensatz D als
Surrogat-Datenmenge verwendet, falls für einen spezifischen Blattknoten zu
wenig Daten zur Verfügung stehen. In diesem Fall adressiert SPH für diese
einzelnen Surrogat-Datenmengen weder die Gruppenheterogenität noch die
Gruppenungleichverteilung. Dies kann durch Hinzufügen einer Ebene zwi-
schen der Wurzel und der Blattebene der Taxonomie behoben werden. In der
in Abbildung 6.8 dargestellten Taxonomie können die Knoten auf dieser Ebene
bspw. jeweils zwei oder drei der Fitzpatrick-Hauttypen zusammenfassen.
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Notwendige Eigenschaften der Daten: Das in diesem Abschnitt vorgestellte
Verfahren zur Nutzung einer Taxonomie für die Partitionierung von Daten
ist so generisch, dass es grundsätzlich auf alle möglichen Arten von Daten D
anwendbar ist, die sich in einzelne Teilmengen D j ⊆ D aufteilen lassen. Für
den Schritt SPH gibt es darüber hinaus keine weiteren Einschränkungen. Der
nächste Schritt CPI nutzt als statistische Metriken den Gini-Koeffizienten und
das p-Quantil, um zu entscheiden, ob und wie die Datenteilmengen noch weiter
für Mehrheits- und Minderheitsklassen aufgeteilt werden sollen. Diese beiden
Metriken können auf alle Daten mit einer diskreten oder kontinuierlichen
Klassenverteilung angewendet werden [Cow11; FLG+13].
Auch wenn beide Schritte SPH und CPI auf nahezu beliebige Daten anwend-

bar sind, wurden ihre Effekte von Hirsch et al [HRM20a; HRT+23] bisher nur
für tabellarische Daten mit numerischen oder kategorischen Features evalu-
iert. Für andere Daten, etwa für Zeitreihendaten oder Bilddaten, muss noch
untersucht werden, ob die Evaluationsergebnisse übertragbar sind.

6.6 Ontologiebasierte Ansätze zur Spezifikation von
Datenvorbereitungs-Pipelines

Um den hohen Aufwand zu reduzieren, den Domänenexperten mit gängigen
Software-Tools für die Spezifikation von Datenvorbereitungs-Pipelines aufbrin-
gen müssen (siehe Abschnitt 4.2.4), existieren Ansätze, die eine Spezifikation
der Pipelines auf Basis von Ontologien vereinfachen. Einige Ansätze ermögli-
chen es, Datenvorbereitungs-Pipelines und deren Datenvorbereitungsoperatio-
nen mit gängigen Software-Tools zu spezifizieren und dabei mit Begriffen aus
einer domänenspezifischen Ontologie zu annotieren [MCD+05; OOD+12]. Al-
ternativ existieren Ansätze, mit denen die Pipelines bzw. Operationen selbst in
einer ontologiebasierten Sprache definiert werden können [SBE+21; SES23].
Ansätze der ersten Kategorie, mit denen Datenvorbereitungs-Pipelines mit

Begriffen aus einer domänenspezifischen Ontologie annotiert werden, finden
sich insbesondere im Bereich der wissenschaftlichen Workflows [MCD+05;
OOD+12; WAH+07]. Hierbei werden existierende Software-Tools für wis-
senschaftliche Workflows genutzt, um zunächst den Datenfluss zwischen den
Workflow-Aktivitäten zu spezifizieren [LWMB09]. Dabei müssen Domänenex-
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perten die Daten, die von den Workflow-Aktivitäten gelesen und ausgegeben
werden, nicht im Detail spezifizieren, sondern lediglich mit Begriffen aus der
jeweiligen Ontologie abstrakt beschreiben [MCD+05; OOD+12; WAH+07].
Ebenso kann der Datenfluss mit Relationen einer Ontologie annotiert werden,
um somit semantische Abhängigkeiten zwischen den Ausgabedaten einer Akti-
vität und den Eingabedaten einer anderen Aktivität zu beschreiben [BL05].
Die abstrakten, semantischen Annotationen der Workflow-Aktivitäten und
des Datenflusses können über regelbasierte Ansätze auf konkrete ausführbare
Workflow-Spezifikationen abgebildet werden [RLS+06; RRS+11].
Stach et al. [SBE+21] schlagen mit BARENTS (tailorable data preparation

zone for Data Lakes) einen Ansatz der oben zweitgenannten Kategorie vor.
BARENTS nutzt keine domänenspezifische Ontologie, wie sie in Abschnitt 2.2
beschrieben ist, die also relevante Begriffe einer Anwendungsdomäne sowie
die Beziehungen zwischen diesen Begriffen formalisiert [Rei10; Sow91]. Statt-
dessen bietet BARENTS eine ontologiebasierte Sprache, mit der kleine, relativ
einfache Regeln für die Datenvorbereitung als Ontologie spezifiziert werden
können. Jede dieser Regeln besteht aus drei Teilen: (1) Der Datenquelle, aus der
die Daten stammen, (2) einer Datenvorbereitungsoperation, die auf die Daten
angewendet wird, und (3) die Datensenke, in der die Ergebnisdaten gespei-
chert werden sollen. Mehrere solcher einzelnen Regeln können dabei zu einer
größeren Datenvorbereitungs-Pipeline zusammengesetzt werden [SES23]. Alle
zu einem konkreten Anwendungsfall definierten Regeln zur Datenvorbereitung
werden in einer sog. BARENTS-Ontologie zusammengefasst [SBE+21].
Abbildung 6.9 zeigt eine schematische Darstellung einer Ontologie von

BARENTS, die eine Regel für die Datenvorbereitung spezifiziert [SES23]. Die
Begriffe dieser Ontologie können dabei entweder über partitative Relationen
(ist-teil-von, durchgezogene Linien in Abbildung 6.9) oder über eigens von
BARENTS neu definierte Relationen (BARENTS-spezifische Relationen, gestrich-
telte Linien) verknüpft werden. Der erste Begriff beschreibt das entsprechende
Quellsystem, z. B. ein Datenbanksystem, aus dem die Daten geladen werden.
Die aus dieser Quelle zu extrahierenden Dateninstanzen werden über weitere
Begriffe spezifiziert, die jeweils mit einer BARENTS-spezifischen Relation ’Quel-
le’ dem Quellsystem zugeordnet werden. Jede Dateninstanz wird mit einer
partitativen Relation mit einem Begriff für die Operation verknüpft, die auf
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Abbildung 6.9: Schematische Darstellung einer in der BARENTS-Ontologie
spezifizierten Regel zur Datenvorbereitung, vgl. Stach et
al. [SES23].

die Dateninstanzen angewendet werden soll. Eine Operation wird dabei mit
einer BARENTS-spezifischen Relation ’Typ’ auf eine von von drei in BARENTS
zulässigen Operatoren aus dem Bereich der funktionalen Programmierung
abgebildet [SBE+21]: (i) Map-Operator, der eine Funktion zur Transforma-
tion aller Dateninstanzen anwendet, (ii) Filter-Operator, der Dateninstanzen
gemäß eines Selektionsprädikats filtert oder (iii) Reduce-Operator, der z. B.
mehrere Dateninstanzen bzw. deren Features zu einemWert aggregiert. Weiter-
hin können noch beliebige benutzerdefinierte Typen von Funktionen in einer
BARENTS-Ontologie spezifiziert werden. Zusätzlich wird jede Operation noch
mittels der Relation ’Funktion’ mit einer auszuführenden Funktion verknüpft,
die in der formalen Sprachen des Lamda-Kalküls [Chu41] spezifiziert wird.
Schließlich wird die Operation mittels einer weiteren partitativen Relation
auf die Ergebnisdaten der Datenvorbereitung abgebildet. Diese Ergebnisdaten
werden mit einer BARENTS-spezifischen Relation ’Senke’ mit dem Zielsystem
assoziiert, in das sie gespeichert werden sollen.
Die Definition der Datenquelle, der extrahierten Dateninstanzen sowie der

Ergebnisdaten und Datensenke kann für Domänenexperten weiter vereinfacht
werden, indem diese in BARENTS mittels domänenspezifischer Begriffe aus
einem externen semantischen Netz verschlagwortet werden können [SBE+21].
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Im Gegensatz zur BARENTS-Ontologie muss dieses externe semantische Netz,
wie in Abschnitt 2.2 beschrieben, die relevanten Begriffe einer Anwendungs-
domäne sowie die Beziehungen zwischen diesen Begriffen darstellen. Stach
et al. [SBE+21] beschreiben ein Beispiel, in der die Daten in einer BARENTS-
Ontologie über Begriffe aus einer anderen Ontologie der Lebensmittelchemie
verschlagwortet werden [BB18]. Diese Ontologie beschreibt Begriffe und de-
ren Beziehungen für Bestandteile von Lebensmitteln, die Allergien auslösen
können. Beispiele für solche Begriffe sind verschiedene Arten von Nüssen sowie
allergieauslösende Peptide.
Bzgl. der Definition der Datenvorbereitungsoperation reduziert die Einschrän-

kung auf drei zentrale Operatoren der funktionalen Programmierung zwar die
Auswahlmöglichkeiten und damit auch die Komplexität für Domänenexperten.
Sie müssen jedoch nach wie vor mit der funktionalen Programmierung und den
zugrundeliegenden formalen Sprachen des Lamda-Kalküls [Chu41] vertraut
sein. Hier kann nicht davon ausgegangen werden, dass Domänenexperten aus
jeder Anwendungsdomäne diese formalen Sprachen beherrschen. Aus diesem
Grund haben Stach et al. [SES23] noch ein Empfehlungs- bzw. Expertensys-
tem entworfen, das mit BARENTS spezifizierte Datenvorbereitungsoperationen
vorschlägt. Dabei gehen die Autoren davon aus, dass mehrere Domänenex-
perten oder andere Personen für einen bestimmten Anwendungsfall bereits
eine gewisse Anzahl an Regeln für Datenvorbereitungsoperationen in einer
BARENTS-Ontologie spezifiziert haben. Diese bereits spezifizierte BARENTS-
Ontologie dient als Fallbasis für das Expertensystem. Andere Domänenexperten
müssen mit BARENTS lediglich die ihnen zur Verfügung stehenden Daten als
Datenquelle spezifizieren. Das Expertensystem von Stach et al. [SES23] fragt
die gesamte BARENTS-Ontologie nach bereits existierenden Regeln für Daten-
vorbereitungsoperationen ab, die auf Datenquellen ausgeführt wurden, die
der von den Nutzern spezifizierten neuen Datenquelle ähnlich sind. Die Nut-
zer können anschließend die vorgeschlagenen BARENTS-Spezifikationen von
Datenvorbereitungsoperationen auf ihre eigenen Daten anpassen.
Die in diesem Abschnitt diskutierten Ansätze zielen primär darauf ab, die

Komplexität der Spezifikation von Datenvorbereitungs-Pipelines zu reduzie-
ren, indem sie mit einer Ontologie von den zugrundeliegenden heterogenen
Datenformaten und von weiteren komplexen Datencharakteristika abstrahie-
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ren [Rei17; RSM14a; SBE+21]. Sie ermöglichen somit Domänenexperten,
auf relativ einfache Weise Datenvorbereitungs-Pipelines bzw. Datenvorberei-
tungsoperationen zu spezifizieren und adressieren damit eines der zentralen
Probleme entsprechender Software-Tools. Allerdings wurde bei keinem der
Ansätze bisher untersucht, welche Auswirkungen ihre Nutzung auf die ver-
schiedenen Ursachen für Bias in Daten haben. Somit ist unklar, ob sie die in
Abschnitt 4.2.4 diskutierten Probleme existierender Software-Tools bzgl. der
Ursachen für Bias in Daten lösen können. Daher werden die in diesem Abschnitt
diskutierten Ansätze in Tabelle 6.1 weder positiv noch negativ bewertet.

6.7 Zusammenfassung

Gängige Ansätze zur Datenvorbereitung nutzen als Domänenwissen eine Re-
gelbasis, semantische Netze oder Simulationen, um entweder das Feature-
Engineering zu verbessern, Labels in Daten festzulegen oder Daten mit neuen
Instanzen, Features oder Labels anzureichern. Diese Ansätze helfen insbeson-
dere das Risiko einer Überanpassung der trainierten ML-Modelle an eine kleine
Datenmenge zu reduzieren bzw. falsch dokumentierte Labels zu identifizieren
und zu korrigieren (siehe Tabelle 6.1). Allerdings haben sie negative Effekte auf
eine Klassenungleichverteilung, Gruppenheterogenität und Gruppenungleich-
verteilung in Daten. Eine Datenpartitionierung in einzelne Teilmengen mit
einer Constraint-basierten Clusteranalyse ist einer der wenigen Ansätze, die
prinzipiell eine Gruppenheterogenität adressieren können. Der Ansatz kommt
aber schnell an seine Grenzen, da viele Constraints auf Ebene der Datenin-
stanzen spezifiziert werden müssen. Dies führt dazu, dass Domänenexperten
lediglich Constraints zur Abdeckung der Dateninstanzen von Mehrheitsgrup-
pen beschreiben, sodass Minderheitsgruppen vernachlässigt werden.
Aufgrund der Defizite dieser Ansätze wurde in einem im Rahmen des vom

Autor dieser Habilitationsschrift betreuten Projekts ein neues Verfahren zur
Nutzung von Domänenwissen in der Datenvorbereitung entworfen [HRT+23]
(siehe Abschnitt 6.5). Analog zur Constraint-basierten Clusteranalyse parti-
tioniert dieses Verfahren die Daten in einzelne Teilmengen. Dabei nutzt es
mit einer Taxononomie aber eine andere Form von Domänenwissen, das nicht
für einzelne Dateninstanzen, sondern nur einmal in der jeweiligen Anwen-
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dungsdomäne definiert werden muss und in vielen Anwendungsdomänen
bereits vorliegt. Diese Taxonomie muss die domänenspezifischen Gruppen der
jeweiligen Anwendungsdomäne hierarchisch organisieren. Das neue Verfahren
partitioniert mit dem ersten Schritt SPH die Trainingsdaten in mehrere Teilmen-
gen, sodass in jeder Teilmenge nur Daten einer domänenspezifischen Gruppe
enthalten sind. Einzelne der Datenteilmengen werden im zweiten Schritt CPI
jeweils noch weiter in eine Teilmenge für Mehrheitsklassen und eine Teilmenge
für Minderheitsklassen aufgeteilt. Insgesamt adressieren beide Schritte SPH
und CPI drei zentrale Ursachen für Bias in Daten industrieller Anwendungsfälle:
Gruppenheterogenität, Gruppenungleichverteilung und Klassenungleichvertei-
lung. Dadurch steigert das Verfahren die Vorhersageleistung der trainierten
Klassifikationsmodelle erheblich. Dies wird durch eine umfassende Evaluation
von Hirsch et al. [HRM20a; HRT+23] bestätigt.
Die in Abschnitt 6.6 diskutierten Ansätze reduzieren zwar auf Basis von

Ontologien bzw. ontologiebasierten Sprachen die Komplexität der Spezifika-
tion von Datenvorbereitungs-Pipelines und Datenvorbereitungsoperationen.
Allerdings sind bei diesen Ansätzen die Auswirkungen auf die verschiedenen
Ursachen für Bias in Daten noch nicht erforscht und daher unbekannt.
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Nutzung von Domänenwissen zur
Datenanalyse und Modellbildung

In diesem Kapitel werden schließlich Ansätze zur Nutzung formal repräsen-
tierten Domänenwissens im Schritt der Datenanalyse und Modellbildung von
Datenanalyseprozessesen diskutiert. Abbildung 7.1 kategorisiert diese Ansätze
hinsichtlich der für die Datenanalyse durchzuführenden Aufgabe sowie hin-
sichtlich der formalen Repräsentationsform des genutzten Domänenwissens.
Ebenso wird in diesem Kapitel diskutiert, welche der in Abschnitt 3.2 beschrie-
benen Datencharakteristika die Ansätze erfolgreich adressieren und auf welche
sie keine oder sogar negative Effekte haben. Dabei weisen die diskutierten
Ansätze erneut primär Effekte auf verschiedene Ursachen für Bias in Daten auf.
Tabelle 7.1 fasst die Ergebnisse dieser Diskussion zusammen.

7.1 Modellverwaltungsplattformen als Expertensysteme zum
Vorschlag von ML-Modellen

Modellverwaltungsplattformen nutzen ein Repository, das bereits erstellte
ML-Modelle sowie die zugehörigen Daten verwaltet und mit Metadaten be-
schreibt [VRBT13; VSL+16; ZCD+18]. Abschnitt 7.1.1 fasst zusammen, wel-
che Metadaten typischerweise in Modellverwaltungsplattformen verwendet
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Abbildung 7.1: Durch Domänenwissen unterstützte Aufgaben in der Datenana-
lyse und Modellbildung sowie Kategorisierung der Aufgaben
und entsprechender Ansätze hinsichtlich der formalen Reprä-
sentationsform des genutzten Domänenwissens.

werden. Die Abschnitte 7.1.2 und 7.1.3 stellen zwei Ansätze für Modellverwal-
tungsplattformen vor, die im Rahmen von Projekten entstanden sind, die vom
Autor dieser Habilitationsschrift betreut wurden [VRWM23; WHR20]. Diese
Ansätze bieten auf Basis eines Repositorys von ML-Modellen ein Experten-
oder Empfehlungssystem, das für bestimmte Datensätze und Analyseszenarien
passende ML-Modelle vorschlägt. Der erste, AssistML [VRWM23; VWRM21],
bietet einen automatisierten Ansatz zur Suche nach ML-Modellen an, der spezi-
ell für Nutzer mit geringen Kenntnissen zum maschinellen Lernen geeignet ist.
Der zweite Ansatz, die Model Management Platform (MMP) [WHR20; WR20],
bettet in Metadaten für ML-Modelle Domänenwissen aus Glossaren oder se-
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Tabelle 7.1: Ansätze zur Nutzung von Domänenwissen in der Datenanalyse
sowie Auswirkungen auf die Ursachen für Bias in Daten:+ Positiver
Effekt; 0 kein bzw. neutraler Effekt; − negativer Effekt.

Ansatz Klassen-
ungleich-
verteilung

Gruppen-
hetero-
genität

Gruppen-
ungleich-
verteilung

Falsche
Labels

Kleine
Daten-
menge

Modellverwaltungs-
plattformen
(AssistML, MMP)

0 + + 0 0

Modelltraining mit
Ontologien,
Wissensgraphen,
Simulations-
modellen

− 0 − + +

Inferenz mit
probabilistischen
Graphen

− 0 − + +

Entscheidungsfusion
in Ensembles
(PUSION)

0 0 0 + +

mantischen Netzen ein, um die Suche nach passenden ML-Modellen weiter
zu vereinfachen. Abschnitt 7.1.4 fasst die zentralen Ergebnisse der Evaluation
dieser beiden Ansätze zusammen. Dem folgt eine zusätzliche Diskussion in
Abschnitt 7.1.5, inwieweit die beiden Ansätze die in Abschnitt 3.2 beschriebe-
nen Datencharakteristika industrieller Anwendungsfälle adressieren können.
Abschnitt 7.1.6 schließt mit einer Diskussion, ob und wie die Ansätze auf
verschiedene Anwendungsdomänen und deren Daten übertragbar sind.

7.1.1 Metadaten zur Beschreibung von ML-Modellen

Gängige Beispiele für Modellverwaltungsplattformen, die ML-Modelle in ih-
ren Repositorys mit Metadaten beschreiben, sind OpenML [VRBT13], Mo-
delDB [VSL+16] und MLflow [ZCD+18]. Die Metadaten können prinzipi-
ell direkt in Feldern oder Annotationen der Datenformate gespeichert wer-
den [Web21], die auch zur Serialisierung der ML-Modelle genutzt werden, wie
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Abbildung 7.2: Zentrale Beispiele von Metadaten zur Beschreibung von ML-
Modellen und Daten in Modellverwaltungsplattformen.

bspw. die XML-basierte Predictive Model Markup Language (PMML1) oder das
Standard Format for Packaging Models von MLflow [ZCD+18]. Viele Modell-
verwaltungsplattformen nutzen in ihren Repositorys jedoch Datenbankysteme,
um die Metadaten in spezifischen Metadatenschemata abzubilden und zu
speichern [EMN+15; KŁd+15; PSD14; VRBT13; VS10; VSL+16; WHR20].
Mit dem W3C ML-Schema [PEŁ+18] existiert eine Empfehlung für ein Meta-
datenschema in Modellverwaltungsplattformen.
Abbildung 7.2 zeigt eine Kategorisierung zentraler Beispiele solcher Meta-

daten zur Beschreibung von ML-Modellen und von zugehörigen Daten. Die
Metadaten beschreiben zum einen die für ein ML-Modell verwendete Trainings-
konfiguration, d. h. den jeweiligen Lernalgorithmus, dessen Implementierung,
z. B. mittels Bibliotheken einer Programmiersprache, sowie die genutzten Wer-
te der Hyperparameter des Algorithmus [PEŁ+18]. Darüber hinaus können
in den Metadaten die Ergebnisse verschiedener Evaluationsmetriken erfasst
werden. In überwachten Lernverfahren sind dies insbesondere Metriken zur
Bestimmung der Vorhersageleistung eines ML-Modells, z. B. die Korrektklassifi-
kationsrate, die auf Test- oder Validierungsdaten berechnet wurden. Zusätzlich
können die Laufzeit oder Rechenkomplexität sowohl des Trainings des ML-

1PMML: https://dmg.org/pmml/v4-4-1/GeneralStructure.html
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Modells mit einem Trainingsdatensatz als auch einer mit dem Modell erfolgten
Vorhersage für neue Dateninstanzen erfasst werden [VRWM23].
Modellverwaltungsplattformen verwalten in ihren Repositorys auch Metada-

ten zu den Datensätzen, mit denen die ML-Modelle erzeugt wurden [PEŁ+18;
VRBT13; VRWM23]. Ein wesentlicher Teil dieser Metadaten umfasst sog. Meta-
Features [RGS+22], die spezifische Charakteristika eines Datensatzes auf einer
Meta-Ebene zusammenfassen. Beispiele solcher Meta-Features, die häufig in
Modellverwaltungsplattformen genutzt werden, sind die Anzahl und Vertei-
lung von Dateninstanzen, Verteilungen oder Varianzen von Feature-Typen bzw.
Feature-Werten [TFSM23; VRWM23] sowie Korrelationsmaße zwischen Fea-
tures oder Labels [PEŁ+18]. Weiterhin könnenMeta-Features die Datenqualität
quantifizieren oder Informationen zur Datenherkunft beschreiben [SBK+17].

7.1.2 AssistML-Ansatz als Expertensystem zur Empfehlung von ML-Lösungen

Villanueva et al. [VRWM23; VWRM21] schlagen mit AssistML einen automati-
sierten Ansatz vor, der ML-Lösungen empfiehlt, die für eine bestimmte über-
wachte Lernaufgabe, z. B. für eine Klassifikation oder eine Regression, sowie
für einen bestimmten Datensatz geeignet sind. Eine ML-Lösung umfasst dabei
nicht nur ein ML-Modell, sondern eine vollständige Pipeline, die sämtliche Al-
gorithmen und Software-Tools zum Feature-Engineering, zum Modelltraining
und zur Modellanwendung kombiniert und konfiguriert. AsisstML basiert auf
einem Modell-Repository, in dem bereits existierende ML-Lösungen sowie die
dazugehörigen Daten verwaltet und mit Metadaten beschrieben werden. Es
nutzt dieses Repository als Fallbasis für ML-Modelle, um ein Experten- oder
Empfehlungssystem zu realisieren, das Nutzern eine Liste von ML-Lösungen
vorschlägt, die für ihre Daten geeignet sind und zu guten Vorhersageleistungen
der ML-Modelle führen. Abbildung 7.3 illustriert die Vorgehensweise von As-
sistML, die nachfolgend überblicksmäßig erläutert wird. Für weitere Details sei
auf die Publikationen von Villanueva et al. [VRWM23; VWRM21] verwiesen.
Im Modell-Repository von AssistML wird zu jeder ML-Lösung der gesamte

Qellcode dieser Lösung gespeichert, d. h. die jeweiligen Skripte und Konfigu-
rationsdateien, die zur Ausführung des Feature-Engineerings, des Modelltrai-
nings und der Modellanwendung benötigt werden. Zusätzlich werden auch
die Datensätze, auf die die ML-Lösungen angewendet wurden, im Repository
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vorgehalten. Sowohl die ML-Lösungen als auch die Datensätze werden in
AssistML mit umfassenden Metadaten beschrieben. So beschreiben die Me-
tadaten zu den ML-Lösungen u. a. die jeweilige Lernaufgabe, d. h. ob es sich
bspw. um eine bestimmte Regressionsaufgabe oder um eine binäre Klassifi-
kation, Multi-Klassen-Klassifikation oder Multi-Label-Klassifikation handelt.
Weiterhin werden die in Abschnitt 7.1.1 erläuterte Trainingskonfiguration der
ML-Modelle sowie Ergebnisse bestimmter Evaluationsmetriken hinterlegt.
Als Metadaten für Daten bietet AssistML einerseits Meta-Features, die ei-

nen Datensatz als Ganzes charakterisieren. Dies sind bspw. die Anzahl an
Dateninstanzen, Anzahl an Features sowie die relativen Anteile bestimmter
Feature-Typen im Datensatz. Dabei unterscheidet AssistML zwischen numeri-
schen, kategorischen und textuellen Feature-Typen, Typen für Datumsangaben
sowie Zeitreihendaten oder Bilddaten. Darüber hinaus liefert AssistML umfas-
sende Meta-Features, mit denen jedes einzelne Feature eines Datensatzes näher
beschrieben wird. Diese Meta-Features unterscheiden sich je nach konkretem
Feature-Typ. Zum Beispiel können numerische Features durch die Anzahl
an Ausreißern oder durch den Anteil fehlender Feature-Werte charakterisiert
werden, während für kategorische Features die Anzahl der verwendbaren
Kategorien oder Verteilungs- bzw. Ungleichverteilungsmaße bzgl. dieser Ka-
tegorien relevant sind. Villanueva et al. [VRWM23] beschreiben für alle der
oben genannten Feature-Typen noch weitere Beispiele solcher Meta-Features.
Nutzer, die für neue Daten eine ML-Lösung benötigen, können AssistML eine

Anfrage mit Informationen zu ihren Daten und zur gewünschten ML-Lösung
stellen. AssistML nutzt das Modell-Repository als Fallbasis für ML-Lösungen,
um den Nutzern diejenigen ML-Lösungen vorzuschlagen, die für ihre Daten
geeignet sind und zu guten Vorhersageleistungen führen. Dabei fokussiert
AssistML mit sog. Citizen Data Scientists eine Nutzergruppe mit grundlegen-
den, aber begrenzten Kenntnissen zum maschinellen Lernen [Grö18]. Dies
sind typischerweise Domänenexperten, wie bspw. Ingenieure, die im Laufe
ihrer Tätigkeiten Grundkenntnisse zu Datenanalysen erlernt haben. Daher ist
AssistML gezielt so entwickelt worden, dass diese Nutzer in einer Anfrage
nur ein Minimum an abstrakten Informationen angeben müssen. Die erste
Eingabe spezifiziert die Lernaufgabe, die von der gewünschten ML-Lösung
umgesetzt werden soll, also z. B. eine binäre Klassifikation oder eine Multi-
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Abbildung 7.3: Vorgehensweise des AsssistML-Ansatz zum Vorschlag von ML-
Lösungen, vgl. Villanueva [Vil21].

Klassen-Klassifikation. Als zweite Eingabe geben Nutzer den Datensatz oder
eine Stichprobe dieses Datensatzes an, für den sie eine ML-Lösung suchen. Die
dritte, optionale Eingabe spezifiziert Präferenzen bzgl. bestimmter Evaluati-
onsmetriken, insbesondere in welchen Bereichen die Werte dieser Metriken
liegen müssen, damit die Nutzer eine ML-Lösung als akzeptabel ansehen.
Abbildung 7.3 zeigt unten die drei zentralen Schritte, die AssistML durch-

führt, um im Repository ML-Lösungen zu finden, die zur Nutzeranfrage passen.
Im ersten Schritt sucht AssistML nach ML-Lösungen, die (a) die in der Anfrage
spezifizierte Lernaufgabe unterstützen und die (b) auf Datensätze angewendet
wurden, die ähnliche Eigenschaften wie der in der Anfrage spezifizierte Da-
tensatz haben. Um die Ähnlichkeit zwischen den Datensätzen zu bestimmen,
extrahiert AssistML einige Meta-Features aus dem Datensatz der Nutzeranfrage
und vergleicht diese Meta-Features mit denen der Datensätze im Reposito-
ry [VRWM23]. Zum Beispiel überprüft AssistML, ob der Datensatz des Nutzers
sowie die Datensätze im Repository ähnliche Verteilungen der Feature-Typen
oder auch ähnliche Werteverteilungen einzelner Features aufweisen.
Im zweiten Schritt reduziert AssistML die ML-Lösungen aus dem vorheri-

gen Schrit auf diejenigen, die gemäß den Metadaten im Modell-Repository
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ausreichend gute Werte in den vom Nutzer spezifizierten Evaluationsmetriken
aufweisen. Zuvor teilt der Schritt die ML-Lösungen mittels einer Clusteranalyse
in mehrere Cluster auf, sodass in jedem Cluster ML-Lösungen enthalten sind,
die ähnliche Werte in den Evaluationsmetriken haben. Die Clusteranalyse ist
insbesondere notwendig, da Modell-Repositorys wie die von AssisML oder
von anderen Modellverwaltungsplattformen tausende ML-Lösungen enthalten
können [VRBT13; VRWM23; VSL+16]. Durch die Clusteranalyse müssen nicht
mehr die vielen ML-Lösungen, sondern wenige Cluster von Lösungen bzgl.
ihrer Evaluationsmetriken mit den Präferenzen in der Nutzeranfrage verglichen
werden. Schließlich übergibt AssistML dem nächsten Schritt jedes Cluster von
ML-Lösungen, bei dem die Mehrheit der Lösungen die vom Nutzer spezifizier-
ten Anforderungen bzgl. der Evaluationsmetriken erfüllen [VRWM23].
Im dritten Schritt lernt AssistML Muster innerhalb der Metadaten der vom

Schritt zuvor übergebenen ML-Lösungen, indem der Ansatz Assoziationsregeln
zwischen den Metadaten und den Werten der Evaluationsmetriken erzeugt.
Diese Assoziationsregeln bieten den Nutzern einfach zu interpretierende Erklä-
rungen, welche Eigenschaften einer ML-Lösungen bei welchen Meta-Features
der Datensätze zu welchen Ergebnissen in den Evaluationsmetriken führen.
Ein Beispiel für eine so gelernte Regel ist „WENN ML-Lösung neuronale Netze
mit 10-20 Hyperparametern nutzt DANN ist Trainingszeit sehr hoch“. Diese
Regel bildet den genutzten Algorithmus und dessen Trainingskonfiguration
auf Wertebereiche einer Evaluationsmetrik ab.
Auf Basis der Ergebnisse dieser drei Schritte erstellt AssistML eine Empfeh-

lungsliste mit den besten ML-Lösungen für die in der Nutzeranfrage spezi-
fizierte Lernaufgabe sowie für dessen Datensatz und Präferenzen bzgl. der
Evaluationsmetriken. Die ML-Lösungen werden in dieser Liste absteigend an-
hand des Durchschnitts der normierten Werte aller in der Anfrage angegebenen
Evaluationsmetriken sortiert [VRWM23]. Zusätzlich erzeugt AssistML noch
eine detaillierte Beschreibung jeder einzelnen ML-Lösung, die sich der Nutzer
bei Bedarf ansehen kann. Dabei wird jeder Wert der spezifizierten Evaluations-
metriken im Detail dargestellt. Zusätzlich zeigt die detaillierte Beschreibung
weitere intuitive Erklärungen bzgl. der Funktionsweise einer ML-Lösung, z. B.
welche Features des jeweiligen Datensatzes primär dazu beigetragen haben,
die dokumentierten Werte in den Evaluationsmetriken zu erzielen. Weitere
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Abbildung 7.4: Abstrakte Sicht auf zentrale Teile des Metadatenmodells der
Modellverwaltungsplattform von Weber [Web21].

Erklärungen umfassen insbesondere die im dritten Schritt erzeugten Asso-
ziationsregeln in den Metadaten der ML-Lösung. Auf Basis der Rangfolge in
der Empfehlungsliste sowie auf Basis der detaillierten Beschreibungen der
ML-Lösungen kann der Nutzer einzelne ML-Lösungen auswählen und auf den
eigenen Datensatz anwenden, um für diesen ML-Modelle zu erzeugen.

7.1.3 Plattform mit semantischen Informationen in Modell-Metadaten

Als Teil derModel Management Platform (MMP) schlagenWeber et al. [WHR20]
ein Metadatenmodell vor, das u. a. semantische Informationen aus Glossaren
oder semantischen Netzen sowie Informationen aus dem Business-Kontext eines
Unternehmens zur Beschreibung von ML-Modellen verwendet. Abbildung 7.4
zeigt die zentralen Teile dieses Metadatenmodells. Für die Modell-Metadaten,
die eine Erweiterung des W3C ML-Schemas [PEŁ+18] sind, sei an dieser
Stelle auf Weber [Web21] verwiesen. Nachfolgend werden die semantischen
Informationen sowie die Business-Metadaten näher beschrieben und wie diese
Domänenexperten bei der Suche nach passenden ML-Modellen unterstützen.
In den semantischen Informationen wird ein ML-Modell mit einem domänen-

spezifischen Asset verknüpft, in dessen Kontext das ML-Modell für Vorhersagen
genutzt wird [Web21]. Dies kann bspw. eine Anlage, eine Maschine, ein Pro-
dukt oder ein Produktionsprozesss sein. Handelt es sich z. B. um eine Maschine,
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dann bezieht sich das Asset im Metadatenmodell auch auf die an der Maschine
verbauten Sensoren, die Daten liefern, um damit ein ML-Modell zu erzeu-
gen. Zur detaillierteren Beschreibung wird ein Asset mit domänenspezifischen
Begriffen verschlagwortet. Weber [Web21] diskutiert dazu insbesondere Ver-
schlagwortungen mit Begriffen aus externen Glossaren oder semantischen
Netzen aus dem Kontext Industrie 4.0 [BHV14]. Dabei betrachtet der Autor
insbesondere Begriffe aus den OPC UA Companion Specifications1 für die
Verschlagwortung von Maschinen oder Anlagen. Ebenso können Begriffe aus
der Taxonomie ECLASS2 genutzt werden, um Produkte oder Dienstleistungen
eines Unternehmens als Assets im Metadatenmodell zu beschreiben. Darüber
hinaus ist noch eine Verschlagwortung der Assets mit Begriffen aus einer mit
AutomationML [Dra10] spezifizierten Ontologie zur Anlagenplanung oder mit
Begriffen aus Produkthierarchien [HRT+23; SRYD14] möglich.
Diese Verknüpfung der ML-Modelle mit domänenspezifischen Assets sowie

die Verschlagwortung dieser Assets mit Begriffen aus Glossaren oder semanti-
schen Netzen unterstützen speziell Domänenexperten mit geringen Kenntnis-
sen zur Datenanalyse bei der Suche nach ML-Modellen. Es ermöglicht bspw. die
einfache Suche nach einem ML-Modell, das für eine neue Maschine benötigt
wird. Dazu kann die Plattform von Weber et al. [WR20] nach ML-Modellen
abgefragt werden, die laut der verknüpften Assets für eine andere Maschine
entwickelt wurde, die den gleichen Maschinentyp wie die neue Maschine hat.
Maschinen des gleichen Typs liefern häufig die gleichen Sensordaten, sodass
das entsprechende ML-Modell oder dessen Trainingskonfiguration auch auf
die Daten der neuen Maschine anwendbar ist [Web21].
Das Metadatenmodell von Weber [Web21] unterstützt zudem die Verknüp-

fung von ML-Modellen mit zugeordneten Business-Entitäten, d. h. mit Pro-
jekten, Anwendungsfällen, Organisationseinheiten und Geschäftsprozessen.
Das Projekt beschreibt das Entwicklungsprojekt, in dem die zugrundeliegende
ML-Lösung entwickelt wurde [VGR20]. Weiterhin werden in den Metadaten
zusätzlich zum Asset noch weitere Details des jeweiligen Anwendungsfalls be-
schrieben, für den das ML-Modell entwickelt wurde [Web21]. Dies kann bspw.
eine Beschreibung des zugrundeliegenden Produktionsprozesses sowie der mit

1OPC UA Companion Specifications: https://opcfoundation.org/about/
opc-technologies/opc-ua/ua-companion-specifications/

2ECLASS: https://eclass.eu/
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dem ML-Modell in diesem Prozess durchzuführende Aufgabe sein, wie bspw.
die Vorhersage der Produktqualität. Diese Beschreibung des Anwendungsfalls
im Metadatenmodell ermöglicht Domänenexperten neben der Suche nach
ML-Modellen für konkrete Assets auch die einfache Suche nach ML-Modellen,
die bestimmte Anwendungsfälle unterstützen.
Mit Metadaten zu Organisationseinheiten und Geschäftsprozessen können

die ML-Modelle innerhalb einer Unternehmensstruktur verortet werden. Auf
dieser Grundlage hat Weber [Web21] eine Modelllandschaftskarte entwickelt,
die u. a. für Business-Analysten eine Übersicht bietet, in welchen Organisati-
onseinheiten oder Geschäftsprozessen welche ML-Modelle entwickelt wurden
oder zum Einsatz kommen. Damit können Business-Analysten Optimierungs-
möglichkeiten aufdecken, wenn z. B. mehrere ML-Modelle aus verschiedenen
Organisationseinheiten für den gleichen Geschäftsprozess eingesetzt werden.

7.1.4 Zentrale Evaluationsergebnisse für AssistML und die MMP

In diesem Abschnitt werden die zentralen Ergebnisse der Evaluation bzw. der
Validierung von AssistML und der MMP zusammengefasst, die in den Publika-
tionen von Villanueva et al. [VRWM23; VWRM21] und Weber et al. [WHR20]
ausführlich diskutiert werden.

Ergebnisse der Evaluation von AssistML: Villanueva et al. [VRWM23] ha-
ben zur Evaluation von AssistML 228ML-Lösungen für insgesamt fünf Datensät-
ze umgesetzt und diese in ihremModell-Repository mit Metadaten beschrieben.
Tabelle 7.2 fasst wesentliche Eigenschaften dieser ML-Lösungen und Datensätze
zusammen. Für die fünf Datensätze werden in der Tabelle jeweils in Klammern
die verwendeten Feature-Typen aufgelistet. Die Datensätze decken Lernaufga-
ben für binäre Klassifikationen und für Multi-Klassen-Klassifikationen ab. Die
228 ML-Lösungen nutzen jeweils einen von insgesamt neun Lernalgorithmen
sowie verschiedene Hyperparameter. Die Autoren evaluieren AssistML, indem
sie für zwei neue Datensätze1 2, die nicht im Repository enthalten sind, nach
passenden ML-Lösungen für eine binäre Klassifikation suchen. AssistML liefert
für beide Datensätze jeweils eine Empfehlungsliste von ML-Lösungen aus dem

1Datensatz ’steel-plates-fault’: https://www.openml.org/d/1504
2Datensatz ’adult’: https://www.openml.org/d/1590
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Tabelle 7.2: Inhalte des zur Evaluation von AssistML verwendeten Modell-
Repositorys, vgl. Villanueva et al. [VRWM23]. Die Datensätze sind
mit den angegebenen Suchbegriffen auf Kaggle zu finden.

Elemente (Anzahl) Inhalte im Repository
Datensätze (5) ’kick auction’ (kategorisch, numerisch)

’bank marketing’ (kategorisch, numerisch)
’human activity recognition’ (numerisch)
’gas drift’ (numerisch)
’amazon fine food reviews’ (numerisch, textuell, kategorisch,
Datum)

Lernaufgaben (2) Binäre Klassifikation, Multi-Klassen-Klassifikation
Lernalgorithmen (9) Entscheidungsbäume, Random Forest, neuronale Netze,

logistische Regression, Naive Bayes, K-nächster-Nachbar,
Gradient-Boosting-Maschinen, Support-Vektor-Maschinen,
allgemeines lineares Modell

ML-Lösungen (228) Einzelne ML-Lösungen für obige Datensätze, Lernaufgaben,
Lernalgorithmen sowie verschiedene Hyperparameter

Repository. Diese ML-Lösungen werden anschließend auf die beiden neuen
Datensätze angewendet, um für diese Daten ML-Modelle zu erzeugen.
Mittels einer Kreuzvalidierung bestimmen Villanueva et al. [VRWM23] die

Werte mehrerer Evaluationsmetriken sowohl für die 228 ML-Lösungen im
Repository als auch für die ML-Modelle, die mit den von AssistML vorgeschla-
genen ML-Lösungen für die beiden neuen Datensätze erzeugt wurden. Die
Vorhersageleistung der ML-Modelle berechnen sie über die Korrektklassifika-
tionsrate (engl. Accuracy), die Wahr-Positiv-Rate (engl. Recall), den positiven
Vorhersagewert (engl. Precision) sowie den F1-Score. Außerdem bestimmen
sie jeweils die Zeit für die Ausführung von AssistML und zum Training des
ML-Modells. Als zentrale Baseline vergleichen die Autoren die mit AssistML
erzeugten ML-Modelle mit solchen, die mit dem AutoML-System H2O [LP20]
erzeugt wurden. Neben den oben genannten Evaluationsmetriken untersuchen
sie dabei auch die Komplexität der erzeugten ML-Modelle. Folgende zentrale
Evaluationsergebnisse lassen sich hierbei zusammenfassen [VRWM23]:

• Für den Datensatz ’steel-plates-fault’ schlägt AssistML ML-Lösungen vor,
die zu einer besseren Vorhersageleistung führen als die ML-Modelle, die
vom AutoML-System H2O erzeugt werden. Das beste von H2O erzeug-
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te ML-Modell liefert bspw. eine Korrektklassifikationsrate von 79,7%.
AssistML schlägt dem Nutzer insgesamt elf ML-Lösungen vor, die zu
Korrektklassifikationsraten von 85,3 bis 100% führen. Damit besitzt das
schlechteste von AssistML vorgeschlagene Modell immer noch eine bes-
sere Vorhersageleistung als das beste von H2O. Beim Datensatz ’adult’
liegen AssistML und das AutoML-System H2O weitgehend gleichauf. Das
beste von H2O erzeugte ML-Modell liefert eine Korrektklassifikationsrate
von 83,6%, während der beste Vorschlag von AssistML 84,9% erreicht.

• Ein wesentlicher Vorteil des AssistML-Ansatzes ist seine deutlich gerin-
gere Laufzeit. Das AutoML-System H2O benötigt bei jedem der beiden
Datensätze etwas mehr als 41 Minuten, um optimierte ML-Modelle zu
erzeugen. Die Ausführungszeit von AssistML zum Vorschlag von ML-
Lösungen und zum anschließenden Training der ML-Modelle ist hingegen
bei keinem der Datensätze höher als 42 Sekunden.

• Weiterhin erzeugt das AutoML-System H2O deutlich komplexere ML-
Modelle als AssistML. Für den Datensatz ’steel-plates-fault’ besteht das
beste ML-Modell von H2O aus einem Ensemble von insgesamt fünf Teil-
modellen, die mit vier verschiedenen Lernalgorithmen erzeugt wurden.
Beim Datensatz ’adult’ werden im Ensemble sogar 54 Teilmodelle kombi-
niert. Speziell für Nutzer mit geringen Kenntnissen zum maschinellen
Lernen, wie Citizen Data Scientists, ist es schwer, die Funktionsweise
dieser mit H2O erzeugten ML-Modelle zu verstehen. AssistML schlägt
hingegen einfachere ML-Modelle vor, die jeweils nur mit einem Lernalgo-
rithmus erzeugt wurden. Weiterhin bietet AssistML für jede vorgeschlage-
ne ML-Lösung eine Beschreibung, die für Citizen Data Scientist intuitive
Erklärungen der Funktionsweise der ML-Lösung liefert [VRWM23].

Fallbeispiel zur Validierung der Model Management Platform (MMP): We-
ber et al. [WHR20] diskutieren die Funktionsweise sowie die Vorteile ihrer
Model Management Platform (MMP) anhand eines Fallbeispiels, das sie von dem
auch von Villanueva et al. [VRWM23] verwendeten Datensatz ’steel-plates-fault’
von OpenML ableiten. In diesem Fallbeispiel entwickeln Datenwissenschaftler
eines Unternehmens zunächst ein neues ML-Modell, das für einen bestimmten
Maschinentyp in der Stahlblechfertigung die Ausfallzeiten der Maschinen vor-
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hersagt. Als Datengrundlage verwenden sie die Daten von Sensoren, die in den
Maschinen dieses Typs verbaut wurden. Die Datenwissenschaftler laden das
neue ML-Modell in die MMP hoch und annotieren es dort mit beschreibenden
Metadaten. Unter anderem verknüpfen sie es mit einem Asset für den konkre-
ten Maschinentyp und verschlagworten dieses Asset mit geeigneten Begriffen
aus einem OPC UA Informationsmodell, das Maschinen dieses Typs sowie die
darin verbauten Sensoren beschreibt. Weiterhin ordnen sie das ML-Modell in
den Business-Metadaten der Organisationseinheit ’Maschineninstandhaltung’
und dem Geschäftsprozess ’Maschinenwartung’ des Unternehmens sowie dem
konkreten Anwendungsfall ’Vorhersage von Maschinenausfallzeiten’ zu.
Die Autoren diskutieren, wie diese Metadaten der MMP speziell Domä-

nenexperten mit geringen Kenntnissen zur Datenanalyse helfen, geeignete
ML-Modelle für ihre Anwendungsfälle zu finden [WHR20]. Dazu betrachten
sie im Fallbeispiel eine Domänenexpertin, die ein ML-Modell zur Vorhersage
von Ausfallzeiten für eine andere Maschine des gleichen Maschinentyps benö-
tigt. Diese Domänenexpertin kann hierzu eine Anfrage an die MMP stellen, in
der sie nach ML-Modellen dieses Maschinentyps sowie des Anwendungsfalls
’Vorhersage von Maschinenausfallzeiten’ sucht. Die MMP findet daraufhin di-
rekt das zuvor von den Datenwissenschaftlern erzeugte ML-Modell, da dieses
mit zur Anfrage passenden Metadaten beschrieben ist. In diesem Fall müssen
weder die Domänenexpertin noch die Datenwissenschaftler einen größeren
Aufwand betreiben, um ein neues ML-Modell zu erzeugen.
Weiterhin erörtern Weber et al. [WHR20], wie die MMP Business-Analysten

bei der Erstellung eines Berichts unterstützt, der zusammenfasst, welche ML-
Modelle imUnternehmen für Anwendungsfälle einer vorausschauendenMaschi-
nenwartung verwendet werden. Außerdem soll der Bericht die ML-Modelle den
jeweiligen Organisationseinheiten und Geschäftsprozessen des Unternehmens
zuordnen. Business-Analysten können die ML-Modelle in der MMP anhand
einer Stichwortsuche bzgl. der gewünschten Anwendungsfälle suchen. Die
MMP unterstützt die Erstellung des Berichts bspw. mit der Visualisierung einer
Modelllandschaftskarte, in der die zu den gewünschten Anwendungsfällen
gefundenen ML-Modelle direkt den jeweiligen Organisationseinheiten und Ge-
schäftsprozessen zugeordnet werden. Folglich müssen die Business-Analysten
selbst keinen Aufwand mehr betreiben, um diese Zuordnung zu erstellen.
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Tabelle 7.3: Zusammenfassung der Meta-Features oder Metadaten, mit denen
AssistML bzw. die MMP die jeweiligen Ursachen für Bias in Daten
adressieren, sowie entsprechende allgemeine Meta-Features, die
weder von AssistML noch der MMP genutzt werden.

Meta-Features
in AssistML

Metadaten in
der MMP

allgemeine
Meta-Features

Klassen-
ungleich-
verteilung

— — Verteilungsmaße für
Klassenlabels (z. B.
Gini-Koeffizient)

Gruppen-
heterogenität

Anteil fehlender
Feature-Werte

Mit Assets
verknüpftes

Domänenwissen

Komplexitätsmaße

Gruppen-
ungleich-
verteilung

Anteil fehlender
Feature-Werte

Mit Assets
verknüpftes

Domänenwissen

Verteilungsmaße für
Gruppen

Falsche
Labels

— — Anteil an Ausreißer in
Klassenlabels

Kleine
Datenmenge

— — Anzahlen an Instanzen,
Klassen, Features

7.1.5 Adressierung der Datencharakteristika industrieller Anwendungsfälle

In diesem Abschnitt wird diskutiert, inwieweit AssistML [VRWM23] und die
MMP [WHR20] die in Abschnitt 3.2 beschriebenen Datencharakteristika in-
dustrieller Anwendungsfälle adressieren können. Der primäre Fokus dieser
Diskussion liegt, wie bei den anderen in diesem Kapitel erörterten Ansätzen,
auf verschiedenen Ursachen für Bias in Daten (siehe Tabelle 7.1). Dabei stellt
sich im Kontext von Modellverwaltungsplattformen insbesondere die Frage,
ob AssistML und die MMP mit ihren Metadaten die zielgerichtete Suche nach
ML-Modellen bzw. nach ML-Lösungen ermöglichen, die mit den jeweiligen
Ursachen für Bias in Daten umgehen können. Tabelle 7.3 fasst in der zweiten
und dritten Spalte zusammen, mit welchen Metadaten bzw. Meta-Features die
beiden Ansätze die jeweiligen Datencharakteristika adressieren. In der vierten
Spalte nennt die Tabelle Meta-Features, die allgemein zur Charakterisierung
der Ursachen für Bias in Daten genutzt werden können, die aber weder von
AssistML noch von der MMP unterstüzt werden. Dies zeigt auf, inwieweit die
beiden Ansätze noch um entsprechende Meta-Features ergänzt werden können.
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AssistML: Für einen neuen Datensatz sucht AssistML im Repository nach
ML-Lösungen, die für Datensätze mit ähnlichen Charakteristika wie die des
neuen Datensatzes entwickelt wurden [VRWM23]. Dabei bestimmt AssistML
die Ähnlichkeit der Datensätze über spezifische Meta-Features. Die Evaluati-
onsergebnisse von Villanueva et al. [VRWM23] zeigen, dass die von AssistML
gefundenen ML-Lösungen, deren Datensätze gemäß der verwendeten Meta-
Features eine hohe Ähnlichkeit zum neuen Datensatz aufweisen, auch zu einer
hohen Vorhersageleistung für diesen neuen Datensatz führen. Die in diesem
Abschnitt zu diskutierende Frage kann also darauf reduziert werden, ob die von
AssistML zur Bestimmung der Ähnlichkeit von Datensätzen verwendeten Meta-
Features ausreichen, um die Ursachen für Bias in Daten zu charakterisieren.
Ist dies der Fall, kann AssistML prinzipiell ML-Lösungen vorschlagen, die diese
komplexen Datencharakteristika adressieren können und bei entsprechenden
Datensätzen eine gute Vorhersageleistung erzielen.
Eine Klassenungleichverteilung kann generell durch Meta-Features wie die

Anzahl an Dateninstanzen, die pro Klasse im Datensatz enthalten sind, oder
durch daraus berechnete Verteilungsmaße wie den Gini-Koeffizienten [Cow11;
Gin21] quantifiziert werden. Als Indikator für falsch dokumentierte bzw. ver-
rauschte Klassenlabels können bspw. die Anzahl oder der Durchschnitt der im
Datensatz enthaltenen Ausreißer in den Klassenlabels herangezogen werden.
Analog ist bei Datensätzen mit einer geringen Anzahl an Dateninstanzen, einer
hohen Anzahl an Klassen sowie einer hohen Anzahl an Features abschätzbar,
dass das Risiko einer Überanpassung der ML-Modelle an die zu kleine Daten-
menge relativ hoch ist. Bei diesen drei Ursachen für Bias in Daten müssen also
u. a. Meta-Features berücksichtigt werden, die spezifische Aussagen über die
Anzahl und Verteilungen der Klassenlabels im Datensatz erlauben. AssistML
berücksichtigt zur Bestimmung der Ähnlichkeit von Datensätzen allerdings nur
Meta-Features, die die Verteilungen von Feature-Typen in den Datensätzen
quantifizieren oder die einzelne Features näher charakterisieren. Beispielsweise
umfassen die Meta-Features von AssistML zwar Verteilungsmaße für katego-
rische Features, aber keine Verteilungsmaße für Klassenlabels [VRWM23].
AssistML ist daher weder in der Lage, eine Klassenungleichverteilung noch
falsch dokumentierte Klassenlabels oder das Risiko einer Überanpassung der
ML-Modelle an eine kleine Datenmenge zu adressieren (siehe Tabelle 7.1).
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AssistML nutzt mit der Anzahl fehlender Feature-Werte ein Meta-Feature,
das nach Hirsch et al. [HRT+23] als Indikator für das Ausmaß einer Gruppen-
heterogenität und einer Gruppenungleichverteilung verwendet werden kann.
Es handelt sich bei diesem Meta-Feature jedoch nur um einen Indikator, da
noch nicht umfassend untersucht wurde, welche konkreten Zusammenhänge
zwischen dem Anteil fehlender Feature-Werte und dem Ausmaß einer Gruppen-
heterogenität und Gruppenungleichverteilung bestehen [HRT+23]. Ebenso
können mit diesem Indikator nur beide Ursachen für Bias gemeinsam, aber
nicht unabhängig voneinander charakterisiert werden.
Zur isolierten Charakterisierung der Gruppenheterogenität können nach

Treder-Tschechlov et al. [TRSM23] die von Ho und Basu [HB02] vorgeschlage-
nen Komplexitätsmaße herangezogen werden. Diese sagen aus, wie schwierig
es ist, die Klassenmuster in einem Datensatz voneinander zu separieren. Ein
hohes Ausmaß einer Gruppenheterogenität hat zur Folge, dass Klassenmuster
schwer voneinander separierbar sind. Folglich kann mit diesen Komplexitäts-
maßen häufig im Umkehrschluss auf das Ausmaß einer Gruppenheterogenität
geschlossen werden. Allerdings unterstützt AssistML keine Komplexitätsmaße
als Meta-Features, sodass lediglich der Indikator bzgl. fehlender Feature-Werte
verwendet werden kann. Um die Gruppenungleichverteilung isoliert zu charak-
terisieren, können allgemein Verteilungsmaße, wie bspw. der Gini-Koeffizient,
auf die Gruppen in Datensätzen angewendet werden. Dazu muss allerdings
bekannt sein, nach welchen Merkmalen die Dateninstanzen in den Datensät-
zen den jeweiligen domänenspezifischen Gruppen zugeordnet werden können.
AssistML bietet hierzu keine Meta-Features oder andere Möglichkeiten.
Auch wenn AssistML die Ursachen für Bias in Daten nicht vollumfassend

adressiert, zeigen die Evaluationsergebnisse von Villanueva et al. [VRWM23]
dennoch, dass ihr Ansatz ML-Lösungen vorschlägt, die zu sehr guten Vorher-
sageleistungen der ML-Modelle führen. Allerdings haben die Autoren bei der
Evaluation nur die Datensätze ’steel-plates-fault’ sowie ’adult’ betrachtet, die
die diskutierten Ursachen für Bias in Daten nur geringfügig aufweisen. Daher
ist in weiteren Evaluationen zu untersuchen, inwieweit mit dem grundlegen-
den Ansatz von AsisstML diese Datencharakteristika adressiert werden können
und ob dazu weitere Meta-Features sowie eine Anpassung des Ansatzes zur
Bestimmung der Ähnlichkeit von Datensätzen notwendig sind.
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MMP: Die MMP von Weber et al. [WHR20] verknüpft ML-Modelle in den
Modell-Metadaten zwar auch mit den Datensätzen, mit denen die ML-Modelle
erzeugt wurden. Allerdings unterstützt die MMP ebensowenig die in der rech-
ten Spalte von Tabelle 7.3 aufgeführten Meta-Features, die prinzipiell zur
Charakterisierung einer Klassenungleichverteilung, von falsch dokumentierten
bzw. verrauschten Klassenlabels oder der Größe der Datensätze geeignet sind.
Nichtsdestoweniger adressiert die MMP eine Gruppenheterogenität und

eine Gruppenungleichverteilung, indem die Plattform in ihren Metadaten
Domänenwissen einbindet, das zentrale Eigenschaften der domänenspezifi-
schen Gruppen beschreibt. Dies wird über die semantischen Informationen
und Verschlagwortungen der Assets im Metadatenmodell ermöglicht. Nach
Weber et al. [WHR20] beschreiben diese Assets primär Maschinentypen oder
Produktgruppen und damit die beiden zentralen Arten domänenspezifischer
Entitätsgruppen in industriellen Anwendungsfällen (siehe Abschnitt 3.2.2).
Maschinentypen können in den Assets bspw. mit Begriffen aus OPC UA Informa-
tionsmodellen verschlagwortet werden. Zur semantischen Beschreibungen von
Produktgruppen eignen sich die branchenübergreifende Taxonomie ECLASS
oder unternehmensspezifische Produkttaxonomien [AK04; HRT+23; SRYD14].
Nutzer der MMP können dieses in den Assets eingebunde Domänenwissen

nutzen, um in der Plattform nach ML-Modellen zu suchen, die Vorhersagen
für bestimmte domänenspezifische Gruppen, z. B. für bestimmte Maschinen-
typen oder Produktgruppen unterstützen. Die Annahme ist, dass solche für
bestimmte domänenspezifische Gruppen geeignete ML-Modelle auch nur mit
Daten einer einzelnen oder von wenigen Gruppen erzeugt wurden [WHR20].
Folglich sind in diesen ML-Modellen und deren Daten die Auswirkungen ei-
ner Gruppenheterogenität und einer Gruppenungleichverteilung kaum mehr
vorhanden [HRT+23]. Die MMP von Weber et al. [WHR20] kann also diese
beiden Ursachen für Bias in Daten adressieren. Allerdings setzt dies voraus,
dass solche gruppenspezifischen ML-Modelle mit dazu passenden Daten er-
zeugt und in der MMP erfasst wurden. Hierfür kann bspw. der in Abschnitt 6.5
beschriebene Ansatz von Hirsch et al. [HRT+23] verwendet werden.
Darüber hinaus kann mit den Metadaten der MMP auch der Fall abgebildet

werden, dass ML-Modelle aufgrund von Datensatzverschiebungen veraltet sind
und an eine sich geänderte statistische Verteilung der Daten angepasst werden
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müssen. Dies wird in Statusinformationen innerhalb der Modell-Metadaten
abgebildet [Web21; WHRS19]. Hierbei können Statusinformationen u. a. ange-
ben, ob sich ein ML-Modell bspw. in der Trainingsphase befindet oder bereits
genutzt wird. Wenn das ML-Modell während der Nutzungsphase z. B. auf-
grund von Datensatzverschiebungen immer häufiger falsche Vorhersagen trifft,
wird es in der MMP auf den Status ’inaktuell’ gesetzt [Web21]. Während das
ML-Modell anschließend an neuen Daten angepasst wird, bekommt es den
Status ’in Wartung’ zugewiesen. Allerdings müssen hierzu auch Methoden zur
Anpassung eines ML-Modells an sich geänderte statistische Verteilungen der
Daten implementiert werden [LHW18; MRA+12].

7.1.6 Übertragbarkeit von AssistML und der MMP auf andere
Anwendungsdomänen

Villanueva et al. [VRWM23] diskutieren Meta-Features, die in AssistML zur
Charakterisierung numerischer und kategorischer Features sowie zu Datumsan-
gaben, Textdaten, Zeitreihendaten und Bilddaten verwendet werden können.
Damit können in den Metadaten von AssistML grundsätzlich viele der Fea-
tures beschrieben werden, die auch ein Großteil der in Tabellen 3.1 und 3.3
gezeigten Datenformate aufweisen, die für industrielle oder für medizinische
Anwendungsfälle typisch sind [VRWM23]. Lediglich für proprietäre Datenfor-
mate, wie z. B. für Geometriedaten aus Anwendungsfällen der Produktentwick-
lung [ZRKM20; ZRKM21], bietet AssistML keine Meta-Features an, die zur
Bestimmung der Ähnlichkeit zwischen Datensätzen verwendet werden können.
Für solche proprietären Datenformate werden aber auch sonst in der Literatur
keine geeigneten Meta-Features diskutiert [RGS+22]. Darüber hinaus haben
Villanueva et al. [VRWM23] ihren Ansatz bisher primär für numerische, katego-
rische und textuelle Features evaluiert. Folglich muss noch untersucht werden,
ob die Evaluationsergebnisse auch für andere Arten von Daten, insbesondere
für Zeitreihendaten oder Bilddaten übertragbar sind.
Weiterhin kann AssistML verhältnismäßig einfach mit dem von Kiefer et

al. [KRM20] vorgeschlagenen Ansatz kombiniert werden, um somit auch Text-
analysen und unstrukturierte Textdaten zu unterstützen. Kiefer et al. [KRM20]
nutzen als Grundlage ihres Ansatzes ein Repository, das verschiedene Trainings-
daten für Textanalysen verwaltet. Für einen neuen Datensatz und eine neue
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Textanalyse, sucht der Ansatz in diesem Repository nach denjenigen Trainings-
daten, die hinsichtlich Metriken wie bspw. der Kosinus-Ähnlichkeit [Sin01] die
größte Ähnlichkeit zum neuen Datensatz aufweisen. Diese Idee kann grundsätz-
lich auch im ersten Schritt der in Abbildung 7.3 dargestellten Vorgehensweise
von AssistML eingebunden werden, um nach ML-Lösungen für Textanalysen
zu suchen, die mit geeigneten textuellen Trainingsdaten erzeugt wurden.
Der Großteil des Metadatenmodells der MMP von Weber et al. [WHR20] ist

so generisch, dass es zur Beschreibung von ML-Modellen für beliebige Daten-
formate aus verschiedenen Anwendungsdomänen verwendet werden kann. Die
einzige Einschränkung ist das zur Verschlagwortung der domänenspezifischen
Assets genutzte Domänenwissen, das in der jeweiligen Anwendungsdomä-
ne bereits vorliegen muss. Hierfür sind allerdings Taxonomien oder sogar
einfache Glossare ausreichend. Diese existieren bereits in den meisten indus-
triellen Anwendungsfällen [AK04; HRT+23; SRYD14] sowie auch in vielen
Anwendungsfällen zur datengetriebenen medizinischen Diagnose [CRM+20;
Fit88; Jab04]. Folglich kann die Idee der MMP zur Verknüpfung von Modell-
Metadaten mit Domänenwissen aus Glossaren oder semantischen Netzen auch
auf viele dieser Anwendungsdomänen übertragen werden.

7.2 Explizite Nutzung von Ontologien, Wissensgraphen oder
Simulationsmodellen im Lernprozess von ML-Modellen

Die Literatur schlägt mehrere Ansätze vor, die formal repräsentiertes Domä-
nenwissen explizit im Lernprozess von ML-Modellen mitverwenden [RMB+23;
TZH07]. Dabei kommen als Domänenwissen hauptsächlich Ontologien bzw.
Wissensgraphen oder algebraische Gleichungen bzw. Differenzialgleichungen
aus Simulationsmodellen zum Einsatz. Die Ansätze können in primär drei Arten
eingeteilt werden (siehe Abbildung 7.5): (1) Einbindung des Domänenwis-
sens in Teilen der Struktur eines ML-Modells, z. B. als Layer eines neuronalen
Netzes, (2) Nutzung des Domänenwissens innerhalb der Lernalgorithmen
und (3) Nutzung des Domänenwissens bei der Bewertung und Auswahl von
ML-Modellen [RMB+23]. Nachfolgend werden sie kurz beschrieben, ehe am
Ende dieses Abschnitts erörtert wird, inwieweit die Datencharakteristika in
industriellen Anwendungsfällen von den Ansätzen adressiert werden.
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Abbildung 7.5: Schematische Darstellung der wichtigsten Ansätze zur Nutzung
von Ontologien, Wissensgraphen oder Gleichungen aus Simu-
lationsmodellen beim Training von ML-Modellen.

7.2.1 Einbindung des Domänenwissens als Teil der Struktur eines ML-Modells

Da semantische Netze wie Ontologien oder Wissensgraphen eine graphbasierte
Struktur aufweisen, können mit Ansätzen zu Graph Neural Networks [MSG17;
SGT+09] aus den Ontologien oder Wissensgraphen direkt neuronale Netze
oder Teilstrukturen von neuronalen Netzen erzeugt werden. Dieses Vorge-
hen wird beispielsweise im Bereich der Objekterkennung in Bilddaten ein-
gesetzt [MSG17]. Hier kann eine Ontologie oder ein Wissensgraph semanti-
sche Beziehungen zwischen den zu erkennenden Objekten abbilden. Dabei
wird die Ontologie oder der Wissensgraph im Lernverfahren meist als zwei-
te Informations- bzw. Wissensquelle neben anderen Trainingsdaten, bspw.
der entsprechenden Bilddaten, genutzt [RMB+23]. Ansätze zu Graph Neural
Networks erzeugen zunächst aus der Ontologie oder dem Wissensgraph ein
spezielles Layer im neuronalen Netz [LHZ+18]. Dabei werden typischerwei-
se aus den Relationen, Axiomen oder Inferenzregeln, die in der Ontologie
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bzw. im Wissensgraph abgebildet sind, Adjazenzmatrizen gebildet, die die
Verknüpfungen und Gewichte des entsprechenden Layers im neuronalen Netz
vorgeben [MSG17]. Solch ein spezielles Layer repräsentiert das in der Ontolo-
gie oder im Wissensgraphen modellierte Domänenwissen direkt im neuronalen
Netz. Die Verknüpfungen und Gewichte der restlichen Layer des Netzes können
schließlich mittels der anderen Trainingsdaten gelernt werden.
Analog können algebraische Gleichungen oder Differenzialgleichungen aus

Simulationsmodellen Einschränkungen für die Strukturen von neuronalen Net-
zen vorgeben [GNH22; RMB+23]. Die Gleichungen können als initiale lineare
oder nichtlineare Verknüpfungen zwischen den Neuronen einzelner Layers
eines neuronalen Netzes kodiert werden [LRZL17; PU92]. Ein Simulations-
modell spiegelt physikalische Einschränkungen wider, die in der jeweiligen
Anwendungsdomäne gelten müssen. Durch einen solchen Ansatz werden diese
physikalischen Einschränkungen direkt im neuronalen Netz abgebildet. Einige
verwandte Ansätze bieten auch die Möglichkeit, domänenspezifische Regeln in
initialen Verknüpfungen von neuronalen Netzen abzubilden [FZD14; TS94].

7.2.2 Nutzung des Domänenwissens in Lernalgorithmen

Algorithmen für eine Klassifikation wie auch für eine Clusteranalyse gehen
allgemein davon aus, dass zwei Dateninstanzen mit höherer Wahrscheinlichkeit
zur selben Klasse bzw. zum selben Cluster gehören, je höher die statistische
Ähnlichkeit dieser Instanzen bezüglich der Werte ihrer Features ist [HKP12].
Tsymbal et al. [TZH07] schlagen hingegen einen Ansatz vor, der mittels Onto-
logien die semantische Ähnlichkeit von Dateninstanzen für deren Zuordnung
zu Klassen bzw. Clustern verwendet. Zur Bestimmung der semantischen Ähn-
lichkeit nutzen die Autoren insbesondere Relationen oder Axiome aus einer
Ontologie, die semantische Abhängigkeiten zwischen Features beschreiben. Sie
nutzen hierbei also ein ähnliches Domänenwissen sowie eine ähnliche Grund-
idee wie die in Abschnitt 6.1 beschriebenen Ansätze zum Feature-Engineering.
Allerdings verwenden sie das Domänmenwissen nicht in einem vor der Daten-
analyse durchzuführenden Schritt der Datenvorbereitung, sondern innerhalb
der Datenanalyse, genauer innerhalb des Lernalgorithmus.
Andere Ansätze verwenden algebraische Gleichungen oder numerische Lö-

sungen von Differenzialgleichungen aus Simulationsmodellen innerhalb von
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Lernalgorithmen [GNH22; RMB+23], um das Optimierungsproblem zur Su-
che nach den besten Hyperparametern eines Algorithmus einzuschränken.
Dabei werden die Gleichungen der Simulationsmodelle über zusätzliche Ter-
me in die Verlustfunktion dieses Optimierungsproblems integriert [DKW+22;
HWM+19; KSL+21; MIM+18; MW08]. Diese zusätzlichen Terme quantifizie-
ren die Abweichung der Vorhersagen eines ML-Modells von den Ergebnissen
des Simulationsmodells und addieren diese Abweichung mit einer Gewich-
tung auf die restlichen Terme der Verlustfunktion [DKW+22; DRG17; SE17].
Diese erweiterte Verlustfunktion bestraft beim Modelltraining Inkonsistenzen
zwischen den Vorhersagen des ML-Modells und des Simulationsmodells.

7.2.3 Nutzung des Domänenwissens zur Bewertung von ML-Modellen

Neben der Auswertung statistischer Evaluationsmetriken können auch Axiome
aus Ontologien oder Wissensgraphen zur finalen Bewertung trainierter ML-
Modelle herangezogen werden [RMB+23]. So kann überprüft werden, ob die
Vorhersagen, die ein ML-Modell auf Testdaten trifft, die in der Ontologie bzw.
im Wissensgraph modellierten Axiome erfüllen oder diesen widersprechen.
Damit kann untersucht werden, ob die ML-Modelle domänenspezifische Anfor-
derungen erfüllen, die innerhalb der Axiome abgebildet werden. Dieses Vorge-
hen wird insbesondere im Bereich der Objekterkennung oder semantischen
Segmentierung in Bilddaten eingesetzt [FKL+17; RWH+21]. Analog können
die Vorhersagen eines ML-Modells auf Testdaten auch mit algebraischen Glei-
chungen von Simulationsmodellen evaluiert und hinsichtlich ihrer Konsistenz
überprüft werden [GNH22]. Dabei kann bspw. die Abweichung zwischen den
Vorhersagen eines ML-Modells und den Simulationsergebnissen quantifiziert
und dies als weitere Evaluationsmetrik verwendet werden [DKW+22].

7.2.4 Adressierung der Datencharakteristika industrieller Anwendungsfälle

Die Grundannahme aller in diesem Abschnitt diskutierten Ansätze ist, dass be-
reits geeignete Ontologien, Wissensgraphen oder Simulationsmodelle vorliegen.
Da diese meist zuvor von menschlichen Domänenxperten entwickelt wurden,
ist für deren Genauigkeit die Größe der Datenmenge unerheblich [GNH22;
RMB+23; SE17]. Werden Ontologien, Wissensgraphen oder Simulationsmo-
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delle mittels der in diesem Abschnitt diskutierten Ansätze beim Training von
ML-Modellen mitverwendet, reduziert dies folglich insbesondere das Risiko
einer Überanpassung von ML-Modellen, wenn zum Modelltraining nur eine
kleine Datenmenge zur Verfügung steht (siehe Tabelle 7.1).
Ebenso können einige der Ansätze auch das Problem adressieren, dass in

Datensätzen falsch dokumentierte Klassenlabels auftreten [GNH22; KAF+17].
Dies trifft insbesondere auf Ansätze zu, die Gleichungen aus Simulationsmo-
dellen als zusätzlichen Term in der Verlustfunktion eines Lernalgorithmus oder
zur Bewertung trainierter ML-Modelle verwenden. Lernalgorithmen, die kein
Domänenwissen mitverwenden, lernen für einige falsch dokumentierte Labels
dedizierte Muster. Für neue Dateninstanzen, die in diese Muster passen, sagen
die ML-Modelle anschließend das falsche Label vorher. Bei Gleichungen aus
Simulationsmodellen kann davon ausgegangen werden, dass diese weitgehend
korrekt sind und daher kaum falsche Labels vorhersagen [GNH22; KAF+17].
Werden diese Gleichungen in die Verlustfunktion eines Lernalgorithmus inte-
griert [DRG17; SE17], so bestraft diese erweiterte Verlustfunktion den Fall, dass
der Lernalgorithmus aufgrund der falsch dokumentierten Labels falsche Muster
lernt. Sofern die Gleichungen als weitere Evaluationsmetrik beim Modelltest
verwendet werden [DKW+22], können vom ML-Modell falsch vorhergesagte
Labels dahingehend überprüft werden, ob sie von den tendenziell richtigen
Vorhersagen des Simulationsmodells abweichen.
Allerdings wurde für die Ansätze noch nicht untersucht, inwieweit sie die an-

deren der in Abschnitt 3.2.2 erläuterten Ursachen für Bias in Daten adressieren.
Die Ansätze wurden bisher nur in sehr wenigen industriellen Anwendungsfällen
evaluiert, in denen diese Datencharakteristika vorkommen [GNH22; KSL+21;
LRZL17]. Grundlegend können sich ähnliche Probleme ergeben, wie sie für
semantische Netze in Abschnitt 6.1 und 6.2 sowie für Simulationsmodelle in Ab-
schnitt 6.3 diskutiert werden. In Ontologien oder Wissensgraphen modellieren
Domänenexperten primär Relationen und Axiome, die für häufig vorkommende
Klassen oder Gruppen gelten, sodass seltene Klassen oder Gruppen nicht ad-
äquat berücksichtigt werden. Ebenso sind viele Simulationsmodelle idealisiert,
sodass sie physikalische Zusammenhänge, die ggf. für seltene Klassen oder
Gruppen spezifisch sind, kaum erfassen. Folglich adressieren die in diesem
Abschnitt diskutierten Ansätze weder eine Klassenungleichverteilung noch eine
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Gruppenungleichverteilung bzw. haben tendenziell eher negative Effekte auf
diese beiden Datencharakteristika. Ob durch die Ansätze eine Gruppenhete-
rogenität adressiert wird, ist anhand des bisherigen Stands der Forschung
noch nicht ersichtlich, sodass die Auswirkung bzgl. dieser Ursache für Bias in
Tabelle 7.1 weder positiv noch negativ bewertet werden.

7.3 Inferenz und Vorhersagen mit probabilistischen Graphen

Wie in Abschnitt 2.2 beschrieben können in probabilistischen Graphen, bspw. in
Bayesschen Netzen, folgende Komponenten modelliert werden [JN07; KF09]:

• Die Knoten der Graphstruktur, die bestimmte Ereignisse oder Zustände
repräsentieren, die in einer Anwendungsdomäne häufig auftreten.

• Gerichtete Kanten, die i. d. R. kausale Abhängigkeiten zwischen den
Ereignissen oder Zuständen beschreiben.

• Bedingte Wahrscheinlichkeitsverteilungen oder Wahrscheinlichkeitsta-
bellen an jedem Knoten bzw. an dessen Eingangskanten, die aussagen,
mit welcher Wahrscheinlichkeit das dem Knoten zugeordnete Ereignis
durch ein anderes mit der Kante verknüpftes Ereignis verursacht wird.

Probabilistische Graphen erlauben zusammen mit einer Inferenzmaschine,
bspw. auf Basis der Bayesschen Inferenz [BS00], auch eine Vorhersage von
Ereignissen oder Zuständen. In einer Klassifikation entsprechen die Klassen
häufig ebenso konkreten Ereignissen, z. B. bestimmte Fehlerfälle in der Produk-
tion [HRM19; WSR+20]. So können probabilistische Graphen als Alternative
zu ML-Modellen verwendet werden, um für neue Dateninstanzen die Klassen
vorherzusagen. Auf Basis der gegebenen Feature-Werte der neuen Dateninstanz
kann festgestellt werden, welche der in einem probabilistischen Graphen mo-
dellierten Ereignisse sicher eingetreten sind. Die Wahrscheinlichkeit der Knoten
dieser sicheren Ereignisse wird dann auf 100% gesetzt. Anschließend können
rekursiv über alle Kanten des Graphen sowie über die bedingten Wahrschein-
lichkeitstabellen die Wahrscheinlichkeiten aller verknüpften Knoten und deren
Ereignisse berechnet werden. Entsprechen einzelne Knoten den Klassen eines
Anwendungsfalls, kann durch dieses Vorgehen für eine neue Dateninstanz die
Wahrscheinlichkeit aller möglichen Klassenlabels bestimmt werden.
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Nachfolgend wird zunächst erläutert, wie probabilistische Graphen durch
Domänenexperten erzeugt und über datengetriebene Lernverfahren ergänzt
werden können. Dem folgt eine Erörterung, inwieweit solch ein Ansatz die
Datencharakteristika in industriellen Anwendungsfällen adressieren kann.

7.3.1 Erzeugung probabilistischer Graphen durch Domänenexperten sowie
Ergänzung der Graphen durch datengetriebene Lernverfahren

Grundsätzlich können alle Komponenten eines probabilistischen Graphen, d. h.
die Knoten, Kanten und bedingten Wahrscheinlichkeitstabellen, manuell durch
Domänenexperten spezifiziert werden. Diese Experten können somit ihr Wissen
über Ereignisse, die in der Anwendungsdomäne häufig auftreten, sowie über
die kausalen Abhängigkeiten zwischen diesen Ereignissen in die Modellierung
eines probabilistischen Graphen einfließen lassen. Allerdings ist die manuelle
Erstellung eines probabilistischen Graphen in vielen Anwendungsfällen nicht
trivial und mit großem Aufwand für Domänenexperten verbunden [WRGM21].
Ein Vorteil von probabilistischen Graphen wie Bayeschen Netzen ist, dass sie al-
ternativ auch anhand von Daten gelernt werden können [Nea03]. Dabei können
sowohl die graphbasierte Struktur gelernt werden (engl. Structure Learning) als
auch die bedingten Wahrscheinlichkeitstabellen (engl. Parameter Learning). Es
ist auch möglich, dass Domänenexperten zunächst nur einen Teil aller relevan-
ten Knoten und Kanten modellieren. Die noch fehlenden Knoten, Kanten und
insbesondere Wahrscheinlichkeitstabellen können anschließend über Daten
gelernt und im Graphen ergänzt werden [RD03; YPR+14]. Abbildung 7.6 stellt
schematisch die zentralen Schritte dar, mit denen probabilistischen Graphen
unter Einbeziehung von Domänenexperten sowie mittels der beschriebenen
datengetriebenen Lernverfahren erzeugt werden können.
Sadhasivan [Sad20] beschreibt, wie Bayessche Netze für eine Fehlerdiagnose

und Fehlerkorrektur in einer Produktionslinie verwendet werden können. Zen-
trale Knoten des Netzes beschreiben häufige Fehlerarten. Die Kanten ordnen
jeder Fehlerart andere Knoten für mögliche Fehlerursachen und Maßnahmen
zur Fehlerbehebung zu. Durch die bedingten Wahrscheinlichkeitstabellen wird
festgelegt, welche Ursachen wie wahrscheinlich einen Fehler verursachen und
mit welcher Wahrscheinlichkeit bestimmte Fehlerbehebungsmaßnahmen zur
Korrektur dieses Fehlers geeignet sind. Sadhasivan [Sad20] beschreibt zudem,
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Abbildung 7.6: Zentrale Schritte zur Erzeugung eines probabilistischen Gra-
phen unter Einbeziehung von Domänenexperten sowie durch
Kombination mit datengetriebenen Lernverfahren.

wie sowohl die Graphstruktur als auch die bedingten Wahrscheinlichkeitstabel-
len über Daten aus dem zugrundeliegenden Anwendungsfall erzeugt werden
können. Eine der Datenquellen ist eine FMEA-Datenbank [DIN06], die von
Ingenieuren als Fallbasis für in der Produktionslinie erwartbare Fehler sowie zu-
gehörige Fehlerursachen und Fehlerbehebungsmaßnahmen entwickelt wurde.
Anhand dieser FMEA-Datenbank können zunächst eine initiale Graphstruk-
tur des Bayesschen Netzes sowie initiale Wahrscheinlichkeitstabellen erzeugt
werden. In einer weiteren Datenbank werden die in der Produktionslinie tat-
sächlich aufgetretenen Fehler und ihre Häufigkeiten sowie die durchgeführten
Korrekturmaßnahmen dokumentiert. Mit diesen Daten können die Wahrschein-
lichkeitstabellen im Bayesschen Netz an die tatsächlich aufgetretenen Fehlersi-
tuationen angepasst werden. Ebenso kann die Graphstruktur des Netzes um
weitere Fehlerarten, Ursachen und Behebungsmaßnehmen erweitert werden,
die noch nicht in der FMEA-Datenbank erfasst wurden.

7.3.2 Adressierung der Datencharakteristika industrieller Anwendungsfälle

Wie oben beschrieben können probabilistische Graphen teilweise durchmensch-
liche Experten erstellt und durch datengetriebene Lernverfahren um noch
fehlende Knoten, Kanten und Wahrscheinlichkeitstabellen ergänzt werden. Für
die datengetriebenen Lernverfahren liegt folglich bereits eine initiale Graph-
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struktur vor, sodass für sie weniger Daten zur Verfügung stehen müssen als dies
für herkömmliche maschinelle Lernverfahren ohne Einbeziehung des Exper-
tenwissens der Fall ist. Somit können probablistische Graphen das Risiko einer
Überanpassung an eine kleine Datenmenge reduzieren (siehe Tabelle 7.1).
Für ein Klassifikationsproblem können Domänenexperten zudem innerhalb

der initialen Graphstruktur die ihnen bekannten kausalen Abhängigkeiten
zwischen Features und Klassenlabels spezifizieren. Die Literatur schlägt be-
reits Beispiele für entsprechende Graphen mit passenden kausalen Relationen
aus der Anwendungsdomäne der Produktion vor [BWK+22; HJX16; Ish86;
VKFK17] (siehe Abschnitt 6.2). In den meisten Fällen kann davon ausgegangen
werden, dass Domänenexperten die Abhängigkeiten zwischen Features und
Labels für die betrachteten Klassen korrekt spezifizieren. Folglich kann eine
Spezifikation dieser Abhängigkeiten in probabilistischen Graphen auch zum
Teil vermeiden, dass die Graphen falsche Klassenlabels vorhersagen.
Allerdings wurde für die anderen Ursachen für Bias in Daten noch nicht

untersucht, inwieweit Ansätze zu probabilistischen Graphen diese Datencha-
rakteristika adressieren. Hier können sich ähnliche Probleme ergeben, wie
sie in Abschnitt 6.2 für kausale Relationen in semantischen Netzen diskutiert
werden. Zum Beispiel müssen Domänenexperten einen gewissen Aufwand
betreiben, um alle relevanten kausalen Abhängigkeiten zwischen Features
und Klassen in der Graphstruktur festzulegen [WRGM21]. Dabei kann es
passieren, dass sie speziell für Minderheitsklassen und Minderheitsgruppen
keine kausalen Abhängigkeiten spezifizieren. Prinzipiell können die Graphen
durch das anschließende datengetriebene Lernverfahren um weitere kausale
Abhängigkeiten ergänzt werden. Allerdings sind Minderheitsklassen und Min-
derheitsgruppen auch in den Daten unterrepräsentiert, sodass entsprechende
Ansätze in den meisten Fällen weder eine Klassenungleichverteilung noch eine
Gruppenungleichverteilung adressieren bzw. sogar negative Effekte auf diese
beiden Ursachen für Bias in Daten haben können. Ob durch die Kombination
der Nutzung des Expertenwissens und des datengetriebenen Lernverfahrens
die Probleme bzgl. einer Gruppenheterogenität adressiert werden können, ist
bisher noch nicht evaluiert worden. Die Auswirkungen bzgl. dieser Ursache für
Bias in Daten werden in Tabelle 7.1 daher weder positiv noch negativ bewertet.
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7.4 Entscheidungsfusion in Ensembles aus datengetriebenen
ML-Modellen und wissensbasierten Modellen

Ensemble-Methoden fusionieren für eine Dateninstanz die Vorhersagen meh-
rerer diverser Vorhersagemodelle zu einer kombinierten Vorhersage [Die00;
Kun04; WGC14] (siehe Abschnitt 4.3.1). Die einzelnen Vorhersagemodelle sind
insbesondere dann divers, wenn sie korrekte Vorhersagen für unterschiedliche
Teilmengen der Daten treffen und sich dementsprechend bzgl. dieser korrek-
ten Vorhersagen komplementär ergänzen. In der Vorhersagefusion sollen für
eine konkrete Dateninstanz über eine Konsensentscheidung möglichst nur die
korrekten Vorhersagen übernommen werden. Die Diversität der einzelnen
Vorhersagemodelle sowie die Konsensentscheidung in der Vorhersagefusion
führen i. d. R. zu einer höheren Vorhersageleistung des gesamten Ensembles
im Vergleich zu einzelnen Vorhersagemodellen [Pol06; VRM23].
Die Diversität der Vorhersagemodelle kann über unterschiedliche Vorgehens-

weisen erzeugt werden [BWHY05; SIM+21]. So kann jedes Vorhersagemodell
bspw. mit einer anderen Teilmenge der Dateninstanzen oder der Features
sowie mit unterschiedlichen Lernalgorithmen oder Hyperparametern trainiert
werden. Grundsätzlich können auch ML-Modelle, die mit Trainingsdaten ge-
lernt werden, sowie wissensbasierte Modelle, in denen explizit Domänenwissen
abgebildet wird, in einem Ensemble kombiniert werden [WRGM21]. Abbil-
dung 7.7 zeigt die wichtigsten Arten von wissensbasierten Modellen, die auf
diese Weise mit datengetriebenen ML-Modellen kombiniert werden können.
So können als wissensbasierte Modelle insbesondere probabilistische Graphen
oder Simulationsmodelle in einem Ensemble verwendet werden. Außerdem
können mittels Verfahren der sog. Distant Supervision [MBSJ09; YL19] auch se-
mantische Netze oder Wissensgraphen als zusätzliche wissensbasierte Modelle
im Ensemble einbezogen werden. Weiterhin sind für Klassifikationsprobleme
die in Abschnitt 6.2 beschriebenen Labeling-Regeln geeignet, die Abhängigkei-
ten zwischen Features und Klassenlabels darstellen [RBE+20; SRYD14]. Solch
eine Kombination von rein datengetriebenen ML-Modellen mit einem oder
mehreren wissensbasierten Modellen kann prinzipiell zu einer noch höheren
Diversität der einzelnen Vorhersagen und damit auch zu einer noch besseren
Vorhersageleistung des gesamten Ensembles führen [WRGM21].
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Abbildung 7.7: Darstellung eines beispielhaften Ensembles, das neben Vorher-
sagen eines datengetrieben erzeugten Entscheidungsbaums die
Vorhersagen mehrerer wissensbasierter Modelle kombiniert.

Je diverser die einzelnen Vorhersagemodelle in einem Ensemble sind, desto
komplexer wird zumeist auch die Vorhersagefusion. Dies gilt insbesondere,
wenn neben datengetriebenen ML-Modellen auch wissensbasierte Modelle
Bestandteil des Ensembles sind. Der nachfolgende Abschnitt beschreibt daher
ein Rahmenwerk, das in einem vom Autor dieser Habilitationsschrift betreuten
Projekt entstanden ist und das die Komplexität für eine Entscheidungsfusion
in Klassifikationen beherrschbar macht [WRG+23].
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7.4.1 PUSION: Generisches Rahmenwerk zur Optimierung der
Entscheidungsfusion in Ensembles

PUSION (Python Universal Fusion) [WRG+23] ist ein generisches Rahmenwerk
zur Erstellung und Optimierung von Ensembles für Klassifikationsprobleme.
Mit PUSION können unterschiedliche datengetriebene ML-Modelle sowie ver-
schiedene wissensbasierte Modelle in einem Ensemble kombiniert werden.
Abbildung 7.8 zeigt die zentralen Systemkomponenten von PUSION. In diesem
Abschnitt werden dessen grundlegenden Aspekte beschrieben. Für weitere
Details sei auf die Publikation von Wilhelm et al. [WRG+23] verwiesen.
Diverse Klassifikationsmodelle können sich auch bzgl. der Ausgabeform ihrer

Vorhersagen unterscheiden. Dabei sind primär folgende Unterscheidungsmerk-
male möglich [Kun04; MRT18; WRG+23]:

• Jedes Klassifikationsmodell kann eine binäre Klassifikation zwischen
zwei Klassenlabels oder eine Multi-Klassen-Klassifikation bzw. eine Multi-
Label-Klassifikation zwischen mehr als zwei Labels umsetzen [MRT18].

• Weiterhin kann ein Klassifikationsmodell bei jeder Vorhersage entweder
eine sog. crisp-Klassenvorhersage oder eine soft-Klassenvorhersage ma-
chen [Kun04]. Bei der crisp-Vorhersage entscheidet sich das Modell für
exakt ein Klassenlabel aus der Menge Y der möglichen Labels. Unter-
stützt das Modell eine soft-Vorhersage, bestimmt es für jedes Label aus Y
eine Wahrscheinlichkeit bzw. einen Konfidenzwert, wie sicher das Modell
ist, dass der jeweiligen Dateninstanz das Label zugeordnet werden soll.

• Schließlich kann jedes Klassifikationsmodell im Ensemble mit Daten einer
anderen Teilmenge der Klassenlabels Y trainiert worden sein, sodass
jedes Modell auch nur für die jeweilige Teilmenge der Labels Vorhersagen
machen kann. Für zwei ModelleMi undM j können die entsprechenden
Teilmengen Yi , Yj ⊆ Y der vorhersagbaren Labels (1) vollständig redun-
dant sein, d. h. Yi = Yj, (2) komplementär sein, d. h. Yi ∩ Yj = ; oder
(3) komplementär-redundant sein, d. h. Yi ∩ Yj ̸= ; ∧ Yi ̸= Yj .

Für alle Klassifikationsmodelle in einem Ensemble ergeben sich anhand die-
ser Unterscheidungsmerkmale mehrere Kombinationsszenarien [WRG+23].
Viele Algorithmen zur Entscheidungsfusion unterstützen aber nur eine einge-
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mierung der Entscheidungsfusion in Klassifikations-Ensembles.

schränkte Menge an Kombinationsszenarien, z. B. nur für eine Multi-Klassen-
Klassifikation mit einer crisp-Klassenvorhersage und einer vollständig redunda-
ten Überdeckung der vorhersagbaren Klassen. Daher beinhaltet das PUSION-
Rahmenwerk eine Systemkomponente zur Transformation der Ausgabeform der
einzelnen Klassenvorhersagen, um die Ausgabeform jeweils an die Anforderun-
gen der Fusionsalgorithmen anzupassen und um somit eine größere Anzahl die-
ser Algorithmen zu unterstützen. Diese Systemkomponente kann bspw. genutzt
werden, um (a) soft-Klassenvorhersagen in crisp-Vorhersagen, (b) Multi-Label-
in Multi-Klassen-Vorhersagen sowie (c) komplementär-redudante in redundan-
te Überdeckungen der vorhersagbaren Klassenlabels umzuwandeln [WRG+23].
Eine weitere Problematik für die Entscheidungsfusion in einem Ensemble

ergibt sich daraus, dass eine Vielzahl an Algorithmen zur Entscheidungsfusion
existieren, die jeweils ein anderes Vorgehen umsetzen, um aus den einzelnen
Klassenvorhersagen eine Konsensentscheidung zu einer kombinierten Vorher-
sage abzuleiten [GNS11; Kun04; Pol06; Wol92; ZG15]. Eine erste Gruppe
von Fusionsalgorithmen kombiniert die Vorhersagen über Heuristiken, z. B.
indem sie eine Mehrheitsentscheidung durchführen. Die nächste Gruppe um-
fasst evidenzbasierte Algorithmen, die bspw. die Konfidenzwerte der einzelnen
Klassifikationsmodelle mit in die Entscheidungsfusion einbeziehen. So können
z. B. in einer gewichteten Mehrheitsentscheidung die Vorhersagen anhand der
Konfidenzen der einzelnen Modelle gewichtet werden. Außerdem existieren
trainierbare Algorithmen zur Entscheidungsfusion, die mit den Vorhersagen auf
einem Testdatensatz trainiert werden. Für jedes Ensemble sowie für die jewei-
ligen Daten muss aus diesen zahlreichen Algorithmen zur Entscheidungsfusion
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derjenige Algorithmus ausgewählt werden, der bei der Konsensentscheidung
primär die korrekten Vorhersagen der einzelnen Klassifikationsmodelle bevor-
zugt und somit zu einer höheren Vorhersageleistung des gesamten Ensembles
führt. Bei den evidenzbasierten und trainierbaren Fusionsalgorithmen müssen
zudem noch jeweils eine spezifische Menge an Hyperparametern optimiert
werden. Dies führt zu einem weiteren komplexen Optimierungsproblem.
PUSION bietet hierfür mit AutoFusion einen automatisierten Optimierungs-

ansatz, der für ein konkretes Ensemble und einen Datensatz den besten Algo-
rithmus zur Entscheidungsfusion auswählt. Der AutoFusion-Ansatz geht davon
aus, dass für den Datensatz bereits mehrere diverse Klassifikationsmodelle
trainiert wurden. Weiterhin kann ein Nutzer eine Evaluationsmetrik, z. B. die
Korrektklassifikationsrate, auswählen, mit denen die Fusionsalgorithmen bzw.
die kombinierten Vorhersagen des Ensembles getestet werden. PUSION unter-
stützt insgesamt 14 Fusionsalgorithmen aller oben genannten Gruppen dieser
Algorithmen. AutoFusion wählt für ein konkretes Ensemble zunächst diejenigen
Fusionsalgorithmen aus, die für das jeweils zu unterstützende Kombinations-
szenario bzgl. der oben beschriebenen Möglichkeiten für die Ausgabeform der
Klassenvorhersagen geeignet sind. Anschließend wendet das Optimierungs-
konzept jeden der geeigneten Fusionsalgorithmen auf die Vorhersagen der
einzelnen Klassifikationsmodelle für einen zusätzlichen Testdatensatz an und
evaluiert die kombinierten Vorhersagen hinsichtlich der vom Nutzer spezifi-
zierten Metrik. AutoFusion wählt den Fusionsalgorithmus aus, der hinsichtlich
dieser Metrik am besten abgeschnitten hat, und wendet ihn auf die Vorhersa-
gen für den gesamten Datensatz an. Das gesamte Rahmenwerk PUSION liefert
als Ergebnis sowohl die mit dem besten Fusionsalgorithmus kombinierten
Vorhersagen als auch einen Bericht über die durchgeführte Optimierung und
Entscheidungsfusion. Dieser Bericht umfasst alle Informationen, die ein Nutzer
zur Bewertung des Gesamtergebnisses benötigt, z. B. alle evaluierten Fusions-
algorithmen sowie das jeweilige Ergebnis mehrerer Evaluationsmetriken.

7.4.2 Zentrale Evaluationsergebnisse für PUSION

Wilhelm et al. [WRG+23] evaluierten das PUSION-Rahmenwerk mit zwei
Anwendungsfällen aus dem Bereich der Fehlererkennung und Fehlerdiagnose
für Komponenten von Produktionssystemen. Die Anwendungsfälle umfassen je
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Tabelle 7.4: Wesentliche Aspekte der Anwendungsfälle für die Evaluation des
PUSION-Rahmenwerks [WRG+23].

Anwendungsfall 1:
Hydraulisches System

Anwendungsfall 2:
Servopneumatisches

Antriebssystem
Eigenschaften der
Zeitreihendaten

17 Sensoren, 1449 Zyklen,
144 Klassen

7 Sensoren, 21 699 Zyklen,
11 Klassen

Im Ensemble
verwendete
Modelle

Entscheidungsbaum,
Support-Vektor-Maschine,
2 x K-nächster-Nachbar-
Ansatz, neuronales Netz

Neuronales Netz,
Simulationsmodell,
Entscheidungsbaum,

Support-Vektor-Maschine,
K-nächster-Nachbar-Ansatz

Ausgewählter Fu-
sionsalgorithmus

Evidenzbasierter
Naive-Bayes-Algorithmus

Trainierbarer
Meta-Klassifikator
(neuronales Netz)

einen Datensatz mit Zeitreihendaten von Sensoren der Systemkomponenten.
Tabelle 7.4 fasst wesentliche Aspekte der Datensätze sowie die jeweils von
Wilhelm et al. [WRG+23] im Ensemble verwendeten Klassifikationsmodelle
und den von PUSION ausgewählten Fusionsalgorithmus zusammen.
Im ersten Anwendungsfall nutzen die Autoren einen Datensatz eines hy-

draulischen Systems, der von Helwig et al. [HPS15] auf dem UCI Machine
Learning Repository zur Verfügung gestellt wird1. Der Zeitreihendatensatz
wurde von 17 Sensoren des hydraulischen Systems erfasst und enthält 1449
Zeitreihenzykeln sowie 144 Klassen. Als einzelne Klassifikationsmodelle, die
anschließend im Ensemble kombiniert wurden, trainierten die Autoren fünf
datengetriebene ML-Modelle für eine Multi-Klassen-Klassifikation. Sie stell-
ten dabei eine implizite Diversität zwischen diesen ML-Modellen her, indem
sie unterschiedliche Lernalgorithmen bzw. Hyperparameter verwendeten. Die
einzelnen Klassifikationsmodelle sind ein Entscheidungsbaum, eine Support-
Vektor-Maschine, ein K-nächster-Nachbar-Ansatz (KNN-Ansatz) mit K = 3, ein
KNN-Ansatz mit K = 5 sowie ein neuronales Netz.
Im zweiten Anwendungsfall untersuchten Wilhelm et al. [WRG+23] einen

Datensatz zu einem servopneumatischen Antriebssystem einer Schweißzange.

1Datensatz zur Zustandsüberwachung eines hydraulischen Systems: https://archive.
ics.uci.edu/ml/datasets/Condition+monitoring+of+hydraulic+systems
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Dieser Zeitreihendatensatz wurde von sieben Sensoren erfasst und enthält
21 699 Zeitreihenzyklen und 11 Klassen. Die Autoren nutzen als Klassifikati-
onsmodell zunächst ein neuronales Netz für eine Multi-Label-Klassifikation,
dessen Netzarchitektur auf den Arbeiten von He et al. [HZRS16] und Hu et
al. [HSS18] basiert. Wilhelm et al. [WRG+23] haben dieses neuronale Netz im
Ensemble u. a. mit einem wissensbasierten Modell kombiniert, d. h. mit einem
mathematischen Simulationsmodell, das den zeitabhängigen Systemzustand
des servopneumatischen Antriebssystems simuliert. Mit diesem Simulationsmo-
dell berechnen sie Residuen zwischen den simulierten und den tatsächlichen
Systemzuständen und nutzen diese Residuen als Teil der Eingabe-Features
für drei einfache Klassifikationsmodelle [GNH22]. Diese Klassifikationsmo-
delle sind ein Entscheidungsbaum, eine Support-Vektor-Maschine und ein
K-nächster-Nachbar-Ansatz. Wilhelm et al. [WRG+23] führen mit PUSION
eine Entscheidungsfusion zwischem dem neuronalen Netz und den drei mit
den simulationsbasierten Residuen erzeugten Klassifikationsmodellen durch.
Zur Evaluation von PUSION berechneten Wilhelm et al. [WRG+23] meh-

rere Evaluationsmetriken sowohl für die einzelnen Klassifikationsmodelle als
auch für die mit PUSION und mit unterschiedlichen Algorithmen zur Ent-
scheidungsfusion erzeugten Ensembles. Im Folgenden werden die zentralen
Ergebnisse hinsichtlich der Korrektklassifikationsrate der Modelle sowie der
Rechenlaufzeit von PUSION zusammengefasst [WRG+23]:

• Die mit PUSION erzeugten Ensembles erzielen eine höhere Vorhersa-
geleistung als jedes der einzelnen Klassifikationsmodelle, die im Ensem-
ble kombiniert werden. Im ersten Anwendungsfall ist das beste einzel-
ne Klassifikationsmodell und damit die Baseline für PUSION der erste
KNN-Ansatz mit K = 3, der eine Korrektklassifikationsrate von 87,7%
erreicht. PUSION wählt als besten Fusionsalgorithmus einen evidenz-
basierten Naive-Bayes-Algorithmus aus. Dieser erhöht im Vergleich zur
Baseline, d. h. zum einzelnen KNN-Ansatz, die Korrektklassifikationsrate
auf 92,6%. Im zweiten Anwendungsfall ist das beste einzelne Klassifi-
kationsmodell das neuronale Netz, das eine Korrektklassifikationsrate
von 91,3% erreicht. PUSION wählt als Fusionsalgorithmus mit einem
weiteren neuronalen Netz einen trainierbaren Meta-Klassifikator aus.
Dieser erhöht die Korrektklassifikationsrate auf 96,8%.
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• Weiterhin zeigen die Ergebnisse von Wilhelm et al. [WRG+23], dass
die Wahl des Fusionsalgorithmus einen erheblichen Einfluss auf die Vor-
hersageleistung des Ensembles hat. Wird bspw. der trainierbare Meta-
Klassifikator, der im zweiten Anwendungsfall zum besten Ergebnis führt,
auch im ersten Anwendungsfall als Fusionsalgorithmus verwendet, so re-
duziert dieser sogar die Korrektklassifikationsrate im Vergleich zur besten
Baseline um 1,5%-Punkte. Der AutoFusion-Ansatz von PUSION evaluiert
alle Fusionsalgorithmen, die für den jeweiligen Datensatz und Anwen-
dungsfall anwendbar sind. Der Ansatz garantiert somit, dass jeweils der
beste Fusionsalgorithmus ausgewählt und im Ensemble verwendet wird.

• PUSION und der AutoFusion-Ansatz haben eine geringe Rechenlaufzeit,
die im Vergleich zur Steigerung der Vorhersageleistung des Ensembles ver-
nachlässigbar ist. Selbst wenn AutoFusion sämtliche Fusionsalgorithmen
sequentiell nacheinander evaluiert, benötigt PUSION für einen Anwen-
dungsfall maximal 42 Sekunden für alle involvierten Schritte, d. h. für
die Transformation der Ausgabeform der Vorhersagen, für die Auswahl
des besten Fusionsalgorithmus mit dem AutoFusion-Ansatz und für die
Kombination der einzelnen Vorhersagen im Ensemble [WRG+23].

7.4.3 Adressierung der Datencharakteristika industrieller Anwendungsfälle

Wie in Abschnitt 4.3.1 beschrieben wird, sind Ensemble-Methoden insbesonde-
re geeignet, das Risiko einer Überanpassung der Vorhersagemodelle an eine zu
kleine Datenmenge zu reduzieren [Die00; Kun04; WGC14]. Dies trifft in beson-
derem Maße auch auf die mit dem PUSION-Rahmenwerk erzeugten Ensembles
zu [VRM23; WRG+23]. PUSION bietet mit dem AutoFusion-Ansatz sogar eine
Auswahl desjenigen Fusionsalgorithmus, der für einen konkreten Datensatz zu
der höchsten Vorhersageleistung und damit zu einer besseren Generalisierbar-
keit des Ensembles führt. Analog zu Bagging-Verfahren [Bre96], sind die mit
PUSION erzeugten Ensembles durch die optimierte Entscheidungsfusion i. d. R.
auch weniger anfällig für verrauschte Dateninstanzen mit falschen Labels.
Werden zudem wissensbasierte Modelle ins Ensemble integriert, so ist der

positive Effekt auf diese beiden Ursachen für Bias in Daten häufig noch größer.
Dies liegt an ähnlichen Gründen, wie sie in den Abschnitten 7.2.4 und 7.3.2
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erläutert werden. So werden die in Ensembles verwendbaren probabilisti-
schen Graphen, Simulationsmodelle, semantische Netze bzw. Wissensgraphen
oder Labeling-Regeln von menschlichen Domänenexperten erzeugt, sodass
für deren Genauigkeit die Größe der Datensätze keine Rolle spielt [GNH22;
RMB+23; SE17]. Ebenso kann prinzipiell davon ausgegangen werden, dass
Domänenexperten Abhängigkeiten zwischen Features und Klassenlabels in den
Wissensmodellen weitgehend korrekt spezifizieren. Folglich kann eine Einbezie-
hung der wissensbasierten Modelle in die Konsensentscheidung des Ensembles
zum Teil vermeiden, dass das Ensemble falsche Klassenlabels vorhersagt.
Allerdings haben Wilhelm et al. [WRG+23] zur Evaluation des PUSION-

Rahmenwerks bisher nur ein einzelnes Simulationsmodell in den Ensembles
verwendet, mit dem zudem nur Residuen erzeugt werden, die als Features für
einfache Klassifikationsmodelle dienen. Die Auswirkungen einer optimierten
Entscheidungsfusion auf die verschiedenen Ursachen für Bias in Daten müssen
daher noch für sämtliche der in Abbildung 7.7 dargestellten wissensbasierten
Modelle sowie für deren direkte Integration im Ensemble überprüft werden.
Auf die weiteren in Abschnitt 3.2.2 beschriebenen Ursachen für Bias in Daten

haben Ensemble-Methoden, bei denen die Entscheidungsfusion mit PUSION op-
timiert wird, nur geringfügige Auswirkungen, sodass diese in Tabelle 7.1 weder
positiv noch negativ bewertet werden. Speziell wenn neben datengetriebenen
ML-Modellen auch wissensbasierte Modelle in einem Ensemble miteinbezogen
werden, sind diese Auswirkungen noch nicht ausreichend untersucht worden.
Grundsätzlich können die einzelnen Klassifikationsmodelle, die mit PUSION im
Ensemble kombiniert werden sollen, auch jeweils auf Daten unterschiedlicher
Teilmengen der Klassenlabels oder domänenspezifischer Gruppen angepasst
sein. So kann ein Teil der einzelnen Klassifikationsmodelle auch auf Minder-
heitsklassen oder Minderheitsgruppen spezialisiert sein, sodass im gesamten
Ensemble tendenziell die Vorhersageleistung für diese seltenen Klassen oder
Gruppen erhöht wird. Allerdings gehen Wilhelm et al. [WRG+23] davon aus,
dass die einzelnen Klassifikationsmodelle bereits vorliegen. Folglich gibt es mit
PUSION keine explizite Möglichkeit, um die Menge der Klassifikationsmodelle
im Ensemble gezielt zu erzeugen bzw. auszuwählen, sodass diese Menge der
Modelle ausgewogen hinsichtlich der Vorhersageleistung für unterschiedlich
häufige Klassen oder domänenspezifische Gruppen ist.
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Zur Erzeugung einer solch ausgewogenen Menge an Klassifikationsmodel-
len ist es denkbar, zunächst das in Abschnitt 6.5 beschriebene Verfahren
zur Nutzung von Domänenwissen für die Partitionierung von Trainingsda-
ten [HRT+23] anzuwenden. Anschließend können mit den Teilmengen der
Daten klassen- oder gruppenspezifische Klassifikationsmodelle trainiert und,
ggf. zusammen mit weiteren wissensbasierten Modellen, mit dem PUSION-
Rahmenwerk in einem Ensemble kombiniert werden. Diese Möglichkeit muss
aber in Zukunft noch genauer erforscht und evaluiert werden [Vog23].

7.4.4 Übertragbarkeit von PUSION auf andere Anwendungsdomänen

Auch wenn Wilhelm et al. [WRG+23] das PUSION-Rahmenwerk nur mit An-
wendungsfällen aus dem Bereich der Fehlererkennung und Fehlerdiagnose in
Produktionssystemen sowie mit Zeitreihendaten evaluiert haben, ist PUSION
grundsätzlich für beliebige Klassifikationsprobleme aus unterschiedlichen An-
wendungsdomänen und für verschiedene Datensätze anwendbar. Dies liegt
u. a. daran, dass PUSION die Entscheidungsfusion für eine beliebige Menge
an Klassifikationsmodellen optimieren und durchführen kann. Unterscheiden
sich diese einzelnen Klassifikationsmodelle, wie in Abschnitt 7.4.1 beschrieben,
in der Ausgabeform ihrer Vorhersagen, so kann PUSION die Ausgabeformen
aneinander angleichen, sodass viele diverse Klassifikationsmodelle in einem En-
semble kombiniert werden können. Der AutoFusion-Ansatz von PUSION wählt
anschließend für jeden Anwendungsfall und Datensatz denjenigen Fusionsalgo-
rithmus aus, der gemäß der vom Nutzer vorgegebenen Evaluationsmetrik zur
besten Vorhersageleistung des Ensembles führt. Inwieweit diese Optimierung
des Ensembles auch in anderen Anwendungsfällen und für andere Datensätze
zu einer Verbesserung der Vorhersageleistung führt, muss noch durch weitere
Evaluationen untersucht werden [Vog23]
Darüber hinaus unterstützt der AutoFusion-Ansatz von PUSION bisher noch

keine Optimierung der Hyperparameter für evidenzbasierte und trainierbare
Fusionsalgorithmen. In ihrer Evaluation haben Wilhelm et al. [WRG+23] em-
pirisch die Hyperparameter bestimmt, die für die von ihnen betrachteten zwei
Anwendungsfälle zum besten Ergebnis geführt haben. Diese empirisch bestimm-
ten Hyperparameter haben die Autoren als Default in der Implementierung des
AutoFusion-Ansatzes verwendet. Da solch ein Aufwand zur empirischen Suche
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nach den besten Hyperparametern in neuen Anwendungsfällen unangemessen
hoch ist, sollten PUSION und der AutoFusion-Ansatz in Zukunft noch um eine
automatische Suche nach den besten Hyperparametern für evidenzbasierte
und trainierbare Fusionsalgorithmen ergänzt werden [VRM23].

7.5 Zusammenfassung

Im Schritt der Datenanalyse und Modellbildung von Datenanalyseprozessen fin-
den sich unterschiedliche Ansätze, die formal repräsentiertes Domänenwissen
nutzen. Zum Beispiel nutzen Modellverwaltungsplattformen ein Repository als
Fallbasis von bereits erstellten ML-Modellen und bieten damit ein Empfehlungs-
system, das für neue Datensätze passende ML-Modelle vorschlägt [VRBT13;
VSL+16; ZCD+18]. Die Plattformen beschreiben die ML-Modelle sowie die
zugehörigen Daten mittels Metadaten. Sie adressieren die in Abschnitt 3.2 be-
schriebenen Datencharakteristika industrieller Anwendungsfälle insbesondere
dann, wenn diese Datencharakteristika mittels der jeweils unterstützten Meta-
daten ausreichend genau spezifiziert werden können. AssistML von Villanueva
et al. [VRWM23; VWRM21] bietet bspw. ein statistisches Meta-Feature, das den
relativen Anteil fehlender Feature-Werte als Indikator zur Charakterisierung
einer Gruppenheterogenität und Gruppenungleichverteilung in Daten nutzt.
Die Model Management Platform (MMP) von Weber et al. [WHR20; WR20]
beschreibt diese beiden Datencharakteristika explizit über Domänenwissen,
indem es eine Verschlagwortung der ML-Modelle und Datensätze mit Begrif-
fen aus Glossaren oder semantischen Netzen erlaubt, die domänenspezifische
Gruppen, wie bspw. Produktgruppen oder Maschinentypen, beschreiben. Zur
Charakterisierung einer Klassenungleichverteilung, von falsch dokumentier-
ten Klassenlabels sowie des Risikos einer Überanpassung der ML-Modelle an
eine kleine Datenmenge können in Modellverwaltungsplattformen statisti-
sche Meta-Features verwendet werden, die die Anzahlen und Verteilungen der
Klassenlabels, Dateninstanzen oder Features quantifizieren.
Weiterhin existieren einige Ansätze, die formal repräsentiertes Domänen-

wissen explizit im Lernprozess von ML-Modellen mitverwenden [GNH22;
RMB+23]. Dabei werden insbesondere Ontologien bzw. Wissensgraphen oder
Gleichungen aus Simulationsmodellen genutzt, um bspw. Teile der Struktur
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eines ML-Modells vorzugeben, um das Optimierungsproblems von Lernalgo-
rithmen einzuschränken oder die trainierten ML-Modelle mithilfe des Domä-
nenwissens zu bewerten. Andere Ansätze verwenden probabilistische Graphen,
bei denen Domänenexperten eine initiale Graphstruktur sowie ggf. initiale
Wahrscheinlichkeitstabellen vorgeben können [KF09]. Anschließend können
die Graphen und die Wahrscheinlichkeitstabellen über datengetriebene Lern-
verfahren ergänzt und an konkrete Daten angepasst werden [Nea03]. All
diese Ansätze helfen vor allem, das Risiko einer Überanpassung der trainierten
ML-Modelle an eine kleine Datenmenge zu reduzieren bzw. falsch dokumen-
tierte Labels zu identifizieren und zu korrigieren [GNH22; KAF+17; Nea03;
RMB+23]. Allerdings können die Ansätze tendenziell negative Effekte auf
eine Klassenungleichverteilung und Gruppenungleichverteilung haben, da das
genutzte Domänenwissen meist nur umfassend genug für Mehrheitsklassen
und Mehrheitsgruppen spezifiziert wurde.
PUSION bietet ein generisches Rahmenwerk, das die Entscheidungsfusion in

Ensembles für Klassifikationsprobleme optimiert [WRG+23]. PUSION kann da-
bei prinzipiell mehrere datengetriebene ML-Modelle und unterschiedliche wis-
sensbasierte Modelle, wie bspw. probabilistische Graphen, Simulationsmodelle,
semantische Netze oder Labeling-Regeln, in einem Ensemble kombinieren. Für
einen konkreten Datensatz und für eine konkrete Menge an einzelnen Vorher-
sagemodellen wählt PUSION den besten Algorithmus zur Entscheidungsfusion
aus, der die Diversität der einzelnen Modelle möglichst optimal ausnutzt, um
somit die Vorhersageleistung des gesamten Ensembles zu maximieren. Durch
diese Optimierung der Entscheidungsfusion kann PUSION insbesondere das
Risiko einer Überanpassung des gesamten Ensembles an eine zu kleine Daten-
menge oder an einzelne falsche Klassenlabels im Vergleich zu herkömmlichen
Ensemble-Methoden sogar noch weiter reduzieren.

206 7 | Nutzung von Domänenwissen zur Datenanalyse und Modellbildung



Ka
pi
te
l 8

Zusammenfassung und Ausblick

In diesem Kapitel werden die zentralen Ergebnisse der Diskussion zu Daten-
charakteristika in industriellen Anwendungsfällen für Datenanalysen sowie
zu Ansätzen, die formal repräsentiertes Domänenwissen zur Adressierung die-
ser Datencharakteristika nutzen, zusammengefasst. Zudem werden Themen
identifiziert, die in diesem Kontext weiter vertieft werden können.

8.1 Zentrale Ergebnisse der Diskussion

Den Untersuchungsgegenstand der vorliegenden Habilitationsschrift bilden
industrielle Anwendungsfälle für Datenanalysen sowie die in dieser Anwen-
dungsdomäne vorherrschenden und meist komplexen Datencharakteristika, die
zu mäßigen oder nicht aussagekräftigen Analyseergebnissen führen können.
Kapitel 3 fasst auf Basis einer Analyse mehrerer industrieller Anwendungsfälle
die häufigsten solcher komplexen Datencharakteristika zusammen. Zum Bei-
spiel liegen Daten oftmals in heterogenen Formaten und in isolierten Datensilos
vor [Grö18], wodurch insbesondere die Datenakquise aus den Quellsystemen
erschwert wird [ZRKM20]. Weitere komplexe Datencharakteristika entspre-
chen Ursachen für verschiedene Ausprägungen von Bias in Daten [MMS+21;
SG21]. Zentrale Beispiele sind eine zu kleine Menge an verfügbaren Daten,
eine Klassenungleichverteilung sowie eine Heterogenität und eine Ungleichver-
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teilung der in den Daten repräsentierten domänenspezifischen Entitätsgruppen,
wie bspw. Produktgruppen [HRM19; KM16; SRYD14]. Darüber hinaus ergeben
sich komplexe Datencharakteristika daraus, dass die Produktionsumgebungen
sowie die durch Kunden verwendeten Produkte nichtstationäre Umgebungen
bilden [HB11; SRWM22]. Hierbei können sich durch Datensatzverschiebun-
gen die Muster in Daten und deren statistische Verteilung über die Zeit än-
dern [MRA+12; SRWM22]. Weiterhin werden viele Prozesse in der Produktion
oder der Produktentwicklung unstrukturiert durchgeführt, was ein Problem
für gängige Verfahren zur Prozessanalyse darstellt [DRG21; GA07; ZRS+22].
Kapitel 4 untersucht für mehrere rein datengetriebene Ansätze zur Daten-

akquise, Datenvorbereitung und Datenanalyse, welche der komplexen Da-
tencharakteristika industrieller Anwendungsfälle diese Ansätze adressieren
können und auf welche sie negative Effekte haben. Unter rein datengetriebenen
Ansätzen werden dabei solche verstanden, die kein oder nur geringfügig Do-
mänenwissen einbeziehen, z. B. Sampling-Verfahren, eine statistische Feature-
Selektion oder AutoML-Systeme. Zentrales Ergebnis dieser Untersuchung ist,
dass jeder untersuchte Ansatz zwar einzelne der komplexen Datencharakte-
ristika adressieren kann, aber auch negative Effekte auf einzelne der nicht
berücksichtigten Datencharakteristika hat. Zum Beispiel gibt es hinsichtlich der
Ursachen für Bias in Daten viele datengetriebene Ansätze, die eine Klassenun-
gleichverteilung adressieren. Allerdings verstärken diese Ansätze die Probleme,
die sich durch die Heterogenität und Ungleichverteilung der domänenspezifi-
schen Entitätsgruppen ergeben. Einige vergleichende Studien, die in vom Autor
dieser Schrift betreuten Projekten durchgeführt wurden, weisen nach, dass
rein datengetriebene Ansätze aus diesen und ähnlichen Gründen die Qualität
der Analyseergebnisse häufig sogar reduzieren [HRM19; SRWM22].
Einzelne Arbeiten zeigen, dass die komplexen Datencharakteristika industri-

eller Anwendungsfälle durch die Einbeziehung von Domänenwissen effektiver
adressiert werden können (siehe bspw. [HRT+23; RMB+23; WRGM21]).
Die vorliegende Habilitationsschrift schließt eine wesentliche Lücke im Stand
der Wissenschaft, indem Kapitel 5 bis 7 die Ergebnisse einer systematischen
und umfassenden Untersuchung verschiedener Ansätze zur Einbeziehung un-
terschiedlicher Arten formal repräsentierten Domänenwissens in bestimmte
Aufgaben von Datenanalyseprozessen zusammenfassen. Dabei steht erneut
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im Vordergrund, auf welche der komplexen Datencharakteristika die unter-
suchten Ansätze positive oder negative Effekte haben. Als formale Wissensre-
präsentationsformen werden primär Fallbasen [SS09a], Regelbasen [Ros03],
Glossare [ANSI/NISO10], semantische Netze wie Taxonomien, Ontologien
oder Wissensgraphen [EW16; Sow91], probabilistische Graphen [KF09] so-
wie mathematische Simulationsmodelle [BZBP13] betrachtet. Die Ansätze
zur Einbeziehung dieses Domänenwissens werden hinsichtlich der zentralen
Schritte Datenakquise, Datenvorbereitung und Datenanalyse eines generischen
Vorgehensmodells für Datenanalyseprozesse gruppiert.
Im Schritt der Datenakquise (Kapitel 5) wird Domänenwissen insbesondere

in Metadatenmodellen eingebunden. Dabei werden die Metadaten mit Begrif-
fen aus Glossaren oder semantischen Netzen verschlagwortet, um auf diese
Weise Daten heterogener Formate zu abstrahieren [EGG+21a; GLN+05]. Im
Rahmen eines vom Autor dieser Schrift betreuten Projekts haben Ziegler et
al. [ZRKM21] ein entsprechendes Metadatenmodell für die virtuellen Produkt-
entwicklung entworfen. Zusätzlich zur Verschlagwortung der Metadaten mit
Begriffen aus Glossaren oder semantischen Netzen bildet dieses Metadatenmo-
dell explizit den Datenfluss von Produktentwicklungsprojekten ab. Da diese
Projekte die tägliche Arbeit der Produktentwicklungsingenieure widerspiegelt,
erleichtert das Metadatenmodell ihnen die Akquise von Daten aus heterogenen
und zuvor isolierten Datenquellen. In einem weiteren Projekt ist ein Datenge-
nerator entstanden, der bei der Datengenerierung Domänenwissen in Form
einer Taxonomie einbezieht [TRSM23]. Er kann daher Datensätze erzeugen,
die bzgl. der Ursachen für Bias in Daten neben einer Klassenungleichverteilung
auch eine Gruppenheterogenität und Gruppenungleichverteilung aufweisen.
Zur Unterstützung der Datenvorbereitung (Kapitel 6) schlägt die Literatur

viele Ansätze vor, die eine Regelbasis, semantische Netze oder Simulations-
modelle zum Feature-Engineering, zur Festlegung der Labels in Daten oder
zur Anreicherung von Daten verwenden [GNH22; ITW05; RBE+20; SRYD14].
Diese Ansätze eignen sich, um das Risiko einer Überanpassung der trainierten
ML-Modelle an eine kleine Datenmenge zu reduzieren oder um falsch doku-
mentierte Labels zu identifizieren und zu korrigieren. Allerdings haben die
Ansätze negative Effekte auf eine Klassenungleichverteilung, Gruppenhetero-
genität und Gruppenungleichverteilung in Daten. Aus diesen Grund wurde
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in einem weiteren vom Autor betreuten Projekt ein Verfahren entwickelt, das
auch diese Ursachen für Bias in Daten adressiert [HRM20a; HRT+23]. Die-
ses Verfahren nutzt Domänenwissen zur Partitionierung eines Datensatzes in
einzelne Teilmengen. Im Gegensatz zu verwandten Ansätzen zur Constraint-
basierten Clusteranalyse [LJJ07; WCRS01] nutzt es aber nicht Constraints,
die mit hohem Aufwand zwischen einzelnen Dateninstanzen spezifiziert wer-
den müssen. Stattdessen basiert das neue Verfahren auf Taxonomien, die die
domänenspezifischen Entitätsgruppen hierarchisch organisieren. Die mit die-
sem Verfahren erzeugten Datenteilmengen enthalten nur noch Daten weniger
domänenspezifischer Gruppen. Ebenso sind diese Gruppen sowie die Klassen
innerhalb der Teilmengen gleichmäßiger verteilt. So steigert das Verfahren die
Vorhersageleistung der trainierten Klassifikationsmodelle erheblich [HRT+23].
Im Kontext der Datenanalyse (Kapitel 7) bieten Modellverwaltungsplatt-

formen Möglichkeiten, um bereits trainierte ML-Modelle mit Metadaten zu
beschreiben und für neue Datensätze ML-Modelle vorzuschlagen [VSL+16;
ZCD+18]. In vom Autor dieser Schrift betreuten Projekten sind die Platt-
form AssistML [VRWM23; VWRM21] sowie die Model Management Platform
(MMP) [WHR20; WR20] entstanden. Insbesondere mit der MMP können die
Metadaten für ML-Modelle mit Begriffen aus Glossaren oder semantischen
Netzen verschlagwortet werden, die bspw. bestimmte Produktgruppen oder
Maschinentypen beschreiben. Damit adressiert die MMP eine Gruppenhetero-
genität und Gruppengleichverteilung, indem sie die Suche nach ML-Modellen
erlaubt, die für die Daten bestimmter domänenspezifischer Gruppen geeignet
sind. Weitere in Kapitel 7 diskutierte Ansätze reduzieren insbesondere das Risi-
ko einer Überanpassung der trainierten ML-Modelle an eine kleine Datenmenge
oder an falsch dokumentierte Labels. Diese Ansätze nutzen bspw. Ontologien
bzw. Wissensgraphen oder Simulationsmodelle explizit im Lernprozess von ML-
Modellen [GNH22; RMB+23] oder führen eine Inferenz mit teilweise durch
Domänenexperten vordefinierten probabilistischen Graphen durch [Nea03].
Schließlich wird mit PUSION ein Rahmenwerk diskutiert, das die Entschei-
dungsfusion in Ensembles für Klassifikationen optimiert [WRG+23]. PUSION
kann prinzipiell mehrere datengetriebene ML-Modelle und wissensbasierte
Modelle, wie bspw. probabilistische Graphen, Simulationsmodelle, semantische
Netze oder Labeling-Regeln, in einem Ensemble kombinieren.
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8.2 Ausblick

Ein bisher wenig erforschtes Themengebiet ist die Nutzung formal repräsentier-
ten Domänenwissens zur Adressierung von Datensatzverschiebungen. Im Rah-
men dieser Arbeit wurde primär nur der Ansatz von Chen et al. [CLPC17] iden-
tifiziert. Dieser verwendet Ontologien, um aus Datenströmen Features zu ex-
trahieren, die bei der Erkennung von Datensatzverschiebungen helfen können.
Weiterhin kann die Modellverwaltungsplattform von Weber et al. [WHR20] in
ihren Metadaten abbilden, dass ML-Modelle aufgrund von Datensatzverschie-
bungen veraltet sind und an eine sich geänderte statistische Datenverteilung
angepasst werden müssen [WHRS19]. Allerdings können diese Ansätze je-
weils nur eine einzelne Art von Datensatzverschiebung adressieren und sind
daher nicht in der Lage, sowohl eine Konzept- als auch eine Kovariatenverschie-
bung sowie eine mögliche Trade-off-Beziehung zwischen beiden Datensatzver-
schiebungen zu behandeln. Folglich sollte in Zukunft untersucht werden, wie
formal repräsentiertes Domänenwissen genutzt werden kann, um die Auswir-
kungen mehrerer, gleichzeitig auftretender Datensatzverschiebungen sowie
Trade-off-Beziehungen zwischen diesen auszugleichen. Entsprechende neu zu
entwickelnde Ansätze können zudem im Forschungsumfeld des sog. Machine
Learning Operations (MLOps) eingebettet werden [KKH23].
Außerdem sind gerade in industriellen Anwendungsfällen die Ursachen für

konkrete Datensatzverschiebungen nicht immer ausschließlich auf die Daten
zurückzuführen. So können z. B. in einer Produktionslinie auch andere Ursa-
chen wie z. B. Sensorverschleiß, eine kurzfristige Verdeckung von Sensoren,
Fehlparametrisierungen von Maschinen oder plötzlich auftretende Hitze in
der Umgebung zu abrupten oder graduellen Datensatzverschiebungen füh-
ren [WHRS19]. Solche Ursachen können andere Lösungsansätze erfordern als
die Anpassung eines ML-Modells an die statistische Verteilung neuer Daten.
Beispielsweise sollte bei einem Sensorverschleiß eher der Sensor ausgetauscht
werden. Da viele solcher Ursachen domänenspezifischer Natur sind, kann in Zu-
kunft erforscht werden, wie formal repräsentiertes Domänenwissen zur Abgren-
zung der Ursachen von Datensatzverschiebungen genutzt werden kann [Vij21].
Ebenso können mittels des Domänenwissens gezielt Lösungsansätze für jede
Ursache von Datensatzverschiebungen abgeleitet werden.
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Analog gibt es in der Literatur kaum Ansätze zur Prozessanalyse, die mit
unstrukturierten und nichtlinear durchgeführten Prozessen umgehen können,
wie sie in nichtstationären Produkt- und Produktionsumgebungen vorkom-
men [DRG21; ZRS+22]. Zum Beispiel sind Verfahren des Process Mining nicht
in der Lage, verschiedene Ausführungsvarianten eines Prozesses zu analysie-
ren [GA07]. In diesem Zusammenhang kann in Zukunft untersucht werden,
ob bereits existierende oder auch neu zu entwickelnde Ansätze zur Nutzung
formal repräsentierten Domänenwissens dabei helfen können, in einer Prozess-
analyse besser mit unstrukturierten und nichtlinear durchgeführten Prozessen
sowie mit einzelnen Prozessvarianten umzugehen.
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