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Kurzfassung

In dieser Arbeit untersuchen wir die Skalierung von Datenbedarf und Leistung zwischen 2D und
3D Convolutional Neural Networks (CNNs). Dazu erweitern wir ein U-Net-basiertes 2D CNN zur
Modellierung von stationären Grundwasserwärmefahnen [PS24] um eine räumliche Dimension.
Unser optimiertes Netzwerk trainieren wir auf PFLOTRAN-simulierten 3D Daten mit 100 und
1000 Datenpunkten (dp). Die verwendeten 2D Modelle basieren auf der Arbeit von Pelzer und
Schulte [PS24]. Alle Netzwerke werden von Grund auf trainiert. Für den Vergleich berücksichtigen
wir Trainingszeit, Inferenzzeit und Speicherbedarf sowie die Metriken Root Mean Squared Error
(RMSE), Mean Absolute Error (MAE), zellbasierter Averaged Absolute Error (AAE) und Percentage
Above Threshold (PAT), den prozentualen Anteil an Fehlerzellen über 0.1°C. Zusätzlich geben wir
Varianz und Standardabweichung des Vorhersagefehlers an. Unser bestes 3D Modell zeigt einen
vierfachen RMSE, doppelten MAE und neunfachen PAT bei zehnfach höherer Trainingszeit als
das beste 2D Modell. Die Inferenzzeit ist im Vergleich zum 2D Modell um das 26-fache erhöht.
Unser Modell zeigt Schwierigkeiten bei der Vorhersage von länglichen Wärmefahnen entlang der
Strömungsrichtung und weist hohe Fehlerwerte im Bereich des Injektionspunktes auf. Die Ergebnisse
zeigen, dass im 3D Fall eine Datenmenge von 1000 dp für effizientes Lernen und Konvergenz
notwendig ist. Unsere Daten sind auf DaRUS verfügbar (https://doi.org/10.18419/darus-4533,
https://doi.org/10.18419/darus-4534), unseren Code haben wir auf Github veröffentlicht (https:
//github.com/ja-tk/1HP_NN).
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1. Einleitung

Der Klimawandel wird aufgrund seiner weitreichenden Auswirkungen auf Ökosysteme, menschliche
Gesellschaften und die globale Wirtschaft als eine zentrale Herausforderung unserer Zeit gesehen
[Cli22]. Zur Bekämpfung des Klimawandels bilden erneuerbare Energien unverzichtbare Ressour-
cen, um CO2-Emissionen einzusparen und das Freisetzen von Treibhausgasen zu verhindern [Gio21].
Geothermische Energie zählt – neben Sonnenenergie, Windenergie, Wasserkraft und Biomasse
– zu den erneuerbaren Energiequellen, da sie auf der Nutzung von Erdwärme basiert, die durch
kontinuierlichen natürlichen Zerfall radioaktiver Elemente im Erdinneren stetig erneuert wird [US
24a]. Natürliche Warmwasservorkommen im Untergrund sowie relativ konstante Untergrundtempe-
raturen speisen sich aus dieser kontinuierlichen Wärmeproduktion [US 24a]. Für die Nutzung dieser
geothermischen Ressourcen kommen spezielle Systeme zum Einsatz, wobei Wärmepumpensysteme
eine zentrale Rolle einnehmen [US 24a]. Geothermische Wärmepumpen können die im Erdreich
gespeicherte Energie sowohl zum Heizen als auch zum Kühlen von Gebäuden nutzen, indem sie
Wärme zu- oder abführen. Da die Temperaturen im erdoberflächennahen Untergrund relativ konstant
sind, eignen sich Wärmepumpen zur ganzjährigen Temperaturregulierung [US 24b].

Die in der vorliegenden Arbeit betrachteten Wärmepumpen sind Grundwasserwärmepumpen in
Open-Loop-Systemen. Diese Wärmepumpen nutzen ein Zwei-Brunnen-System, das mit einem
Förderbrunnen Grundwasser entnimmt und erwärmtes oder abgekühltes Wasser über einen Schluck-
brunnen in das Grundwasser zurückführt. Über einen Wärmetauscher entziehen die Wärmepumpen
dem Wasser dabei Wärmeenergie. Ein solches System wird als Open-Loop-System bezeichnet,
da es direkt mit dem Grundwasser interagiert [US 24b]. Für die effiziente Nutzung von Grund-
wasserwärmepumpen sollten oberflächennahe, gut durchlässige Bodenschichten vorhanden sein,
die ausreichende Mengen an Grundwasser führen und relativ konstante Temperaturen aufweisen
[Min09]. Sind diese lokalen Voraussetzungen gegeben, können ganze Gemeinden mit geothermischer
Energie versorgt werden [US 24a], indem ein umfangreiches Netzwerk aus Grundwasserwärme-
pumpen installiert wird. Zusätzlich ist die passende Positionierung der Brunnen bereits bei der
Infrastruktur-Planung von großer Bedeutung [MP13]. Zu dicht platzierte Brunnen können zu
unerwünschten Interferenzen führen. Das zurückgeleitete erwärmte Wasser könnte in Richtung des
Förderbrunnens zurückfließen oder den Förderbrunnen eines benachbarten Systems in Fließrichtung
des Grundwassers beeinflussen [MP13]. Dies würde die Effizienz der Wärmepumpen verringern,
sofern das benachbarte System das Grundwasser für denselben Zweck nutzt. Daher ist es notwendig,
die Ausbreitung und Interaktion von Wärmefahnen mit zu berücksichtigen.

Wie in der Arbeit von Pelzer und Schulte [PS24] dargelegt, stehen zwar verschiedene Ansätze zur
Modellierung von Wärmefahnen zur Verfügung, jedoch sind diese mit bestimmten Einschränkungen
verbunden. Simulationsbasierte Ansätze erfordern, abhängig von der modellierten Zeitdauer und
dem Umfang des betrachteten Areals, aufwendige numerische Simulationen. Analytische Methoden
hingegen sind auf die Modellierung einzelner Wärmefahnen beschränkt und berücksichtigen nicht
deren Interaktionen.
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1. Einleitung

Pelzer und Schulte [PS24] entwickelten für diese Herausforderung eine zweistufige Methode
zur Vorhersage der Interaktion von Wärmepumpen unter dem Einsatz von Convolutional Neural
Networks (CNNs) mit U-Net-basierter Architektur. In der ersten Stufe schätzt ein Netzwerk die
lokale Temperatur ausgehend von einer einzelnen Wärmepumpe. Basierend auf dieser Vorhersage
prognostiziert ein weiteres Netzwerk die Interaktion mehrerer Wärmepumpen. Die optimierten
Netzwerke erhalten Inputdaten in 2D und erreichen in beiden Stufen einen Root Mean Squared
Error von etwa 0.1 °C.

Eine Erweiterung dieses Ansatzes auf eine dritte räumliche Dimension ermöglicht die Erfassung
von Tiefeninformationen benachbarter Zellen, die im zweidimensionalen Bereich verloren gehen
[HES21]. Durch diese zusätzliche Dimension kann der dynamische Prozess der Wärmeausbreitung
im Grundwasser realistischer modelliert werden, da sich dreidimensionale Inputparameter und
spezielle 3D Effekte wie Niederschlag einbeziehen lassen.

CNNs in drei Dimensionen sind enorm leistungsfähig, jedoch aufwendiger zu optimieren und
trainieren als ein 2D Modell, da die zusätzliche Dimension deutlich größere Datenmengen und
eine höhere Rechenleistung erfordert [SWG+20]. Angesichts der kontinuierlichen Entwicklung
moderner Graphics Processing Units (GPUs) und der Möglichkeit, Berechnungen effizient auf die
GPU auszulagern, kann das Potential von 3D Netzwerken umfassender untersucht werden.

Daher analysieren wir in unserer Arbeit die Genauigkeit und den erforderlichen Rechenaufwand
eines 3D Netzwerks im Kontext der Wärmefahnenvorhersage von Grundwasserwärmepumpen in
Open-Loop-Systemen. Dazu erweitern wir das 2D CNN aus der Arbeit von Pelzer und Schulte [PS24]
um eine räumliche Dimension, beschränkt auf die erste Stufe ohne Interaktion von Wärmefahnen.

Die 3D Inputdaten für unser Netzwerk sind mit der Software PFLOTRAN [LHL+15] simuliert.
Das optimierte 3D CNN wird mit zwei Datensätzen mit 100 und 1000 Datenpunkten (dp) trainiert.
Unser Fokus liegt auf dem Vergleich zwischen dem 2D Modell aus der Arbeit von Pelzer und
Schulte [PS24] und unserem 3D Modell hinsichtlich des Speicherbedarfs, der Trainings- und
Inferenzzeiten sowie der Metriken Root Mean Squared Error (RMSE), Mean Absolute Error (MAE),
Averaged Absolute Error (AAE) und Percentage Above Threshold (PAT), dem prozentualen Anteil
an Fehlerzellen über 0.1°C.

Die Arbeit beginnt in Kapitel 2 mit den relevanten Grundlagen zu CNNs und der speziellen
Architektur U-Net. In Kapitel 3 befassen wir uns mit verwandten Arbeiten, die Vergleiche zwischen
2D und 3D CNNs sowie die Modellierung von Wärmefahnen behandeln. Anschließend erläutern wir
in Kapitel 4 unsere Implementierung und Vorgehensweise bei der Netzwerkoptimierung. Wir gehen
auf unsere verwendeten 3D Rohdatensätze ein, erklären die Datenvorbereitung für das Training
und stellen Architektur und Trainingskonfiguration unseres 3D Modells vor. Zudem geben wir die
verwendeten Auswertungsmetriken an und legen die grundlegenden Unterschiede in Architektur,
Training und Datensätzen zwischen den 2D und 3D Modellen dar. In Kapitel 5 präsentieren
wir die Ergebnisse unseres Experiments und diskutieren diese. In Kapitel 6 analysieren wir die
Einschränkungen unserer Studie und setzen unsere Ergebnisse in den Kontext der aktuellen Forschung.
Abschließend fassen wir die wichtigsten Erkenntnisse zusammen und stellen Anknüpfungspunkte für
zukünftige Arbeiten vor. Im Anhang A sind zusätzliche Daten, Grafiken und Materialien enthalten,
die die Ergebnisse der Arbeit unterstützen.

14



2. Grundlagen von CNNs und U-Net

In diesem Kapitel erklären wir anhand des Aufbaus und des Trainingsablaufs die Funktionsweise
eines allgemeinen Convolutional Neural Networks (CNNs). Insbesondere gehen wir auf die einzelnen
Komponenten eines CNNs ein. Im Anschluss erklären wir die spezielle Architektur U-Net [RFB15]
und schließen mit einem kurzen Vergleich der 2D und 3D Convolution.

2.1. 2D CNN

Wir betrachten in diesem Abschnitt den Aufbau eines CNNs und beschreiben die verschiedenen
Layer, die zur Merkmalsextraktion und Datenverarbeitung beitragen. Zudem erläutern wir den
Trainingsprozess, bei dem ein CNN die Gewichte seiner Kernel lernt.

2.1.1. Aufbau

Der erste Layer eines CNNs ist der Input Layer, der die Inputdaten enthält. Der letzte Layer, der als
Output Layer bezeichnet wird, erzeugt den Output eines Netzwerkes. Dazwischen befinden sich
die Hidden Layer, die aus den verschiedenen Komponenten Convolutional Layer, Activation Layer
und Pooling Layer bestehen [GBC16]. Die kategorisierende Komponente in einem CNN ist der
Convolutional Layer, was seinen Namen erklärt. Ein Netzwerk wird als CNN klassifiziert, wenn es
mindestens einen Convolutional Layer verwendet [GBC16].

Häufig werden in einem CNN auch Batch Normalisierungs (BatchNorms) Layer und finale
Fully Connected Layer eingesetzt [AZH+21].

Convolutional Layer verwenden die lineare mathematische Operation Convolution. Wird die
Convolution mit einem 2D Kernel der Größe 5 × 5 auf diskrete 2D Datenpunkte (x, y) angewandt,
entspricht das einer diskreten mathematischen Faltung im 2D Raum mit dem Operator ∗ und

( 𝑓 ∗ 𝑔) (𝑥, 𝑦) =
2∑

𝑘=−2

2∑
ℓ=−2

𝑓 (𝑥 − 𝑘, 𝑦 − ℓ)𝑔(𝑘, ℓ). Dabei ist 𝑔 eine diskrete Gewichtsfunktion, der

Kernel, und 𝑓 eine diskrete Funktion der 2D Inputdaten. Um die Gesamtgröße der Inputdaten
zu erhalten, werden zusätzliche Randwerte hinzugefügt. Dieses Verfahren wird als Padding
bezeichnet.

Häufig wird zusätzlich ein gelernter Bias-Term zu den gewichteten Inputdaten addiert. Dadurch wird
der Output des Aktivierungslayers verschoben, wodurch das Modell flexibler auf Inputdaten reagieren
kann. Die Parameter eines Modells umfassen die Anzahl der Kernelgewichte und Bias-Terme, die
während des Trainings optimiert werden [GBC16].
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2. Grundlagen von CNNs und U-Net

Eine Convolution bewirkt das Extrahieren eines Merkmals der Inputdaten, wie Kanten oder Texturen.
Ihr Ergebnis ist eine Merkmalskarte [GBC16]. Sowohl in Netzwerken mit wenigen als auch mit vielen
Convolutional Layern werden lokale Merkmale extrahiert. Deep Convolutional Neural Networks
(DCNNs), die eine Multi-Layer Architektur haben, können zusätzlich globale Eigenschaften lernen
[LLY+22].

Einem Convolutional Layer folgt typischerweise ein Activation Layer, der eine nichtlineare
Aktivierungsfunktion auf die Werte der Merkmalskarte anwendet, um komplexe nichtlineare
Beziehungen in den Daten zu modellieren [GBC16]. Ohne diese Nichtlinearität könnte das
Netzwerk nur lineare Abhängigkeiten erkennen und selbst ein DCNN würde letztlich nur eine
Linearkombination der Inputdaten erzeugen [LLY+22].

Ein Beispiel für eine Aktivierungsfunktion ist die Rectified Linear Unit (ReLU) [NH10], dargestellt
in Abbildung 2.1. Im Vergleich zu traditionellen Aktivierungsfunktionen wie Sigmoid oder Tanh
bietet die ReLU mehrere Vorteile. Da sie positive Werte beibehält und negative Werte einfach auf
Null setzt, ist sie rechnerisch effizient und beschleunigt dadurch den Lernprozess. Zudem unterstützt
sie die Konvergenz des Modells und wirkt in tiefen Netzwerken dem Verschwinden des Gradienten
entgegen [LLY+22]. Ein Nachteil der ReLU ist ihre Abbildung von negativen Werten auf genau Null.
Dies kann dazu führen, dass Kerneloutputs dauerhaft Null bleiben, wenn die Inputwerte konstant
negativ sind. Aus solchen Regionen kann das Netzwerk dann keine Merkmale mehr extrahieren
[LLY+22].

−6 −4 −2 0 2 4 6

0

1

2

3

4

5

𝑥

m
ax
(𝑥
,0
)

Abbildung 2.1.: ReLU Aktivierungsfunktion

Einem Convolutional Layer mit Aktivierung folgt typischerweise ein Pooling Layer, der die
räumlichen Dimensionen des Inputs reduziert, um die Anzahl der Parameter und Rechenaufwand
zu verringern [GBC16]. So extrahiert Max-Pooling (MaxPool) beispielsweise den Maximalwert
innerhalb einer bestimmten Nachbarschaft. Alternative Methoden sind Min-Pooling oder Durch-
schnittsbildung. Die Komprimierung des Inputs beschleunigt den Lernprozess, wirkt Überanpassung
entgegen [DV20] und bietet eine gewisse Invarianz bei kleinen Verschiebungen im Input [GBC16].
Ein Nachteil ist jedoch der Verlust an räumlicher Information.
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2.2. 2D U-Net CNN

Die BatchNorm [IS15] ist für das Training tiefer Netzwerke oft unerlässlich [TTC18]. Sie wirkt
dem Verschwinden des Gradienten entgegen, indem der Output eines Convolutional Layer mithilfe
von Mittelwert und Varianz eines Batches normalisiert wird [IS15]. Dabei wird das Netzwerk nicht
nur in seinen Vorhersagen deutlich genauer, es benötigt auch ein Vielfaches weniger Trainingszeit
und beschleunigt daher die Konvergenz [IS15]. Durch den Einsatz von BatchNorm reduziert sich
zusätzlich der Einfluss der Initialisierung und es können größere Lernraten eingesetzt werden, ohne
die Konvergenz zu beeinträchtigen. Zudem hat sie auch einen regularisierenden Effekt [IS15].

2.1.2. Training

Beim Training lernt ein CNN die Gewichte seiner Kernel, die aus dem Input eines Convolutio-
nal Layer eine gewichtete Summe bilden und so die Merkmalskarte erzeugen. Es gibt verschiedene
Lernverfahren, die beim Training von CNNs angewandt werden können. In dieser Arbeit verwen-
den wir Supervised Learning. Bei diesem Verfahren erhält das Modell während des Trainings
eine Grundwahrheit, die als Referenz für seine Vorhersagen dient. Die Abweichung zwischen
der Grundwahrheit und den Vorhersagen des Modells wird von einer Lossfunktion gemessen.
Dieser Fehler wird durch Backpropagation über das Netzwerk verteilt, um die Kernelgewichte
und Bias-Terme zu aktualisieren [GBC16]. Dabei werden die Ableitungen der Lossfunktion nach
den Gewichten und Bias-Termen berechnet [GBC16]. Basierend auf diesem Gradienten, passt
ein Optimierungsalgorithmus, meist Gradient Descent, die Gewichte und Bias-Terme nach jedem
Durchlauf eines Batches so an, dass der Fehler minimiert wird [GBC16]. Mit der Batchgröße kann
daher gesteuert werden, wie oft diese Aktualisierungen innerhalb eines Trainingszyklus erfolgen
[LLY+22].

Ziel beim Trainieren eines CNNs ist es, möglichst genaue Vorhersagen für beliebige, aber pro-
blemspezifische Inputdaten zu erhalten. Dabei wird die Fähigkeit eines Modells, bei unbekannten
Daten präzise Vorhersagen zu liefern, Generalisierung genannt. Dafür ist oft eine zeitaufwendige
Optimierung des CNNs erforderlich.

2.2. 2D U-Net CNN

Das von Ronneberger et al. [RFB15] vorgestellte 2D U-Net ist ein CNN mit U-förmiger Architektur
und Skip Connections. Es besteht aus den in Abschnitt 2.1.1 erwähnten Basis-Layern, besitzt jedoch
keine Fully Connected Layer, da diese räumliche Informationen nicht erhalten. Die charakteristische
U-Form ergibt sich aus zwei komplementären Seiten: Auf der Kontraktionsseite (Encoder) wird
Pooling angewendet, um die räumliche Größe der Merkmalskarten schrittweise durch Daten-
komprimierung zu reduzieren. Auf der Expansionsseite (Decoder) wird Upconvolution, d. h. ein
transponierter Convolutional Kernel eingesetzt, um die Auflösung des Outputs wieder zu verbessern
[RFB15]. Die große Anzahl an Merkmalen, die Ronneberger et al. [RFB15] beim Upsampling
einsetzen, ergibt eine fast symmetrische Architektur. Skip Connections verbinden die Kontraktions-
mit der Expansionsseite und ermöglichen es, detaillierte Merkmale aus früheren Layern direkt an
spätere Layer weiterzugeben. Diese Merkmale werden mit den Kontextinformationen aus tieferen
Layern kombiniert, wodurch eine präzise Lokalisierung der Objekte möglich wird [RFB15]. Daher
ist das 2D U-Net besonders effizient für Bildsegmentierungsaufgaben [RFB15].
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2. Grundlagen von CNNs und U-Net

2.3. 2D vs. 3D Convolution

Bei der Anwendung der Convolution wird ein Convolutional Kernel über gitterartig strukturierte
Inputdaten bewegt [GBC16]. Ein 2D Convolution Kernel hat eine Höhe und Breite. Er wird
daher, wie in Abbildung 2.2 oben zu sehen, in zwei Richtungen über ein Bild bewegt. Bei einem
3D Convolutional Kernel kommt die Dimension Tiefe hinzu. Er ist typischerweise würfelförmig
und seine Gewichte werden mit Voxel- anstatt Pixeldaten trainiert. Hierzu wird der 3D Kernel in alle
drei Dimensionen über die Voxeldaten bewegt und an jeder Position der Inputdaten eine gewichtete
Summe der Voxelwerte im Bereich des Kernels berechnet. Die Gleichung aus Abschnitt 2.1.1 erhält

damit eine zusätzliche Dimension: ( 𝑓 ∗ 𝑔) (𝑥, 𝑦, 𝑧) =
2∑

𝑘=−2

2∑
ℓ=−2

2∑
𝑚=−2

𝑓 (𝑥 − 𝑘, 𝑦 − ℓ, 𝑧−𝑚)𝑔(𝑘, ℓ, 𝑚).
Der Kernel 𝑔 ist nun dreidimensional mit Größe 5 × 5 × 5 und 𝑓 ist ein 3D Volumen, das an den
Koordinaten (𝑥, 𝑦, 𝑧) abgetastet wird.

Bei der 3D Convolution wird Information in alle drei Dimensionen verarbeitet. Damit erhalten auf
3D Daten operierende 3D CNNs die Fähigkeit Tiefeninformation zu erlernen, welche ein 2D CNN
nicht oder nur gemittelt erlernen kann. Ein 3D CNN arbeitet nicht nur mit 3D Convolution, sondern
auch mit 3D Pooling und einer 3D Aktivierungsfunktion. Bei der Erweiterung eines 2D Netzwerkes
werden daher die Operationen von 2D auf 3D umgestellt.
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2.3. 2D vs. 3D Convolution

Abbildung 2.2.: Vergleich der Convolution in 2D und 3D: Auf der linken Seite sind die Inputdaten
zu sehen, rechts das Gesamtergebnis der Convolution als Merkmalskarte, nachdem
der Kernel über die vollständige Inputdaten geschoben wurde. Der Kernel mit
Beispielgröße 3 pro Dimension ist auf der linken Seite in rosa dargestellt. Das
Ergebnis einer einzelnen Convolution ist auf der rechten Seite in rosa dargestellt.
Die Pfeile X, Y und Z geben die Dimensionsrichtungen an, in die der Kernel
geschoben wird. Um die Gesamtgröße der Inputdaten zu erhalten sind zusätzliche
Randwerte nötig.
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3. Verwandte Arbeiten

In diesem Kapitel widmen wir uns dem aktuellen Forschungsstand zur Modellierung von Wär-
mefahnen im Grundwasser im Kontext von Grundwasserwärmepumpen in Open-Loop-Systemen.
Anschließend betrachten wir Studien, die sowohl CNNs als auch die U-Net Architektur für einen
Vergleich der Leistung zwischen 2D und 3D Modellen heranziehen.

3.1. Modellierung von Wärmefahnen

Zur Modellierung von Wärmefahnen durch Grundwasserwärmepumpen können analytische und
numerische Ansätze verwendet werden. Auch datengetriebene Modellierungsansätze haben in
jüngster Zeit Erfolge erzielt und werden zunehmend untersucht.

Zu den analytischen Modellen gehören unter anderem das Linear Advective Heat transport Model
(LAHM) [Kin87], welches das Temperaturfeld einer kontinuierlichen Punktquelle beschreibt und
das Planar Advective Heat transport Model (PAHM) [DR85], das von einer planaren Wärmequelle
ausgeht. Beide Transportmodelle sind traditionell für 2D Ansätze ausgelegt. Das PAHM wurde von
Hähnlein [HMB+10] weiterentwickelt, sodass es auch für 3D Anwendungen eingesetzt werden kann
[OKK+22]. Diese Modelle basieren auf vereinfachten Annahmen und neigen dazu, die Ausbreitung
der Wärmefahnen im Vergleich zu numerischen Modellen zu überschätzen [OKK+22].

Ein beliebtes numerisches Simulationsmodell für Grundwasserströmungen und Wärmetransport ist
das Finite Element Subsurface FLOW Simulation System (FEFLOW) [Die13]. Das Modell nutzt eine
mehrdimensionale Finite Elemente Methode und erlaubt die Modellierung komplexer geologischer
Systeme. Es kommt in 2D und 3D Grundwassersimulationen zum Einsatz, unter anderem in [LC09;
NO10; PAB+20; PBT+20]. Auch OpenGeoSys [KBB+12] nutzt die Finite Element Methode zur
Berechnung gekoppelter multiphysikalischer Prozesse in porösen und geklüfteten Medien. Simulator
for HEat and MAss Transport (SHEMAT) [Cla03] und seine Weiterentwicklung SHEMAT-Suite
[KRB+20] verwenden die Finite Differenzen Methode zur numerischen Lösung von Strömungs- und
Transportprozessen. PFLOTRAN [LHL+15] ist ein weiteres numerisches Simulationsprogramm
zur Modellierung von Strömungen und reaktiven Transportprozessen in porösen Materialien. Es
nutzt eine Finite Volumen Methode und ist speziell für parallele Berechnungen optimiert.

Ein anderes Modell stellt einen Kompromiss zwischen vereinfachten analytischen Modellen und
rechenintensiven Planungsmodellen dar. Das in Baden-Württemberg entwickelte webbasierte
Thermische Online Modell (TOM) ist ein stark vereinfachtes numerisches Grundwassermodell zur
Berechnung von Temperaturfahnen im Grundwasser [OKK+22]. Es verwendet DuMu𝑥 [FDE+11],
einen numerischen Simulator für Strömungs- und Transportprozesse in porösen Medien. Eine
Studie von Ohmer et al. [OKK+22] zeigt, dass TOM die analytischen Modelle LAHM und PAHM
deutlich übertrifft und vergleichbare Ergebnisse erzielt wie das FEFLOW Modell. Für kleinere
Wärmepumpanlagen mit Förderraten < 10 ℓ

𝑠
wird TOM daher als ausreichend genau empfohlen.
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3. Verwandte Arbeiten

Insgesamt sind jedoch einfache analytische Modelle und hochpräzise numerische Grundwassersi-
mulationen entweder zu ungenau oder zu rechenintensiv für eine alltägliche Nutzung [DLPS23].
Um dieser Herausforderung zu begegnen, werden datengetriebene Modellierungsansätze mit Neural
Networks untersucht, die eine schnellere und dennoch präzise Modellierung ermöglichen können.

Eine Methode sind Physics-Informed Neural Networks (PINNs) [RPK17], die in diesem Zu-
sammenhang eingesetzt werden können. PINNs beziehen physikalische Gesetze in Form von
Differentialgleichungen in den Lernprozess von Neural Networks ein und verringern so die be-
nötigte Trainingsdatenmenge. In der Arbeit von [Sch22] werden sie im 2D Bereich verwendet,
um die Übergänge zwischen zusammengefügten lokalen Wärmefahnenvorhersagen zu korrigieren.
Physics-Informed Neural Operators (PINOs) [LZK+24] erweitern den Ansatz der PINNs, indem
sie anstelle einer einzelnen Lösung einen gesamten Lösungsoperator lernen. Dadurch können sie
besser auf größere Bereiche generalisieren. In der Arbeit von Göhring [Göh23] wird ein PINO
für die dreidimensionale Modellierung einer Wärmefahne implementiert und dessen Genauigkeit
sowie Datenbedarf untersucht. Ein datengesteuerte Ansatz erweist sich mit nur 50 Datenpunkten
und ausreichender Genauigkeit als effizient, während ein rein physikgetriebener Ansatz diese
Genauigkeit nicht erreichen kann.

Andere Arbeiten setzen CNNs zur Vorhersage der Temperaturverteilung von Wärmefahnen ein.
Davis et al. [DLPS23] präsentieren in ihrer Studie drei Varianten einer modifizierten 2D U-Net
Architektur, die Darcy-Geschwindigkeitsfelder als Eingabedaten erhalten. Diese CNNs sind in
der Lage realistische Temperaturfelder unter geringerem Rechenaufwand als hochpräzise Löser
vorherzusagen. Allerdings stellt die genaue Vorhersage der Form von Wärmefahnen entlang der
Strömungsrichtung in einigen Fällen eine Herausforderung für die Netzwerke dar. Pelzer und
Schulte [PS24] entwickeln ebenfalls ein 2D U-Net, das auf Basis messbarer Eigenschaften aus
dem Untergrund wie Druckgradient und Permeabilität die Temperaturfelder vorhersagt. In einem
zweistufigen Ansatz wird zunächst eine lokale Wärmefahne modelliert, anschließend prognostiziert
ein weiteres CNN die Interaktion zwischen den Wärmefahnen. Die Autoren erzielen dabei eine
hohe Genauigkeit.

Die vorgestellten Arbeiten sind auf den 2D Bereich beschränkt. Eine verwandte Arbeit zur Mo-
dellierung von Temperaturfeldern mit einem 3D CNN, ist die Arbeit von Wang et al. [WWY+22].
Die Autoren verwenden eine U-Net-basierte 3D Architektur sowie Datensätze, die mit der Lattice
Boltzmann Method (LBM) [QCZK20] simuliert wurden, um Temperaturfelder und die zugehörige
effektive Wärmeleitfähigkeit in allgemeinen porösen Medien unter verschiedenen Randbedingungen
vorherzusagen. Das entwickelte CNN zeigt eine hohe Lernfähigkeit und erzielt geringe relative
Fehler bei deutlich kürzerer Trainingszeit im Vergleich zur LBM-Simulation. Im Gegensatz dazu
fokussieren wir uns auf den konkreten Anwendungsfall zur Wärmefahnenvorhersage von Grund-
wasserwärmepumpen in Open-Loop-Systemen und verwenden hydrogeologische Eingabeparameter
wie Permeabilität und Druckgradient.
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3.2. Vergleiche zwischen 2D und 3D CNNs

3.2. Vergleiche zwischen 2D und 3D CNNs

Dem effizienten Training von 2D CNNs mit geringerem Ressourcenaufwand steht das Potenzial von
3D CNNs gegenüber, die Genauigkeit aufgrund der Tiefeninformation von 3D Daten signifikant
zu steigern [EGB+23; PGT+22]. In den letzten Jahren wurde zunehmend untersucht, inwiefern
3D CNNs in der Videoklassifikation, Objekterkennung und weiteren Bereichen die Leistung von
2D Ansätzen übertreffen können – mit unterschiedlichen Ergebnissen.

Tran et al. [TBF+15] zeigen, dass 3D CNNs in der Videoklassifikation 2D Modelle bei der Genau-
igkeit übertreffen. Von ähnlichen Ergebnissen berichten Li [Li17] im Bereich der Objekterkennung
aus Punktwolken, Marinberg et al. [MCBP20] beim Schätzen von Multiple Input Multiple Output
(MIMO) Kanälen und Yu et al. [YYW+20] bei der Klassifizierung von Lungenknötchen anhand
von CT-Daten.

Neuere Studien zeigen die verbesserte Genauigkeit der 3D CNNs bei der Hirntumorsegmentie-
rung aus MRT-Bildern [PGT+22] und bei der Klassifikation von Druckstellen auf Orangen mit
hyperspektralen Bilddaten [PSZ+23].

Zudem wurde die Überlegenheit von 3D U-Nets bei der volumetrischen Bildsegmentierung demons-
triert: In der Studie von Çiçek et al. [ÇAL+16] lernt das 3D U-Net eine dichte 3D Segmentierung
aus der Markierung weniger Bildebenen und übertrifft sein 2D Pendant. Hassanzadeh et al. [HES21]
zeigen die hohe Präzision eines 3D U-Nets, dessen Netzwerkstruktur zunächst in 2D mit einem
evolutionären Algorithmus optimiert und anschließend durch den Austausch von 2D mit 3D Opera-
tionen in den 3D Bereich konvertiert wird. Dieser Ansatz führt bei der Optimierung zu erheblichen
Zeit- und Recheneinsparungen.

Allerdings sind die Ergebnisse in der Literatur nicht konsistent und in anderen Anwendungsfällen
erreichen 3D CNNs keine Genauigkeitsverbesserung gegenüber 2D Architekturen.

So stellen Kurmanji und Ghaderi [KG19] bei der Klassifizierung von Handgesten aus RGB-D-Daten
und Stamoulakatos et al. [SCM+21] bei der Bildklassifizierung von Unterwasservideos fest, dass
2D Modelle überlegen sind. Diese Ergebnisse bestätigen sich auch bei der Emotionserkennung
in Videos mit flachen CNNs [DHT23] sowie bei der semantischen Segmentierung auf MRT- und
CT-Daten mithilfe eines auf ResUnet-basierten Modells [CLS22].

Ein grundlegendes Problem für 3D Modelle ist die begrenzte Verfügbarkeit von Trainingsdaten
[CLS22; EGB+23]. Zudem erhalten 2D Modelle, die in einigen Vergleichen bessere Ergebnisse
erzielen, eine deutlich größere Anzahl an Inputdaten, da sie einzelne 2D Bildebenen aus 3D Volumina
nutzen und dadurch einen zahlenmäßig größeren Datensatz aufbauen können [CLS22; DHT23].
Insgesamt zeigen die Vergleiche, dass 3D Modelle erheblich mehr Rechenaufwand, längere
Trainingszeiten und höhere Speicherkapazitäten erfordern, da die zusätzliche Dimension größere
Modelle und Datensätze bedingt. Ein Zugewinn an Genauigkeit rechtfertigt daher nicht immer
den hohen Ressourcenverbrauch [YYW+20]. Es bedarf weiterer Forschung, um das Potential von
3D Ansätzen effizienter auszuschöpfen [EGB+23].
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4. Methodik

In diesem Abschnitt geben wir zunächst einen kurzen Überblick über die Implementierung unseres
3D CNNs. Anschließend erläutern wir unser Vorgehen bei der Hyperparameteroptimierung. Es
folgt eine Beschreibung der von uns verwendeten Daten sowie deren Vorbereitung. Weiterhin
werden die Architektur und das Training unseres 3D CNNs detailliert beschrieben, ebenso wie die
angewendeten Metriken zur Evaluation.

4.1. Implementierung

Wir erweitern den Code von Pelzer [Pel24b] für ein 2D CNN um eine weitere Dimension. Dazu
gehören die Erstellung eines 3D Netzwerks, die Datenvorbereitung sowie die Visualisierung und
das Messen von 3D Daten. Die Implementierung ist nur auf der ersten Stufe anwendbar, d. h. für
das Erlernen von Wärmefahnen ohne Interaktion.

Um ein 3D Modell zu erstellen, haben wir die 2D Operationen durch ihre entsprechenden
3D Varianten ersetzt. Für die Implementierung verwenden wir die Programmierbibliothek PyTorch
[AYH+24], die speziell für die Entwicklung neuronaler Netze konzipiert ist. Dieses Python-Package
nutzt GPU-Beschleunigung, um die Leistungsfähigkeit und Effizienz bei komplexen Berechnungen
zu steigern.

Zur Visualisierung der 3D Vorhersagen schneiden wir die XY- und ZY-Ebene auf Höhe des
Injektionspunktes aus. Dafür verwenden wir die für 2D Grafiken ausgelegte Python-Bibliothek
Matplotlib [Hun07]. Für die Messung von Metriken auf 3D Daten extrahieren wir ebenfalls die XY-
und ZY-Ebene auf Höhe des Injektionspunktes. Diese werden für einige Metriken zugeschnitten,
wie in Abschnitt 4.6.1 erläutert.

Unser Code ist auf Github https://github.com/ja-tk/1HP_NN/tree/release_24 verfügbar.

4.2. Hyperparameteroptimierung

Als Grundlage für unsere 3D Netzwerkarchitektur verwenden wir die 2D U-Net-basierte Architektur
aus der Arbeit von Pelzer und Schulte [PS24], deren Hyperparameter wir anschließend optimieren.
Für die Optimierung nutzen wir den Datensatz mit 100 dp und übernehmen die Netzwerkanpassungen
anschließend für das Training mit 1000 dp. Als Lossfunktion wählen wir das Mean Squared Error
(MSE) Loss wie im 2D Fall mit Definition im Anhang A.7 und eine Epochenanzahl von 200. Wir
behalten die Modellkonfiguration mit dem besten erreichten Validation Loss aus den jeweiligen
Optimierungen bei.
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4. Methodik

Die maximale Batchgröße wird zu Beginn auf 6 festgelegt, da sie durch den GPU-Speicher
limitiert ist. Eine Zweierpotenz kann zu einer besseren Ausnutzung der GPU-Leistung führen
[GBC16; LLY+22], daher testen wir zusätzlich die Batchgröße 4. Diese schneidet sowohl bei
der Trainingszeit pro Epoche als auch beim Validation Loss schlechter ab. Die typischerweise
eingesetzten Zweierpotenzen ab 32 [GBC16] sind speicherbedingt nicht umsetzbar.

Eine gleichzeitige Optimierung aller Hyperparameter ist aufgrund des exponentiell wachsenden
Suchraums und der damit verbundenen enormen Anzahl an Experimenten ineffizient [LLY+22].
Nach Li et al. [LLY+22] sollte die Learning Rate (LR) zuerst optimiert werden, da sie das Training
maßgeblich beeinflusst. Daher suchen wir zu Beginn nach einer geeigneten initialen LR. Aufgrund
der geringen Batchgröße erhöht sich die Varianz der Gradienten [GBC16]. Aus Stabilitätsgründen
und aufgrund von Lernschwierigkeiten des Modells reduzieren wir die initiale LR von 1 · 10−4 auf
5 · 10−5.

Für das weitere LR-Scheduling setzen wir den LR-Scheduler ReduceLROnPlateau aus Pytorch
[AYH+24] ein. Dieser Scheduler senkt die LR, wenn das Validation Loss über eine festgelegte
Anzahl von Epochen stagniert. Wir experimentieren mit verschiedenen Einstellungen, die finalen
Werte des LR-Schedulers sind in Tabelle 4.1 aufgeführt. Dabei gibt der Factor an, mit welchem
Wert die aktuelle LR multipliziert wird, falls sich keine Besserung ergibt. Cooldown ist die Anzahl
der Epochen, die nach einer LR-Reduzierung abgewartet wird, bevor der LR-Scheduler wieder
aktiv wird. Patience gibt die Anzahl der Epochen an, die der LR-Scheduler überwacht. Tritt keine
Verbesserung ein, reduziert der LR-Scheduler die LR. Min-LR setzt eine untere Grenze der LR für
alle Parameter.

Parameter Wert

Factor 0.5
Patience 10
Cooldown 10
Min-LR 1 · 10−6

Tabelle 4.1.: Einstellungen für den LR-Scheduler ReduceLROnPlateau von PyTorch [AYH+24]

Zur Optimierung der Hyperparameter Tiefe, initiale Merkmalsanzahl, Kernelgröße und Opti-
mierungsverfahren nutzen wir das Framework Optuna [ASY+19]. Dabei handelt es sich um
eine Python-Bibliothek, die eine automatische und effiziente Hyperparametersuche für benut-
zerdefinierte Suchräume ausführt. Unter Verwendung von PyTorch [AYH+24] erweitern wir
die vorhandene 2D Implementierung von Pelzer [Pel24a] auf Github. Die Erweiterung ist auf
https://github.com/ja-tk/1HP_NN/tree/optuna verfügbar.

Die mit Optuna untersuchten Hyperparameterbereiche sind in Tabelle 4.2 aufgeführt. Zur Op-
timierung des Optimierungsverfahrens wählen wir Adaptive Moment Estimation (Adam), Root
Mean Square Propagation (RMSprop) und Stochastic Gradient Descent (SGD) [Sun20]. Wir
merken an, dass das Optimierungsverfahren SGD in unserem Fall konstant deutlich schlechtere
Ergebnisse liefert als die anderen beiden Optimierungsverfahren, sodass wir es im weiteren Verlauf
der Hyperparameteroptimierung ausschließen.
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4.3. Datensatz

Parameter Wert

Optimierungsverfahren [Adam, SGD, RMSprop]
Tiefe [1, 2, 3]
Anzahl an Merkmalen, initial [8, 16, 32]
Kernelgröße [3, 4, 5]

Tabelle 4.2.: Einstellungen für die Hyperparameteroptimierung mit Optuna

Um eine geeignete initiale Anzahl von Merkmalen zu finden, setzen wir Zweierpotenzen ein.
Aufgrund hardwareseitiger Einschränkungen durch die GPU begrenzen wir die maximale initiale
Merkmalsanzahl auf 32.

Insgesamt erzielen wir mit Kernelgröße 5, Tiefe 3, Merkmalsanzahl 16 und dem Optimierungsver-
fahren Adam das geringste MSE Loss auf den Validationsdaten. Diese Konfiguration wählen wir
für unser Netzwerk.

Eine weitere wichtige Optimierung für tiefe Netzwerke ist eine geeignete Gewichtsinitialisierung
(Weight Initialization), um zu verhindern, dass sich Teile des Netzwerkes ungleichmäßig beteiligen
[RFB15]. Unsere verwendete Aktivierungsfunktion ist ReLU. Da es sich um keine symmetrische
Funktion handelt, wird bei der Verwendung einer ReLU die Kaiming-Normal-Initialisierung, auch
He-Initialisierung, empfohlen [HZRS15]. Ronneberger et al. [RFB15] empfehlen diese Initialisierung
ebenfalls für ihre U-Net Architektur. Es handelt sich um die Normalverteilung 𝑁 (0, 2

𝑛
), wobei 𝑛 die

Anzahl der Gewichte ist, die ein Filter auf die Inputdaten eines Convolutional Layers anwendet. Zur
Berechnung wird die Anzahl der eingehenden Kanäle 𝐶 mit den Dimensionen X, Y, Z des Kernels
multipliziert: 𝑛 = 𝐶 × 𝑋 × 𝑌 × 𝑍 . Bei einer Kernelgröße von 5 × 5 × 5 und vier Inputkanälen sind
das zu Beginn 5 · 5 · 5 · 4 = 500 Gewichte, was der Normalverteilung N(0, 0.004) entspricht.

Wir untersuchen die Kaiming-Normal-Initialisierung, deren Varianz zwischen den Convolutio-
nal Layern variieren kann sowie die Verteilung N(0, 0.004) mit konstanter Varianz, wie es ähnlich
im 2D Fall gemacht wurde. Die Versuche werden mehrfach durchgeführt, führen aber zu keiner
Verbesserung des Validation Loss, sodass wir an der ursprünglichen Einstellung von N(0, 0.02) für
alle Layer festhalten.

4.3. Datensatz

Die verwendeten 3D Datensätze sind mit der Simulationssoftware PFLOTRAN [LHL+15] erstellt
und werden von Pelzer zur Verfügung gestellt. Die beiden Datensätze mit 100 und 1000 dp sind auf
DaRUS verfügbar (https://doi.org/10.18419/darus-4533).

Eine Simulation hat fünf Zeitstempel und geht über 27.5 Jahre, um sicherzustellen, dass die
Wärmefahne einen Gleichgewichtszustand erreicht hat. Der erste Zeitstempel liegt vor dem Eintritt
des erwärmten Wassers ins Grundwasser und dient zum Einlesen der Inputdaten. Die Temperatur
aus dem letzten Zeitstempel nutzen wir als Grundwahrheit. Es handelt sich um eine 3D Box mit
64 × 256 × 64 Zellen und den Temperaturwerten der Wärmefahne, wie in Abbildung 4.1 zu sehen.
Alle Achsenlängen einer Zelle entsprechen 5 𝑚 in der Simulation. Daher deckt eine Box einen
3D Bereich von 320 𝑚 × 1280 𝑚 × 320 𝑚 ab.
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Abbildung 4.1.: Visualisierung einer PFLOTRAN-simulierten Wärmefahne mit ParaView
[AGL05]: Die Achsen geben die Anzahl der Zellen in jede Richtung an. Die Box
mit 64 × 256 × 64 Zellen entspricht einer Größe von 320 𝑚 × 1280 𝑚 × 320 𝑚

im Raum. Die Temperaturskala geht von dunkelrot bis dunkelblau über einen
Bereich von 10.6 bis 15.6 °C und gibt die Temperaturwerte der Wärmefahne an.
Im dunkelroten Bereich an Zellenposition 31 × 21 × 31 liegt der Injektionspunkt
des erwärmten Wassers.

Unsere Datensätze sind wie im 2D Fall [PS24] pysikalisch konsistent und mit realistischen
Wertebereichen simuliert. Die Einstellungen sind aber einfach gehalten: Der Injektionspunkt
innerhalb der Boxen ist über die Datensätze hinweg konstant. Permeabilität und Druckgradient sind
je Datenpunkt konstant, variieren aber zwischen den Datenpunkten. Die Permeabilität nimmt Werte
zwischen 1.05 · 10−11 und 4.71 · 10−9 𝑚2 an, der Druckgradient variiert zwischen −0.0035 und
−0.0015. Die Injektionsrate beträgt 0.24 · 10−3 ℓ

𝑠
und die Injektionstemperatur 15.6 °C. Weitere

Details können den Rohdaten auf DaRUS entnommen werden (https://doi.org/10.18419/darus-
4533).

4.4. Datenvorbereitung

Um das Training zu optimieren und unabhängige Leistungsmessungen sicherzustellen, wird jeder
Datensatz in Trainings-, Validations- und Testdatensatz im Verhältnis [0.7, 0.2, 0.1] aufgesplittet.
Die Daten werden in Tensorform gebracht und normalisiert, d. h. auf das Intervall [0,1] abgebildet.
Der Input für das CNN ist ein 5D Tensor mit den Dimensionen Batchgröße, Anzahl an Kanälen,
Anzahl Zellen in X-, in Y- und in Z-Richtung.

Die Inputparameter sind in Abbildung 4.2 beispielhaft an einem Datenpunkt dargestellt. Sie umfassen
den One-Hot-codierten Injektionspunkt des zurückgeführten Grundwassers ("i"), Permeabilität
("k"), Druckgradient ("g") sowie eine ausgewertete Signed-Distance-Function ("s"). Letztere gibt
den Abstand von jeder Zelle zum Injektionspunkt an. Die Abkürzungen innerhalb der Klammern
stehen für die jeweiligen Inputparameter.
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4.5. Architektur und Training

Abbildung 4.2.: Inputparameter des 3D CNNs als Schnitt in der XY-Ebene auf Z-Höhe des
Injektionspunktes. Die X-Achse gibt die Breite, die Y-Achse die Länge der
3D Wärmefahnenbox in [m] an.

4.5. Architektur und Training

In diesem Kapitel stellen wir die optimierte 3D Netzwerkarchitektur vor und gehen auf unsere
Trainingskonfiguration ein.

4.5.1. Netzwerkarchitektur

In unserer Arbeit verwenden wir ein Modell mit U-Net Architektur [RFB15]. Die Struktur unseres
3D CNN wird in Abbildung 4.3 dargestellt. Das Netzwerk hat eine U-Net Block-Tiefe von drei
und Convolution Kernel der Größe 5 × 5 × 5 (Conv5) mit Stride 1 × 1 × 1. Zur Aktivierung wird
ReLU eingesetzt. Das gesamte Netzwerk umfasst sieben U-Net Blöcke. Jeder U-Net Block ist aus
mehreren Layern aufgebaut: Conv5 mit ReLU, Conv5 mit BatchNorm und ReLU, Conv5 mit ReLU.
Das CNN hat vier Inputkanäle und einen Outputkanal. Zu Beginn wird die Merkmalsanzahl auf 16
gesetzt und mit jedem U-Net Block verdoppelt, beim Upsampling halbiert. Jedem Encoderblock
folgt ein MaxPool mit Kernelgröße 2 × 2 × 2 und Stride 2 × 2 × 2, jedem Decoderblock geht eine
Upconvolution (UpConv) voraus. Die Encoderseite ist mit der Decoderseite über einen U-Net Block
verbunden. Insgesamt besteht das Netzwerk aus 21 Convolutional Layer und einem zusätzlichen
Convolution Kernel der Größe 1 × 1 × 1 (Conv1), um die am Ende erhaltenen 16 Merkmalskarten
zur räumlichen Temperatur zusammenzufassen.

Um Vergleichbarkeit zu gewährleisten, belassen wir möglichst viele Einstellungen auf den Werten des
ursprünglichen 2D CNN [PS24]. Für den Rand verwenden wir Null-Padding, um die Dimensionen
der Daten beizubehalten. Die Dilation ist auf 1 eingestellt und der Bias aktiviert.
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4. Methodik

Abbildung 4.3.: Netzwerkarchitektur des 3D CNN. Das U-Net besteht aus sieben U-Net Blöcken.
Jeder U-Net Block ist aus mehreren Layern aufgebaut, die der Legende entnommen
werden können. Nach jedem Encoder U-Net Block wird MaxPool eingesetzt, vor
jedem Decoder U-Net Block UpConv. Die Pfeile entsprechen Skip Connections.
Die Zahlen unterhalb der Blöcke stehen für die Anzahl an Merkmalen oder der
Input- und Outputkanäle. Die Zahlen links der Blöcke zeigen die Dimensiongrößen
in X-, Y- und Z-Richtung an. Um die Anschaulichkeit zu erhöhen, wurde auf die
Darstellung der dritten Dimension Z verzichtet. (based on: [PS24])

4.5.2. Training

Eine Übersicht der Trainingskonfiguration befindet sich in Tabelle 4.3. Wir trainieren mit dem
Optimierungsverfahren Adam und einer Batchgröße von 6. Die initiale LR beträgt 5 · 10−5

und wird schrittweise während des Trainings reduziert. Dazu verwenden wir den LR-Scheduler
ReduceLROnPlateau mit den Einstellungen aus Tabelle 4.1. Die zu minimierende Lossfunktion ist
anfänglich MSE. Für das 3D Modell mit 1000 dp wechseln wir im späteren Verlauf auf SmoothL1
mit 𝛽 = 0.1. Die Definitionen der Lossfunktionen befinden sich im Anhang A.7. Pro Epoche
vergleichen wir das neu erreichte Validation Loss mit dem bisher erreichten Bestwert. Ein Modell
mit besserem Validation Loss wird abgespeichert. Für unsere Analyse wählen wir das zuletzt
gespeicherte Modell, sofern nichts anderes angegeben. Für das Training legen wir eine maximale
Epochenanzahl von 5400 für 100 dp und 600 für 1000 dp fest und setzen Early Stopping ein, sobald
keine signifikante Verbesserung im Validation Loss mehr zu beobachten ist.

Lossfunktion und Anpassungen. Da hohe Fehlerwerte die Gesamtleistung des Modells negativ
beeinflussen, testen wir in einem zusätzlichen Trainingsdurchlauf die SmoothL1 Lossfunktion
mit 𝛽 ∈ {0.1, 1}, um das Modell unempfindlicher gegenüber Ausreißern zu machen und wählen
das SmoothL1 Loss mit 𝛽 = 0.1 in der finalen Trainingskonfiguration für unsere 3D Modell mit
1000 dp.
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4.6. Bewertungsmetriken

Parameter Wert

Batchgröße 6
Epochen fallabhängig (siehe Kapitel 5)

Loss MSE (zu Beginn)
SmoothL1, 𝛽 = 0.1 (finale Anpassung für 3D, 1000 dp)

Learning Rate 5 · 10−5 initial
LR-Scheduler

Optimierungsverfahren Adam
Betas (0.9, 0.999)
Weight Decay 1 · 10−4

Weight Initialization N(0, 0.02)
BatchNorm N(1, 0.02)
Bias Initialization 0

Tabelle 4.3.: Trainingskonfiguration des 3D CNN

4.6. Bewertungsmetriken

Um die Leistungsfähigkeit eines CNNs zu bewerten, evaluieren wir die Vorhersagen auf den
Testdaten unter Verwendung der Metriken Root Mean Squared Error (RMSE), Mean Absolute Error
(MAE), zellbasierter Averaged Absolute Error (AAE) sowie Percentage Above Threshold (PAT),
die nachfolgend detailliert beschrieben werden. Zusätzlich untersuchen wir den Root Mean Squared
Error (RMSE) und Mean Absolute Error (MAE) auch auf den Trainings- und Validationsdaten,
um Rückschlüsse auf Überanpassung und Generalisierungfähigkeit des Modells zu ziehen. Zudem
geben wir für die Testdaten Varianz und Standardabweichung des zellbasierten Absolute Errors
(AEs) im Anhang A.5 an.

Zur Analyse des Rechenaufwands erfassen wir Trainings- und Inferenzzeiten, den Speicherbedarf
sowie die Anzahl der Modellparameter. Die Metriken werden im Folgenden erläutert.

4.6.1. Genauigkeit

In ihrer Arbeit geben Naser und Alavi [NA23] eine Übersicht über oft verwendete Metriken für
Regression und Klassifikation. Sie empfehlen die Verwendung mehrerer Metriken, um Einschrän-
kungen einzelner auszugleichen. Beispielsweise gewichtet der RMSE Ausreißer stärker und die
Einheit [°C] ist intuitiver als [°C2]. Daher verwenden wir mehrere Metriken, die wir nachfolgend
definieren.

Für die Leistungsanalyse messen wir den Root Mean Squared Error in [°C] mit 𝑅𝑀𝑆𝐸 =√︄
1

𝑚·𝑛
𝑚∑
𝑖=1

𝑛∑
𝑗=1

(
𝑡𝑖, 𝑗 − 𝑡𝑖, 𝑗

)2 und den Mean Absolute Error in [°C] mit 𝑀𝐴𝐸 = 1
𝑚·𝑛

𝑚∑
𝑖=1

𝑛∑
𝑗=1

��𝑡𝑖, 𝑗 − 𝑡𝑖, 𝑗
��

mit der wahren Temperatur 𝑡𝑖, 𝑗 , der vorhergesagten Temperatur 𝑡𝑖, 𝑗 , der Anzahl 𝑛 an Zellen
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4. Methodik

im Tensor und der Anzahl 𝑚 an Datenpunkten. Den AAE pro Zelle bestimmen wir in [°C],
indem wir den Absolute Error (AE) einer Zelle 𝑗 über den gesamten Datensatz summieren und
anschließend seinen Duchschnitt ermitteln: 𝑒 𝑗 =

1
𝑚

𝑚∑
𝑖=1

��𝑡𝑖, 𝑗 − 𝑡𝑖, 𝑗
�� , 𝑗 ∈ {1, ..., 𝑛}. Dieser unterstützt

dabei, die Vorhersagezellen zu identifizieren, die im Durchschnitt die größte Abweichung von
der Grundwahrheit aufweisen. Mit PAT messen wir den Prozentanteil der Fehlerzellen bezüglich
eines Datensatzes, deren AE die Schwelle von 0.1 °C überschreitet. Dies ermöglicht eine intuitive
Interpretation: Bei typischen Messungen der Grundwassertemperatur kann eine Genauigkeit von
0.1 °C erreicht werden [UKB24]. Eine niedrige Prozentzahl des PAT kann daher als Indikator für
eine hohe Genauigkeit betrachtet werden.

Unseren Metriken stimmen mit den Definitionen aus der Arbeit von Pelzer und Schulte [PS24]
überein.

Auswertung der 3D Modelle. Eine Auswertung der Fehlermetriken im gesamten 3D Bereich
könnte im Vergleich zu zweidimensionalen Analysen zu einer Verzerrung führen, da das Volumen
der Wärmefahne im Verhältnis zum Gesamtvolumen klein ist. Der Großteil des Volumens wird
kaum von der Wärmefahne beeinflusst. Dadurch fallen Fehler im Wärmefahnenbereich weniger
stark ins Gewicht, was sich positiv auf die Metriken auswirkt und ihre Aussagekräftigkeit bezüglich
der Genauigkeit einschränkt.

Um einen fairen Vergleich der 2D und 3D Modelle zu ermöglichen, extrahieren wir für unsere
Messungen die XY- und ZY-Ebene auf Höhe des Injektionspunktes aus den 3D Vorhersagevolumina.
Diese Ebenen werden auf 16 × 256 Zellen reduziert und entsprechen damit der Outputgröße der
2D Modelle, die wir für den späteren Vergleich heranziehen. Für die Analyse wählen wir die
schlechter abschneidene Ebene, da sie eine konservative Leistungsabschätzung erlaubt und zeigt,
wie das Modell im ungünstigeren Fall performt. Dies verhindert eine Verzerrung zugunsten der
3D Netzwerke und bietet eine realistischere Grundlage für die Gesamtbewertung des Modells.

Weiterhin berechnen wir den Wert der Zelle mit dem größten AAE und mitteln zudem den AAE in
X-Richtung, um das Randverhalten der 3D Modelle zu visualisieren.

4.6.2. Rechenaufwand

Um den Rechenaufwand unserer Modelle zu messen, definieren wir uns die Metriken Trainingszeit,
Inferenzzeit und Speicherbedarf.

Trainingszeit. Sie gibt die Dauer des Trainings auf einem Trainingsdatensatz an. Die Messung
beginnt nach der Datenvorbereitung und -initialisierung und endet nach dem Durchlauf der letzten
Epoche. Wir messen die Trainingszeit des Modells mit dem besten Validation Loss in [s] sowie
dessen benötigte Epochenanzahl. Aus den Messungen berechnen wir die benötigte Trainingszeit
pro Epoche in [s], pro Datenpunkt in [ms] und pro Zelle in [𝜇s].

Inferenzzeit. Sie umfasst die Zeit, die das Modell benötigt, um einen einzelnen Datenpunkt zu
verarbeiten. Die Zeitmessung wird exklusiv auf der GPU durchgeführt, beginnt unmittelbar bevor
dem Modell die Daten übergeben werden und endet nach Verarbeitung eines einzelnen Datenpunktes,
wobei zwischen GPU und Central Processing Unit (CPU) synchronisiert wird, um das exakte
Zeitende zu messen. Das Laden und Übertragen der Datenpunkte und des Modells findet vor der
Zeitmessung statt. Wir messen die benötigte GPU-Zeit für alle Datenpunkte eines kompletten
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Datensatzes einzeln und bilden anschließend den Mittelwert der Inferenzzeit für den gesamten
Datensatz. Zusätzlich geben wir die Inferenzzeit inklusive Ladezeit und Datenübertragung in den
Video Random Access Memory (VRAM) der GPU an. Die gemessene Einheit beträgt [s].

Speicherbedarf. Zur Ermittlung des Speicherbedarfs berechnen wir die Inputspeichergröße eines
einzelnen vorbereiteten Datenpunktes, gemittelt über 1000 dp. Dies spiegelt die tatsächliche
Datengröße wider, die ein Modell nach dem Training erhält.

Darüber hinaus geben wir die Modellspeichergröße sowie die Anzahl der Modellparameter an. Alle
Speichergrößen werden in [KB] angegeben.

4.7. 2D Modelle und Unterschiede

In diesem Kapitel stellen wir die verwendeten 2D Modelle vor, die als Basis für unseren Vergleich
dienen. Im Anschluss werden die wichtigsten Unterschiede zwischen den 2D und 3D Modellen
hinsichtlich Architektur, Training und Datensatzverwendung beschrieben. Diese Unterschiede
betreffen unter anderem die Anzahl der initialen Merkmale, die Lossfunktion, die Batchgröße sowie
die Art und den Umfang der Inputdaten.

4.7.1. Verwendete 2D Modelle

Da sich unsere Hardware, wie im Anhang A.1 beschrieben, von der ursprünglich für das 2D Modell
eingesetzten Hardware unterscheidet, führen wir das Training sowie alle Messungen neu durch.
Dabei behalten wir die ursprünglichen Einstellungen aus Anhang A.2 und die 2D Datensätze aus
Anhang A.3 bei. Das 2D Modell trainieren wir auf den Datensatzgrößen 100 dp und 1000 dp mit
den Inputkanälen "gksi"(siehe Abschnitt 4.3). Das Training wird dreimal durchgeführt.

In jedem Trainingsdurchlauf vergleichen wir pro Epoche das neu erreichte Validation Loss mit
dem bisher in diesem Training erreichten Bestwert. Ein Modell mit besserem Validation Loss wird
abgespeichert. Für unsere Analyse wählen wir das zuletzt gespeicherte Modell, sofern nichts anderes
angegeben.

4.7.2. Unterschiede zu 3D

Architektur. Die Architektur der 2D Modelle verwendet 32 im Vergleich zu 16 Merkmalen in den
3D Modellen und damit eine doppelt so hohe Anzahl initialer Merkmale. Diese Merkmalsanzahl
beeinflusst auch die Verdopplungs- bzw. Halbierungsstruktur der Merkmale zwischen den U-
Net Blöcken, wodurch die 2D Modelle insgesamt eine höhere Kapazität zur Merkmalserkennung
besitzen.

Training. Die 3D Modelle werden sowohl mit dem MSE Loss als auch mit dem SmoothL1 Loss
trainiert. Das SmoothL1 Loss wird dabei jedoch nur in einem einzigen Trainingsdurchlauf angewen-
det, während beim MSE Loss für die 2D und 3D Modelle drei Trainingseinheiten durchgeführt
werden.
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Begrenzte Speicherkapazitäten führen außerdem dazu, dass die 3D Modelle mit einer Batchgrö-
ße von 6 trainiert werden, während die Batchgröße bei den 2D Modellen 1000 beträgt. Dadurch
werden im Training der 3D Modelle die Gewichte auf Basis einer kleineren Anzahl von Datenpunk-
ten häufiger aktualisiert, was ein Gradientenrauschen verursachen und das Lernen erschweren kann,
wie in Abschnitt 4.2 erläutert. Deshalb legen wir für unsere 3D Modelle eine geringere initiale LR
fest.

Ein weiterer Unterschied besteht in der Anpassung der LR: Für die 3D Modelle wird ein automatischer
LR-Scheduler eingesetzt, während das Training der 2D CNNs einem festgelegten LR-Schedule folgt.
Da ein 3D CNN aufgrund der höheren Rechenanforderungen deutlich weniger Epochen trainiert
wird als ein 2D CNN, ist eine frühzeitige Anpassung der LR notwendig, um die Trainingsqualität
zu sichern. Ein langsamer Lernprozess fördert die Präzision, erhöht jedoch auch das Risiko, dass
das Modell in einem lokalen Minimum verbleibt. Die 2D Modelle können mit ihrem festgelegten
LR-Schedule und der höheren Batchgröße leichter ein globales Minimum erreichen, obwohl eine
hohe LR in diesem Fall die Gefahr birgt, lokale Minima zu überspringen, was das Lernen feiner
Details erschweren kann. Insgesamt wird die LR im 3D Training schneller reduziert als bei den
2D Modellen.

Zudem verwenden wir im Gegensatz zu den 2D Modellen im 3D Fall Early Stopping, was zu einem
vorzeitigen Abbruch des Trainings führen kann.

Datensätze Die 2D und 3D Datensätze wurden aus physikalisch konsistenten und realistischen
Wertebereichen generiert und sind in ihren Parametereinstellungen sehr ähnlich. Es bestehen jedoch
Abweichungen in der Permeabilität, die in Anhang A.6 beschrieben werden. Zusätzlich gibt es
Unterschiede in den Dimensionsgrößen der Datenpunkte: ein 2D Datenpunkt hat eine Größe von
16 × 256 Zellen, während ein 3D Datenpunkt aus 64 × 256 × 64 Zellen besteht. Ein 3D Datenpunkt
enthält somit 256-mal so viele Zellen wie ein 2D Datenpunkt und bezieht daher eine wesentlich
größere Umgebung mit ein, was sich auch auf die Berechnung der Metriken auswirkt. Um diesem
Problem zu begegnen, extrahieren wir eine Ebene aus dem 3D Volumen.

Die Testdatensätze werden, wie in Abschnitt 4.4 beschriebenen, als prozentualer Anteil eines
gesamten Datensatzes entnommen und weichen damit ebenfalls voneinander ab. Verschiedene
Variationen in den Testdatensätze können potentiell zu unterschiedlichen Ergebnissen führen und
dadurch die Evaluierung der Modelle beeinflussen.
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In diesem Kapitel führen wir eine Analyse der 2D und 3D Modelle durch, die auf den Datensätzen
mit 100 und 1000 dp trainiert wurden. Diese Modelle zeichnen sich durch das jeweils niedrigste
erreichte Validation Loss aus und werden im Folgenden häufig als "beste"Modelle bezeichnet.
Insgesamt erhalten wir vier Modelle auf Basis des MSE Losses: zwei 2D CNNs und zwei 3D CNNs
trainiert auf je 100 und 1000 dp. Im Folgenden bezeichnen wir die 2D Netzwerke als 2D-100 und
2D-1000 gemäß ihrer Datensatzgröße sowie die 3D Modelle als 3D-100 respektive 3D-1000.

Zudem testen wir zusätzlich die SmoothL1 Lossfunktion mit 𝛽 ∈ {0.1, 1}. Unser auf 1000 dp
trainiertes 3D Modell mit der SmoothL1 Lossfunktion bezeichnen wir als 3D-1000-L1.

Zunächst untersuchen wir die Leistung unserer 2D und 3D Modelle, die auf dem MSE Loss
trainiert wurden, indem wir die Genauigkeit und Generalisierungsfähigkeit der Modelle analysieren
und vergleichen. Im nächsten Kapitel gehen wir in Kürze auf die Ergebnisse der Modelle mit
SmoothL1 Lossfunktion ein und betrachten die Genauigkeit des 3D-1000-L1. Anschließend
vergleichen wir den Rechenaufwand aller Modelle, indem wir Trainings- und Inferenzzeiten sowie
Speicheranforderungen gegenüberstellen. Zudem untersuchen wir die Lerngeschwindigkeit und
fassen die Ergebnisse in einem finalen Überblick zusammen.

5.1. Leistungsanalyse der 2D und 3D Modelle

In diesem Abschnitt untersuchen wir Überanpassung und Generalisierungsfähigkeit unserer Modelle
mithilfe von Fehlermessungen auf Trainings-, Validations- und Testdaten. Wir vergleichen die
erreichte Genauigkeit der 2D und 3D Modelle unter Verwendung der Fehlermetriken auf den
Testdatensätzen.

Generalisierungsfähigkeit. Der Verlauf des Training und Validation Loss ist in Abbildung 5.1
dargestellt, die Epochenanzahl und erreichten besten MSE-Werte sind in Tabelle 5.1 aufgeführt.

Die Kurven des Training und Validation Loss liegen im 3D Fall als auch beim 2D-1000 in
Abbildung 5.1 eng beieinander, was darauf hindeutet, dass es zu keiner Überanpassung gekommen
ist. Im Gegensatz dazu weisen die Graphen des 2D-100 von Beginn an eine erhebliche Differenz
zwischen den beiden Losswerten auf, was auf eine verstärkte Anpassung an die Trainingsdaten
hindeutet. Dafür sprechen auch die gemessenen Fehlermetriken aus Tabelle 5.2. Das 2D-100
schneidet in allen Metriken auf den Test- und Validationsdaten deutlich schlechter ab als auf den
Trainingsdaten. Eine mögliche Erklärung dafür könnte die geringe Menge an Trainingsdaten im
Verhältnis zur Modellkomplexität sein, was zu einer schlechten Generalisierung führt.

Das 3D-1000 ist das einzige Modell, das ein klares Konvergenzverhalten zeigt. Beim 3D-100 sind
zunehmende Schwankungen im Validation Loss erkennbar. Es ist in Tabelle 5.1 zu beachten, dass
das 3D-100 aufgrund von wiederholten, aber geringfügigen Verbesserungen im Validation Loss
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eine deutlich höhere Anzahl an Epochen als das 3D-1000 trainiert wurde. Das 3D-100 könnte sich
auf einem Plateau befinden, auf dem es nur minimale, aber zunehmend instabile Fortschritte erzielt.
Die Metriken RMSE und MAE zeigen für das 3D-100 ähnliche Werte über alle drei Datensätze
hinweg. Der Anteil an Fehlerzellen über 0.1 °C steigt jedoch auf den Testdaten. Diese Abweichung
bleibt aber mit einer Differenz von 1.63 % bezüglich der Trainingsdaten gering und deutet darauf
hin, dass das Modell nicht überangepasst ist.

Die 3D Modelle und das 2D-1000 schneiden damit in allen Metriken auf ihren Testdatensätzen
ähnlich gut ab wie auf den Trainingsdatensätzen. Doch nur die geringen Werte des 2D-1000 deuten
auf eine gute Generalisierungsfähigkeit hin.

Training und Validation Loss der besten Modelle pro Epoche

Abbildung 5.1.: Graphen zum Training und Validation Loss pro Epoche der besten 2D und
3D Modelle: In Farbe blau für das Training Loss und in Farbe orange für das
Validation Loss. Der MSE ist normiert.

Modell Epochen MSE normalisiert
in [10−6]

train val

2D-100 24607 9.49 144.82
2D-1000 14250 6.75 9.17
3D-100 4418 3.57 2.14
3D-1000 234 2.64 3.29

Tabelle 5.1.: Erreichtes Validation Loss und zugehöriges Training Loss mit jeweiliger Epochenan-
zahl der besten Modelle. Dabei handelt es sich um das normierte MSE Loss, das im
3D Fall auf den gesamten 3D Bereich angewendet wird.
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5.1. Leistungsanalyse der 2D und 3D Modelle

Modell RMSE in [°C] MAE in [°C] PAT in [%]

train val test train val test train val test

2D-100 0.0242 0.0602 0.1800 0.0096 0.0215 0.0466 1.29 4.92 9.51
2D-1000 0.0133 0.0151 0.0142 0.0061 0.0069 0.0063 0.14 0.23 0.20
3D-100 0.0820 0.0813 0.0811 0.0260 0.0259 0.0286 5.51 5.85 7.14
3D-1000 0.0800 0.0803 0.0810 0.0300 0.0305 0.0309 7.92 8.09 8.39

Tabelle 5.2.: Berechnung der Metriken RMSE, MAE und PAT der besten Netzwerke, trainiert mit
den Datensatzgrößen von 100 und 1000 dp und ausgewertet an Trainings-, Validations-
und Testdatensatz.

Genauigkeit 2D vs. 3D. Für die Genauigkeitsanalyse der 3D Modelle wählen wir die schlechter
abschneidene ZY-Ebene. Die Werte beider Ebenen sind im Anhang A.4 dargestellt. Der Unterschied
zwischen den Ebenen ist in Bezug auf den RMSE und MAE sehr gering, jedoch verdoppeln sich
die Fehlerzellen über 0.1°C etwa. Die 3D Modelle haben Schwierigkeiten die vertikale Ausbreitung
der Wärmefahnen genau zu erfassen.

Im Vergleich der Fehlermetriken RMSE, MAE und PAT schneidet das 3D-100 insgesamt leicht
besser ab als das 3D-1000. Dies ist in Tabelle 5.5 vermutlich auf die fast doppelt so lange Trainingszeit
des 3D-100 zurückzuführen. Der RMSE des 2D-1000 ist zehnmal und sein MAE sechsmal besser
als der des 2D-100. Zudem weist es einen 31-mal besseren PAT als der des 2D-100 auf. Die
Verwendung eines zehnmal größeren Datensatzes im 2D Bereich führt damit zu einer signifikanten
Genauigkeitsverbesserung. Im 3D Fall hingegen tritt diese Verbesserung nicht ein.

Die 3D Modelle übertreffen in allen Metriken das 2D-100, liegen mit ihren Werten jedoch deutlich
näher am 2D-100 als am 2D-1000. Das beste 3D Modell 3D-100 zeigt 24-mal mehr Zellenfehlers
über 0.1 °C als das 2D-1000. Zudem zeigt es einen fünfmal höheren RMSE und einen viermal
höheren MAE als das 2D-1000.

Den geringsten Unterschied sowohl in der Differenz als auch im Verhältnis zwischen RMSE und
MAE zeigt das 2D-1000. Dies könnte darauf hindeuten, dass es insgesamt stabiler und weniger
anfällig für große Fehlvorhersagen ist.

Zur Visualisierung des dreidimensionalen zellweisen AAE extrahieren wir die XY- und ZY-Ebene
auf Höhe des Injektionspunktes und wählen die schlechter abschneidene ZY-Ebene für die weitere
Analyse. Zum Vergleich sind beide Ebenen am Beispiel des 3D-100 in Abbildung 5.2 dargestellt.
Zusätzlich betrachten wir alle ZY-Ebenen des dreidimensionalen AAE der 3D Modelle und stellen
fest, dass sich viele Zellen mit hohen Fehlerwerten auf Höhe des Injektionspunktes befinden. Dies
stützt unsere Wahl die Höhe des Injektionspunktes für unsere Messungen zu verwenden.

In Abbildung 5.3 ist zu sehen, dass alle Modelle Schwierigkeiten bei der Temperaturvorhersage am
und um den Injektionspunkt aufweisen. Dieses Verhalten könnte auf Glättungseffekte zurückzuführen
sein, die durch die Funktionsweise der Convolution entstehen. Der maximale AAE bleibt beim
3D-100 unter 1.6 °C, beim 3D-1000 unter 1.7 °C. Bei den 2D Modellen liegt der maximale AAE
unter 0.2 °C für das 2D-1000 und unter 0.3 °C für das 2D-100. Das leistungsstärkere 3D Modell
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5. Resultat und Diskussion

Zellbasierter Averaged Absolute Error des 3D-100 in [°C]

(a) ZY-Ebene

(b) XY-Ebene

Abbildung 5.2.: Visualisierung des Averaged Absolute Errors (AAEs) pro Zelle am Beispiel des 3D-
100: Oben wird der Schnitt in X-Höhe und unten in Z-Höhe des Injektionspunkts
angezeigt.

weist somit einen maximalen AAE auf, der achtmal höher ist als der des besten 2D Modells.
Die längliche weiße Fahne, die besonders gut bei den 3D Modellen zu erkennen ist, deutet auf
Schwierigkeiten bei der Vorhersage von Wärmefahnen entlang der Strömungsrichtung hin.

Das 2D-100 weist zusätzliche Vorhersageschwierigkeiten an den Rändern der Wärmefahnen auf,
was sich in den weißen ovalen Bereichen niederschlägt. Weiße Stellen am Rand und in den
Ecken der 2D Modell-Bilder lassen vermuten, dass die Vorhersage von Randwerten ebenfalls
herausfordernd ist, wahrscheinlich bedingt durch das verwendete Padding. In Abbildung 5.4 sind
ähnliche Schwierigkeiten auch bei den 3D Modellen erkennbar. Den Beobachtungen zufolge liegen
die Fehlerwerte an den Rändern beim 2D-1000 unter 0.1 °C und beim besten 3D Modell, in
X-Richtung gemittelt, unter 0.02 °C. Diese Werte erscheinen insgesamt sehr gering, stützen sich
jedoch auf die grafische Auswertung der Bilder in Abbildung 5.3 und Abbildung 5.4.

Die häufigeren Fehlerzellen der 3D Modelle scheinen besonders auf die Vorhersagen von Wär-
mefahnen entlang der Strömungsrichtung und auf den steilen Temperaturgradienten rund um den
Injektionspunkt zurückzuführen sein.

Insgesamt übertrifft das 2D-1000 alle anderen Modelle in der Genauigkeit mit sowohl niedrigeren
durchschnittlichen Abweichungen als auch weniger großen Fehlvorhersagen. Das beste 3D Modell
3D-100 hat nicht nur wesentlich häufiger Abweichungen oberhalb des Grenzwertes von 0.1 °C
als das 2D-1000, sondern vereinzelt auch deutlich höhere Fehlerwerte, was auf eine erhebliche
Ungenauigkeit hindeutet.
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5.2. Ergebnisse mit SmoothL1 Loss und Leistungsanalyse des 3D-1000-L1

Zellbasierter Averaged Absolute Error in [°C]

(a) 3D-1000

(b) 3D-100

(c) 2D-1000

(d) 2D-100

Abbildung 5.3.: Visualisierung des Averaged Absolute Error (AAE) pro Zelle mit gemeinsamer
Y-Achse in Meter. Für den zellbasierten 3D AAE wählen wir die ZY-Ebene auf
X-Höhe des Injektionspunktes.

5.2. Ergebnisse mit SmoothL1 Loss und Leistungsanalyse des
3D-1000-L1

In diesem Abschnitt präsentieren wir der Vollständigkeit halber in Kürze Ergebnisse aus verschiede-
nen Einstellungen der SmoothL1 Lossfunktion, widmen uns im Weiteren aber der Leistungsanalyse
des 3D-1000-L1.

Wir trainieren die 3D Modelle mit dem SmoothL1 Loss und 𝛽 ∈ {0.1, 1}. Das Validation Loss
während des Trainings ist in Abbildung 5.5 visualisiert. Nur das 3D Modell, das mit 1000 dp
und 𝛽 = 0.1 trainiert wurde, zeigt eine signifikante Verbesserung gegenüber den 3D Modellen
mit MSE Loss, wie in Tabelle 5.3 zu sehen ist. Dieses Modell bezeichen wir im Folgenden als
3D-1000-L1.
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5. Resultat und Diskussion

Zellbasierter Averaged Absolute Error in [°C] : gemittelt in X-Richtung

(a) 3D-1000

(b) 3D-100

Abbildung 5.4.: Visualisierung des zellbasierten Averaged Absolute Error (AAE) der 3D Modelle
mit gemeinsamer Y-Achse. Der AAE wird in X-Richtung gemittelt.

Da die anderen Modelle keine Verbesserungen aufweisen, werden sie im Weiteren nicht näher
betrachtet. Dennoch sei darauf hingewiesen, dass auch hier bei 3D Modellen mit 1000 dp Konvergenz
erkennbar ist, während dies bei 3D Modellen mit 100 dp nicht der Fall ist. Bei 100 dp ist zwar eine
langsame Verbesserung festzustellen, jedoch mit zunehmenden Schwankungen im Validation Loss.
Diese Instabilität, die auch beim MSE Loss auftritt, deutet auf die Schwierigkeit hin, eine stabile
Lösung zu finden, was durch die geringe Datenmenge bedingt sein könnte.

𝛽 dp Epochen RMSE in [°C] MAE in [°C] PAT in [%]

0.1 100 1073 0.127 0.050 14.4
0.1 1000 305 0.053 0.015 1.9
1 100 4410 0.100 0.035 10.7
1 1000 309 0.144 0.497 13.2

Tabelle 5.3.: Werte der Metriken RMSE, MAE und PAT der 3D CNNs mit SmoothL1 Lossfunktion,
ausgewertet am Testdatensatz und in ZY-Richtung.

Trainingsverlauf und Generalisierungsfähigkeit. Die Graphen in Abbildung 5.6 nähern sich an
und schwanken nur noch leicht, das Modell zeigt Konvergenz.

Die Auswertung von RMSE, MAE und PAT in Tabelle 5.4 zeigen für das 3D-1000-L1 ähnliche
Werte auf allen drei Datensätze, daher ist keine Überanpassung anzunehmen. Die niedrigeren Werte
im Vergleich zum 3D-1000 zeigen eine deutlich bessere Generalisierungsfähigkeit.
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5.2. Ergebnisse mit SmoothL1 Loss und Leistungsanalyse des 3D-1000-L1

Validation Loss verschiedener 3D Modelle mit SmoothL1 Loss

Abbildung 5.5.: Validation Loss pro Epoche der 3D Modelle mit SmoothL1 Loss: In Farbe blau für
das Training Loss und in Farbe orange für das Validation Loss. Das SmoothL1 Loss
ist normiert.

Modell RMSE in [°C] MAE in [°C] PAT in [%]

train val test train val test train val test

3D-1000-L1 0.0528 0.0527 0.0530 0.0145 0.0149 0.0147 1.81 1.91 1.86

Tabelle 5.4.: Berechnung der Metriken RMSE, MAE und PAT in ZY-Ebene des 3D-1000-L1,
ausgewertet an Trainings-, Validations- und Testdatensatz.

Genauigkeit 2D vs. 3D Für die Analyse der Genauigkeit verwenden wir die Fehlermetriken Root
Mean Squared Error (RMSE), Mean Absolute Error (MAE) und Percentage Above Threshold (PAT)
aus Tabelle 5.4 sowie den zellbasierten Averaged Absolute Error (AAE) mit Visualisierung in
Abbildung 5.7. Dabei beziehen wir uns auf die am Testdatensatz gemessenen Werte in Bezug auf
die ZY-Ebene, wie in Abschnitt 4.6.1 beschrieben.

Das 3D-1000-L1 hat einen 1.5-fach besseren RMSE, 1.9-fach besseren MAE und einen 3.8-fach
besseren PAT als das 3D-100. Der RMSE des 2D-1000 ist 3.7-mal, sein MAE 2.3-mal und sein
PAT 9.3-mal besser als der des 3D-1000-L1. Damit verbessert sich wie im 2D Fall auch im 3D Fall
die Genauigkeit signifikant bei Erhöhung des Datensatzes. Die Genauigkeit des 2D-1000 erreicht
das 3D-1000-L1 jedoch nicht.

In Abbildung 5.7 ist zu erkennen, dass auch das 3D-1000-L1 Schwierigkeiten bei der Temperatur-
vorhersage am und um den Injektionspunkt hat. Der maximale AAE des 3D Modells ist mit etwa
1.5 °C nach wie vor hoch. Die Vorhersage von Wärmefahnen entlang der Strömungsrichtung scheint
sich im Vergleich zum 3D-1000 verbessert zu haben, da die weiße längliche Wolke weniger deutlich
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5. Resultat und Diskussion

Training und Validation Loss des 3D-1000-L1

Abbildung 5.6.: Training und Validation Loss des 3D-1000-L1 pro Epoche : In Farbe blau für das
Training Loss und in Farbe orange für das Validation Loss. Das SmoothL1 Loss
ist normiert.

sichtbar ist. Dennoch bleibt die Herausforderung bestehen. Im unteren Bild sind weiße Stellen an
den Rändern und in den Ecken erkennbar, der Fehler scheint jedoch gering zu sein. Demnach stellt
vor allem der steile Temperaturgradient in der Nähe des Injektionspunktes eine Schwierigkeit bei
der Vorhersage dar.

5.3. Vergleich des Rechenaufwands der 2D und 3D Modelle

In diesem Abschnitt vergleichen wir den Rechenaufwand der 2D und 3D Modelle anhand der
Kriterien Trainingszeit, Speicherbedarf und Inferenzzeit. Zunächst wird die Trainingszeit analysiert
und zwischen den Modellen verglichen. Anschließend betrachten wir die Speicheranforderungen, die
sowohl von der Modellgröße und der Anzahl der Parameter als auch von der Größe der Inputdaten
eines einzelnen Datenpunktes abhängen. Abschließend vergleichen wir die Inferenzzeit, sowohl
ohne als auch mit Berücksichtigung des Ladens und der Übertragung der Daten auf die GPU.

Trainingszeit. Die gemessene Trainingszeit ist in Tabelle 5.5 dargestellt. Wir berechnen die Trai-
ningszeit pro Epoche, Datenpunkt und Zelle. Das 2D-1000 weist eine 5.1-mal längere Trainingszeit
auf als das 2D-100, während das 3D-100 1.9-mal so lange trainiert wird wie das 3D-1000 und
1.4-mal länger als das 3D-1000-L1. Im 2D Fall steigt die Trainingszeit bei größeren Datenmengen
also verhältnismäßig stärker an.
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5.3. Vergleich des Rechenaufwands der 2D und 3D Modelle

Zellbasierter Averaged Absolute Error des 3D-1000-L1 in [°C]

(a) ZY-Ebene

(b) Mittelwert in X-Richtung

Abbildung 5.7.: Visualisierung des zellbasierten Averaged Absolute Error (AAE) mit gemeinsamer
Y-Achse in Meter: oben die ZY-Ebene auf X-Höhe des Injektionspunktes, unten
der Mittelwert in X-Richtung.

Beim Vergleich zwischen den 2D und 3D Modellen ergibt sich eine acht bis 77.3-mal längere
Trainingszeit für die 3D Modelle. Dabei zeigt das 3D-1000-L1 eine 10.4-mal längere Trainingszeit
als das 2D-1000, das 3D-100 eine 77.3-mal längere Trainingszeit als das 2D-100. Mit steigender
Datenmenge verringert sich damit der relative Trainingszeitunterschied zwischen den 2D und
3D Modellen.

Die Trainingszeit pro Datenpunkt ist für das 2D-1000 um 0.1 ms niedriger als für das 2D-100.
Insgesamt skaliert jedoch die Trainingszeit pro Epoche für alle CNN mit der Datenmenge: Modelle
die auf der zehnfachen Datenmenge trainiert wurden, benötigen etwa die zehnfache Zeit pro
Epoche. Die Trainingsdauer für eine einzelne Zelle bleibt damit für ein CNN unabhängig von der
Datenmenge etwa gleich.

Bei gleicher Datensatzgröße ist die Trainingszeit pro Epoche für ein 3D Modell bis zu 489-mal
länger als für ein 2D Modell. Auf Zellebene verdoppelt sich die Rechenzeit mit den Faktoren 1.7 für
100 dp und 1.9 für 1000 dp nahezu.

Speicherbedarf. Die erhobenen Speichergrößen der Modelle und Inputdaten sowie die Anzahl der
Modellparameter können Tabelle 5.6 entnommen werden. Das 3D Modell benötigt 7243 KB mehr
Speicher als das 2D Modell und ist damit um 23.3 % größer. Die Speichergröße eines 3D Inputs
hingegen ist etwa 251-mal höher als bei einem 2D Input. Da ein 3D Input jedoch 256-mal mehr
Zellen umfasst als ein 2D Input, verringert sich im 3D Fall die Speichergröße pro Zelle um 2.2 %.
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5. Resultat und Diskussion

Modell Trainingszeit in

[h:min:s] [s pro Epoche] [ms pro dp] [𝜇s pro Zelle]

2D-100 00:34:49 0.08 0.85 0.21
2D-1000 02:58:53 0.75 0.75 0.18
3D-100 44:49:42 36.53 365.28 0.35
3D-1000 23:47:46 366.09 366.09 0.35
3D-1000-L1 31:04:37 366.81 366.81 0.35

Tabelle 5.5.: Berechnete Trainingszeit aller Modelle in verschiedenen Einheiten, sortiert nach
Dimension und Größe des Datensatzes.

Dim Parameteranzahl Speichergröße in [KB]

Modell vorbereiteter
Datenpunkt

2D 7756609 31061 67
3D 9567905 38304 16778

Tabelle 5.6.: Speichergröße der 2D und 3D Modelle sowie eines Datenpunktes nach der Vorbe-
reitung, gemittelt über die jeweiligen Inputdaten. Die Angabe erfolgt in Kilobyte.
Zusätzliche Angabe der Parameteranzahl.

Inferenzzeit. Die in Tabelle 5.7 dargestellten Messwerte zeigen, dass ein 3D Modell für die
Verarbeitung eines Volumens bis zu 45 ms in Anspruch nimmt. Im Vergleich benötigt ein 3D CNN
somit bis zu 26-mal mehr Zeit zur Verarbeitung eines einzelnen Datenpunktes als ein 2D CNN.

Unter Einbeziehung des Ladens und der Übertragung auf die GPU benötigt das 3D-1000-L1 68 ms
und damit neunmal mehr Zeit als das 2D-1000. Das 3D-100 benötigt 48 ms und damit 18-mal
länger als das 2D-100. Dies deutet darauf hin, dass die Effizienz der 3D Modelle in Bezug auf die
Inferenzzeit im Vergleich zu den 2D Modellen erheblich verringert ist.

5.4. Evaluierung des Lernfortschritts im Trainingsverlauf

Wir betrachten in diesem Kapitel die Effizienz der Modelle pro Epoche und Trainingszeit. Die
Effizienz pro Epoche gibt Aufschluss darüber, wie schnell ein Modell aus Daten lernt, während die
Trainingszeit zeigt, wie effizient die eingesetzte Rechenzeit für den Lernfortschritt genutzt wird.

In Abbildung 5.8 ist das Validation Loss der Modelle in Bezug auf die Trainingszeit und die Anzahl
der Epochen dargestellt. Ein Vergleich zwischen 2D und 3D ist hier jedoch nur eingeschränkt
möglich, da das MSE Loss im 3D Fall auf dem gesamten 3D Volumen berechnet wird und
dies, wie in Abschnitt 4.6.1 erläutert, die Metrik positiv beeinflusst. Zudem werden das MSE
und SmoothL1 Loss unterschiedlich berechnet, was ebenfalls einen direkten Vergleich zwischen
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5.4. Evaluierung des Lernfortschritts im Trainingsverlauf

Modell Inferenzzeit in [s]

ohne
Laden &
Übertragen

mit
Laden &
Übertragen

2D-100 0.0018 0.0026
2D-1000 0.0017 0.0076
3D-100 0.0441 0.0476
3D-1000 0.0441 0.0640
3D-1000-L1 0.0450 0.0683

Tabelle 5.7.: Gemessene Inferenzzeit der 2D und 3D CNNs, gemittelt über die Datensatzgrößen
100 dp und 1000 dp gemäß der in Abschnitt 4.6.2 beschriebenen Vorgehensweise.

den 3D Modellen erschwert. Um diese Vergleiche dennoch zu ermöglichen, wählen wir aus
den gespeicherten Zwischenmodellen während des Trainings eine gezielte Teilmenge aus, die in
bestimmten Trainingsphasen definierte Schwellenwerte im Validation Loss1 unterschreitet. Diese
Teilmenge werten wir anhand der Metriken RMSE, MAE und PAT auf den jeweiligen Testdatensätzen
aus. Eine Visualisierung dieser Metriken zu bestimmten Epochen und über Trainingszeitpunkten ist
in Abbildung 5.9 dargestellt.

Effizienz pro Epoche. Die Kurven der Modelle mit 1000 dp zeigen innerhalb ihrer jeweiligen
Dimensionalität in Abbildung 5.8 insgesamt einen schnelleren Abfall als die Kurven der Modelle mit
100 dp. Dies deutet darauf hin, dass eine höhere Lerneffizienz bei einer größeren Datenmenge vorliegt.
In Abbildung 5.9 ist zu erkennen, dass das 3D-1000 und 3D-1000-L1 über die ausgewählten Epochen
hinweg die höchste Lerneffizienz aufweisen. Beide Modelle zeigen jedoch nach etwa 170 Epochen
kaum noch Fortschritte. Das 2D-1000 lernt ebenfalls effizient, kann seine Lernleistung aber über
eine größere Anzahl an Epochen aufrechterhalten, was zu einer deutlich höheren Endgenauigkeit
führt.

Effizienz über die Trainingszeit. Zu Beginn des Trainings zeigen beide Modelle mit 100 dp
in Abbildung 5.8 eine kurzfristig erhöhte Lerngeschwindigkeit, was vermutlich auf die geringere
Datenmenge zurückzuführen ist. Allerdings werden sie im Laufe des Trainings von den Modellen
mit der zehnfachen Datenmenge überholt: Das 3D-1000 übertrifft das 3D-100 nach etwa 6 h
Trainingszeit, während das 2D-1000 das 2D-100 bereits nach etwa 6 min überholt. Insbesondere
erreicht das 3D-100 das Validation Loss des 3D-1000 erst nach der 1.4-fachen Trainingszeit. Die
Modelle mit 1000 dp und MSE Loss zeigen somit insgesamt eine effizientere Lernleistung in
Bezug auf die Trainingszeit. Das 3D-1000-L1 bleibt im Vergleich in Bezug auf Abbildung 5.8
unberücksichtigt, da es auf einer anderen Lossfunktion basiert.

Um alle Modelle miteinander zu vergleichen, betrachten wir Abbildung 5.9. Zwischen den 2D und
3D Modelle ist erkennbar, dass die Metriken beim 2D-1000 über die Trainingszeit hinweg deutlich
schneller sinken als bei allen anderen Modellen. Das 2D-100 zeigt zu Beginn ebenfalls einen

1{10−𝑛, 5 · 10−𝑛 | 𝑛 = 1, 2, ..., 6}
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5. Resultat und Diskussion

Validation Loss der besten Modelle pro Epoche und über die Trainingszeit

Abbildung 5.8.: Graphen der 2D und 3D Modelle zum normierten Validation Loss in Abhängigkeit
von der Epochenanzahl und der Trainingszeit.

schnelleren Lernprozess als die 3D Modelle, stagniert jedoch schließlich, vermutlich aufgrund der
zu geringen Datenmenge im Verhältnis zur Modellkomplexität. Auch die 3D Modelle zeigen nach
einigen Stunden nur noch moderate Verbesserungen. Dabei führt im 3D Fall mit MSE Loss die
zehnfache Datenmenge zu keiner wesentlichen Genauigkeitsverbesserung während des Trainings,
verkürzt jedoch die Trainingszeit. Mit der SmoothL1 Lossfunktion hingegen ist besonders in der
ersten Hälfte des Trainings ein schnelleres Absinken der Metriken zu beobachten.
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5.5. Zusammenführung der Ergebnisse zu Leistung, Rechenaufwand und Effizienz

Metrikenverlauf über ausgewählte Epochen und Trainingszeitpunkte

Abbildung 5.9.: Graphen der 2D und 3D Modelle zu RMSE, MAE und PAT: pro Epoche auf der
linken Seite, in Abhängigkeit von der Trainingszeit auf der rechten Seite.

Insgesamt scheint die größere Datenmenge von 1000 dp das Erkennen von Mustern in den Daten
zu beschleunigen, diese Modelle benötigen weniger Epochen und haben eine höhere Trainingsge-
schwindigkeit. Zudem lernen die 3D Modelle bei gleicher Datenmenge im Durchschnitt pro Epoche
schneller, was auf die zusätzlichen Informationen aus der dritten Dimension zurückzuführen sein
könnte. Über die Zeit hinweg sind jedoch die 2D Modelle durchschnittlich schneller.

5.5. Zusammenführung der Ergebnisse zu Leistung,
Rechenaufwand und Effizienz

In diesem Kapitel fassen wir wesentliche Erkenntnisse unserer Analyse zusammen und diskutieren
Leistung, Rechenaufwand und Effizienz der Modelle.

Die Ergebnisse zeigen, dass eine Datenmenge von 100 dp sowohl für den 2D Fall als auch für
3D Modelle nicht ausreicht. Im 2D Fall führt die geringe Datenmenge zu einer Überanpassung, da
vermutlich das Modell im Verhältnis zu den Daten zu komplex ist. Im 3D Fall zeigt das Modell
bei 100 dp sowohl mit MSE Loss als auch mit SmoothL1 Loss zunehmend instabiles Verhalten im
Training und keine Konvergenz, was ebenfalls auf eine unzureichende Datenmenge zurückzuführen
sein könnte. Das 3D Modell mit 100 dp erreicht eine bessere Genauigkeit als das 2D Modell mit
100 dp, weist jedoch mit einem PAT von 7.14 % immer noch viele Fehlerzellen über 0.1 °C auf.
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5. Resultat und Diskussion

Bei einer größeren Datenmenge von 1000 dp sehen wir im 2D Fall eine hohe Genauigkeit mit einem
PAT von 0.2 %. Das beste 3D Modell mit 1000 dp erreicht mit einem 9.3-mal höheren PAT diese
Genauigkeit nicht. Es zeigt jedoch mit einem PAT von 1.86 % eine Verbesserung von 5.28 % im
Vergleich zum PAT von 7.14 % des 3D-100. Das entspricht einer Reduktion der Fehlerzellen über
0.1 °C um 73.9 %. Zudem zeigen die 3D Modelle mit 1000 dp deutliches Konvergenzverhalten.

Die größere Datenmenge von 1000 dp beschleunigt das Erkennen von Mustern in den Daten und
führt insgesamt zu einer höheren Trainingsgeschwindigkeit. Bei gleicher Datenmenge lernen die
3D Modelle pro Epoche schneller, was auf die zusätzlichen Informationen aus der dritten Dimension
zurückzuführen ist. Über die Trainingszeit hinweg sind jedoch die 2D Modelle durchschnittlich
schneller.

Der Wechsel der Lossfunktion hat die Genauigkeit des 3D Modells mit 1000 dp verbessert. Das
Ausbleiben dieses Effekts beim 3D Modell mit 100 dp könnte auf die zu geringe Datenmenge sowie
den einmaligen Trainingsdurchlauf zurückzuführen sein.

Bezüglich des Rechenaufwandes zeigt sich, dass die Trainingszeit pro Epoche etwa mit der
Datenmenge skaliert. Bei steigender Datenmenge verringert sich der relative Trainingszeitunterschied
zwischen 2D und 3D Modellen. Dies ist auf die geringe Epochenanzahl durch schnelle Konvergenz
bei den 3D Modellen mit 1000 dp zurückzuführen. Dennoch benötigt ein 3D Modell pro Zelle
nahezu die doppelte Trainingszeit im Vergleich zu einem 2D Modell.

Die Speichergröße des 3D Modells ist um 7243 KB höher als die des 2D Modells. Ein 3D Inputda-
tenpunkt benötigt insgesamt 251-mal mehr Speicher als ein 2D Inputdatenpunkt, erfordert jedoch
auf Zellebene etwa 2 % weniger Speicher. Daher könnte der Speicher bei 3D Inputdatenpunkten
effizienter genutzt werden.

Die Inferenzzeit bei 3D Modellen beträgt bis zu 45 ms, was bis zu 26-mal höher ist als im 2D Fall.
Nimmt man Lade- und Übertragungsprozesse hinzu, benötigt das 3D-1000-L1 neunmal mehr Zeit
als das 2D-1000 und das 3D-100 18-mal länger als das 2D-100. Die Effizienz der 3D Modelle in
Bezug auf die Inferenzzeit ist daher im Vergleich zu den 2D Modellen erheblich verringert. Dies
zeigt, dass die Verarbeitung von 3D-Daten deutlich zeitintensiver ist.

Die Vorhersage von Wärmefahnen entlang der Strömungsrichtung bleibt für das 3D Modell auch
nach Losswechsel eine Herausforderung, obwohl hier eine deutliche Verbesserung eintritt. Die hohen
Fehlerwerte rund um den Injektionspunkt bleiben jedoch bestehen. Sie könnten auf Glättungseffekten
beruhen, die sich möglicherweise durch die zusätzliche Dimension viel stärker auswirken als es
in 2D der Fall ist. Anpassungen in der Architektur, des 𝛽-Parameters der Lossfunktion oder eine
Erhöhung der Datenmenge könnten Genauigkeitsverbesserungen bringen.

Insgesamt zeigt die Analyse, dass im 3D Fall eine Datenmenge von mindestens 1000 dp für
Konvergenz und gute Genauigkeit notwendig ist. Das beste 3D Modell zeigt eine Vervierfachung
des RMSE, Verdopplung des MAE und eine Verneunfachung der Fehlerzellen über 0.1 °C bei einer
etwa zehnfachen Trainingszeit im Vergleich zum 2D-1000. Wir vermuten, dass diese Abweichungen
vor allem durch den steilen Temperaturgradienten um den Injektionspunkt bedingt sind.
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6. Gesamtbewertung und Zukunftsausblick

In diesem Kapitel wird eine umfassende Bewertung der Ergebnisse dieser Arbeit vorgenommen,
gefolgt von einem Ausblick auf mögliche zukünftige Entwicklungen im Bereich der Temperatur-
vorhersage von Wärmefahnen in Grundwasserwärmepumpensystemen. Unsere Ergebnisse werden
im Kontext ihrer Limitierungen und ihrer Bedeutung innerhalb des aktuellen Forschungsstandes
betrachtet. Abschließend werden potenzielle Verbesserungen und Forschungsperspektiven vor-
geschlagen, die zur Optimierung der entwickelten Modelle beitragen und die Genauigkeit der
Vorhersagen weiter erhöhen können.

6.1. Limitierungen

Große Modelle wie 3D CNNs erfordern aufgrund ihrer zahlreichen Parameter umfangreiche
Datenmengen und lange Trainingszeiten, was den Umfang und die Tiefe möglicher Optimierungen
einschränkt.

Ein weiteres Limitierungspotenzial liegt in den zugrunde liegenden Trainingsdaten, die hinsichtlich
Permeabilität und besonders in der abgedeckten Dimensionalität variieren. Die 3D Daten umfassen
einen größeren Bereich um die Wärmefahne als die 2D Daten, was den Vergleich der Modelle
möglicherweise verfälscht haben könnte.

Zudem stellt die Leistungsmessung anhand einer 2D Ebene, die aus den 3D Volumina extrahiert
wurde, eine potenzielle Einschränkung dar. Bei diesem Ansatz bleiben große Teile des 3D Volumens
unberücksichtigt. Um eine repräsentative Ebene auszuwählen, vergleichen wir verschiedene Ebenen
und wählen jeweils die weniger präzise aus, um die Robustheit unserer Messung zu erhöhen. Es ist
wichtig zu beachten, dass unser 3D Modell möglicherweise benachteiligt wurde, da die Genauigkeit
der XY-Ebene die der ausgewählten ZY-Ebene übertrifft, wie in Anhang A.4 demonstriert.

Die Testdaten basieren auf simulierten Datensätzen, die keiner zusätzlichen Validierung unterzogen
wurden, was die Generalisierbarkeit der Ergebnisse potenziell einschränken könnte.

Schließlich wurde die Lossfunktion für das 3D Modell mit 1000 dp zu einem späten Zeitpunkt
geändert, was neue Optimierungen erforderlich machen könnte, um die Anpassung des Modells an
die Zielmetrik zu verbessern. Zudem könnte eine erneute Anpassung des Schwellenwerts 𝛽 der
SmoothL1 Lossfunktion die Leistungsfähigkeit weiter verbessern.
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6. Gesamtbewertung und Zukunftsausblick

6.2. Einbettung in den wissenschaftlichen Kontext

Frühere Arbeiten, wie jene von Pelzer und Schulte [PS24], zeigen, das 2D CNNs bei der Vorhersage
bemerkenswerte Ergebnisse erzielen können. Mit der Erweiterung um eine dritte Dimension kann
die räumliche Ausbreitung von Wärme realistischer erfasst werden, was potenziell zu genaueren
Vorhersagen führt. Trotz einzelner hoher Zellenfehlers im Bereich des Injektionspunktes erreicht
unser 3D-1000-L1 eine gute Genauigkeit mit einem PAT von 1.86 %. Es bleibt jedoch hinter dem auf
1000 dp trainierten 2D CNN von Pelzer und Schulte [PS24], das einen PAT von 0.2 % erzielt. Damit
leistet unsere Arbeit einen wichtigen Beitrag zur Optimierung der Grundwasserwärmepumpen-
Infrastruktur und zur Weiterentwicklung von Modellierungsansätzen in diesem Bereich.

Wie bereits in wissenschaftlichen Arbeiten in Abschnitt 3.2 dokumentiert, erfordern 3D CNNs
eine aufwendige Optimierung sowie erheblich höhere Trainingszeiten und Rechenressourcen
im Vergleich zu 2D Ansätzen. Die Uneinigkeit in der Literatur zur Leistungsfähigkeit von 2D
und 3D CNNs ist vermutlich auf die Spezifität der jeweiligen Anwendungsfälle und die damit
verbundene Optimierung zurückzuführen. In unserem Szenario konnten wir zeigen, dass ein
3D CNNs mindestens die Datenmenge eines leistungsfähigen 2D CNNs benötigt. Wir sind zudem
zuversichtlich, dass eine Erweiterung des Datensatzes weitere Genauigkeitsverbesserungen bringen
könnte.

Der erhöhte Rechenaufwand gegenüber 2D Modellen könnte sich dadurch rechtfertigen lassen,
dass ein 3D CNN die räumliche Struktur der Daten präziser erfassen und dreidimensionale
Parameter realistischer abbilden kann, da Grundwasserströmungen und Wärmetransportprozesse
dreidimensional verlaufen.

6.3. Zusammenfassung und Ausblick

In dieser Arbeit entwickeln wir ein 3D CNN mit U-Net Architektur [RFB15] als Erweiterung
eines 2D CNN, um die Temperatur von Wärmefahnen in Open-Loop-Systemen von Grundwas-
serwärmepumpen vorherzusagen. Das optimierte Netzwerk wird auf PFLOTRAN-simulierten
[LHL+15] Inputdaten trainiert. Unser bestes 3D Modell zeigt einen vierfachen Root Mean Squared
Error (RMSE), doppelten Mean Absolute Error (MAE) und neunmal mehr Fehlerzellen über
0.1°C bei zehnfach höherer Trainingszeit als das beste auf der Arbeit von Pelzer und Schulte
[PS24] basierende 2D Modell. Die Inferenzzeit ist im Vergleich zum 2D Modell um das 26-fache
erhöht. Unser Modell zeigt Schwierigkeiten bei der Vorhersage von Wärmefahnen entlang der
Strömungsrichtung und weist insbesondere hohe Fehlerwerte im Bereich des Injektionspunktes auf.
Um diese hohe Fehlerwerte zu senken, könnten weitere Anpassungen des Modells notwendig sein.
Unsere Ergebnisse zeigen, dass im 3D Fall eine Datenmenge von mindestens 1000 dp für effizientes
Lernen und Konvergenz notwendig ist. Der erhöhte Rechenaufwand gegenüber 2D Modellen könnte
durch die realistischere Modellierung von Wärmefahnen gerechtfertigt sein.
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6.3. Zusammenfassung und Ausblick

Ausblick

Diese Arbeit unterstützt die Optimierung der Grundwasserwärmepumpen-Infrastruktur durch die
Entwicklung eines 3D CNN zur Temperaturvorhersage von Wärmefahnen im Grundwasser. Die
zusätzliche räumliche Dimension erlaubt eine realitätsnähere Erfassung der Wärmeausbreitung,
was die Entscheidungsfindung bei der optimalen Platzierung von Grundwasserwärmepumpen
verbessern kann. Zukünftige Arbeiten sollten die Einbeziehung weiterer Inputparameter sowie
eine Vergrößerung der Datenbasis prüfen, um die Modellgenauigkeit weiter zu steigern. Eine
Erweiterung auf die zweite Stufe aus der Arbeit von Pelzer und Schulte [PS24] könnte zudem
die Wechselwirkungen von Wärmefahnen in den Modellierungsansatz integrieren und so die
Vorhersagequalität weiter verbessern.
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A. Anhang

A.1. Hardware

Alle Messungen werden auf der CPU AMD EPYC 9274F mit RAM 384GB DDR5, 48 Kernen
und 96 Threads ausgeführt. Das 3D CNN wird auf der GPU NVIDIA A30 24GB über die
Grafikschnittstelle CUDA trainiert.

A.2. 2D Architektur und Trainingskonfiguration

Parameter Wert

Merkmale 32 initial
Kernelgröße 5 × 5
Tiefe 3
Batchgröße 1000
Epochen 25000
Loss MSE
Optimierungsverfahren Adam

Learning Rate 1 · 10−4 initial
5 · 10−5 ab Epoche 1200
3 · 10−5 ab Epoche 5000

Weight Decay 1 · 10−4

Tabelle A.1.: Architektur und Trainingskonfiguration des 2D CNN

A.3. 2D Datensätze

Eingesetzt werden die 2D Datensätze "benchmark_dataset_2d_100datapoints"(https://doi.org/
10.18419/darus-3649) und "dataset_2d_small_1000dp"(https://doi.org/10.18419/darus-3650).
Die Originale der vorbereiteten 2D Daten und die Modelle aus der Arbeit von Pelzer und Schulte
[PS24] sind auf https://doi.org/10.18419/darus-3690 verfügbar. Die vorbereiteten 2D Daten und
Modelle aus unserem Experiment werden der Betreuerin separat ausgehändigt.
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A. Anhang

A.4. Fehlermetriken der 3D CNNs in ZY- und XY-Ebene

Modell Ebene RMSE in [°C] MAE in [°C] PAT in [%]

train val test train val test train val test

3D-100 ZY 0.082 0.081 0.081 0.026 0.026 0.029 5.51 5.85 7.14
XY 0.077 0.076 0.075 0.020 0.020 0.021 3.05 3.38 3.88

3D-1000 ZY 0.080 0.080 0.081 0.030 0.031 0.031 7.92 8.09 8.39
XY 0.073 0.074 0.074 0.023 0.024 0.024 3.75 3.87 3.97

3D-1000-L1 ZY 0.053 0.053 0.053 0.015 0.015 0.015 1.81 1.91 1.86
XY 0.051 0.052 0.052 0.011 0.012 0.011 1.28 1.35 1.34

Tabelle A.2.: Werte der Metriken RMSE, MAE und PAT in der XY- und ZY-Ebene auf Höhe des
Injektionspunkts der 3D Netzwerke, trainiert mit den Datensatzgrößen von 100 und
1000 dp und ausgewertet an Trainings-, Validation- und Testdatensatz.

A.5. Varianz und Standardabweichung des zellbasierten AEs

Die Varianz 𝑉 und die Standardabweichung 𝜎 des zellbasierten AEs berechnen wir mit 𝑉 =

1
𝑚·𝑛

𝑚∑
𝑖=1

𝑛∑
𝑗=1

(��𝑡𝑖, 𝑗 − 𝑡𝑖, 𝑗
�� − 𝑒 𝑗

)2 und 𝑒 𝑗 =
1
𝑚

𝑚∑
𝑖=1

��𝑡𝑖, 𝑗 − 𝑡𝑖, 𝑗
�� , 𝑗 ∈ {1, ..., 𝑛} sowie 𝜎 =

√
𝑉 .

Modell Ebene Varianz in [10−3 °C2] Standardabweichung in [°C]

train val test train val test

2D-100 XY 0.4 3.0 27.9 0.021 0.055 0.167

2D-1000 XY 0.1 0.2 0.1 0.011 0.012 0.012

3D-100 XY 2.3 2.4 2.0 0.048 0.049 0.045
ZY 2.4 2.5 2.0 0.049 0.050 0.045

3D-1000 XY 2.3 2.4 2.3 0.048 0.049 0.048
ZY 2.3 2.3 2.3 0.048 0.048 0.048

3D-1000-L1 XY 0.9 1.0 0.9 0.031 0.031 0.030
ZY 0.9 0.9 0.9 0.030 0.031 0.030

Tabelle A.3.: Varianz und Standardabweichung des zellbasierten Absolute Errors (AEs), gemessen
an Trainings-, Validation- und Testdatensatz.
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A.6. PFLOTRAN-Einstellungen in 2D und 3D

Parameter 2D 100 dp 2D 1000 dp 3D 100 und 1000 dp

Dimensionen 2 2 3
Gebiet [𝑚 × 𝑚 × 𝑚] 100 × 1280 × 5 100 × 1280 × 5 320 × 1280 × 320

Position [𝑚 × 𝑚 × 𝑚] 50 × 120 × 1 50 × 120 × 1 161 × 111 × 161
Injektionsrate [ℓ/𝑠] unbekannt unbekannt 0.00024

Injektionstemperatur [°C] 15.6 15.6 15.6
Permeabilität (case) perlin_noise perlin_v2 perlin_v2

Permeabilitätsfrequenz [2,8] [9,9] [1.8,1.8]
Permeabilität max [𝑚2] 6.65 · 10−9 5.10 · 10−9 4.71 · 10−9

Permeabilität min [𝑚2] 1.36 · 10−12 1.02 · 10−11 1.05 · 10−11

Druckgradient (min,max) (-0.0035, -0.0015) (-0.0035, -0.0015) (-0.0035, -0.0015)

Tabelle A.4.: PFLOTRAN-Einstellungen der Simulationen für 2D und 3D. Die Simulationen
unterscheiden sich in Permeabilität und Gebietsgröße.

A.7. Lossfunktionen

Wir verwenden die Lossfunktionen SmoothL1 und MSE Loss mit folgenden

Definitionen: 𝑆𝑚𝑜𝑜𝑡ℎ𝐿1 = 1
𝑁

𝑁∑
𝑖=1

𝑆𝑚𝑜𝑜𝑡ℎ𝐿1(𝑦𝑖 , 𝑦̂𝑖) wobei 𝑆𝑚𝑜𝑜𝑡ℎ𝐿1(𝑦𝑖 , 𝑦̂𝑖) ={
0.5
𝛽

· (𝑦𝑖 − 𝑦̂𝑖)2, für |𝑦𝑖 − 𝑦̂𝑖 | < 𝛽

|𝑦𝑖 − 𝑦̂𝑖 | − 0.5 · 𝛽, sonst
mit der Batch Size 𝑁 , dem wahren Wert 𝑦𝑖 und der

Vorhersage 𝑦̂𝑖 des 𝑖-ten Datenpunktes. Der Schwellenwert 𝛽 steuert den Übergang vom
quadratischen zum linearen Term. Der quadratische Term glättet den AE nahe Null und fördert
damit eine genaue Modellanpassung. Für größere Fehler geht die Funktion in den linearen Bereich
über und reagiert so weniger empfindlich auf Ausreißer.
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