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Zusammenfassung

Die kontinuierliche Weiterentwicklung von Dieselmotoren zur Erfiillung der gesetzlichen
und funktionalen Anforderungen, z. B. Verringerung der Emissionen und des Kraftstoff-
verbrauchs mit Berticksichtigung der Fahrbarkeit, hat zu einer erheblichen Zunahme der
Anzahl der notwendigen Sensoren und Aktuatoren am Motor gefiihrt. Fiir das Diesel-
Luftsystem bedeutet es die Einfiihrung eines Aufladungssystems, eines Systems fiir die Ab-
gasriickfithrung (AGR), eines Abgasnachbehandlungssystems (AGB), einer variablen Ven-
tilsteuerung, usw. Um das zunehmend komplexere System bei Dieselmotoren zu beherr-
schen, erfolgte die Entwicklung von ECU-Funktionen durch einen modellbasierten Ansatz.
Der Erfolg einer modellbasierten Entwicklungsmethodik beruht auf einer prazisen und
effizienten Modellierung des relevanten Motorverhaltens. Wegen der begrenzten Rechen-
leistung der Engine Control Unit (ECU) wird in der Regel eine Kombination aus physikali-
schen Modellen und den sogenannten Applikationsparametern fiir die Motormodellierung
bevorzugt. Die Applikationsparameter konnen Skalare oder ein- oder zweidimensionale
empirische Modelle sein und miissen im Regelfall durch Experimente am Motorpriifstand
bestimmt (appliziert) werden. Typische Beispiele solcher Applikationsparamter sind Kenn-
telder /Kennlinien (KF/KL) fiir die Modellierung der Zylinderfiillung (Liefergrad) und die
effektive Flache des AGR-Ventils.

In der vorliegenden Arbeit wird ein Arbeitsprozess entwickelt, der die ECU-Funktionen
tiir stationdre Zusammenhénge im Diesel-Luftsystem automatisch und mit moglichst ge-
ringem Messaufwand hinsichtlich der Anzahl der Messpunkte applizieren kann. Der Algo-
rithmus lauft im Rahmen einer sequentiellen Versuchsplanung, bei der ein Gaufisches Mo-
dell (GPM) mit nichtstationédrer Kovarianzfunktion angewendet wird, um die interessie-
renden Beziehungen zu approximieren. Fiir eine adaptive Versuchsplanung wird eine ak-
tive Abtast-Strategie entwickelt, die auf dem Konzept der Mutual Information (MI) ba-
siert und die optimalen Systemeingaben (Motordrehzahl, Kraftstoffmenge, Luftaktuatoren
usw.) aufgrund der Eingangsraumabdeckung, der inhomogenen Eigenschaften der Bezie-
hungen, der Unsicherheit der geschétzten Applikationssparameter und der Realisierbarkeit
der resultierenden Betriebspunkte auswéhlt. Das Verfahren ist in der Lage, das stationdre
Motorverhalten, das von den ausgewéhlten Systemeingaben aufgerufen wird, mit Hilfe der
physikalischen Struktur des Luftsystems und datenbasierten Modellen (GPM) der Appli-
kationsparameter vorherzusagen. Auf dieser Grundlage wird die Unsicherheit der Appli-
kationsparameter mithilfe erweiterter Kalman-Filter (EKF) geschitzt. Die Realisierbarkeit
eines Arbeitspunkts wird durch Vergleich des vorhergesagten Systemverhaltens mit den
Motorgrenzen bewertet.

Zur Validierung wurde der entwickelte Algorithmus an einem Motorpriifstand angewen-
det, um das Luftsystem eines Dieselmotors zu applizieren, der mit Hoch- und Niederdruck-
AGR, Turbolader mit variabler Geometrie (VGT) und variabler Ventilsteuerung (VVT) aus-

gestattet ist. Unter Verwendung des vorgestellten Ansatzes, der ca. 130 Messpunkten be-
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notigt, wurde eine vergleichbare Applikationsqualitdt wie bei einem herkémmlichen Ver-

fahren mit mehr als 800 Messpunkten erreicht.
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Abstract

The continuous development of diesel engines for meeting the legal and functional require-
ments, e.g. reducing emissions and fuel consumption while taking drivability into account,
has led to a significant increase in the number of sensors and actuators required for the en-
gine. For the diesel-air system it means to introduce a turbocharger, a system for exhaust
gas recirculation (EGR), an exhaust gas aftertreatment system, a variable valve control, etc.
In order to control such an increasingly complex system in diesel engines, ECU-functions
are developed by means of a model-based approach. The success of a model-based deve-
lopment methodology is based on a precise and efficient modeling of the relevant engine
behavior. Because of the limited computing power of an ECU, a combination of physical
models and so-called calibration parameters is usually preferred for engine modeling. The
calibration parameters can be scalar or one or two-dimensional empirical models and usual-
ly have to be determined (calibrated) by experiments on an engine test bench. Typical ex-
amples for such calibration parameters are lookup-tables for modeling the cylinder charge

(volumetric efficiency) and the effective area of the EGR valve.

In this thesis a procedure is proposed which is able to calibrate the ECU functions for sta-
tionary relationships, e.g. in the diesel-air system, automatically and with as little mea-
surement effort as possible in terms of the number of measurement points. The algorithm
runs within the framework of sequential experimental planning, in which Gaussian models
with non-stationary covariance functions are used to approximate the relations of interest.
For adaptive experimental planning an active sampling strategy is developed based on the
concept of mutual information and optimal system inputs (engine speed, fuel quantity, air
actuators, etc.) and which determines the resulting operating points, with respect to the
input space coverage, the inhomogeneous properties of the relations, the uncertainty of the
estimated calibration parameters and the feasibility of the operating points. The method
is able to predict the stationary engine behavior, which results from the selected system
inputs, by means of the physical structure of the air system and the data-based models of
the calibration parameters. On this basis the uncertainties of the application parameters are
estimated using extended Kalman filters. The feasibility of the operating point is checked

by comparing the predicted system behavior with the engine limits.

For validation the developed algorithm was implemented on an engine test bench to ca-
librate the air system of a diesel engine equipped with high and low pressure EGR, a va-
riable geometry turbocharger and variable valve timing. As a result, using the presented
approach, using as little as approx. 130 measurement points is enough to obtain a com-
parable application quality to that achieved by conventional methods with more than 800

measurement points.
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1 Einleitung

Der Dieselmotor zeichnet sich durch einen hohen Wirkungsgrad aus, der bei Fahrzeugen in
der Regel 40% betrdgt und bei Schiffen sogar 50% ([Reil2]) erreichen kann. Die kontinuierli-
che Entwicklung der gesetzlichen und funktionalen Anforderungen an die Dieselmotoren,
z. B. Verringerung der Emissionen und des Kraftstoffverbrauchs ohne Einbufse bei der Fahr-
barkeit, hat zu einer deutlichen Zunahme der Anzahl der benétigten Sensoren und Aktua-
toren am Motor gefiihrt. Fiir das Diesel-Luftsystem bedeutete es u.a. die Einfithrung eines
Aufladungssystems, eines Systems fiir die Abgasriickfiihrung (AGR), eines Abgasnachbe-
handlungssystems (AGB) und einer variablen Ventilsteuerung. Aufserdem haben Indus-
trie und Forschungsinstitute daran gearbeitet, solche Technologien weiter zu verfeinern.
Als Beispiele knnen die Entwicklung des elektrischen Verdichters und des zweistufigen
Turboladers sowie die Einfithrung der Niederdruck-AGR und der Technik der selektiven
katalytischen Reduktion (SCR) dienen. Um das zunehmend komplexere System in Die-
selmotoren in den Griff zu bekommen, erfolgte die Entwicklung eines Regelungssystems
und eines Systems fiir On-Board-Diagnose (OBD) u.a. durch einen modellbasierten An-
satz ([Ise14]). Der Erfolg der modellbasierten Entwicklung beruht auf einer prazisen und
effizienten Modellierung des relevanten Motorverhaltens. Wegen der begrenzten Rechen-
leistung der Engine Control Unit (ECU) wird in der Regel eine Kombination aus den physi-
kalischen Modellen und den sogenannten Applikationsparametern fiir die Motormodellie-
rung bevorzugt. Die Applikationsparameter konnen Skalare, ein- oder zweidimensionale
empirische Modelle wie z. B. Kennfelder /Kennlinien (KF/KL) sein und miissen im Regel-
fall durch Experimente bestimmt (appliziert) werden. In der vorliegenden Arbeit wird ein
neuartiger Algorithmus vorgeschlagen, um automatisch die KF/KL, welche die stationédren
Funktionsbeziehungen in der ECU-Funktion des Luftsystems eines Dieselmotors charak-

terisieren, mit moglichst geringem Messaufwand zu applizieren.

In diesem Kapitel wird versucht, den benétigten Hintergrund fiir weitere Erklarungen
und Analysen bereitzustellen. Zuerst wird in Abschnitt 1.1 die grundlegende Struktur und
Funktionsweise des Diesel-Luftsystems vorgestellt. Zusitzlich werden die dazugehorigen
ECU-Funktionen geschildert. Anschlieffend beschiftigt sich der Abschnitt 1.2 mit der Er-
lauterung der Applikation des Diesel-Luftsystems. Zuletzt werden in Abschnitt 1.3 das Ziel
und der Aufbau der Arbeit dargestellt.

1.1 Diesel-Luftsystem

In diesem Abschnitt werden zunéchst in Abschnitt 1.1.1 die Komponenten und die Funkti-
onsweise des Diesel-Luftsystems kurz vorgestellt. Anschlieflend wird in Abschnitt 1.1.2 auf
das Prinzip der Modellierung des Diesel-Luftsystems in der ECU eingegangen. Schliefdlich

werden die ECU-Funktionen fiir das Diesel-Luftsystem veranschaulicht.



2 1 Einleitung

1.1.1 Grundlagen des Diesel-Luftsystems

Dieser Abschnitt befasst sich mit den Komponenten des Luftsystems von Dieselmotoren.
Abbildung 1.1 gibt eine exemplarische Ubersicht der Komponenten eines Diesel-Luftsys-
tems. Wie gezeigt, setzt sich das Luftsystem aus Aufladungssystem und AGR-System zu-
sammen. Die Frischluft stromt zuerst durch ein Luftfilter bis zur Einleitstelle der Niederdr-
uck-AGR, wo die Luft dem gekiihlten Abgas zugemischt wird. Ein Verdichter komprimiert
das Gemisch, das danach durch den Ladeluftkiihler gekiihlt wird. Auf der anderen Seite
des Motors stromt das Abgas durch den Abgaskriimmer bis zu einer Turbine mit variabler
Turbinengeometrie (VTG), wo das Abgas dekomprimiert wird. Gleichzeitig wird dabei dem
Abgas Enthalpie entzogen. Stromabwiérts der Turbine fliefst das Abgas anschlieffend durch
ein Abgasnachbehandlungssystem, das z.B. mit Hilfe eines NOx-Speicherkatalysators (INS-
C) und eines DieselrufSpartikelfilters (DPF) die im Abgas verbleibenden Stickstoffoxide und
den Rufs reduziert. Danach verzweigt sich das Abgas jeweils in die Richtung der Abgasklap-
pe und des ND-AGR-Ventils. Stromabwiérts der Abgasklappe sorgt die Technik der SCR
fiir eine weitere Reduzierung der Stickstoffoxide. Zum Schluss fliefit das Abgas durch den

Schalldampfer, der den Larm reduzieren soll, in die Umgebung.

HD-AGR-Ventil Drosselklappe  Verdichter Luftfilter Frischluft

— — [}~
N4
< Ladeluftkiihler

ND-AGR-Ventil
] OO O O zytinder

ND-AGR-Kiihler

SCR Abgas

Turbine  NSC DPF  Abgasklappe  Schallddmpfer

Abbildung 1.1: Schematische Darstellung der Bestandteile eines beispielhaften Diesel-
Luftsystems; die schwarzen Pfeile zeigen die Stromungsrichtung der Frischluft und des
Abgases.

1.1.2 Modellbildung und modellbasierte ECU-Funktionen fiir das Diesel-Luftsystem

Die erfolgreiche Implementierung und Umsetzung der oben genannten technischen Fort-
schritte verlangt eine genaue und umfangreiche mathematische Modellierung des dyna-

mischen und stationdren Motorverhaltens.

Unter dynamischem Motorverhalten versteht man die dynamischen physikalischen Pro-

zesse, z. B. die Erwdrmung des Zylinderkopfs beim Kaltstart und die Beschleunigung des
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Turboladers beim Gasgeben. Bei der Modellierung des dynamischen Motorverhaltens liegt
der Schwerpunkt auf der Darstellung der zeitlichen und ridumlichen Verlaufe der physikali-
schen Grofien (Systemausgénge), die von den Eingangssignalen angeregt werden. Hinge-
gen ist in den meisten Fillen fiir die Motorentwicklung nicht das dynamische Systemver-
halten, sondern der eingeschwungene Systemzustand von Interesse. Diese Art von Motor-
verhalten wird dann im weiteren Verlauf der vorliegenden Arbeit als stationdres Motor-
verhalten bezeichnet. Die Modellierung des stationdren Motorverhaltens zielt darauf ab,
die Zusammenhédnge zwischen den Eingangssignalen und den dadurch angeregten und
schon eingeschwungenen Ausgangssignalen abzubilden. Ein gutes Beispiel dafiir ist die
Modellierung der Abgastemperatur abhdngig von der Drehzahl, der Einspritzmenge und
der Temperatur vor dem Einlassventil. Durch die Abbildung 1.2 wird der Unterschied zwi-
schen stationdrem und dynamischem Motorverhalten verdeutlicht. Zu beachten ist, dass
die Modellierung des dynamischen Motorverhaltens nicht Bestandteil der Arbeit ist und
daher nicht weiter diskutiert wird. Fiir mehr Informationen zur Modellbildung des dyna-
mischen Motorverhaltens siehe [Def11]. In dieser Abhandlung konzentrieren wir uns auf

die Untersuchung des stationdren Motorverhaltens.

Dynamisches Motorverhalten-Zeitlicher Verlauf

: \

L Stationdres Motorverhalten-Eingeschwungener Zustand

0 1 2 3 4 5 6 7 8 9 10
l " J

Zeitlicher Verlauf des Eingangssignals

Abbildung 1.2: Dynamisches Motorverhalten vs. Stationdres Motorverhalten; als Beispiel
wird der zeitliche Verlauf des Ausgangssignals Y (dicke Linie) genommen, das vom Ein-
gangssignal X (gestrichelte Linie) angeregt wird. Wahrend das dynamische Motorverhalten
durch den zeitlichen Verlauf des Ausgangssignals dargestellt wird, bezieht sich das sta-
tiondre Motorverhalten auf das eingeschwungene Ausgangssignal, das mit einem Kreuz
markiert ist.

Von der Modellstruktur her wird bei der Modellierung des Motorverhaltens von White-Box-
Modell, Grey-Box-Modell und Black-Box-Modell gesprochen ([Ise14]). Am einen Ende des
Spektrums steht das White-Box-Modell, das die physikalischen Zusammenhénge vollkom-

men mittels der entsprechenden Differentialgleichungen beschreibt, z. B. die Modellierung
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der Gasvermischung der Frischluft und des Abgases durch den Massen- und Enthalpie-
Erhaltungssatz. Am anderen Ende des Spektrums ist das Black-Box-Modell. Wegen der
komplexen Wirkungszusammenhénge des Systems werden dabei keine physikalischen Ge-
setze angewendet. In diesem Fall bleibt die Methode der datenbasierten Modellierung, die
lediglich das Eingangs-Ausgangs-Verhalten berticksichtigt, der einzige zielfithrende An-
satz, beispielsweise die Modellierung der Rufibildung. Was dazwischen im Spektrum steht
(das Grey-Box-Modell), ldsst sich normalerweise mit der Kombination von physikalischen
Gleichungen und datenbasierten Modellen darstellen. Die datenbasierten Modelle dabei
konnen skalare Parameter (nulldimensional) oder multidimensionale Kennfelder sein. Zur
besseren Lesbarkeit werden solche datenbasierten Modelle bzw. Teile in Grey-Box-Modellen
und Black-Box-Modellen in der vorliegenden Arbeit als empirische Modelle (EM) bezeich-

net.

In der ECU wird das gesamte Diesel-Luftsystem in Subsysteme unterteilt und mittels der
Fiill- und Entleermethode modelliert, um genaue und robuste Signale fiir das Regelungs-
system und OBD-System vorzubereiten. Abbildung 1.3 stellt eine Ubersicht iiber die Sub-
systeme dar. Neben der Berechnung der gewshnlichen Messgrofien wie z. B. Temperatu-
ren, Driicke etc. werden auch nicht-messbare Grofien wie Luftzahl, AGR-Massenstrom etc.
durch die ECU-Funktionen geliefert. Aufserdem sind die ECU-Funktionen fiir die Bereit-
stellung hochwertiger Signale verantwortlich, die auch als Ersatzwerte fiir entsprechende
fehlende Sensorsignale eingesetzt werden konnen. Wie schon erwdhnt, werden bei den
ECU-Funktionen hdufig Grey-Box-Modelle verwendet, um einen Kompromiss zwischen
Modellgenauigkeit und Berechnungskomplexitdt zu erlangen. Dabei werden die EM nor-
malerweise durch KF/KL dargestellt. Als Beispiel ist das Kennfeld fiir den Luftaufwand in
Abbildung 1.4 zu sehen, das fiir die Modellierung der Zylinderfiillung verwendet wird.

1.2 Applikation des Diesel-Luftsystems

In der Motorentwicklung besteht die Aufgabe darin, nachdem die Struktur und die Funk-
tionalititen der ECU-Funktionen festgelegt sind, die vorhandenen ECU-Funktionen zu ap-
plizieren. Der Begriff Applikation kann mehrdeutig sein, da er sich in den meisten Fallen
auf Aktivitdten bezieht, die darauf abzielen, den Motor anzupassen, damit er ein Opti-
mum hinsichtlich der Emission, der Leistung und des Kraftstoffverbrauchs etc. erreicht,
was in dieser Arbeit als Motorapplikation bezeichnet wird. Hier bedeutet Applikation die
Bedatung der KF/KL in den ECU-Funktionen, so dass die funktionale Beziehung mit aus-
reichender Genauigkeit angendhert wird, was genau Gegenstand dieser Arbeit ist und im
weiteren Verlauf als ECU-Funktionsapplikation bezeichnet wird. Dartiber hinaus ist zu be-
achten, dass in dieser Arbeit nur die Applikation der KF/KL behandelt wird, die das sta-
tiondre Motorverhalten reprasentieren. Die KF/KL dieser Art werden als stationdre KF/KL
bezeichnet. In den folgenden zwei Abschnitten werden die Motorapplikation und die ECU-

Funktionsapplikation erkléart.
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Abbildung 1.3: Schematische Darstellung der Subsysteme im Diesel-Luftsystem; in der
Fiill- und Entleermethode besteht das System aus Behéltern und Klappen; auf dem Bild
werden die Behilter mit gestrichelten Linien umrahmt; Klappen werden durch ein kleines
Ventil-Zeichen dartiber bezeichnet.
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Abbildung 1.4: Typisches Kennfeld fiir die Darstellung eines empirischen Zusammen-
hangs.
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1.2.1 Motorapplikation

Auch wenn die Motorapplikation nicht das Hauptthema dieser Abhandlung ist, kénnen
die Techniken, die in der Motorapplikation verwendet werden, hilfreich fiir die Untersu-
chung der ECU-Funktionsapplikation sein. Deswegen lohnt es sich auf jeden Fall, einen
Einblick in den Arbeitsprozess und die dabei eingesetzten Techniken zu gewinnen. Bei der
Motorapplikation geht es im Prinzip um einen Arbeitsprozess fiir die Erstellung der soge-
nannten Sollwertkennfelder fiir die Verstellparameter des Motors. Im Normalfall wird das
Sollwertkennfeld arbeitspunktabhingig aufgestellt und die Eintrdge davon sind entweder
Verstellparameter, die durch Open-loop-Systeme angesteuert werden, z. B. die Einspritz-
dauer und das Timing der Einspritzung ([Ise14]), oder Regelgrofien, die von Closed-loop-
Systemen eingeregelt werden sollen, beispielsweise der Ladedruck, die Zylinderfiillung
und die AGR-Rate. In Abbildung 1.5 wird die Anwendungsszene der Motorapplikation
schematisch dargestellt. Im Verlauf der Motorapplikation wird an jedem Arbeitspunkt des
Motors durch Einstellen der oben genannten Verstellparameter so appliziert, dass ein be-
stimmtes Ziel beztiglich z. B. der Emissionen, des Kraftstoffverbrauchs, der Fahrbarkeit etc.
erreicht werden kann. In der Regel miissen sogar mehrere Ziele gleichzeitig berticksichtigt
werden ([Ber12], [KajO8] und [Zag14]). Zum Schluss ergeben sich die Sollwertkennfelder
tiir die oben genannten Verstellparameter als die Endprodukte der Motorapplikation, nor-
malerweise abhédngig von der Motordrehzahl und der Last ([Lan+08]). Der giangige Ar-
beitsprozess fiir die Motorapplikation setzt sich aus fiinf Schritten zusammen ([Cas+08])
und wird in Abbildung 1.6 geschildert.

Einspritzmenge ‘ RuB3-Bildung
> = A
Einspritzdauer NO,-Bildung
> >
AGR-Rate : Kraftstoffverbrauch
Ladedruck > Motorleistung
N >

Abbildung 1.5: Schematische Darstellung der Motorapplikation; auf der linken Seite wer-
den beispielhafte Verstellparameter aufgelistet und auf der rechten Seite die tiblichen Ziel-

grofien in der Motorapplikation.
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Abbildung 1.6: Arbeitsprozess der Motorapplikation; AP steht fiir den im ersten Arbeits-
schritt ausgewdhlten Motorarbeitspunkt. U steht fiir den erstellten Versuchsplan beziiglich
der Verstellparameter fiir die Konstruktion des DoE-Modells, und Upy: ist die Kombina-
tion der optimalen Verstellparameter, die zum optimalen Motorverhalten fiihren; die drei
Arbeitsschritte, die mit einem gestrichelten Viereck umrahmt sind, werden fiir jeden aus-

gewdhlten Arbeitspunkt durchfiihrt.

1. Auswahl der relevanten Arbeitspunkte

In diesem Schritt geht es um die Bereitstellung der Grundvoraussetzung fiir eine er-
folgreiche Motorapplikation, wobei die Ziele und der Fahrzyklus der Motorapplikati-
on festgelegt werden. Aufgrund des ausgewihlten Fahrzyklus werden die betroffenen
Arbeitspunkte erkannt und analysiert. Die weiteren Arbeitsschritte der Motorappli-

kation beziehen sich auf die hier ausgewéahlten Arbeitspunkte.

2. Statistische Versuchsplanung und Durchfiihrung der Experimente

Mit der Zunahme der verfiigbaren Moglichkeiten fiir die Motorsteuerung ist der Ein-
satz statistischer Versuchsplanung, Design of Experiment (DoE), bei der Motorappli-
kation unabdingbar. Unter DoE wird eine statistische Methode verstanden, die ver-
sucht, den Zusammenhang zwischen den Einflussfaktoren und den entsprechenden
Zielgrofien mit moglichst geringem Messaufwand abzubilden ([Bit+04], [Lum+04],
[PM12] und [Haa04]). Typische DoE-Techniken in der Motorentwicklung sind die D-

optimale Versuchsplanung und die raumfiillende Versuchsplanung ([Ise10]), die in



1 Einleitung

den Abschnitten 3.4 und 3.3 vorgestellt werden. Zu beachten ist, dass die Optimali-
tiat der optimalen Versuchsplanung ausgewdhlte Modellannahmen voraussetzt, die
normalerweise erfahrungsgemafs zu treffen sind. Aufierdem spielt die DoE-Technik
eine wichtige Rolle in der Automatisierung der Applikation der Motorsteuergerate
([KCR13]). Auf die Theorie und die Anwendungen von DoE wird in Kapitel 3 ndher

eingegangen.

Fiirjeden ausgewdhlten Arbeitspunkt wird mittels der DoE-Technik ein Versuchsplan
erstellt, nach dem die entsprechenden Verstellparameter am Motorpriifstand variiert
werden. Die Definition und die Festlegung des Umfangs der Verstellparameter stellen
einen schwierigen und kritischen Punkt wahrend der Erstellung des Versuchsplans
dar. Dabei miissen die Grenzen der Verstellparameter fiir jeden Arbeitspunkt ermit-
telt werden, sonst gibt es die Gefahr von Motorschdden ([Gsc+01]). Letztendlich wer-
den die daraus resultierenden Messdaten abgespeichert und stehen fiir die weitere

Verarbeitung zur Verfiigung.

3. Modellierung des Motorverhaltens

Basierend auf den Messdaten wird ein sogenanntes DoE-Modell gebildet, um den
Zusammenhang zwischen den Verstellparametern und den Zielgrofien abzubilden,
z. B. Emissionen, Motormoment etc. Potenzielle Kandidaten fiir die statistische Mo-
dellbildung sind die klassische Polynomial Regression (Poly), Local Linear Model Trees
(LOLIMOT) ([Har14] und [M+03]), Radial Basis Function Networks (RBF) ([MAQ09] und
[SLKO5]), MultiLayer Perceptron Networks (MLP) ([Mar+12] und [EC14]), Gaussian Pro-
cess Regression (GPR) ([Kol+14] und [The+15]) etc. In den Abschnitten 2.3 und 2.4
werden die Modellierungsmethoden im Detail behandelt und miteinander vergli-

chen, um die geeignetste Methode fiir unsere Anwendung zu finden.

4. Optimierung des Motorverhaltens

Mit Hilfe der DoE-Modelle soll das Motorverhalten abhéngig von den Verstellpara-
metern optimiert werden. Um Motorschdden zu vermeiden, geht es in der Regel um
ein Optimierungsproblem mit Begrenzungen. Dabei soll fiir jeden Arbeitspunkt auf-
grund der im vorherigen Schritt gebildeten Modelle eine Kombination von Verstellpa-
rametern gefunden werden, welche die gewiinschten Kriterien hinsichtlich Emission,
Leistung etc. erfiillen ([Cas+12] und [MAPO8] und [Jan08]). AuSerdem besteht norma-
lerweise bei der Motorapplikation die Aufgabe darin, mehrere Ziele gleichzeitig zu
optimieren, d.h. bei der Motorapplikation sind multikriterielle Optimierungsproble-
me zu l6sen. Anschlieflend wird {iberpriift, ob das gefundene Optimum tatsdchlich
erreichbar ist oder nicht. Falls nicht, miissen noch Anpassungen an den entsprechen-

den DoE-Modellen vorgenommen werden ([Cas+08]).
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5. Erstellung der Sollwertkennfelder fiir Verstellparameter

Nach den vorherigen vier Arbeitsschritten steht fiir jeden ausgewéhlten Arbeitspunkt
eine optimale Kombination von Verstellparametern zur Verfiigung. Jetzt besteht die
Aufgabe darin, fiir jeden Verstellparameter ein Kennfeld im gesamten Arbeitsbereich
des Motors zu bilden. Da es in der Praxis durchaus vorkommt, dass der Unterschied
der gefundenen optimalen Verstellparameter zwischen zwei nahe beieinanderliegen-
den Arbeitspunkten sehr grofs ist, muss das Kennfeld gegldttet werden
([Cas+08]). Wahrend der Glattung des Sollwertkennfelds muss auf der einen Seite
beachtet werden, dass bestimmte Randbedingungen wie z. B. ein maximaler Gradi-
ent des Verstellparameters berticksichtigt werden. Auf der anderen Seite muss auch
gewdhrleistet werden, dass die realen optimalen Verstellparameter moglichst nah am
geglatteten Kennfeld liegen. Um dieses Problem zu 16sen, wird in [Cas+08] versucht,

schon in der Glédttung die optimalen Verstellparameter mit einzuziehen.

Local Approach vs. Global Approach

In der Regel sollen die Arbeitsschritte 2, 3, 4 fiir jeden ausgewdhlten Arbeitspunkt durch-
gefiihrt werden und wird fiir jeden ausgewdhlten Arbeitspunkt ein DoE-Modell gebildet;
dieser Ansatz wird als Local Approach ([Cas+08]) bezeichnet. Diese Methode hat den Nach-
teil, dass fiir jeden Arbeitspunkt ein spezifischer Versuchsplan erstellt werden muss, was
den Applikationsaufwand erheblich erhcht. AufSerdem gehort es zu den Nachteilen des
Ansatzes, dass die Optimalitét beziiglich der Zielgroéf3en bei lokalen DoE-Modellen durch
die Glattung der Kennfelder verloren gehen kann. Im Gegensatz dazu wird beim Global
Approach ([Cas+08]) versucht, das Motorverhalten direkt abhdngig von allen méglichen
Eingdngen zu modellieren, und zwar allen Verstellparameter zusammen mit der Motor-
drehzahl und der Last. Auf diese Art und Weise reicht ein einheitlicher Versuchsplan fiir
die Gewinnung der Messdaten aus und ist die Glattung der Kennfelder fiir die optimalen

Verstellparameter zu vermeiden.

1.2.2 ECU-Funktionsapplikation

Bei der ECU-Funktionsapplikation handelt es sich u.a. um die experimentelle Identifikation
der empirischen Zusammenhinge in den Grey-Box-Modellen und den Black-Box-Modellen
der ECU-Funktionen, die physikalisch sehr schwer zu ermitteln sind. Eine andere wichti-
ge Eigenschaft des empirischen Modells im Grey-Box-Modell ist die Nichtmessbarkeit des
Ausgangssignals, das in den meisten Fillen einen physikalischen Parameter oder sogar
einen kiinstlich erzeugten Korrekturfaktor darstellt. Im Folgenden wird die ECU-Funktion
tiir die Berechnung des AGR-Massenstroms als Beispiel genommen, um den Arbeitspro-
zess der ECU-Funktionsapplikation zu verdeutlichen. Bei der ECU-Funktion fiir das Diesel-
Luftsystem kann der AGR-Massenstrom durch die Drosselgleichung mit folgender Formel
beschrieben werden([Isel4]):
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_ 2 PDs
mfEGr = | f Rer Toe arEGRPUsT(pUS) (1.1)

wobei Rgyy, fiir die spezifische Gaskonstante des tiber das AGR-Ventil stromenden Abgases

steht, Tys und py; fiir die Temperatur und den Druck stromaufwiérts des AGR-Ventils und
pps fiir den Druck stromabwérts des AGR-Ventils. Mit der Definition des Druckverhalt-
nisses tiber das AGR-Ventil, 7 = p—gz, lasst sich die sogenannte Durchflussfunktion ¥ ()

p
([Ise14]) durch folgende Formel beschreiben:

1—

Al

<. 1-m
Y(r) = & -4

Y. fur m < 7,

fur T > 7,

(1.2)

wobei « fiir den Isentropenexponenten des Abgases steht. Das kritische Druckverhéltnis
71 und die Durchflussfunktion beim tiberkritischen Druckverhiltnis ¥, lassen sich durch

folgende Formeln berechnen:

(2 \i1

1

i ()
1+% K+1

In Abbildung 1.7 wird die Durchflussfunktion dargestellt.
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Abbildung 1.7: Verlauf der Durchflussfunktion ¥ (7r), abhéngig vom Druckverhiltnis 7t
tiber das AGR-Ventil.
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In Formel (1.1) bleibt aufier den von anderen Modellen berechenbaren Signalen, z. B. Tem-
peratur und Druck am AGR-Ventil und der Konstante Rgy,, die effektive Flache arggr des
AGR-Ventils als das einzige unbestimmte Element iibrig. Es ist in der Regel davon auszuge-
hen, dass die effektive Flache nur vom Tastverhiltnis des AGR-Ventils abhédngt; damit gilt
die folgende Beziehung:

argGr = f (POSEGR) (1.5)

In der Praxis stellt sich die Darstellung der Beziehung in Formel (1.5) durch nur ein rei-
nes geometrisches Modell als nicht ausreichend heraus, da ein paar andere Einflussfak-
toren, z. B. Verwirbelung und Turbulenz etc., nicht bertiicksichtigt werden. Um den AGR-
Massenstrom mit hoher Genauigkeit zu modellieren, ist die Beziehung in Formel (1.5) expe-
rimentell zu identifizieren. Im Folgenden wird der allgemeine Arbeitsprozess, der sich aus
vier Arbeitsschritten zusammensetzt, fiir die Applikation eines EM im Grey-Box-Modell

erklart.

1. Versuchsplanung und Versuchsdurchfiihrung

Oft wird der Motor in der ECU-Funktionsapplikation mit der sogenannten Raster-
messung vermessen, bei der die Messpunkte dquidistant bezogen auf die Motordreh-
zahl und die Einspritzmenge iiber den Arbeitsbereich verteilt sind. Zum Beispiel
kann ein Dieselmotor exemplarisch mit einem Versuchsplan, der in Abbildung 1.8 ge-
zeigt ist, mit und ohne AGR vermessen werden, um die notwendigen Messdaten fiir
die ECU-Funktionsapplikation des Luftsystems zur Verfiigung zu stellen. Beispiels-
weise fiir die Applikation des empirischen Modells in Formel (1.5) ergeben sich mit
Variation des Tastverhéltnisses posggr des AGR-Ventils N Messpunkte in der Form
Dsen = {Tusi, PUsis PDs,i» Mfcrili € {1...N}}. Der Index Sen deutet darauf hin,
dass die Messgrofien durch physikalische Sensoren erfasst werden.

Hinter diesem Ansatz steckt die Idee, dass die Messbereiche aller empirischen Model-
le fiir die Modellierung von beispielsweise Fiillung, Druck stromaufwérts der Dros-
selklappe etc. im Luftsystem ausreichend abgedeckt werden, was manchmal nicht
realistisch ist. Auflerdem ergibt die Rastermessung keine optimale Verteilung der
Messpunkte, und eine Reduzierung des Messaufwands ist mit dem Einsatz der DoE-
Technik absehbar. Zusammengefasst ist die Versuchsplanung mit Rastermessung fiir
die ECU-Funktionsapplikation suboptimal, was die Moglichkeit fiir den Einsatz von
DoE-Technik eroffnet.

2. Schiitzung der Applikationsparameter

Weil normalerweise der Ausgang des zu applizierenden empirischen Modells nicht
direkt messbar ist, wie die effektive Flache des AGR-Ventils, muss der gewiinschte Ap-
plikationsparameter geschitzt oder identifiziert werden, bevor weitere Verarbeitun-

gen vorgenommen werden. Im konkreten Fall fiir das obige Beispiel handelt es sich
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Abbildung 1.8: links: Rastermessung ohne AGR, Messpunkte werden durch Punkte dar-
gestellt; rechts: Rastermessung mit AGR, Messpunkte werden durch Sterne dargestellt; bei
beiden Versuchspldanen werden Messpunkte in einer (in den meisten Féllen) dquidistanten

Weise auf dem Motorbetriebsbereich verteilt.

darum, eine probabilistische Aussage iiber den Applikationsparameter anhand der
verrauschten Messdaten Ds,, der Toleranz der Sensoren und der Drosselgleichung
in Formel (1.2) zu treffen. Die probabilistische Aussage enthilt den geschitzten Mit-
telwert und die geschétzte Varianz des Applikationsparameters arggr und der dar-
aus resultierende Datensatz kann als Dapp = {pOSgaR ;s aTEGR i/ (Te%rEc;R,i“ € {l1...N}}
formuliert werden. Der Grund, warum die Unsicherheit des Applikationsparameters
mitgeschétzt wird, liegt darin, dass sie im Wesentlichen das Konfidenzintervall des
geschétzten Mittelwerts reflektiert und deshalb als ein bedeutendes Kriterium fiir
die Bewertung des Informationsgehalts im Applikationsmesspunkt benutzt werden

kann.

Um Messdaten wie Temperaturen, Driicke und Massenstrome (in diesem Fall Dg,),
die tatsdchlich mit physikalischen Sensoren gemessen werden, von dem Satz der ge-
schétzten Applikationsparameter zu unterscheiden (wie oben erwédhnter Dayp,p), die
tiblicherweise nicht direkt messbar sind und ebenfalls als Messpunkte zur Erstellung
der entsprechenden KF/KL verwendet werden konnen, werden im weiteren Verlauf
dieser Arbeit erstere als Beobachtungsmesspunkte bezeichnet und letztere als Appli-

kationsmesspunkte.

3. Statistische Modellbildung

Ahnlich wie bei der Motorapplikation werden aufgrund der Messdaten D App Sta-
tistische Modellierungsmethoden verwendet, um das gewiinschte empirische Mo-
dell zu ermitteln, was in Abbildung 1.9 gezeigt wird. Da davon ausgegangen wird,
dass vor der Messung keine Information aufler angenommener Differenzierbarkeit

fiir die Form des zu ermittelnden Zusammenhangs zur Verfiigung steht, kann nicht
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ausgeschlossen werden, dass dieser Zusammenhang eine hohe Nichtlinearitdt auf-
weist. Mit dieser Nichtlinearitdt muss die verwendete Modellierungsmethode um-
gehen konnen. Dartiber hinaus soll der Modellierungsprozess automatisch erfolgen,
namlich ohne irgendwelche Prozessparameter im Vorfeld einzustellen. Zu den wich-
tigen Anforderungen an die Modellierungsmethoden gehort auch die Fahigkeit, die
eingangsabhingige Varianz von Applikationsmesspunkten beim Modelltraining zu
berticksichtigen, damit die bereitgestellte Information voll und ganz ausgenutzt wird.
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Abbildung 1.9: Modellbildung fiir das empirische Modell, das den Zusammenhang
arggr = f(posggr) zwischen der effektiven Flache und dem Tastverhiltnis des AGR-Ventils
beschreibt; die Punkte stehen fiir die Applikationsmesspunkte D apy, fiir die Modellbildung,
die schwarze Linie ist das gebildete statistische Modell fiir arggg; es ist auffallend, dass die
Streuung der Applikationsmesspunkte im Bereich, wo das AGR-Ventil nahezu geschlossen
ist, geringer ist als im Bereich, wo das AGR-Ventil weit gedffnet ist. Dadurch wird die An-
forderung an die Modellierungsmethode gut erkldrt, die eingangsabhédngige Varianz der

Applikationsmesspunkte beim Modelltraining zu beriicksichtigen.

Die derzeit in der Industrie gebrauchlichste Technik fiir die statistische Modellierung
bei der ECU-Funktionsapplikation ist der kennfeldbasierte Ansatz. Dabei wird das
Kennfeld direkt aus den verrauschten Applikationsmesspunkten Dap,, erzeugt. Erst
in den letzten Jahren gab es Versuche, fortgeschrittene Modellierungstechniken fiir
die Modellbildung einzusetzen, z. B. kiinstliche neuronale Netze (KNN) ([Mal+10]
und [El +13]), GPR ([The+15]) etc.

4. Erstellung der KF/IKL

Neben limitierter Speicherkapazitdt war die Anforderung echtzeitfahiger Berechnung

der ECU-Funktionen in der Vergangenheit ein ausschlaggebender Einwand gegen
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den direkten Einsatz fortschrittlicher statistischer Modelle im Motorsteuergerat
([Ise10]). Der Ansatz der KF/KL zeichnet sich durch den geringen Anspruch an die
Ressourcen fiir die Abspeicherung und Berechnung aus und hat stets in der Entwick-
lung von ECU-Funktionen eine breite Anwendung gefunden. Die KF/KL kénnen aus
statistischen Modellen oder sogar unmittelbar aus verrauschten Messpunkten durch
die Methode der kleinsten Quadrate (KQ-Methode) erzeugt werden und setzen sich
aus Stiitzstellen und den entsprechenden Funktionswerten zusammen. Zwischen den
Stiitzstellen werden die Funktionswerte linear interpoliert. Wahrend der Weg, die
KF/KL direkt aus den verrauschten Messpunkten zu erstellen, ziemlich anfallig ge-
gen das Messrauschen ist ([PM07]), zeigt die Variante der statistischen Modellbildung
eine deutlich bessere Robustheit und wird in dieser Arbeit bevorzugt.

In Abbildung 1.10 wird der Gesamtarbeitsprozess der ECU-Funktionsapplikation graphisch

zusammengefasst.

Statistische
Versuchgiplanung D, Schitzung der D ppp > Erstellung der
) Parameter KF/KL
Experiment-
Durchfiihrung
D App

Statistische
Modellbildung

Abbildung 1.10: Arbeitsprozess der ECU-Funktionsapplikation; dabei werden verschiede-
ne Ansitze fiir die Erstellung der KF/KL aus Dap,, dargestellt.

1.2.3 Diskussion

Nachdem die Funktionsweisen der zwei Arten von Applikationen im Feld der Motorent-
wicklung im Detail vorgestellt wurden, lohnt es sich, sich noch kurz mit folgenden Themen

zu beschéftigen, um eine Ubersicht zu erlangen.
Offline-DoE vs. Online-DoE

Sowohl bei der Motorapplikation als auch bei der ECU-Funktionsapplikation spielt die Ver-
suchsplanung eine entscheidende Rolle, was die Verringerung des Applikationsaufwands
angeht. In der Regel wird der vollstindige Versuchsplan, z. B. bei der Rastermessung, dem
raumfiillenden Design und dem D-optimal Design, bereits festgelegt, bevor die Experimen-
te durchgefiihrt werden. Wahrend des Messvorgangs wird die Moglichkeit der Interventi-

on und Anpassung ausgeschlossen, egal wie die Messdaten aussehen. Dieser Ansatz ldsst
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sich im Allgemeinen als Offline-DoE bezeichnen. Im Gegensatz dazu kann der Arbeitspro-
zess der Applikation im Rahmen eines sogenannten Online-DoE organisiert werden, wo-
bei die Versuchsplanung iterativ erfolgt, und zwar beruhend auf den bisher gesammelten
Messdaten. Das Online-DoE beschiftigt sich mit der aktiven Suche nach den Messpunk-
ten (Active Learning), die maximale Informationsgehalte fiir die Applikation aufweisen. Die
Idee des aktiven Lernens ist nicht neu und wird bereits in vielen Bereichen erfolgreich um-
gesetzt, siehe Details in [KCR13], [K1609], [KT14] und [XC11]. In Abbildung 1.11 werden
die Arbeitsprozesse von Offline-DoE und Online-DoE dargestellt. Die Theorie und die An-

wendbarkeit des aktiven Verfahrens wird in Kapitel 3 erldutert.

Offline-DoE
Statistische N Experiment- N Parameter- N Statistische N Erstellung
Versuchsplanung "l Durchfiihrung 4 Schitzung "l Modellbildung g der KF/KL
Online-DoE
Statistische Statistische Erstellung
Versuchsplanung Modellbildung der KF/KL
y
Experiment- . Parameter-
Durchfiihrung Schitzung

Abbildung 1.11: Vergleich der Arbeitsprozesse von Offline-DoE und Online-DoE.

Unterschiede zwischen Motorapplikation und ECU-Funktionsapplikation

Der erste grofie Unterschied zwischen den beiden Arten von Applikation ist die Zielset-
zung. Bei der Motorapplikation handelt es sich im Prinzip um ein Optimierungsproblem,
bei dem die Anforderung an die Qualitdt der DoE-Modelle, die im Optimierungsproblem
verwendet werden, inhomogen ist, und zwar ist der Anspruch an die Modellgenauigkeit
umso hoher, je ndher sie an den Optima liegen. Wahrend der Versuchsplanung miissen
demnach die Bereiche in der Nihe von den eventuellen Optima intensiver abgetastet wer-
den als anderswo im Suchraum, was zur Effizienzsteigerung des Suchverfahrens deutlich
beitragen konnte. Im Rahmen der Online-DoE ist also eine hohere Effizienz zu erwarten.
Die ECU-Funktionsapplikation strebt eine moglichst hohe Genauigkeit der Approximation
im gesamten Eingangsraum des Modells an und stellt daher unterschiedliche bzw. héhere
Anspriiche an die Versuchsplanung als die Motorapplikation. In Abschnitt 4.3.2 wird dies

eingehender diskutiert.

Ein weiterer wichtiger Unterschied ist folgender: Bei der Motorapplikation werden die zu

optimierenden Zielgroéflen unmittelbar von physikalischen Sensoren gemessen. Die Unsi-
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cherheit des gemessenen Messpunkts wird durch die Charakteristik der eingesetzten Sen-
soren bestimmt und bleibt wiahrend des Vermessungsvorgangs bekannt und konstant. Bei
der ECU-Funktionsapplikation sind die Ausgidnge der EM, die appliziert werden sollen,
zumeist nicht direkt messbar, wie z.B. die effektive Flache des AGR-Ventils, und miissen
mit Hilfe der erfassten Sensorwerte und der relevanten Gleichungen geschétzt werden. Die
Unsicherheit des geschitzten Messpunkts wird signifikant von der Nichtlinearitdt des in-
volvierten Prozesses beeinflusst, was bei der Versuchsplanung in Betracht gezogen werden
muss. Zum Beispiel ist in Abbildung 1.7 zu erkennen, dass die Durchflussfunktion eine star-
ke Nichtlinearitiat aufweist, insbesondere wenn sich das Druckverhéiltnis an den Arbeits-
punkt 77 = 1 anndhert. Diese Eigenschaft wird Schwierigkeiten bei dem Versuch bereiten,
die effektive Flache des AGR-Ventils genau zu schidtzen, wenn das Druckgefille dariiber

gering ist. Dies wird in Abschnitt 4.1 ausfiihrlich erldutert.

1.3 Zielsetzung und Aufbau der Arbeit

Diese Abhandlung beschiftigt sich mit der Entwicklung eines Verfahrens, das die ECU-
Funktionsapplikation optimal hinsichtlich der Anzahl der benétigten Messpunkte und der

erreichten Applikationsqualitdt und automatisiert durchfiihren kann.

Im Speziellen besteht die Aufgabe darin, die EM in Grey-Box-Modellen und Black-Box-Mode-
llen der ECU-Funktionen, die das stationdre Motorverhalten darstellen, mit dem geringsten
experimentellen Aufwand und einem hohen Automatisierungsgrad zu identifizieren. Da
die Entwicklung der Versuchsplanung weitgehend von der ausgewéahlten Modellierungs-
methode geprédgt wird, was auch in Abschnitt 3 erldutert wird, soll als Erstes versucht wer-
den, eine geeignete Modellierungsmethode fiir unseren Anwendungsfall zu finden. Statt
KF/KL werden alternative Modellierungsmethoden genutzt, um eine bessere Qualitit bei
der globalen Approximation von Zusammenhidngen zu bekommen. Als potenzielle Kan-
didaten kommen existierende Ansatze, z. B. KNN, GPR, Relevance Vector Machine (RVM)
etc., und eine in dieser Arbeit neu entwickelte Methode in Frage. Eine zielfiihrende Ver-
suchsplanung, die fiir eine effiziente und intelligente Verteilung der Messpunkte sorgen

soll, muss ebenfalls entworfen und implementiert werden.

Zu beachten ist, dass bisher in der Literatur und in Forschungsinstituten lediglich die Ap-
plikation eines einzelnen EM als Untersuchungsobjekt betrachtet wurde, was der Realitét
des aktuellen Entwicklungsprozesses nicht hundertprozentig entspricht. Tatsdchlich sind
in den ECU-Funktionen fiir z.B. das Diesel-Luftsystem zahlreiche EM zu applizieren, und
diese sind physikalisch miteinander verbunden. Wenn alle EM als ein Netzwerk betrach-
tet werden, kann eine Anpassung des Versuchsplans, die sich fiir die Applikation eines
EM verbessernd auswirkt, einen eher negativen Effekt fiir die Applikation eines anderen
EM hinterlassen. Daher muss die physikalische Struktur des Systems bei der Entwicklung

der Versuchsplanung in Betracht gezogen werden, wenn es sich um die Applikation von
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mehreren EM als ein Netzwerk handelt.

Um die Ziele zu erreichen, wird die Arbeit folgendermafien organisiert:

o Kapitel 2: In diesem Kapitel werden zunéchst die Grundlagen statistischer Modellie-
rung erldutert. Anschlieflend werden State-of-the-Art Regressionsmodelle vorgestellt.
Fiir die Auswahl der Regressionsmodelle werden ausfiihrlich Anforderungen aus der
Zielsetzung abgeleitet. Basierend auf den detaillierten Anforderungen werden die
vorgestellten Regressionsmodelle miteinander verglichen und bewertet. Zum Schluss
wird das GaufSprozessmodell als das geeignetste Regressionsmodell fiir unseren An-

wendungsfall identifiziert.

o Kapitel 3: Dieses Kapitel beschéftigt sich mit der statistischen Versuchsplanung. Zu-
nichst werden die Ansétze der statistischen Versuchsplanung klassifiziert, um eine
Ubersicht zur Verfiigung zu stellen. Dann werden die Funktionsweisen der klassi-
schen stufigen Versuchsplanung, der raumfiillenden Versuchsplanung, der optima-

len Versuchsplanung und der sequentiellen Versuchsplanung erklart.

e Kapitel 4: Dieses Kapitel befasst sich mit der Entwicklung eines Algorithmus fiir
einen automatischen Applikationsprozess mit moglichst geringem Messaufwand und
besteht aus vier Teilen. Im ersten Teil wird der Algorithmus fiir die Applikation eines
einzelnen Grey-Box-Modells vorgestellt. Dafiir wird zundchst ein neuartiges Gauf3-
prozessmodell entwickelt, das die eventuelle Nichtstationaritdt im zu applizieren-
den Zusammenhang automatisch erkennen und modellieren kann. Daraufhin wird
eine Hybride Abtaststrategie vorgeschlagen, die bei der adaptiven Versuchsplanung
die Abdeckung des Versuchsraums, das Modellverhalten und die Unsicherheit der
Abtastpunkte beriicksichtigt. Dariiber hinaus wird ein heuristisches automatisches
Stopp-Kriterium fiir den automatischen Abbruch des Vermessungsvorgangs entwi-
ckelt.

Der zweite Teil setzt sich mit der Erweiterung des Algorithmus aus dem ersten Teil
auseinander, um ein Netzwerk von Grey-Box-Modellen applizieren zu kénnen. Dieser
Teil fokussiert auf die Darstellung der Besonderheit bei der Applikation eines Netz-
werks von Grey-Box-Modellen und die Herangehensweise, diese Besonderheit zu be-

handeln.

Der dritte Teil beschreibt den Einsatz des entwickelten Algorithmus an einem Anwen-
dungsbeispiel: aus einem bestehenden Datensatz wird die informativste Teilmenge

von Messpunkten fiir die Aufgabe der Applikation ausgewdhlt.

Der vierte Teil schildert den Einsatz des entwickelten Algorithmus an einem Anwen-
dungsbeispiel: Messpunkte werden aktiv und unabhéngig erzeugt, um die haupt-
sdchlichen KF/KL im Diesel-Luftsystem zu applizieren.
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o Kapitel 5: In diesem Kapitel werden durchgefiihrte Experimente mit dem neu entwi-

ckelten Algorithmus beschrieben und deren Ergebnisse diskutiert.

¢ Kapitel 6: Dieses Kapitel gibt eine kurze Zusammenfassung und eréffnet einen Aus-

blick auf weitere mogliche Entwicklungen.



2 Statistische Modellbildung fiir stationdre Zusammenhéange 19

2 Statistische Modellbildung fiir stationdre Zusammenhan-
ge

Wie eingangs in Abschnitt 1.2 beschrieben wurde, ist die statistische Modellbildung ein
unerlédsslicher Bestandteil in der Applikation von Motorsteuergerédten, sowohl in der Mo-
torapplikation als auch in der ECU-Funktionsapplikation. Aufierdem wird die Versuchs-
planung fiir die Applikation teilweise auch von der verwendeten Modellierungsmethode
bestimmt. Deswegen ergibt es mehr Sinn, zundchst die relevanten und aktuellen Techni-
ken fiir die statistische Modellbildung ausfiihrlich zu erldutern und ihre Anwendbarkeit

fiir das Thema dieser Arbeit zu bewerten.

Dieses Kapitel ist wie folgt gegliedert: In Abschnitt 2.1 wird als Erstes die grundlegende
Theorie und Funktionsweise der statistischen oder datenbasierten Modellbildung vorge-
stellt. Anschliefiend setzt sich der Abschnitt 2.2 mit der Modellselektion in der statistischen
Modellbildung auseinander, die eine Voraussetzung sowohl fiir die Erhéhung der Modell-
genauigkeit als auch fiir die Automatisierung des Modelltrainings darstellt. In Abschnitt
2.3 werden die relevanten Modellierungsmethoden fiir die statistische Modellbildung klas-
sifiziert und erldutert. Zudem ist die Diskussion iiber die Anwendbarkeit der vorgestell-
ten Modellierungsmethoden fiir die ECU-Funktionsapplikation ein Schwerpunkt dieses
Abschnitts. Schlieflich beschéftigt sich Abschnitt 2.4 mit der Gegeniiberstellung und Be-
wertung der in Abschnitt 2.3 genannten Modellierungsmethoden, um die geeignetste Me-

thode fiir die Anwendung in dieser Arbeit zu identifizieren.

2.1 Grundsitzliche Theorie und Funktionsweise

Im Allgemeinen findet die statistische Modellierung ihre Anwendung dabei, einen physi-
kalisch schwer oder unmdglich abbildbaren Zusammenhang zu approximieren. Wie Ab-
bildung 2.1 zeigt, versucht man dabei durch einen aus Experimenten erzeugten Daten-
satz D = {X;y;li € {1...N}} den Zusammenhang zwischen X und y (in der ECU-
Funktionsapplikation werden die Applikationsmesspunkte Dapp verwendet, siehe Absch-
nitt 1.2.2) zu ermitteln, wobei der Vektor X = [x1, xo, .. ., x]-] der Eingangsvektor und j die
Dimension des Eingangs ist. AufSerdem ist y der Ausgangsvektor und N steht fiir die An-
zahl der Messpunkte in D.

Fiir dieses Regressionsproblem existieren in der Literatur zwei fundamental unterschied-
liche Losungszugdnge: der frequentistische Ansatz und der bayessche Ansatz. In der fre-
quentistischen Ansicht herrscht die Meinung, dass der Datensatz von einem wahren und
festen Prozess oder Zusammenhang generiert wird und die Losung des Regressionspro-
blems darin besteht, die Wahrheit aufgrund der verrauschten Messdaten zu finden bzw.
zu schitzen. Im Gegensatz dazu glaubt man in der bayesschen Ansicht nicht an eine einzi-

ge richtige Wahrheit, sondern versucht aufgrund der a-priori-Information dariiber und der
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Abbildung 2.1: Darstellung eines Regressionsproblems; die schwarzen Punkte stehen fiir
die Menge D der gesammelten Messpunkte; im Rahmen eines Regressionsproblems wird
versucht, mittels D den Zusammenhang y = f(X) zwischen dem Eingang X und dem Aus-
gang y zu ermitteln. Die Zielsetzung dabei ist normalerweise eine genaue Approximation
des Zusammenhangs y = f(X) durch ein statistisches Modell y = f(X), das durch die

durchgezogene Kurve dargestellt wird.

beobachteten Messdaten Aussagen tiber die a-posteriori-Wahrscheinlichkeitsverteilung des

gesuchten Objekts, z. B. Parameters und stochastischen Prozesses, zu finden.

2.1.1 Frequentistischer Ansatz

Methode der kleinsten Quadrate

Wenn man von einem wahren Zusammenhang y = f(X) ausgeht und versucht, ein Modell
zu bilden bzw. zu fitten, das zu den Messdaten D am besten passt, kann im frequentisti-

schen Paradigma das Regressionsproblem wie folgt formuliert werden:

y=f(X)+e (2.1)

wobei das Messrauschen mit € bezeichnet wird. Es wird normalerweise angenommen, dass
das Messrauschen unabhédngige normalverteilte Werte aufweist, was in Praxis nicht ganz
zutrifft, siehe [Bay+13], [KZL13] und [GWB97]. Tatsdchlich kann die Varianz des Messrau-

schens in vielen Fillen vom Eingangsvektor des Messpunkts abhdngen, manchmal kann es
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sogar sein, dass das Messrauschen statt einer Normalverteilung eine studentsche t-Verteil-
ung aufweist ([BR12]).

In der Literatur wird tiblicherweise X als unabhdngige Variable und y als abhédngige Va-
riable bezeichnet ([Mur12]). In dieser Arbeit wird zur Vereinfachung X als Eingang und y
als Ausgang bezeichnet. Zu vermerken ist, dass es in dieser Abhandlung nur um zahlen-
maéflige Eingdnge und Ausgédnge geht. Dartiiber hinaus beschrankt sich die Dimension des
Ausgangs und Eingangs in den weiteren theoretischen Formulierungen und Herleitungen

der Arbeit auf 1, ohne die allgemeine Giiltigkeit zu verlieren.

Im Rahmen der Regression besteht die Aufgabe darin, den Ausgang des modellierten Pro-
zesses mit moglichst hoher Genauigkeit zu pradizieren. Diese Anforderung lasst sich wie

folgt mathematisch formulieren:

e Die Zielsetzung der statistischen Modellbildung ist, einen Schitzer f(x) von y zu er-
halten, der eine vorgegebene Verlustfunktion L( f(x), y) fiir die Beschreibung des Mo-
dellfehlers minimieren kann ([FHTO1]).

Da der Ausgang immer von einem Messrauschen iiberlagert wird, wird die Verlustfunktion
L(f(x),y) in der Regel in der Form eines Erwartungswerts angegeben. Die am haufigsten
verwendete Verlustfunktion ist der Erwartungswert des Quadratfehlers, und unsere Pro-

blemformulierung ergibt sich zu ([FHTO01])

fopt mm / / (x,y)dxdy (2.2)

wobei p(x,y) die multivariate Verteilung des Eingangsvektors x und des Ausgangs y ist.

Die Losung dazu ist (siehe [FHTO1] fiir die vollstandige Herleitung)

f0pt(x) = E(y|x) (2.3)

wobei E fiir den Erwartungswert steht. Neben der Verlustfunktion mit Quadratfehler kommt
manchmal auch die Verlustfunktion mit absolutem Fehler L(f (x),y) = |f(x) — y| zum Ein-
satz. Die Losung zu dieser Problemformulierung lautet ([Bis06])

fopt (x) = median(y|x) (2.4)

Die Losung in Formel (2.4) ist robuster gegen das Messrauschen, aber die Unstetigkeit der
Verlustfunktion hat den breiten Einsatz beschriankt ([Van+61]). In dieser Arbeit wird nur
die Verlustfunktion mit Quadratfehler betrachtet. Aus der vorherigen Diskussion kann der
Schluss gezogen werden, dass der theoretisch optimale Schétzer fiir das in Formel (2.1)

dargestellte Regressionsproblem der bedingte Erwartungswert des Ausgangs vy ist, wenn
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die Verlustfunktion der Erwartungswert des Quadratfehlers ist und das Messrauschen eine

unabhéngige Normalverteilung verfolgt.

Waihrend die Formel (2.3) den optimalen Schétzer fiir das Regressionsproblem darstellt,
kann das Problem in der Realitdt nach diesem Prinzip nicht geldst werden, da die exakte
Berechnung des Erwartungswerts E(y|x) unendliche viele Messpunkte braucht. Bei einem
Datensatz D = {x;,y;|i € {1...N}} mit begrenzter Anzahl von Messpunkten bietet sich
die altbekannte KQ-Methode! als eine Moglichkeit zur Losung an:

(f(xi) —vi)? (2.5)

fo (x) = min
P

I=

Dieser Ansatz stellt eine Approximation fiir den Schétzer in Formel (2.3) dar. Es ist offen-
sichtlich, dass die Formel (2.5) unendlich viele Losungen liefern kann, wenn keine zusétz-
lichen Nebenbedingungen eingefiihrt werden ([FHT01]), d. h. eine Modellannahme ist fiir

die Losung des Regressionsproblems notwendig.
Maximum-Likelihood-Methode

Aus Sicht der Wahrscheinlichkeitstheorie kann das Regressionsproblem etwas anders aus-
gedriickt werden. Dabei wird angenommen, dass die Messpunkte y als Stichprobe aus einer
Wahrscheinlichkeitsverteilung p(y) gezogen werden und dass diese Wahrscheinlichkeits-
verteilung durch den Parametersatz © zu charakterisieren ist ([Mac03]). Somit kann die
statistische Modellbildung mit folgender Formel beschrieben werden ([Mac03]):

p(y) = plylx, ©) (2.6)

Das Ziel der Modellierung in diesem Kontext ist, den wahren Parametersatz ®* mit Hil-
fe des Datensatzes D zu finden. Bevor wir fortfahren, wird zunichst eine Metrik aus der
Informationstheorie eingefiihrt, die Kullback-Leibler-Divergenz (KL-Divergenz), die den
Unterschied zwischen zwei Wahrscheinlichkeitsverteilungen P und Q beschreibt gemaf3
der Formel ([KL51]):

e p(x)

Die(PlIQ) = [ p(x)log P 2.7)
oo q(x)

wobei p(x) und g(x) jeweils die Wahrscheinlichkeitsdichten der Wahrscheinlichkeitsvertei-

lungen P und Q sind. Diese in Formel (2.7) definierte Metrik ist asymmetrisch und nichtne-

gativ ([CT12]). AuBlerdem gilt Dxy (P||Q) = 0, wenn und nur wenn (if and only if ) die Wahr-

scheinlichkeitsverteilungen P und Q fast {iberall gleich sind ([Kul97]). Wenn man versucht,

!Es gibt mehrere Varianten der KQ-Methode, z. B. die gewichteten kleinsten Quadrate, die totalen kleins-
ten Quadrate und die orthogonalen kleinsten Quadrate. Allerdings ist hier die klassische Methode der ge-
wohnlichen kleinsten Quadrate (Ordinary Least Squares auf Englisch) gemeint.
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den Unterschied zwischen dem wahren Parametersatz ®* und einem Schitzer © fiir den
wahren Parametersatz ©* mithilfe der KL-Divergenz zu ermitteln, ldsst sich sehr schnell er-
kennen ([And02]), dass die KL-Divergenz zwischen der wahren Wahrscheinlichkeitsdichte
p(y|x, ®*) und der geschétzten Wahrscheinlichkeitsdichte p(y|x, ®) minimiert wird, wenn
der wahre Parametersatz @* gleich dem geschétzten Parametersatz © ist, und vice versa.
Und zwar gilt:

minimize Dy (p(y|x, ®)||p(y|x,0") +—= O =0* (2.8)
(C)

Wird die Definition in Formel (2.7) in Formel (2.8) eingesetzt, ergibt sie sich zu ([And02]):

minimize E[log p(y|x,®*) —logp(y|x,0)] +—= ©=0* (2.9)
6

Da nach dem frequentistischen Ansatz der wahre Parametersatz ©* fest ist und deswegen
als eine Konstante bei dem Optimierungsproblem in Formel (2.9) anzusehen ist, reduziert
sich die Formel (2.9) zu folgender Darstellung;:

minimize E[— log p(y|x,®)] <= © =0* (2.10)
S}

Genauso wie bei der Formel (2.3) ist die Formel (2.10) nicht unmittelbar einsetzbar, da fiir
die exakte Bestimmung des Erwartungswerts unendliche viele Messpunkte benétigt wer-
den. Bei einem Datensatz D = {x;,y;|i € {1...N}} mitbegrenzter Anzahl von Messpunk-
ten wird die Maximum-Likelihood-Methode (ML-Methode) als die approximierte Version
von Formel (2.10) mit folgender Formel verwendet:

N
©* = argmin ) _[—log p(yi|x;, ©)] (2.11)
6 i=1
Die vorausgegangenen Herleitungen von Formel (2.7) bis zu Formel (2.11) rechtfertigen den

Einsatz der ML-Methode zur Schitzung des wahren Parametersatzes ©*.
Diskussion

Es ist offensichtlich, dass sich die Ideen hinter der KQ-Methode und der ML-Methode sehr
stark voneinander unterscheiden, obwohl beide auf der frequentistischen Weltsicht basie-
ren. In [Hal99] wird allerdings gezeigt, dass die KQ-Methode dquivalent zur ML-Methode
ist, wenn ein normalverteiltes Messrauschen und ein linearer Zusammenhang beim Re-

gressionsproblem angenommen werden.

Ohne die Allgemeingiiltigkeit zu verlieren, wird bei der Erlduterung der KQ-Methode und
der ML-Methode nicht angegeben, ob es um linear oder nichtlinear parametrierte Model-

le geht. Wahrend sich beim linear parametrierten Modell das Regressionsproblem in den
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Formeln (2.5) und (2.11) analytisch 16sen lasst, muss das Regressionsproblem unter der An-
nahme eines nichtlinear parametrierten Modells mit einem numerischen Optimierungsver-
fahren, z. B. dem Gauf3-Newton-Verfahren, gelost werden ([Nel13]).

2.1.2 Bayesscher Ansatz

Wenn wir uns die Problemformulierung aus der Formel (2.6) aus der bayesschen Sicht
anschauen, bietet sich der bayessche Ansatz als eine grundlegende andere Denkweise als
der frequentistische Ansatz an. Dabei wird der Parametersatz ® nicht als feste und durch
Messpunkte zu bestimmende Grofle, sondern als eine mit einer Wahrscheinlichkeitsdichte
beschriebene Zufallsvariable betrachtet ([BA98]). Im bayesschen Paradigma wird als Ers-
tes eine a-priori-Verteilung p(®) definiert, die unseren Grad der Uberzeugung (Belief) von
den Parametern darstellt ((Hel08]). Die a-priori-Verteilung p(®) kann aus verschiedensten
Quellen kommen und ebenfalls zahlreiche Formen annehmen, siehe [Gel+14] fiir weitere
Diskussionen. Gegeben die gesammelten Messdaten D, ldsst sich die a-posteriori-Verteilung
p(©|D) der Parameter angesichts der a-priori-Verteilung p(®) mittels des Satzes von Bayes
berechnen ([BA98])

p(©|D) = p(DIO)p(®) (2.12)

wobei p(D|©) fiir die Likelihood-Funktion bedingt durch den Parametersatz © steht und
p(D) (Evidence) die Wahrscheinlichkeitsverteilung ist, aus der die Messdaten generiert wer-
den ([BA98]). Da die p(D) unverandert bleiben soll, und zwar unabhingig von der a-priori-
Verteilung und der Likelihood-Funktion, kann die a-posteriori-Verteilung p(®|D) mit fol-

gender Formel beschrieben werden ([Bis06]):

p(®|D) x p(D|®)p(O) (2.13)

Die Zielsetzung eines bayesschen Schétzers ist die Minimierung der Risikofunktion, die das
erwartete a-posteriori-Risiko R zusammen mit der Verlustfunktion L(®,®*) modelliert.
Die Risikofunktion wird durch folgende Formel definiert ([Riis14]):

R(O) = /@ L(®,0")p(0*|D)de* (2.14)
In der Tat quantifiziert die Risikofunktion R(©) das erwartete Risiko des Schitzers ©, wenn
die Daten in der Realitdt geméafs dem Parameter ®* erzeugt werden ([Riis14]). Je nachdem,
welche Verlustfunktion L(®, ®*) ausgewihlt wird, konnen mit Minimierung der Risiko-
funktion in Formel (2.14) verschiedene bayessche Schitzer ©® abgeleitet und in folgender
Tabelle dargestellt werden ([Koc13]):
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Verlustfunktion L(@, ©*) Bayesscher Schatzer © Bedeutung
L(©,0) = (0 — 0%)?2 ©® = E[p(0|D)] a-posteriori-Erwartungswert
L(6,0%) = |6 — 0 ©® = median[p(©|D)] a-posteriori-Median
A 1 fir®=0" .,
L(O,0") = © = max[p(©|D)] a-posteriori-Modus
0 sonst

Tabelle 2.1: Verschiedene Arten von bayesschen Schétzern abhédngig von der Verlustfunk-

tion.

Der dritte Schitzer wird in der Regel als Maximum-a-posteriori-(MAP-)Schitzer bezeich-
net. Unter der Annahme, dass die a-priori-Verteilung und die Likelihood-Funktion nor-
malverteilt sind, sind die drei Schétzer in Tabelle 2.1 dquivalent ([Ber13]). Dartiber hin-
aus ist der MAP-Schétzer mit dem Maximum-Likelihood-Schétzer in Formel (2.11) dquiva-
lent, wenn eine nichtinformative a-priori-Verteilung verwendet wird, z. B. Konstante und
Gleichverteilung ([Hel08]).

2.1.3 Zusammenfassung

In diesem Abschnitt wurde die grundlegende Schéitztheorie behandelt, sowohl in der fre-
quentistischen Sicht als auch im bayesschen Paradigma. Im frequentistischen Teil wurden
hauptsachlich die KQ-Methode und die ML-Methode vorgestellt. Die KQ-Methode wird
durch das Prinzip der Minimierung des erwarteten Modellfehlers hergeleitet. Die Idee der
ML-Methode kommt eher aus dem Bereich der Wahrscheinlichkeitstheorie und kann auf
die Minimierung der KL-Divergenz zwischen der geschédtzten Wahrscheinlichkeitsvertei-
lung und der wahren Wahrscheinlichkeitsverteilung zuriickgefiihrt werden. Anschliefsend
wurde das Prinzip der bayesschen Schétztheorie erklart und zuletzt der Zusammenhang
zwischen den beiden Denkweisen kurz diskutiert. Der Inhalt dieses Abschnitts kann mit
Abbildung 2.2 dargestellt werden.

2.2 Modellselektion

Wie bereits erwdahnt wurde, wird die KQ-Methode bei Formel (2.5) unendlich viele Lésun-
gen liefern, wenn keine konkrete Modellstruktur fiir den Schitzer f(x) angenommen wird.
Beispielsweise kann der Schétzer eine Polynomstruktur annehmen oder kann er ein KNN
sein, und der Gaufiprozess kann ebenfalls als ein Kandidat dienen. Die drei Beispiele sind

nur ein kleiner Teil aus einer sehr langen Liste. Ein Teil der Aufgabe der Modellselektion ist,
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Bedingter
Median
Minimierung des
—
Modellfehlers
A Bedingter Kleinst-Quadrat-
Frequentistischer
—} Erwartungswert Methode
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Lineare Regression unter
Gauflmessrauschen

N Minimierung der Kullback- Maximum-Likelihood-

. " Leibler-Divergenz Methode
Loésungsansatz fiirs
Regressionsproblem Nichtinformative
A-priori-Verteilung
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A-posteriori-
N
Erwartungswert

Abbildung 2.2: Graphische Zusammenfassung der Inhalte des Abschnitts 2.1.

unter allen mdglichen Modellstrukturen das geeignetste Modell fiir den Anwendungsfall
herauszufinden. Diese Frage wird in Abschnitt 2.3 im Detail behandelt und beantwortet.
Eine andere und auch sehr wichtige Aufgabe der Modellselektion ist die gewissenhafte
Auswahl der Modellkomplexitdt unter einer bestimmten Modellklasse, die durch die An-
zahl der Parameter charakterisiert wird, damit das Modell die Daten nicht iiber- oder un-
terinterpretiert, was als Overfitting und Underfitting bezeichnet wird ([C+08]).

2.2.1 Opverfitting und Underfitting

Mit folgendem klassischem Beispiel, das zur Kategorie der linearen Regression gehort,
wird klargemacht, warum man grofien Wert auf die Auswahl der Modellkomplexitit legt.
Hierbei versucht ein Schitzer mit Polynomstruktur den Zusammenhang zwischen Eingang
x und Ausgang y anhand des Datensatzes D = {x;,y;|li € {1...N}} zu modellieren:

f(x,0) = i 0%/ (2.15)
=0

wobei der Parametersatz ® = [0, 01, - - - ,0,] die Menge der zu bestimmenden Parame-
ter ist und die Grofie m als Modellkomplexitidt angesehen werden kann. In diesem Fall ist
m die hochste Potenzordnung des Polynoms. Nachdem die Modellkomplexitit festgelegt

wurde?, kann der Parametersatz ® mittels der gewdhnlichen KQ-Methode geschitzt wer-

’Die Auswahl der Modellkomplexitdt kann eine Schwierigkeit darstellen und verdient Aufmerksamkeit.
Dies wird in Abschnitt 2.2.2 behandelt. Zur Herleitung wird hierzu angenommen, dass die Modellkomplexi-
tat schon bestimmt wurde.
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den, woraus sich der geschétzte Parametersatz © wie folgt ergibt ((FHTO1])

0 = (xTx)"'xTy (2.16)

Dabei sind y = [y1,v2,- - ,yn]T und X die N x (m + 1)-Designmatrix

1 xp x2 ..o aff
1 x x%2 ... xt

X — 2 "2 2 (2.17)
1 xy x% ... x0

In Abbildung 2.3 zeigt sich, wie sich der resultierende Schitzer und der Quadratfehler zwi-
schen dem Schétzer und der wahren Kurve mit der Variation der Modellkomplexitédt m
verhalten.

In Abbildung 2.3 lasst sich sehr schnell das Problem von Overfitting und Underfitting erken-
nen, dessen theoretische Ursache mittels der Bias-Varianz-Zerlegung erkldrt werden kann.
Wir gehen von der Problemformulierung in Formel (2.1) aus und haben vor, den Erwar-
tungswert des quadratischen Generalisierungsfehlers MSPE (Mean Square Prediction Error)

an einer noch nicht gemessenen Stelle xy zu minimieren, was zur Herleitung in Formel
(2.18) tithrt ([Jam+13]):

MSPE(xg) = E[(yo — f(x0))]
= E[(f(x0) + € — f(x0))?]
= E[(f(x0) — f(x0))?] + E[€?] + 2E[e(f (x0) — f(x0))]
= E[(f(x0) — f(x0))?] + E[€’] (2.18)
= E[(f(x0) — E[f(x0)] = (f(x0) — E[f(x0)]))*] + E[€?]
= (f(x0) = E[f(x0)])> + E[(f(x0) = E[f(x0)])?] +  E[€’]

Bias? Varianz Messrauschen

In der letzter Zeile der Formel (2.18) ist zu sehen, dass MSPE(xg) aus drei Termen besteht.
Der dritte Term ist die Varianz des Messrauschens. Beim Versuch, MSPE(xy) zu minimie-
ren, kann er als Konstante behandelt werden. Der erste Term ist das Quadrat des Bias zwi-
schen dem wahren Funktionswert f(xop) und dem durch alle Datensétze gemittelten ge-
schitzten Funktionswert an der Stelle xo, E[f(xg)]. Unter diesem Term wird ein systemati-
scher Fehler verstanden, der auf eine ungeeignete Annahme {iiber die Modellkomplexitat
zuriickzufiihren ist ([For12]). Beim zweiten Term geht es um die Varianz des Schétzers,
welche die Sensitivitdt oder Robustheit des Schitzers gegen die Zufélligkeit der Messda-
ten beschreibt ([FHTO01]). Wenn ein zu komplexes Modell vorausgesetzt wird, d. h. mehr
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rameter m = 10.
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(f) Modellannahme mit dem Komplexititspara-

meter m = 16.

Abbildung 2.3: Overfitting und Underfitting beim Regressionsproblem; es wird angezeigt, wie sich
die geschitzte Funktion f(x,®) verhalt, wihrend sich der Komplexititsparameter m des Modells
verdndert. Die Punkte stehen fiir die gesammelten Messpunkte, wiahrend die durchgezogene Linie
fiir die geschitzte Funktion f(x, ®) steht. Die gestrichelte Linie ist die originale Funktion. Die Sub-
graphen 2.3a und 2.3b sind exzellente Beispiele, die das Problem von Underfitting veranschaulichen.
Bei den Subgraphen 2.3e und 2.3f liegt das Problem von Owverfitting vor.
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Parameter als notwendig eingefiihrt werden, besteht die Gefahr, dass das Modell versucht,
etwas aus dem Messrauschen herauszuinterpretieren. Dann wird der zweite Term (die Va-
rianz des Schétzers) zu grof, was zu Overfitting fithrt. Wenn im Gegensatz dazu ein zu
einfaches Modell ausgewihlt wird, reichen die Parameter allein nicht mehr aus, um den
gesuchten Zusammenhang f(x, ®) abzubilden. Dann wird der Bias zu gro8, was zu Un-
derfitting fihrt.

Hierbei zeichnet sich offenbar ein besonderes Dilemma ab, das bei der Modellselektion spe-
zielle Aufmerksamkeit verdient. Deswegen muss der Trade-off zwischen Bias und Varianz

beriicksichtigt werden, um die optimale Modellkomplexitidt zu erhalten ([GBD92]).

2.2.2 Optimierung der Modellkomplexitit

Wihrend im letzten Abschnitt 2.2.1 die Notwendigkeit der Optimierung der Modellkom-
plexitdt begriindet wurde, werden in diesem Abschnitt verschiedene Ansatze als mogliche
Losungen dafiir vorgestellt, z. B. Regularisierungstechnik, informationsbasierte Kriterien

und Cross-Validation.
Regularisierungstechnik

Ausgehend von den in den Abbildungen 2.3e und 2.3f dargestellten Beispielen ist ersicht-
lich, dass eine zu hoch ausgewihlte Modellkomplexitdt zum Problem des Overfitting fiihrt,
was zugleich eine zu grofie Varianz des Schitzers bedeutet. Um dies zu vermeiden, wird
die Regularisierungstechnik als Losungsansatz eingefiihrt ([Bis06]), wobei das zu l6sen-
de Optimierungsproblem in Formel (2.5) um eine Straffunktion A } i, |[6;[|7 erweitert und
somit in folgendes umgewandelt wird ([Bis06]):

m . m
0% —yi)* + A ) 116j]17] (2.19)
0 =1

A . N
© = min[} (] ]

i=i j=

Dabei kontrolliert der Parameter A die Modellkomplexitét, und zwar kontinuierlich. Je gro-
Ber A ist, desto mehr Parameter bei ® ndhern sich 0 an. Deswegen nennt sich diese Me-
thode Schrinkage Estimator ([Cop83]). Auf der einen Seite handelt es sich bei der Regula-
risierung um eine Mafinahme, welche die gegebenenfalls unverhéiltnisméfsig grofie Fle-
xibilitdt bei der Bestimmung der Modellstruktur bestraft. Auf der anderen Seite stammt
die Regularisierungstechnik aus der Notwendigkeit, den Schiatzungsprozess auch bei einer
schlecht konditionierten Designmatrix durchzufiihren ([Tik63]). Eine mogliche Ursache fiir
die schlechte Kondition ist, dass die Designmatrix kollineare Spalten enthalt ([Gol93]). Ei-
ne andere Ursache kann die zu hoch ausgewihlte Modellkomplexitdt m >> N sein. Als
Ergebnis kann das Hinzuftigen der Straffunktion einerseits die schlechte Kondition der De-

signmatrix beheben, andererseits die Varianz des Schétzers verringern.
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Wenn eine Ly-Norm als Straffunktion verwendet wird, d. h. ¢ = 2 in Formel (2.19), wird das
Verfahren als Ridge Regression bezeichnet ([Ng04]). Wenn eine L;-Norm eingesetzt wird, ist
es lasso (least absolute shrinkage and selection operator) ([Tib96]). Aufierdem muss der Term g
nicht unbedingt ein Integer sein, z. B. wird in [LLL13] gezeigt, dass 4 = 0.8 ein besseres
Ergebnis fiir den speziellen Anwendungsfall liefern kann. Wahrend das Ridge-Regression-
Verfahren analytisch gelost werden kann ([HK70]) als

O =XT(xXXT 4+ Al)y (2.20)

was der Lp-Norm zu verdanken ist, kann das Problem bei lasso nicht analytisch gelost wer-
den ([WGZ06]). Ein weiterer grofier Unterschied zwischen Ridge Regression und lasso ist,
dass alle Elemente des geschitzten Parametersatzes © bei Ridge Regression immer groSer
als 0 bleiben, auch wenn A sehr grofs ist. Im Vergleich dazu koénnen beim lasso die Elemente
von @ Null sein, und der entsprechende Regressor wird in der Tat nicht mehr betrachtet,
was die Interpretierbarkeit des Ergebnisses erheblich erhoht. Deswegen wird lasso auch als
Feature Selector bezeichnet ([Tib96]).

Waihrend die Varianz des Schitzers durch den Einsatz der Regularisierungstechnik ver-
niinftig kontrolliert wird, muss man mit einem vergrofierten Bias rechnen, was die Unver-
zerrtheit des Schéitzers unausweichlich verletzt ([HK70]). Dadurch lasst sich auch das so-
genannte Bias-Varianz-Dilemma zeigen. StandardmafSig wird A bei Ridge Regression mittels
Cross-Validation und A bei lasso mit least angle regression alogrithm in [Efr+04] ausgewahlt.

Die oben vorgestellte Schrinkage Method fillt unter die Kategorie der Regularisierung, wobei
ein zusétzlicher Term in den Schétzer hinzugefiigt wird, um eine extreme Modellkomple-
xitdt zu bestrafen. Es gibt auch eine dhnliche Idee wie Ridge Regression beim Training von
KNN, das Weight Decay ([Bis06]), wobei die Anzahl von Neuronen die Modellkomplexitat
beeinflusst. Der grofste Nachteil der Schrinkage Method ist, dass der Komplexitdtsparameter
A im Vorfeld von aufden bestimmt werden muss, normalerweise mittels Cross-Validation.

Der Ansatz der Regularisierung ldsst sich ebenfalls in der bayesschen Sicht interpretieren.
Basierend auf der Problemformulierung in Formel (2.6), wenn bei der linearen Regression

dem Parameteransatz ® eine gauf3sche a-priori-Verteilung zugewiesen wird?,

© ~N(0,A71) (2.21)

ergibt sich die Losung des MAP-Schétzers fiir den Parametersatz ® wie folgt ([Mur12])

O =XxT(XXT+ Ay (2.22)

SHierbei wird tatsichlich jedem Element im Parametersatz © eine gleiche gaufische a-priori-Verteilung

zugewiesen.
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was genau der Losung der Ridge Regression in Formel (2.20) entspricht. Zu bemerken ist
dartiber hinaus, dass die bayessche Version der Regularisierung dquivalent zum Verfahren
bei lasso ist, wenn der Parametersatz eine Laplace-Verteilung als a-priori-Verteilung zuge-
wiesen bekommt ([Bis06]). Dadurch ist offenbar die Schlussfolgerung zu ziehen, dass im
Rahmen der bayesschen Methode die Regularisierung als eine Art Vorwissen iiber den zu

schidtzenden Parametersatz angesehen werden kann.
Akaike Information Criterion (AIC)

Das AIC-Kriterium fiir die Modellselektion wurde von Hirotugu Akaike eingefiihrt und in
[Aka98] veroffentlicht. Im Prinzip besagt es, dass das Modell mit dem kleinsten AIC-Wert
ausgewdhlt werden soll, der durch folgende Formel definiert wird:

AIC = —2In(L(D|®)) + 2|0)| (2.23)

Dabei ist L(D|®) die Likelihood des Datensatzes D und |®| die Anzahl der zu schitzenden
Parameter. Die Idee des AIC-Kriteriums stammt aus der Minimierung der KL-Divergenz
zwischen dem wahren Modell f(x,®) und dem Kandidatenmodell g(x, ®) (sieche [And02]
tir die detaillierte Herleitung). Das AIC-Kriterium ist ein asymptotisch erwartungstreuer
Schitzer fiir die oben genannte KL-Divergenz. Fiir einen kleinen Datensatz gibt es unter
gewissen Bedingungen eine korrigierte Version des AIC-Kriteriums, das AIC.-Kriterium
(siehe [HT89]).

Mallow’s Cp

Im Rahmen der linear parametrierten Modelle kann das Kriterium Mallow’s C, mit folgen-
der Definition ([FKL07])

_ RSS(p)

C
p o2

— N +2P (2.24)

formuliert werden. Dieses Kriterium versucht, aus K moglichen Regressoren die P Regres-
soren zu identifizieren, welche die gewonnenen Messdaten am besten erkldren konnen.
Dabei werden die P Regressoren mit dem kleinsten C,-Wert ausgewahlt. Der Term RSS(p)
ist die Residuenquadratsumme, die sich mit dem ausgewdahlten Modell ergibt. N und P

sind jeweils die Anzahl der Messpunkte und der Regressoren.
Bayesian Information Criterion (BIC)

Das bekannte BIC-Kriterium, auch Schwarz-Kriterium genannt ([Sch+78]), wéahlt das Mo-
dell aus, das den kleinsten BIC-Wert aufweist, der mit folgender Definition entsteht
([FHTO1]):

BIC = —2In(L(D|®)) + |®|InN (2.25)

Dabei ist L(D|©) die Likelihood des Datensatzes D und |®| die Anzahl der zu schitzenden

Parameter. Obwohl das BIC-Kriterium eine dhnliche Form wie das AIC-Kriterium besitzt,
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kommen die beiden aus verschiedenen theoretischen Uberlegungen. Das BIC-Kriterium fiir
Modellselektion ldsst sich aus dem Prinzip der Marginal-Likelihood-Maximierung ablei-
ten, wobei das Integral in Formel (2.30) nach Approximation durch die Taylor-Entwicklung
bis zur 2. Ordnung berechnet und maximiert wird (siehe [FHTO01] fiir eine detaillierte Her-

leitung):

(C) ~ ~~
BIC

minimize —2In(L(D|®)) + |®|InN = maxiAmize/p(D|@,M)p(®]M)d@ (2.26)
C) S

Marginal  Likelihood

Ahnlich wie beim Fall des AIC-Kriteriums ist das BIC-Kriterium auch nur ein asympto-
tischer Schétzer der Marginal Likelihood des Modells p(D|M), was den Einsatz des BIC-

Kriteriums beschrankt.
Bayessche Modellselektion

Unter dem bayesschen Paradigma basiert die Modellselektion auf folgender Uberlegung:
Anhand des Datensatzes D = {x;,y;|i € {1...N}} versucht man zwei Kandidatenmodel-
le M; und M, zu vergleichen. Es wird angenommen, dass wir keine Praferenz unter den
zwei Modellen haben, d. h. fiir die a-priori-Verteilung der Kandidatenmodelle gilt p(M;) =
p(M;). Mit dem Satz von Bayes in Formel (2.12) werden die a-posteriori-Verteilungen der
beiden Kandidatenmodelle berechnet ([Bis06]):

_ p(D|M;y)p(My)
_ p(D|Ma)p(M>) '
p(Mz|D) = ===

Wenn man die a-posteriori-Verteilungen fiir die zwei Kandidatenmodelle vergleicht, ergibt
sich ([Bis06])

p(Mi|D) _ p(M1) p(D|M1) _ p(D|My) (2.28)
p(M|D) — p(Mz) p(D|M;)  p(D|Ms) '

p(D|M;)
p(D[M;)
zeichnet und eingesetzt wird, um einen Plausibilitdtsvergleich zwischen M; und M, vorzu-

wobei der Term

als Bayes Factor zwischen den Kandidatenmodellen M; und M, be-

nehmen ([BS01]). Wenn ein Parametersatz ©; fiir das Modell M; angenommen wird, kann

die a-posteriori-Verteilung von ®; wie folgt berechnet werden:

p(D|©1, M1)p(©1| M)

p(DIM,) (2.29)

p(©1|D) =
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Dabei ist der Term p(D|M; ) die Likelihood-Funktion (Marginal Likelihood) in Formel (2.27)
und die Evidence in Formel (2.29). Er kann mit folgender Formel berechnet werden ([Bis06]):

p(DIMy) = [ p(DIO1, My)p(©1]M1)d0; (2.30)

Aus der Herleitung der Formeln (2.27) bis (2.30) ist ersichtlich, dass durch die Maximierung
der Marginal Likelihood des Modells die beste Modellgiite zu erreichen ist. Der Hauptvorteil
davon ist, dass die Marginal-Likelihood-Maximierung automatisch die optimale Modell-
komplexitdt auswidhlen kann ([RW06]), da die Marginal Likelihood vom Modell M; unab-

hédngig vom Parametersatz ®; ist, was sich schon in Formel (2.30) gezeigt hat.

Wenn man den Hyperparametersatz #, z. B. A in Ridge Regression und « und p im Rahmen
des bayesschen linearen Modells in [Bis06] berticksichtigt und ihm eine a-priori-Verteilung
zuweist, ergibt sich die Marginal Likelihood des Modells M mit voller bayesscher Behand-
lung zu folgender Formel ([RWO06]):

pDIM) = [ [ p(DI©)p(©IM, H)p(H|M)dOdH @31)

Hierbei muss die Integration iiber sowohl den Parametersatz © als auch den Hyperpara-
metersatz H durchgefiihrt werden, was aufser ein paar Ausnahmen, z. B. im Fall von kon-
jugierten a-priori-Verteilungen ([Bis06]), nicht analytisch machbar ist. Um dieses Problem

zu 16sen, werden in der Regel zwei Ansétze bertiicksichtigt

Deterministische Approximation

In diesem Ansatz wird zundchst das © in Formel (2.31) marginalisiert, was zu einer Funk-
tion p(D|M, H) von H fiihrt. Anschlieend wird H geschétzt durch die Maximierung der
p(D|M, H). Somit wird das Integral in Formel (2.31) approximiert durch

p(D|M) ~ /p(D|@)p(@|M,7%)d@ (2.32)

wobei 7 fiir den Hyperparametersatz steht, der die Funktion p(D|M, H) maximiert. Dieses
Verfahren zur Modellselektion wird als Type II Maximum Likelihood (ML-II) oder Empirical
Bayes bezeichnet ([Bis06]).

Stochastische Approximation

Eine weitere Moglichkeit stellt das sogenannte Sampling-Verfahren dar, das versucht, di-
rekt Stichproben aus der a-posteriori-Verteilung des gewiinschten Parameters zu ziehen
und damit die Eigenschaft der a-posteriori-Verteilung zu ermitteln. Zu den am haufigsten
gebrauchten Verfahren gehort das Markov-Chain-Monte-Carlo-Verfahren (MCMC), das auf
einer Markov-Kette basiert (siehe [Bis06], [And+03] und [Bro+11] fiir eine umfangreiche
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Einfiihrung in diese Thematik). Wegen des hohen Anspruchs des MCMC-Verfahrens an
die Rechenleistung wird das Sampling-Verfahren in dieser Arbeit nicht berticksichtigt.

Cross-Validation

Eine weitere Mdoglichkeit, die optimale Modellkomplexitdt zu finden, bietet die Methode
der Cross-Validation, die versucht, den erwarteten Generalisierungsfehler des Modells in
Formel (2.18) direkt zu bewerten bzw. zu schitzen, ohne den Einfluss der Modellannahme
zu berticksichtigen. Anders als AIC und BIC, deren Einsetzbarkeit und Leistung vornehm-
lich von der ausgewédhlten Modellannahme limitiert werden, zeichnet sich die Methode
Cross-Validation durch ihre generelle Anwendbarkeit und ihre Robustheit aus ([FHTO01]).
Die Idee und Notwendigkeit der Methode der Cross-Validation ist auf die Tatsache zurtick-
zufiihren, dass im Regelfall keine ausreichenden Messdaten fiir eine aussagekraftige Infe-
renz zur Verfiigung stehen, was in unserem Anwendungsfall insbesondere zutrifft. Infolge-
dessen wird auf separat ausgewidhlte Messdaten als ein unabhéngiger Validierungsdaten-
satz verzichtet. Stattdessen werden simtliche Messdaten mehrfach nach verschiedenen Par-
titionsschemas in Trainingsdatensatz und Validierungsdatensatz aufgeteilt; in jeder Runde
der Cross-Validation wird das Modell erneut* mittels des dazugehérigen Trainingsdatensat-
zes gefittet. Anschlieffend wird die Modellgenauigkeit durch den Generalisierungsfehler
auf den Validierungsdatensatz bewertet und iiber mehrere Runde gemittelt. Bei gegebenen
Messdaten D = {x;,y;|i € {1...N}} lasst sich die grundlegende Formel zur Berechnung
des Generalisierungsfehlers wie folgt ausdriicken ([FHTO01]):

K
CV =2 Y R(y, /) 233)
i=1

Dabei sind K fiir die Anzahl der Runden, y; und f; jeweils die Messdaten im Validierungs-
datensatz und die geschédtzten Modellwerte durch das neue Modell, das mittels der Mess-
daten ohne den aktuellen Validierungsdatensatz gefittet wird. Auflerdem steht R fiir die

verwendete Fehlermetrik in der Berechnung, die verschiedene Formen annehmen kann, z.
B. Quadratfehler, absoluter Fehler und relativer Fehler ([A+10]).

K-Fold-Cross-Validation

Das wichtigste und am haufigsten gebrauchte Partitionsschema ist die K-Fold-Cross-Valida-
tion. Hierbei wird der gesamte Datensatz auf eine zuféllige Art und Weise in K Teile mit glei-
cher Grofie partitioniert. In jeder Runde dient ein Teil als Validierungsdatensatz, und der
Rest der Messdaten wird als Trainingsdatensatz verwendet, um das neue Modell zu trai-
nieren, wie f; in Formel (2.33). Mit dem neu gefitteten Modell werden die Beobachtungen
an denselben Stellen wie im Validierungsdatensatz pradiziert und mit den entsprechenden

Gegenstiicken im Validierungsdatensatz verglichen. Nach K Runden wird die eingesetzte

4Bei manchen Varianten der Cross-Validation, in denen die Anzahl der Runden zu grof$ ist, wird das Modell
nicht fiir jede Runde neu gefittet, um Rechenaufwand zu sparen.
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Fehlermetrik gemittelt. Das Partitionsschema wird in Abbildung 2.4 gezeigt. Der Rechen-
aufwand des Verfahrens entsteht hauptsdchlich durch das Modelltraining in jeder Runde
und kann schnell zu grof$ sein, wenn die Anzahl K der Runden zunimmt. Im Normalfall
wird K auf 5 oder 10 gesetzt ([FHTO01]).

Modelltraining Modelltraining Modelltraining Validierung

Abbildung 2.4: Schematische Darstellung eines Partitionsplans bei 4-Fold-Cross-Validation;
es werden beispielsweise vier Unterteile mit gleicher Grofie aus der gesammelten Messda-
ten partitioniert; in jeder Runde werden drei der vier Unterteile als Trainingsdatensatz fiir

das Modelltraining eingesetzt.

Leave-One-Out-Cross-Validation

In je mehr Teile die Messdaten partitioniert werden, eine desto bessere Aussage iiber die
Modellgenauigkeit kann das Verfahren der Cross-Validation treffen. Wenn die Anzahl der
Teile der Anzahl der Messpunkte gleicht, d.h. K = N, wird das Verfahren als Leave-One-
Out-Cross-Validation bezeichnet, da in jeder Runde nur ein Messpunkt als Validierungsda-
tensatz aus den Messdaten herausgenommen wird. Da im Problem mit grofiem Datensatz
das erneute Modelltraining fiir jede Runde fiir einen grofien Rechenaufwand sorgt, wird
manchmal das Modelltraining nur einmal mit allen Messpunkten durchgefiihrt und in al-

len Runden eingesetzt.

2.2.3 Zusammenfassung

In diesem Abschnitt wurde zunédchst in das Problem von Owerfitting eingefiihrt und an-
schlieSend die Ursache des Problems basierend auf der Bias-Varianz-Zerlegung des er-
warteten Generalisierungsfehlers analysiert. Daraufthin wurden die Regularisierungstech-
niken, die fiir die Vermeidung des Overfitting eingesetzt werden, vorgestellt. Als Beispiele
lieSen sich Verfahren wie Ridge Regression, lasso und Weight Decay anfithren. Danach wur-
den weitere Methoden wie das Mallow’s C,-Kriterium, das AIC-Kriterium und das BIC-
Kriterium beschrieben, die sich ebenfalls zielfiihrend fiir die Auswahl der Modellkomple-
xitdt erwiesen. Auflerdem wurden die theoretischen Uberlegungen hinter den Verfahren
fiir die bayessche Modellselektion erldutert, woraus sich die wichtige Methode ML-II her-
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auskristallisierte. Zum Schluss wurde das Verfahren der Cross-Validation vorgestellt, das

eine sehr breite Anwendung im Themengebiet Modellselektion findet.

2.3 Regressionsmodelle

In diesem Abschnitt werden verschiedene Regressionsmodelle als Kandidaten fiir unseren

Anwendungsfall vorgestellt, klassifiziert und bewertet.

2.3.1 Klassifikation der Regressionsmodelle

Fiir die Aufgabe der Regression existieren zahlreiche Modellstrukturen und -varianten,
die fiir die verschiedensten Anwendungsfélle und Zielsetzungen entwickelt wurden; in
[Murl2] wird eine gut organisierte, aber auf keinen Fall vollstindige Ubersicht iiber Re-
gressionsmodelle gegeben. In diesem Abschnitt wird versucht, eine kompakte und fiir die-
se Arbeit zweckdienliche Klassifikation der Regressionsmodelle zu erstellen. Als héchste
Ebene fiir die Klassifikation werden die Regressionsmodelle in zwei Kategorien unterteilt:

parametrische Modelle und nichtparametrische Modelle’.
Parametrische Modelle

Ein Regressionsmodell wird als parametrisch bezeichnet, wenn vor der Datensammlung
die Struktur des Modells schon durch eine endliche Menge ® von Parametern festgelegt
wird ([Rid07]). Im Anschluss wird versucht, mithilfe dieser festen Modellstruktur die ge-
sammelten Daten zu erkldren und zu interpretieren([Fre09]). Das Ergebnis dieses Vorgangs
ist der geschitzte Parametersatz ®. Wenn das geschitzte Modell zur Pradiktion an einer
unbekannten Stelle x verwendet wird, wird lediglich ® zum Einsatz gebracht. D.h. die In-
formation, die in den Messdaten enthalten ist, wird durch den Schitzungsvorgang auf @
tibertragen und spielt bei der Pradiktion nur noch mittelbar eine Rolle. Wiahrend sich die
Modelle dieser Art durch einfache Struktur und Implementierung auszeichnen, verlieren
sie ihre Flexibilitédt bei der Interpretation von Messdaten wegen der festgesetzten Struktur.
Auch im Extremfall, wenn unendlich viele Messpunkte vorhanden sind, kann ein para-
metrisches Modell den gesuchten Zusammenhang nicht hundertprozentig wiedergeben,
da der Bias-Term in Formel (2.18) unter einer festen Modellstruktur nicht verschwinden
wird®. Typische Beispiele sind die Basisfunktion-Regression und das Logit-Modell.

Die parametrischen Modelle kann man noch weiter aufschliisseln, und zwar in linear para-
metrierte Modelle und nichtlinear parametrierte Modelle. Der Hauptunterschied ist, dass
bei linear parametrierten Modellen der Modellausgang durch eine lineare Abhidngigkeit
von dem Parametersatz ® dargestellt werden kann wie in einem ganz gewo6hnlichen linea-

ren Regressionsmodell. Bei nichtlinear parametrierten Modellen ist der Zusammenhang

°Die Klasse der semiparametrischen Modelle wird in dieser Arbeit nicht beriicksichtigt.
®Das gilt nur, wenn die gesuchte Modellstruktur der angenommenen Modellstruktur nicht entspricht.
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zwischen den Parametern und dem Modellausgang nichtlinear, z. B. ist beim Logit-Modell

der Modellausgang eine Exponentialfunktion der Parameter.
Nichtparametrische Modelle

Hierbei wird angenommen, dass die Information in den Messdaten durch eine endliche
Menge von Parametern nicht vollstindig dargestellt werden kann. In diesem Fall werden
die Messdaten auch in der Modellstruktur untergebracht und integriert. Je mehr Mess-
punkte fiir das Modelltraining zur Verfiigung stehen, desto besser und tiefer kann theore-
tisch das resultierende Modell den zu approximierenden Zusammenhang verstehen. Au-
lerdem werden bei der Pradiktion durch ein nichtparametrisches Modell sowohl der Hy-
perparametersatz, der durch Modelltraining gelernt wird, als auch die Messdaten verwen-
det. Ein typisches nichtparametrisches Regressionsmodell stellt das Gaufsprozessmodell
dar, das in Abschnitt 2.3.6 vorgestellt wird. Weitere Beispiele fiir nichtparametrische Mo-
delle sind Local Polynomial Regression ([Avel3]) und K-Nearest Neighbor Regression ([Alt92]).

2.3.2 Fixed Basis Function Regression

Bei der Fixed Basis Function Regression wird angenommen, dass das Modell mit folgender

Formel beschrieben werden kann:

f(x,0) = f 0i¢j(x) (2.34)
j=0

Die Basisfunktion ¢(x) des Eingangs kann verschiedene Formen annehmen, z. B. Polynom
, ()2

¢j(x) = x/, gaufische Basisfunktion ¢;(x) = exp( (ZUZX ) ) etc. Aus der Formel (2.34) ist

offensichtlich, dass der Ausgang linear abhéngig vom Parametersatz @ = [0y, 601, - - ,0p]T

ist. Deswegen gehort die Basisfunktion-Regression zu den linear parametrierten Modellen
([Chr11]). Wenn die Modellkomplexitat festgelegt ist, kann der Parametersatz ® durch die
KQ-Methode oder die ML-Methode geschitzt werden zu

0 = (XTx)xTy (2.35)

was bereits in Abschnitt 2.2.1 dargestellt ist. Die Bestimmung des Komplexitdtsparameters,
z. B. m bei Polynomen und ¢ bei der gaufischen Basisfunktion, muss vorher vorgenom-
men werden, sonst entsteht die Gefahr von Overfitting, wie schon in Abschnitt 2.2.1 erklart
wurde. Um das Overfitting unter Kontrolle zu halten, kann die Auswahl des Komplexitits-
parameters mittels einer Regularisierungstechnik, beispielsweise der Schrinkage Methode,
des informationsbasierten Kriteriums erfolgen, z. B. BIC, AIC oder Cross-Validation, siehe
Details in Abschnitt 2.2.2.
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2.3.3 Feedforward Neural Network

Das Feedforward Neural Network gehort zu den KNN. Die Idee eines KNN ist auf den Versuch
zuriickzufiihren, die Arbeitsweise des Gehirns mathematisch zu beschreiben ([Gur97]).
Von der Struktur her besteht ein Feedforward Neural Network aus Eingabeschicht, verborge-
ner Schicht und Ausgabeschicht, siehe Abbildung 2.5. Der Name Feedforward Neural Network
stammt daher, dass die Information in dieser Art von neuronalem Netzwerk immer von
der Eingabe bis zur Ausgabe vorwirts durchlduft, wobei kein Zyklus gebildet wird; sonst
wird es zum Reccurent Neural Network, das iiblicherweise bei der Modellierung von dyna-
mischen Prozessen verwendet wird ([Def11]). Da es aus mehreren Schichten besteht, nennt
sich das Feedforward Neural Network auch MLP-Netzwerk. Zu beachten ist, dass ein MLP-
Netzwerk mehrere verborgene Schichten haben kann; allerdings wird schon in [Hor93]
gezeigt, dass ein MLP-Netzwerk mit einer verborgenen Schicht als allgemeingiiltiger Ap-
proximator (Universal Approximator) angesehen werden kann. In dieser Arbeit werden nur

MLP-Netzwerke mit einer verborgenen Schicht beriicksichtigt.

Perceptron/Neuron

Y Y Y
Eingabeschichte Verbogene Schichten Ausgabeschichte

Abbildung 2.5: Schematische Darstellung der Struktur eines KNN; wihrend die schwarzen
Punkte auf der linken Seite fiir die Eingénge stehen, sind die schwarzen Punkte auf der
rechten Seite die Ausgange; die weiflen Punkte sind die sogenannten Neuronen des KNN;

das in der Abbildung gezeigte Netzwerk besitzt zwei verborgene Schichten.

Im Vergleich zur Fixed Basis Function Regression kann unter einem MLP-Netzwerk eine li-
neare Kombination von Basisfunktionen mit adaptiven Parametern verstanden werden, die
mittels Messdaten gelernt werden miissen ([Bis06]). Mathematisch kann ein MLP-Netzwerk
mit P Eingédngen, M Neuronen (Perceptrons) in der verborgenen Schicht und K Ausgéngen
durch folgendes Gleichungssystem beschrieben werden ([FHTO01]):



2 Statistische Modellbildung fiir stationdre Zusammenhéange 39

Uy = o(agm + oc,ﬂx),m =1,---,M (2.36)
fe(x) = g(t),k=1,--- K (2.38)

Dabei sind x = [x1,x2,X3,...,Xxp|, u = [ug, up, u3,..., up] und t = [tq,f5,t3,...,tg]. Dar-
tiber hinaus ist die Funktion () die sogenannte Aktivierungsfunktion des Neurons. Nor-

malerweise wird eine s-férmige Funktion ausgewdhlt, z. B. () = H% ([Hyo01]).

Abbildung 2.6: Schematische Darstellung des Signalflusses eines Neurons auf der Ein-
gangsseite; der Vektor a wird eingesetzt, um die Eingdnge zu gewichten, wobei «y,, die

Bias-Komponente ist. Die Funktion ¢ ist die nichtlineare Aktivierungsfunktion.

/ AG
8

Abbildung 2.7: Schematische Darstellung des Signalflusses eines Neurons auf der Aus-
gangsseite; der Vektor f ist wiederum ein Vektor fiir die Gewichtung, auflerdem wird die
Bias-Komponente durch B, beschrieben. Am Ausgang wird normalerweise eine lineare
Aktivierungsfunktion ¢ verwendet.

Modelltraining

Zum Training eines MLP-Netzwerks wird der komplette Parametersatz ©, der aus folgen-
den Gewichten und Bias besteht:
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{D‘Omz Ky, M = 1/ 2/ e /M} (239)
{IBOk/ IBk/k =12, /K} (240)

anhand eines Datensatzes durch Minimierung folgender Fehlerfunktion geschétzt, was kei-
ne leichte Aufgabe ist ([FHTO1]):

N
R(O) =) ;(fk(xi) — yik)? (2.41)

Erstens ist die zu minimierende Fehlerfunktion in Formel (2.41) nicht konvex, was das Trai-
ning ziemlich anféllig zu schlecht gewéhlten Anfangswerten der Parameter macht ([Bis06]).
Standardmaflig wird die Fehlerfunktion in Formel (2.41) mit dem Levenberg-Marquardt
Algorithmus minimiert, der robust auch bei schlecht gewéhlten Anfangswerten der Ge-
wichte konvergieren kann ([DS96]). Dabei wird die Ableitung % der Fehlerfunktion
nach dem Parametersatz mittels der bekannten Methode Error-Back-Propagation aus

[RHWS88] berechnet. Zweitens muss angesichts der hohen Anzahl der zu schdtzenden Pa-
rameter in den Formeln (2.36) und (2.37) die Fehlerfunktion regularisiert werden. Mogliche
Optionen sind Weight Decay ([Moo+95]), die dhnlich wie die Ridge Regression in Abschnitt
2.2.2 ist, und Early Stopping ([Gil01]), die speziell fiir das Training von MLP-Netzwerken

entwickelt wurde.
Bayesian Neural Network

Waihrend die frequentistische Technik fiir Regularisierung, z. B. Weight Decay, noch Cross-
Validation braucht, um die Modellkomplexitdt zu bestimmen, bietet die in Abschnitt 2.2.2
erwidhnte bayessche Modellselektion (ML-II) eine komplett automatische Losung zur Opti-
mierung der Modellkomplexitdt. Dabei wird ein normalverteiltes Messrauschen mit
p(y|x) = N (y|f(x,0), 1) angenommen und dem Parametersatz ® eine gaufsche
a-priori-Verteilung p(®la) = N (©]0,a7!) zugewiesen. Anschliefend kann die
a-posteriori-Verteilung des Parametersatzes © mittels des Satzes von Bayes berechnet wer-
den ([Bis06]):

p(®[D,a,B) « p(D|O,B)p(O|a) (2.42)

Wegen der Nichtlinearitit in der Likelihood-Funktion p(D|®, B) ist die a-posteriori-Vertei-
lung p(®|D, «, B) keine Normalverteilung mehr und beinhaltet in der Regel mehrere Modi.
Um den Parametersatz © und die zwei Hyperparameter « und p zu schétzen, wird ein

iterativer Prozess aus zwei Schritten angesetzt ([Bis06]):
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1. Wenn angenommen wird, dass die Hyperparameter « und  Konstanten sind, kann
mittels der Laplace-Approximation die a-posteriori-Verteilung p(®|D, «, B) durch ei-
ne Normalverteilung approximiert werden, und der Modus @yap der approximier-

ten a-posteriori-Verteilung kann damit problemlos berechnet werden.

2. InRahmen der bayessche Modellselektion (ML-II) wird die Marginal-Likelihood-Fun-

ktion mit folgender Formel definiert:

p(Dla,p) = [ p(DI©, B)p(O]n)d® 249

Um die Hyperparameter « und f zu optimieren, wird die Marginal-Likelihood p(D|«, )

zundchst bei Oyap mit Laplace-Approximation approximiert und dann maximiert.

Wenn der Prozess konvergiert, bekommt man den Parametersatz ©® und die Hyperpara-
meter & und B geschitzt. Damit kann eine Pradiktion an unbekannten Stellen durchgefiihrt

werden.

2.3.4 Radial Basis Function Network

Wenn eine radiale Basisfunktion als Aktivierungsfunktion ausgewahlt wird, wird das MLP-
Netzwerk zu einem RBF-Netzwerk, dessen tibliche Struktur durch Abbildung 2.8 aufge-
zeigt wird. Eine radiale Basisfunktion ¢(x) von einem Eingang x ist abhingig vom radialen
Abstand zwischen dem Eingang und einem Zentrumspunkt ¢ und ldsst sich durch folgende
Formel definieren ([Buh00]):

¢(x) = h([[x = cl]) (2.44)

Der Abstand ||x — c|| kann entweder zur Mahalonobis-Norm verallgemeinert werden oder
schlechthin der euklidische Abstand sein. Wahrend Ersteres eine grofsere Flexibilitdt an der
Modellstruktur erlaubt, braucht Letzteres einen geringeren Rechenaufwand fiir das Mo-
delltraining ([Har14]). Eine gebrauchliche Wahl der Basisfunktion stellt die Gaufsfunktion
mit folgender Definition dar:

[Ix—c|?

= ) (2.45)

p(x) = exp (~0.5(

Der Modellausgang lasst sich schnell als die Summe der gewichteten Ausgédnge jeder ra-

dialen Basisfunktion berechnen zu

M
f(x) = ; Wi (x) (2.46)
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Abbildung 2.8: Schematische Darstellung der Struktur eines RBF-Netzwerks, das einen
P-dimensionalen Eingangsraum und M Zentrumspunkte besitzt; der Ausgang des RBF-
Netzwerks ist die gewichtete Summe der Ausgénge der radialen Basisfunktion ¢;(x).

wobei M die Anzahl der Zentrumspunkte ist und der Parametersatz w = [wy, Wy, ..., wp]

fiir die Menge der Gewichtungsfaktoren steht.
Modelltraining

Der Modellstruktur in Abbildung 2.8 ist zu entnehmen, dass w und der Parametersatz
in der Gaufsfunktion jeweils eine lineare und eine nichtlineare Auswirkung auf den Mo-
dellausgang besitzen. Fiir das Training des RBF-Netzwerks gibt es normalerweise zwei
Phasen. In der ersten Phase werden die Lage und die Standardabweichung der Gauf3-
funktion entweder durch eine zufillige Verteilung oder mittels k-means clustering bestimmt
([SKPO01]). Eine weitere Moglichkeit fiir die Identifikation der nichtlinearen Parameter bie-
tet der Orthogonal-Least-Squares-Algorithmus an, siehe [CCG91] fiir Details. In der zweiten

Phase wird die KQ-Methode eingesetzt, um die Gewichtungsfaktoren in w zu schétzen.

2.3.5 Lokale Modellnetze

Wihrend der Ansatz der Polynom-Regression an dem Nachteil leidet, dass der Regressor
einen globalen Einfluss im gesamten Eingangsraum besitzt, was zu Oszillation und weite-
ren unerwiinschten Phanomenen fiihren kann ([Bis06]), zeichnet er sich durch eine einfa-
che Struktur und geringen Trainingsaufwand aus. Um den negativen Effekt der Polynom-
Regression (Globalitdt des Regressors) zu neutralisieren, greift man auf die Idee zuriick,
den Eingangsraum in mehrere Subrdume zu unterteilen und in jedem Unterraum ein loka-

les Polynommodell zu identifizieren. Die iibliche Struktur zeigt Abbildung 2.9.
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Abbildung 2.9: Schematische Darstellung der Struktur eines lokalen Modellnetzes; die
schwarzen Punkte auf der linken Seite stehen fiir den Eingangsvektor u = [uy,uy, ..., upl;
in der Mitte des Bildes sind drei lokale Modelle (LM) schematisch dargestellt, wobei der
Term @; fiir den Beitrag und die Giiltigkeit des entsprechenden lokalen Modells LM; fiir
den gesamten Ausgang y steht.

Wenn ein lineares Polynommodell im Subraum verwendet wird, kann der Modellausgang

y von einem P-dimensionalen Eingangsvektor u = [u1, u, ..., up| als ([Nel97])

M
y =) yi(u)Pi(u) (2.47)
i—1

mit dem i-ten linearen lokalen Polynommodell y;(u) gemaf

yi(u) = wio + w;uy + wipus + - - - 4 w; puip (2.48)

Der Term ®;(u) in Formel (2.47) ist die Giiltigkeitsfunktion, welche die aktive Region des
entsprechenden lokalen Modells im Eingangsraum bestimmt ([Ise14]), und kann wie folgt
definiert werden ([M]J97]):

@, _ pi(u) 2.49
() Zj]\il P‘j(“) 24)

Die Giiltigkeitsfunktion besitzt die Eigenschaft, dass sich die Funktionswerte fiir einen Ein-
gangsvektor auf eins summieren, d.h. es gilt (([M]J97]))
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M

Y ®@i(u) =1 (2.50)

i=1
Der Term p;(u) in Formel (2.49) ist die Zugehorigkeitsfunktion und wird durch die Nor-
mierung in die Giiltigkeitsfunktion umgewandelt ((Har14]). Im Regelfall kann die Sigmoid-
Funktion oder normierte GaufSfunktion als Zugehorigkeitsfunktion wie folgt zum Einsatz

kommen:

pi(u) =] Jexp [—0.5 ( (’—2”)> ] (2.51)
=1 7ij
Dabei sind ¢; ; und 0; j jeweils der Zentrumspunkt und die Standardabweichung der Gaufs-

funktion.

Modelltraining

Zum Trainieren des lokalen Modellnetzes sind das Partitionsschema, der Parametersatz w”

im lokalen Modell in Formel (2.48), die Lage ¢; ; und die Standardabweichung ¢; ; der Zu-
gehorigkeitsfunktion in Formel (2.51) zu bestimmen. Wéahrend der Modellausgang linear
abhédngig von w ist, wirken sich die Lage und die Standardabweichung der Zugehorig-
keitsfunktion nichtlinear auf den Modellausgang aus. Deshalb reicht auf der einen Seite
die gewohnliche KQ-Methode fiir die Schitzung von w aus. Auf der anderen Seite muss
ein nichtlineares Optimierungsverfahren eingesetzt werden, um die Parameter der Zuge-

horigkeitsfunktion zu identifizieren ([Ise14]).
LOLIMOT

In [Nel97] wird das Verfahren LOLIMOT entwickelt, das die nichtlinearen Parameter durch
eine Kombination von heuristischen Partitionsverfahren mit linearem Optimierungsver-
fahren bestimmt ([AF07]). LOLIMOT fangt mit einem linearen Polynommodell auf dem
gesamten Eingangsraum an. In jeder Iteration wird ein Subraum achsenorthogonal in zwei
Subrdume partitioniert, und der Subraum, der zu einem geringeren Maf} an Verbesserung
der Modellgiite fiihrt, wird in der nédchsten Iteration geschnitten. Das Verfahren ldsst sich
mit Abbildung 2.10 darstellen, fiir mehr Details siehe [Ise14].

HHT und LOPOMOT

Eine andere Variante des lokalen Modellnetzes stellt der Hinging Hyperplane Tree (HHT)
dar. Dabei wird ein achsenschrages Partitionsschema zugelassen ([Ern98]). Wenn nicht nur
lineare lokale Modelle verwendet werden, wird dariiber hinaus LOLIMOT zum Local Po-
lynomial Model Tree (LOPOMOT) erweitert ([SSI09]). Der LOPOMOT-Algorithmus hat die
Baumstruktur von LOLIMOT fiir die Teilung des Eingangsraums in Abbildung 2.10 ge-
erbt. Dennoch wird der Grad des lokalen Polynommodells im Subraum von Mallow’s C,-
Kriterium bestimmt, was die Flexibilitat der Modellstruktur erhohen kann.

"Unter w ist eine M x (P + 1)-Matrix zu verstehen.
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Abbildung 2.10: Schematische Darstellung des Partitionsverfahrens bei LOLIMOT; es wer-

den insgesamt vier Iterationen des Verfahrens angezeigt. In jeder Iteration wird der aus-

gewdhlte Subraum in zwei kleinere Subrdume partitioniert. Zu bemerken ist, dass im

LOLIMOT-Verfahren ausschliefilich eine achsenorthogonale Partitionierung des Eingangs-

raums zugelassen wird.

2.3.6 Gaussian Process Regression (GPR)

In den letzten Jahren hat sich ein grofies Interesse an der GPR entwickelt, vor allem im Um-
feld von Machine Learning ([Cal+14]), ((DBC11]), ([Ban+08]) und ([NSP09]). In der GPR wird
ein bayesscher Ansatz entwickelt, der den Zusammenhang zwischen x und y anhand eines
Datensatzes D = {x;,y;|i € {1...N}} ermittelt. Anders als bei den bisher vorgestellten Re-
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gressionsmodellen wird bei der GPR die a-priori-Verteilung statt auf explizite Parameter
@ auf die Schatzfunktion f(x) selbst gesetzt ((RW06]). Wie schon der Namen verrit, wird
auf die geschitzten Funktionswerte f(x) = [f(x1), f(x2),- - -, f(xpm)] ein Gaussian Process
(GP) als a-priori-Verteilung gesetzt. Ein GP ist nach Definition in [RW06] ein stochastischer
Prozess, bei dem jede endliche Teilmenge der Zufallsvariablen mehrdimensional normal-
verteilt ist. Mit einem GP als a-priori-Verteilung ladsst sich die Schatzfunktion wie folgt be-

schreiben ([RW06]):

f(x) ~ GP(m(x),k(x,x")) (2.52)

Dabei ist der Term m(x) die Mittelwertfunktion und k(x, x") die Kovarianzfunktion. Nor-
malerweise wird eine Null-Mittelwertfunktion m(x) = 0 ausgewihlt, da die Kovarianz-
funktion im GP allein schon flexibel genug ist, um eine beliebig komplexe Mittelwertfunk-
tion zu modellieren ([Ber12]). Beim Kriging, einem dhnlichen Verfahren wie GPR im Um-
teld der Geographie, wird auch eine lineare Funktion als Mittelwertfunktion eingesetzt,
siehe ([JHS08]), ([ANS10]) und ([JCSO01]) fiir weitere Diskussionen. Jetzt bleibt die Spezifi-
kation der Kovarianzfunktion k(x, x’) tibrig, um den GP vollstindig zu bestimmen. In der
Literatur wird eine Reihe von unterschiedlichen Kovarianzfunktionen vorgeschlagen, siehe
[RWO06] und [HSK99]. In der vorliegenden Arbeit wird die klassische SE-Kovarianzfunktion
(Squared Exponential)

[|x — |2

7 ) (2.53)

k(x,x") = o exp(
verwendet, da auf der einen Seite die Hyperparameter / und o in der SE-Kovarianzfunktion
die Eigenschaft des Modells widerspiegeln und anschaulich sind. Der Term [ wird als Cha-
rakteristic Length-Scale bezeichnet und beschreibt die horizontale Starke der Korrelation zwi-
schen zwei Stellen im Eingangsraum, und oy beeinflusst das vertikale Verhalten des Mo-
dells. Auf der anderen Seite ist die SE-Kovarianzfunktion unendlich oft differenzierbar,
womit das Modell theoretisch Details beliebig hohen Grades aus dem Datensatz erfassen

kann ([Bis06]), was eine wertvolle Eigenschaft ist.
Pridiktion und Training

Wenn ein normalverteiltes Messrauschen mit p(y|x) = N (y|f(x), 0,) angenommen wird,

ergibt sich die Kovarianzfunktion der Messpunkte y zu ([RW06])

cov(y) = K(x,x) + 021 (2.54)

wobei K(x, x) die Kovarianzmatrix ist und aus den Kovarianzen zwischen allen moglichen

Elementen aus dem Eingangsvektor x = [x1, xp, - - - , x| besteht:
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k(xl,xl) k(xl,X2) k(xl,xg) k(xl,xN)
K(xx) = k(xz-, x1) k(x2., x2) k(x2., x3) k(xzf XN) (2.55)
k(xn,x1) k(xn,x2) k(xn,x3) ... k(xn,xN)

Dann ergibt sich die pradizierte gaufische Verteilung an der Stelle x* zu ([RW06])

A

f(x*) ~ N(m(x*),cov(x")), wobei (2.56)
m(x*) = K(x*,x)[K(x,x) + 021 "y (2.57)
cov(x*) = K(x*,x*) — K(x*,x)[K(x,x) + 21| 1K (x, x*) (2.58)

Die Pradiktion kann nur funktionieren, wenn die Hyperparameter /, 0y und 0, in der SE-
Kovarianzfunktion aus Messrauschen bekannt sind. Um den Hyperparametersatz H =
1, 0f,04] zu lernen, wird die Log Marginal Likelihood log p(y|#) des Hyperparametersatzes
mit der Formel ([P1a08])

1, 1 N
log p(y[H) = —5yKy 'y — 5 log |Ky| — - log(27) (2.59)

maximiert, wobei gilt:

Ky = K(x,x) + 021 (2.60)

In der Tat ist die Maximierung der Log Marginal Likelihood des Hyperparametersatzes H
dquivalent zum bayesschen Verfahren der ML-II fiir die Modellselektion, wenn die ge-
schitzten Funktionswerte an Trainingsdaten f(x) = [f(x1), f(x2),- -, f(xn)] als Parame-
ter angesehen werden ([Bis06]). Eine andere Moglichkeit fiir das Modelltraining von GPR
ist der Einsatz von Cross-Validation, der mehr Rechenzeit braucht, siehe [Bac13] fiir weitere
Analysen.

Diskussion

Der grofite Nachteil der GPR ist der Rechenaufwand von O(N®)® fiir die Invertierung der
Matrix Ky aus der Formel (2.59) beim Modelltraining, was den Einsatz von GPR bei sehr
grofien Datensétzen fast unmoglich gemacht hat ([SG12]), ((MR09]) und ([SG05]). Um die-
ses Problem zu mildern, wurde das Verfahren Sparse Gaussian Process Regression (SGPR) ent-
wickelt, das den Rechenaufwand auf O(M?N) reduzieren kann, wobei M << N und M fiir
die Anzahl der Pseudo-Eingdnge steht ([SG12]). Dariiber hinaus kann die SE-

Mt Cholesky-Zerlegung kann dieser Rechenaufwand auf O(NTS) reduziert werden ([RW06]).



48 2 Statistische Modellbildung fiir stationdre Zusammenhéange

Kovarianzfunktion auch ein Problem darstellen, weil sie eine stationdre Kovarianzfunk-
tion ist, d. h. die Kovarianzfunktion ist nur abhéngig vom relativen Abstand ||x — x'||?; die
absolute Position von x und x’ im Eingangsraum spielt keine Rolle, was eine Beschrankung

tiir manche Anwendungen sein kann.

2.3.7 Support und Relevance Vector Machine fiir Regression

Support Vector Machine (SVM) fiir Regression

Ein bekannter Nachteil von GPR ist das langsame Modelltraining bei hoher Anzahl von
Messpunkten (N > 2000) ([SGO05]). Um dieses Problem zu lésen, wurde in [CV95b] das
Modell Support Vector Machine (SVM) vorgestellt, das auf dem sogenannten Sparse Kernel
basiert. Die SVM wurde urspriinglich fiir das Problem der Klassifikation entwickelt, kann
aber auch fiir die Aufgabe der Regression angewendet werden. Die SVM fiir Regression
wird als Support Vector Regression (SVR) bezeichnet ([SV97]).

Bei SVM wird dieselbe Modellstruktur wie in Formel (2.34) verwendet, und zwar wird der
Ausgang durch eine lineare Kombination von Basisfunktionen ¢ (x) mit dem Parametersatz
O beschrieben. Hingegen wird beim Modelltraining statt einer quadratischen Verlustfunk-
tion L(f(x,®) —y) = (f(x,®) — y)? eine sogenannte e-insensitive Verlustfunktion wie im
Folgenden eingesetzt ([SS04]):

Laﬂx®>1n{°A @ == e
|f(x,®) —y| —e sonst

Diese Verlustfunktion bedeutet, dass Messpunkte, deren Abstiande von ihren geschitzten
Modellwerten kleiner als € sind, nicht bestraft werden, was zur Sparsity des Modells bei
SVM fiihrt. Wenn dariiber hinaus noch ein Term fiir die Regularisierung dazu kommt, er-

gibt sich die zu minimierende Fehlerfunktion zu ([Kec01])

N
R(©) = Y Le(f(x;,0) 3> + 510 2.62)

wobei C ein Komplexitdtsparameter ist. Die Fehlerfunktion oben ist konvex und unbe-
grenzt, aber nicht differenzierbar. Typischerweise wird das Minimierungsproblem in For-
mel (2.62) durch die Einfithrung einer Slack-Variablen zu einem Optimierungsproblem mit

Begrenzung umgewandelt, siehe [SS02] fiir mehr Details.

Obwohl die SVM mit ihrem Sparse Kernel ein schnelles Training erlaubt, wird ihr Einsatz
durch ein paar Nachteile beschrankt. Vor allem kann die SVM keine probabilistische Aus-
sage iiber die Pradiktion treffen ([Bis06]), was sich durch weitere Analysen und Diskus-

sionen als ein schwerer Nachteil fiir unseren Anwendungsfall entpuppt, siehe Details in
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Abschnitt 4.3.2. Auflerdem miissen normalerweise der Komplexitdtsparameter C und € in
Formel (2.61) mittels einer Technik wie Cross-Validation bestimmt werden ([Bis06]), was als

eine Verschwendung von Messpunkten angesehen werden kann.
Relevance Vector Machine (RVM) fiir Regression

Eine andere Methode, die auf der Idee des Sparse Kernels basiert, ist die RVM fiir Regression.
Die RVM kann ebenfalls als ein lineares Sparse Model interpretiert werden, das unter dem
bayesschen Paradigma funktioniert. Ahnlich wie die SVM kann die RVM mit folgender
Formel ([Tip01]):

f(x,0) = i 0:K(x, x;) + 6o (2.63)
i=1

beschrieben werden, wobei der Term K(x, x;) die Kernfunktion ist, die um den Messpunkt
x; zentriert. Der Parametersatz © = [0y, 01, - - ,0n] besteht aus N + 1 zu schitzenden Pa-
rametern. Im Rahmen der bayesschen Inferenz wird dem Parametersatz © eine Menge von
a-priori-Verteilungen zugewiesen, und zwar fiir jedes Element x; der Messdaten jeweils ei-
ne a-priori-Verteilung p(6;|a;) mit den Hyperparametersatz &« = [wg, a1, - - -, an], was das
grofite Merkmal von RVM ausmacht ([Bis06]). AufSerdem wird ein normalverteiltes Mess-
rauschen mit p(y|x) = N (y|f(x,®), 1) angenommen, wobei § die inverse Varianz des
Messrauschens ist. Um den Parametersatz © und den dazugehoérigen Hyperparametersatz
a und B zu schétzen, wird der gleiche iterative Prozess wie beim Bayesian Neural Network
in Abschnitt 2.3.3 eingesetzt.

Der Hauptvorteil von RVM gegentiber SVM ist, dass mittels der bayesschen Inferenz die
Modellkomplexitdt ohne Cross-Validation optimiert werden kann und die probabilistische
Angabe zum Ausgang auch ein natiirliches Produkt des Modelltrainings ist. Aufserdem

stellte sich heraus, dass eine deutlich spérlichere Losung erzeugt werden kann ([Bis06]).

2.4 Bewertung der Regressionsmodelle

In diesem Abschnitt wird aus den in Abschnitt 2.3 vorgestellten Modellen das geeignet-
ste Regressionsmodell fiir unseren Anwendungsfall ausgewihlt, ndamlich die Applikation
der stationdren Zusammenhénge in ECU-Funktionen fiir das Diesel-Luftsystem. Zun&chst
werden in Abschnitt 2.4.1 die Anforderungen an die Regressionsmodelle aus dem Anwen-
dungsfall abgeleitet und analysiert. Daraufhin werden in Abschnitt 2.4.2 die Kandidaten-
modelle von der Theorie her auf ihre Eignung {iberpriift und bewertet. Dabei wird das
tauglichste Modell ausgesucht.
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241 Anforderungen an die Regressionsmodelle

Wie bereits in Abschnitt 1.3 dargestellt, zielt die vorliegende Arbeit darauf ab, alle statio-
ndren Zusammenhénge in ECU-Funktionen fiir das Diesel-Luftsystem automatisch zu ap-
plizieren, und zwar mit moglichst geringem Messaufwand. Wahrend die grundlegenden
Anspriiche berticksichtigt werden miissen, z. B. die Modellgiite und der Rechenaufwand
fiir das Modelltraining, stammen die hauptsdchlichen Anforderungen an die Regressions-
modelle aus den obigen zwei fett gedruckten Schliisselwortern, und zwar dem automa-
tisierten Prozess fiir die Applikation und dem minimalen Aufwand fiir die Vermessung.
Um die dahintersteckenden Uberlegungen besser zu veranschaulichen, werden die Anfor-
derungen in Abbildung 2.11 spezifiziert.

Starke
Nichtlinearitit

Flexibilitit des
Regressionsmodells

Réumlich sich
dndernde
Automatisierter Charakteristik

Applikationsprozess

Eingangsabhingiges
Messrauschen

Robustheit des
Regressionsmodells

Anforderungen aus
der Aufgabestellung

Automatische
Optimierung der
Modellkomplexitit

Probablistische
Pridiktion

Minimaler Messaufwand Maximaler
fiir Applikation Informationsgehalt

Ausnutzung aller
Messpunkte

Abbildung 2.11: Ableitung der Anforderungen an das Regressionsmodell aus der Aufga-
benstellung.

Als Erstes muss der Applikationsprozess automatisch erfolgen. Das bedeutet auf der einen
Seite, dass die Modellstruktur ausreichend flexibel sein soll, um das unbekannte Verhal-
ten des zu approximierenden Zusammenhangs zu beherrschen. Fiir den zu applizieren-
den Zusammenhang darf keine Annahme aufler gegebener Differenzierbarkeit notwendig
sein, da es durchaus passieren kann, dass der zu approximierende Prozess sehr stark von
Nichtlinearitdt und Details mit hohem Grad (Modellverhalten, das durch ein Polynom mit
hohem Grad approximiert werden kann) geprégt ist. AufSerdem darf eine rdumlich vari-
ierende Charakteristik beim Zusammenhang nicht ausgeschlossen werden, was bedeutet,
dass der Prozess an manchen Stellen ruhig bleiben kann, aber anderswo stark fluktuierend.
Alle oben erwédhnten Eigenschaften der Zusammenhénge muss das Modell automatisch er-

kennen und mit einer befriedigenden Genauigkeit verfolgen oder erfassen konnen. Auf der
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anderen Seite, weil ein hoher Grad an Automatisierung des Applikationsprozesses im Vor-
dergrund steht, stellen sich zwei weitere Anforderungen an das Modell. Erstens soll beim
Training des Modells die Modellkomplexitdt automatisch optimiert werden, d.h. jeglicher
manueller Eingriff oder eine Festlegung im Vorfeld, z. B. mittels Cross-Validation, ist nicht
erwiinscht. Das bedeutet, dass das Regressionsmodell in der Lage sein soll, die Modell-
komplexitit automatisch an die Komplexitidt der Messdaten anzupassen. Zweitens soll das
Modell mit eingangsabhédngigem Messrauschen (Varianz) umgehen kénnen, da die An-
nahme, dass die Messdaten immer ein Messrauschen mit konstanter globaler Varianz im
Eingangsraum besitzen, in der realen Welt normalerweise nicht zutrifft, zumal fiir den An-
wendungsfall in dieser Arbeit. Die Messdaten in dieser Art werden als heteroskedastische
Messdaten bezeichnet ([Whi80]). Wie bereits in Abschnitt 1.2.2 erklart, kann die effekti-
ve Flache der Drosselklappe oder des AGR-Ventils wegen der starken Nichtlinearitidt der
Durchflussfunktion nur mit grofier Unsicherheit geschitzt werden. Infolgedessen soll das
ausgewdhlte Regressionsmodell in der Lage sein, diese eingangsabhédngige Ungleichheit
bei der Varianz des Messrauschens richtig zu interpretieren und in der Pradiktion wider-

zuspiegeln.

Eine andere aus der Zielsetzung entstehende Anforderung ist die Minimierung des Mess-
aufwands fiir die Applikation. Obwohl es eigentlich zu den Aufgaben der Versuchsplanung
gehort, soll das gewédhlte Modell ebenfalls dazu beitragen, wenn es mdoglich ist. Infolgedes-
sen soll jeder Messpunkt ein moglichst grofies Maf$ an Informationsgehalt tiber den zu
approximierenden Zusammenhang liefern. In diesem Sinn kann ein Modell mit probabi-
listischer Pradiktion helfen, weil diese Eigenschaft als ein verniinftiger Indikator fiir den
Informationsgehalt eines Messpunkts angesehen werden kann, was in Abschnitt 4.3.2 im
Detail erldutert wird. Aufierdem sollen keine Messpunkte verschwendet werden, d. h., alle
Messpunkte sollen bei dem Modelltraining und der Pradiktion berticksichtigt und ausge-

nutzt werden.

2.4.2 Gegeniiberstellung der Regressionsmodelle

Anhand der oben in Abschnitt 2.4.1 formulierten Anforderungen werden die in Abschnitt
2.3 vorgeschlagenen Regressionsmodelle auf ihre Einsatzmoglichkeit fiir unsere Aufgaben
tiberpriift und bewertet. Dabei wird das Polynommodell als Vertreter der Fixed Basis Func-
tion Regression aus Abschnitt 2.3.2 genommen. Dartiber hinaus wird in der Bewertung nur
das Modell RVM beriicksichtigt wegen der Vorteile der RVM gegeniiber der SVM, siehe
Abschnitt 2.3.7. Daneben werden statt vollstindiger Bezeichnungen nur Abkiirzungen der
jeweiligen Regressionsmodelle in der Bewertungstabelle verwendet. Die Zuordnung ist Ta-
belle 2.2 zu entnehmen. Anschlieffend werden alle Regressionsmodelle an den oben er-

wéhnten Anforderungen bzw. Kriterien miteinander verglichen.
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Vollstandige Bezeichnung Abgekiirzte Bezeichnung
Polynom Regression Poly
Multilayer Network MLP
Lokale Modellnetze LMN

Gaussian Process Regression GPR
Relevance Vector Machine for Regression RVM

Tabelle 2.2: Abkiirzungen fiir die Regressionsmodelle.

Starke Nichtlinearitit

Bei diesem Kriterium geht es um die Fahigkeit des Modells, stark nichtlineares Verhal-
ten des Zusammenhangs zu erfassen. Im Rahmen von Poly sollte dieses Verhalten mit ei-
nem Polynom hohen Grades approximiert werden. Dabei sollte das GPR die beste Leis-
tung unter allen Modellen liefern, da ein Gaufiprozessmodell mit SE-Kovarianzfunktion
theoretisch als eine lineare Kombination von unendlich vielen Basisfunktionen angesehen
werden kann ([Ber12]). Das MLP sollte auch eine mit der GPR vergleichbare Performance
aufweisen, was der nichtlinearen Aktivierungsfunktion und normalerweise hohen Anzahl
von Neuronen zu verdanken ist. Das Poly mit hoher Ordnung kann theoretisch auch mit
starker Nichtlinearitdt umgehen, aber auf Kosten der Modellgiite, weil das Polynom einen
globalen Einfluss im gesamten Eingangsbereich besitzt, was zu dem unerwiinschten wig-
gly Modellverhalten fiihren kann. Es sollte kein besseres Verhalten von LMN und RVM in
diesem Kriterium erwartet werden als von GPR, da die beiden Modelle aus einer endlichen

Anzahl von Basisfunktionen bestehen.
Rdiumlich variierende Charakteristik

Neben der starken Nichtlinearitat stellt die raumlich variierende Charakteristik des Zusam-
menhangs im Eingangsraum ebenfalls eine Herausforderung dar, vor allem fiir GPR, weil
bei der GPR mit SE-Kovarianzfunktion eine konstante Charakteristic Length-Scale | ange-
nommen wird, siehe Formel (2.53). Die Annahme entspricht einer konstanten Glattheit des
Zusammenhangs, was in der Praxis meist nicht zutrifft ((HL09], [TK12] und [Lia12]). Das
Poly sollte wegen des globalen Polynoms dasselbe Problem teilen. Das LMN kann seinen
Vorteil in diesem Kriterium gegen andere Modelle zeigen, weil hier der lokalen Ungleich-

heit durch lokale Modelle Rechnung getragen wird.
Heteroskedastische Messdaten

Im Normalfall muss die Heteroskedastizitdat an den Messdaten detektiert und klassifiziert
([Pay14]) werden, bevor sie durch das Regressionsmodell behandelt wird. Sowohl fiir die
Detektion ([Whi80]) als auch fiir die Behandlung oder Neutralisierung der Heteroskedas-
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tizitat ([Ker+07] und [KZL13]) wurden bereits zahlreiche Methoden entwickelt. In der vor-
liegenden Arbeit ldsst sich allerdings der Schritt fiir die Detektion sparen, da die Existenz
der Heteroskedastizitdt aus der Analyse in Abschnitt 1.2.2 schon bestétigt ist. Dartiber hin-
aus kann das Mafd der Heteroskedastizitdt in jedem Messpunkt geschitzt werden, siehe
Abschnitt 1.2.2 fiir Details. Beim Poly fiir die Behandlung der Heteroskedastizitdt an den
Messdaten kann der gewichtete Kleinste-Quadrate-Schétzer eingesetzt werden ([Gre03]).
Die Integration der eingangsabhédngigen Varianz bei der GPR kann auch in einer natiirli-
chen Art und Weise erfolgen, und zwar durch die direkte Beriicksichtigung solcher Infor-
mation bei der Kovarianzmatrix, was in Abschnitt 4.2.3 erklart wird. Bei der RVM kann eine
dhnliche Methode wie bei der GPR herangezogen werden, um beim Schitzungsverfahren
auf die Heteroskedastizitit Riicksicht zu nehmen. Beim MLP kann die Heteroskedastizitét
an den Messdaten ebenfalls behandelt werden, aber das Hinzufiigen einer eingangsabhan-
gigen Varianz in die Verlustfunktion kann das Schétzverfahren numerisch instabil machen
([Bay+13]).

Automatische Optimierung der Modellkomplexitiit

Aufler Poly und LMN werden normalerweise MLP, GPR und RVM im Rahmen der bayess-
chen Inferenz trainiert, die in Abschnitt 2.2.2 vorgestellt wurde, wobei die Modellkomplexi-
tat automatisch optimiert wird. Allerdings kann wegen der Nichtlinearitdt der Likelihood-
Funktion in Formel (2.42) das Trainingsproblem von MLP nicht analytisch exakt gelost wer-
den, d.h. dabei wird eine Approximationstechnik eingesetzt. Die RVM hat dasselbe Pro-
blem. Aufierdem ist beim Training von MLP das Ergebnis sehr empfindlich gegen die In-
itialisierung der Parameter ([Bis06]). Im Gegensatz zu MLP und RVM kann das Trainings-
problem von GPR nach Formel (2.59) exakt gelost werden, was zu einem robusteren Modell
fihrt.

Probabilistische Pridiktion

Wie schon anfangs erkldrt wurde, kann es fiir die Versuchsplanung sehr hilfreich sein, wenn
das Modell in der Lage ist, eine verniinftige Wahrscheinlichkeitsverteilung tiber den Mo-
dellausgang anzubieten. Normalerweise kann bei Poly eine Aussage tiber das Konfidenz-
intervall des Ausgangs getroffen werden, jedoch ist dieses nur prizise und verniinftig,
wenn die Modellannahme des Polynoms verniinftig ist, was in der Realitdt nicht unbe-
dingt zutrifft. Da das Modelltraining von GRP, MLP und RVM auf der bayesschen Inferenz
basiert, ist die probabilistische Pradiktion ein nattirlicher Bestandteil des Verfahrens, aber
mit unterschiedlicher Qualitdt. Wahrend die Berechnung der Pradiktion bei MLP und RVM
mittels Approximation erfolgen muss ([Gur97] und [Bis06]), kann GPR eine exakte Losung
dazu anbieten. Aufierdem wird bei RVM eine eher ungewohnliche Unsicherheit {iber den
Ausgang produziert — je grofier der relative Abstand zwischen der Teststelle und dem Trai-

ningsdatensatz, desto kleiner die Unsicherheit des Ausgangs ([Mur12]).
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Ausnutzung aller Messpunkte

Bei LMN wird der Eingangsraum in mehrere kleinere Subrdume partitioniert, und ein lo-
kales Polynommodell nutzt lediglich die Messdaten, die in die dazugehorige Region des
lokalen Modells fallen. Infolgedessen kann der Ubergang zwischen lokalen Modellen pro-
blematisch fiir die Pradiktion sein ([Ber12]). Im Gegensatz dazu werden bei anderen Kandi-
datenmodellen alle Messpunkte fiir das Modelltraining und die Pradiktion berticksichtigt.

Zusammenfassung und Schlussfolgerung

Zusammengefasst sehen die Ergebnisse der Bewertungen wie in Tabelle 2.3 aus.

Regressionsmodelle
Anforderungen Poly MLP LMN GPR RVM

bzw. Kriterien

Starke Nichtlinearitat 0 ++ + ++ ++

Ré&umlich variierende Charakteristik 0 + ++ 0 +
Heteroskedastische Messdaten + + + ++ ++
Automatische Optimierung der Modellkomplexitdt 0 + + ++ +
Probabilistische Pradiktion 0 + 0 ++ +
Ausnutzung aller Messpunkte ++ ++ + ++ ++
Zusammenfassung 0 + + ++ +

Tabelle 2.3: Zusammenfassung der Auswahl von Regressionsmodellen; 0 = befriedigend, +
= gut, ++ = sehr gut.

Aus Tabelle 2.3 ist ersichtlich, dass die GPR das geeignetste Regressionsmodell fiir unseren
Anwendungsfall ist. Allerdings leidet die standardmaéfiige GPR mit SE-Kovarianzfunktion
unter der stationdren Kovarianzfunktion und kann nicht sehr gut mit der eventuell starken
raumlich variierenden Charakteristik beim zu approximierenden Zusammenhang umge-
hen. Dieses Problem wird mit der in Abschnitt 4.2.3 entwickelten GPR mit nichtstationérer

Kovarianzfunktion behoben.
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Wie schon in Abschnitt 1.2.2 erklédrt, werden in der ECU-Funktionsapplikation die Grey-
Box- bzw. Black-Box-Modelle durch Experimente am Priifstand appliziert. Aufserdem stellt
sich aus der Zielsetzung in Abschnitt 1.3 heraus, dass der Messaufwand, der durch die
Anzahl der benétigten Messpunkte quantifiziert wird, fiir die Applikation auf einem mog-
lichst geringen Niveau gehalten werden muss. Um diese Anforderungen erfiillen zu kon-
nen, wird in der vorliegenden Arbeit versucht, das Experiment so zu organisieren, dass der
generierte Messpunkt ein moglichst grofies Maf$ an Informationsgehalt fiir die Applikation

liefern kann. Die DoE-Technik erweist sich fiir das Problem als zweckdienlich.

In Abbildung 3.1 wird das grundsitzliche Szenario verdeutlicht, wo die DoE-Technik einge-
setzt wird. Oft wird uns der zu ermittelnde Prozess nur als Black-Box zur Verfiigung gestellt,
d. h. es konnen lediglich die Eingénge (Einflussfaktoren) und die Ausginge (Zielgrofien)
kontrolliert und beobachtet werden. Was genau innerhalb des Prozesses passiert, ist un-
zuganglich. Die Aufgabe von DoE ist, durch eine verniinftige Variation der Eingdnge, d.h.

durch eine verniinftige Versuchsplanung, eine maximale Information {iber den Prozess zu
erlangen ([SVH10]).
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Abbildung 3.1: Schematische Darstellung der Anwendungssituation der DoE.

In diesem Kapitel werden zuerst die Methoden der statistischen Versuchsplanung im Ab-
schnitt 3.1 nach verschiedenen Kriterien klassifiziert. Anschlieffend wird in Abschnitt 3.2
die klassische stufige Versuchsplanung betrachtet. Daraufthin wird in Abschnitt 3.3 auf die
raumfiillende Versuchsplanung eingegangen. Dann werden in Abschnitt 3.4 das Konzept
und die Funktionsweise des Optimal Design erklart. Schliefilich wird in Abschnitt 3.5 die

Idee der sequentiellen Versuchsplanung vorgestellt.

3.1 Klassifikation der statistischen Versuchsplanung

Die Methoden der DoE kénnen nach verschiedenen Kriterien klassifiziert werden. Je nach-

dem, welches Ziel dabei angestrebt wird, kann DoE grob in folgende Kategorien aufgeteilt
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werden ([Mon08] und [RPS11]):

e DOE fiir Screening-Experiment: Dabei wird ein Versuchsplan erstellt, um die Signifi-
kanz eines Eingangsfaktors auf bestimmte Ausgangsfaktoren zu ermitteln. Die Ein-
gdnge, die als nicht signifikant eingestuft werden, werden aus den Eingangsfaktoren
entfernt. Ein Screening-Experiment wird normalerweise als eine Art von Vorverarbei-
tung fiir die echte Versuchsplanung verwendet ([YT02] und [Kl1e08]).

Der DoE-Prozess fiir die Erstellung eines Modells, das ein Eingangs-Ausgangs-
Verhalten beschreibt, besteht normalerweise aus drei Arbeitsschritten: Screening-
Experiment (Identifikation der signifikanten Eingangsfaktoren), Modellbildung mit-
tels der gewonnenen Messdaten und Validierung des gebildeten Modells. In der vor-
liegenden Abhandlung miissen wir uns nur auf die letzten zwei Arbeitsschritte kon-
zentrieren, da die Eingidnge in unserem Anwendungsfall schon aus Erfahrung als si-
gnifikant fiir die jeweiligen Ausgédnge eingestuft wurden, was ein Screening-Experiment

tiberfliissig macht.

e DoE fiir lokale Approximation: Dabei konnen mehrere Ziele verfolgt werden, z. B. die
Suche nach den Eingédngen, damit der Ausgang einen bestimmten Wert annimmt, die
Maximierung oder Minimierung des Ausgangs etc. Genau diese DoE-Technik kann
Anwendung im Bereich der Motorapplikation finden, was schon in Abschnitt 1.2.1

dargestellt wurde.

e DoE fiir globale Approximation: Dabei geht es darum, mit dem gewonnenen Daten-
satz ein Regressionsmodell zu erstellen, das den Prozess im gesamten Eingangsraum
mit zufriedenstellender Genauigkeit approximieren kann. Dies ist genau die Art von

DoE, die fiir die ECU-Funktionsapplikation eingesetzt werden muss.

Je nachdem, wie der Versuchsplan konstruiert wird, kann DoE in folgende Kategorien auf-

geteilt werden:

e DoE mit stufigem Versuchsplan: Wiahrend der Konstruktion des stufigen Versuchs-
plans diirfen die Eingangsfaktoren nur Werte in einem diskretisierten Eingangsraum
annehmen ([Mon08] und [SVH10]). Es gibt Situationen, in denen nur diskrete Ein-
gangsfaktoren existieren, z. B. gibt es bei der Uberpriifung des Effekts von einem neu-
en Medikament nur zwei Stufen des Eingangsfaktors — mit und ohne Einnahme des
Medikaments. Es kann auch vorkommen, dass lediglich diskrete Eingangsfaktoren
erlaubt werden, um den Zusammenhang zwischen Eingang und Ausgang mit einem
vertretbaren Aufwand ermitteln zu konnen. Normalerweise kann ein Eingangsfaktor
zwei Stufen annehmen, bei einem komplexen Zusammenhang kann ein Eingangs-
faktor mit drei Stufen in Frage kommen. Bei klassischen DoE-Methoden, die in 3.2

vorgestellt werden, wird normalerweise der stufige Versuchsplan bevorzugt.
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e DoE mit kontinuierlichem Versuchsplan: In diesem Fall konnen theoretisch die Ein-
gangsfaktoren einen beliebigen Wert innerhalb des Eingangsraums annehmen. We-
gen der begrenzten Genauigkeit bei der praktischen Bestimmung der Eingangsfakto-
ren, z. B. wird die Position der Drosselklappe im Dieselmotor bei einem Experiment
nicht unendlich genau sein, muss der gewiinschte Eingangsfaktor in der Praxis in
einem diskretisiertem Eingangsraums mit einer wesentlich feineren Granularitat als

beim stufigen Versuchsplan angepasst werden.

Eine weitere Moglichkeit, die DoE-Verfahren zu klassifizieren, bezieht sich auf die Frage,
ob die Versuchsplanung auf einer Modellannahme basiert ([Ber12]).

e Modellfreie DoE: Wenn keine mathematische Modellannahme fiir den zu ermitteln-
den Prozess vorhanden ist, wird normalerweise der raumfiillende Versuchsplan ver-
wendet. Dabei handelt es sich darum, den Versuchsraum durch Abtastpunkte gleich-
mdf$ig zu fiillen, damit das Eingangs-Ausgangs-Verhalten ausreichend ermittelt wer-
den kann ([LR11]). Die gebrauchlichen Ansitze sind Gittersampling, Abtaststrategien
basierend auf Sobol Sequence und das Latin Hypercube Design. AufSerdem werden auch
geometrische Methoden verwendet.

e Modellbasierte DoE: Die meisten DoE-Methoden gehoren zu dieser Kategorie, z. B.
das Plackett-Burman Design (lineares Modell), das Central Composite Design (quadrati-
sches Modell) und das D-optimal Design (hauptsdchlich parametrisches Modell). In
diesem Fall erfolgt die Versuchsplanung aufgrund der Modellannahme. Statt einer
raumfiillenden Verteilung zielt die Abtaststrategie hierbei eher darauf ab, mithilfe
der Modellannahme die Punkte mit dem hochsten Informationsgehalt zu identifizie-
ren. Die dabei verwendeten Kriterien, mit denen der Informationsgehalt berechnet
wird, kénnen die Minimierung der Varianz der Parameter oder die Optimierung der

Approximationsgiite sein.

Wenn die verfiigbaren Ressourcen fiir das Experiment begrenzt und schon vorher festge-

setzt werden, kann das DoE wie folgt klassifiziert werden:

o Continuous Design: Normalerweise kann ein Versuchsplan ¢ mit einem Eingangsfak-

tor x folgendermafien dargestellt werden ([Boo07]):

X1 X2 X3 ... XN
¢ = 3.1

w1 Wy w3z ... WN

Dabei steht x = [x1,xp, x3...xN] flir die Menge aller moglichen Werte, die der Ein-
gangsfaktor annehmen kann und die als Stiitzpunkte bezeichnet werden ([YS09]).

w = [wy, Wy, w3 ... wy| steht fiir das Verteilungsschema der verfiigbaren Ressourcen
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auf den Stiitzpunkten. AufSerdem kann der Vektor w ebenfalls als Gewichtungsvek-
tor fiir die Stiitzpunkte interpretiert werden und wird typischerweise normalisiert,
wobei Folgendes gilt ([Kie74]):

™=

wi=1 und ngigl (3.2)
i=1

Der Versuchsplan mit kontinuierlicher Gewichtung fiir die Stiitzpunkte ldsst sich als

Continuous Design bezeichnen. Die Stetigkeit der Gewichtung sorgt daftir, dass die Su-

che nach der optimalen Ressourcenverteilung mittels eines ausgereiften ableitungs-

basierten Optimierungsverfahrens erfolgen kann.

Exact Design: Beim Versuchsplan, den man letztendlich in der Praxis verwendet, muss
die Anzahl der Messpunkte bei jedem Stiitzpunkt ganzzahlig sein, und der entspre-
chende Versuchsplan wird als Exact Design bezeichnet ([Kie59]). Die direkte Kon-
struktion des Exact Designs wird Schwierigkeiten bereiten, da das dazugehorige dis-
krete Optimierungsproblem keine leichte Aufgabe darstellt. Infolgedessen erfolgt in
der Regel die Konstruktion des Exact Designs nach der Bestimmung des entsprechen-
den optimalen Continuous Designs, wobei das Continuous Design durch ein Exact De-
sign ndherungsweise ersetzt wird. Die Approximation des Continuous Designs durch
das Exact Design wird in [Puk06] und [WL11] abgeklart.

Im Folgenden werden weitere mdogliche Kriterien fiir die Klassifikation der DoE-Methoden

aufgelistet:

e Methoden, welche die Wiederholung von Messpunkten erlauben, und Methoden,

welche die Wiederholung von Messpunkten ausschliefSen. In der vorliegenden Ar-

beit wird nur die Methode ohne Wiederholung berticksichtigt.

e Methoden, welche die gleichzeitige Anpassung von Eingangsfaktoren erlauben, und

Methoden, welche die gleichzeitige Anpassung von Eingangsfaktoren ausschliefSen.
Die letztere Methode wird als Verfahren One-Factor-At-a-Time (OFAT) bezeichnet
([Czi99)).

In Abbildung 3.2 wird die Klassifikation der statistischen Versuchsplanung zusammenge-

fasst.

3.2 Stufige Versuchsplanung

Wie bereits erwdhnt, kann ein Eingangsfaktor bei der stufigen Versuchsplanung nur dis-

krete Werte annehmen. Im Folgenden werden die wichtigsten stufigen Versuchsplidne vor-

gestellt.
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Screening Experiment
> Zielsetzung »1 Lokale Approximation
»1 Globale Approximation
»1 Stufiger Versuchsplan
> Konstruktion
Statistische »1 Kontinuierlicher Versuchsplan
Versuchsplanung
»1  Modellfreie DoE
»I Modellabhiingigkeit
Modellbasierte DoE
»1 Continuous Design
»1  Losungsprozess
> Exact Design
»1 Wiederholung der Messpunkte
»I Gleichzeitige Anpassung der Eingangsfaktoren

Abbildung 3.2: Klassifikation der statistischen Versuchsplanung nach verschiedenen Kri-

terien.

Vollfaktorplan

Beim Vollfaktorplan werden alle moglichen Kombinationen von Eingangsfaktoren in den
Versuchsplan eingespeist. Wahrend der Vollfaktorplan den Vorteil einer liickenloser Ab-
deckung des gesamten Eingangsraums geniefdt, wird der Einsatz dieses Ansatzes wegen
der Explosion der Anzahl benétigter Messpunkte bei dem multivariaten Problem limitiert.
Mit der Anzahl m der Eingangsfaktoren und der Anzahl p der Stiitzpunkte’ bei jedem Ein-
gangsfaktor kann die Anzahl N der Messpunkte fiir einen Vollfaktorplan durch folgende

Formel berechnet werden:

N = p™ (3.3)

YWerte, die ein Eingangsfaktor annehmen kann. Es wird in der Berechnung in Formel (3.3) angenommen,

dass die Anzahl der Stiitzpunkte fiir jeden Eingangsfaktor gleich ist.
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Teilfaktorplan fiir die lineare Modellannahme

Da der Vollfaktorplan nicht mit vertretbarem Messaufwand durchgefiihrt werden kann,
entsteht die Idee, nur einen Bruchteil des Vollfaktorplans zu verwenden, was zur Entwick-
lung des sogenannten Teilfaktorplans fiihrt. Im Regelfall zielt der Teilfaktorplan nicht di-
rekt auf die Modellierung eines Eingangs-Ausgangs-Verhaltens ab, sondern wird im Screen-
ing-Experiment eingesetzt ([Tri0O8] und [Was10]). Die Essenz und der Erfolgsfaktor eines
Teilfaktorplans bestehen in der Auswahl eines Teils des Vollfaktorplans. Zu den haupt-
sdchlichen Kriterien fiir die Konstruktion des Teilfaktorplans gehoren unter anderem die
Balance!? und die Orthogonalitit!!. Die am haufigsten gebrauchten Ansitze des Teilfak-
torplans sind das Plackett-Burman-Design ([PB46]) und die Yates Analysis ([Yat78]). Wahrend
sich die Anzahl der Messpunkte durch den Einsatz des Teilfaktorplans erheblich verringert,
entsteht auch die Gefahr der Vermengung von Haupteffekt und Wechselwirkung ([Nat10]
und [SVH10]). Der hier vorgestellte zweistufige Teilfaktorplan funktioniert unter der An-

nahme, dass das relevante Eingangs-Ausgangs-Verhalten linear ist.
Teilfaktorplan fiir die quadratische Modellannahme

Wenn schon vor dem Experiment bekannt ist oder es sich nach einem Vorversuch heraus-
stellt, dass eine lineare Modellannahme nicht ausreicht, um den betrachteten Prozess dar-
zustellen, ist eine quadratische Modellannahme in Betracht zu ziehen. Um dem nichtlinea-
ren Zusammenhang gerecht zu werden, wird normalerweise ein dreistufiger Versuchsplan
erstellt, der die gegebenenfalls auftretende Kriimmung beschreiben kann ([Nat10]). Der
klassische dreistufige Teilfaktorplan zerfillt in zwei Kategorien: Central Composite Design
und Box-Behnken-Design.

Ein Central Composite Design besteht in der Regel aus einem zweistufigen Teilfaktorplan und
einer Gruppe von sogenannten Sternpunkten, die dafiir zustandig sind, das Kriimmungs-
verhalten zu berticksichtigen ([BD07]). Je nachdem, wo die Sternpunkte platziert werden,
gibt es drei Arten von Central Composite Designs: Central Composite Circumscribed, Central
Composite Inscribed und Central Composite Face Centered, siehe [Nat10] fiir mehr Information.
Das Box-Behnken-Design wird eingesetzt, wenn schon vor einem Versuch bekannt ist, dass
die Eckpunkte des Eingangsraums fiir die Untersuchung nicht relevant sind ([BW92]). Die
Messpunkte werden dabei auf die Mitte jeder Kante gesetzt. In Abbildung 3.3 werden ein
typisches Box-Behnken-Design und ein typisches Central Composite Design dargestellt.

3.3 Raumfiillende Versuchsplanung

Wenn keine konkrete Annahme fiir den unterliegenden Prozess vorhanden ist, erweist sich

oftmals die raumfiillende Versuchsplanung (Space-Filling Design) als ein zielfithrender An-

19Jede Kombination von Eingangsfaktoren besitzt die gleiche Anzahl von Messgréfen ([SVH10]).
11Zwei Vektoren von derselben Linge sind orthogonal, wenn die Summe der Produkte der korrespondie-

renden Eintrage null ist ((SVH10]).
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(a) Box-Behnken-Design fiir zwei (b) Central Composite Design fiir zwei Eingangs-
Eingangsfaktoren ([SVH10]). faktoren ([SVH10]).

Abbildung 3.3: Beispiele fiir den Teilfaktorplan fiir quadratische Modellannahme.

satz. Dabei wird angestrebt, den Versuchsraum moglichst gleichméflig zu fiillen. Es exis-
tiert eine Vielzahl von Konzepten, was die Definition und die Konstruktion eines gleichmuiifi-
gen Versuchsplans angeht. Die einfachste Moglichkeit ist die dquidistante Abtastpunktver-
teilung, und zwar das Gittersampling. Jedoch explodiert beim Gittersampling die Anzahl
der benétigten Abtastpunkte wegen des Fluchs der Dimensionalitdt zu einem unertragli-
chen Grad, was den Einsatz des Gittersamplings auf eine niedrige Dimension beschrankt.

Im Folgenden werden ein paar fortgeschrittenere raumfiillende Versuchspldne vorgestellt.
Sobol Sequence (SS)

Die Erfindung von Sobol Sequence stammt aus dem Umfeld der numerischen Approxima-
tion eines Integrals ([AG07]). Dabei versucht man, den Eingangsraum durch Abtastpunkte
zu fiillen, damit der Wert eines Integrals approximiert wird. SS gehort zur Klasse der Low-
Discrepancy Sequence (LDS). Die Diskrepanz einer Sequenz wird von der Diskrepanz eines
Subintervalls im Eingangsraum bestimmt. Ohne die genaue mathematische Definition zu
formulieren, ist die Diskrepanz | eines Subintervalls die Differenz zwischen der Proportion
der Abtastpunkte in | im Verhéltnis zu allen Abtastpunkten und der Proportion des Volu-
mens von | im Verhéltnis zu dem gesamten Eingangsraum ([DSHO8]). Die Konstruktion der
SS soll dafiir sorgen, dass die maximale Diskrepanz unter allen Subintervallen minimiert
wird ([DSHO08]).

Wihrend die SS von Natur aus sehr gut mit dem Geist der sequentiellen Versuchsplanung
tibereinstimmt, kann man sie auch bei passiver Versuchsplanung benutzen. Dabei muss
man lediglich die Dimension festlegen und die gewiinschte Anzahl Abtastpunkte aus der

generierten Sequenz herausnehmen.
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Latin Hypercube Design (LHD)

Beim Latin Hypercube Design, das zur Klasse Stratified Sampling gehort ([BJH11]), wird eben-
falls versucht, den Versuchsraum durch eine gleichmifiige Verteilung der Abtastpunkte ab-
zudecken. Zu diesem Zweck wird zuerst der Versuchsraum in Subintervalle unterteilt. Die
Anzahl der Subintervalle wird durch die gewiinschte Granularitdt der Eingangsfaktoren
bestimmt. AnschliefSend verteilt das LHD die Abtastpunkte so in die Subintervalle, dass es
in jedem Subintervall nur einen Abtastpunkt gibt ([Vial3]). In Abbildung 3.4 wird ein LHD

mit zwei Eingangsfaktoren gezeigt.

Abbildung 3.4: Verteilung der Abtastpunkte bei einem LHD mit 20 Abtastpunkten
([Via13]); die beiden Verteilungskonzepte passen zur Definition des LHD, es ist allerdings
offensichtlich, dass es sich auf der linken Seite um ein Beispiel einer schlechten Verteilung
handelt; auf der rechten Seite sorgt das Verteilungskonzept fiir eine bessere Abdeckung des

Versuchsraums.

Urspriinglich wird das LHD durch einen Zufallsprozess erzeugt. Fiir die Erstellung eines
LHD mit 2 Eingangsfaktoren und 20 Abtastpunkten muss der Algorithmus aus 10%® Mog-
lichkeiten die beste Abtastpunktverteilung suchen, was eine hohe Anforderung an das Op-
timierungsverfahren stellt ([Vial3]). Ein effizientes Verfahren fiir die Erstellung eines ver-
niinftigen LHD ist noch ein Forschungsthema und wird in [Par94], [BST04] etc. behandelt.

Delaunay Triangulierung (DT)

Die Delaunay Triangulierung ist ein Verfahren fiir die Erstellung eines Dreiecknetzes und
wurde in [Del34] eingefiihrt. In der Regel wird es fiir die Optimierung der Berechnungsnet-
ze bei der Finite-Element-Methode eingesetzt ([ZTT77]). Im Bereich der Versuchsplanung
kann das DT-Verfahren als ein Ansatz angesehen werden, der den Versuchsraum basie-
rend auf den bestehenden Abtastpunkten durch Dreiecke moglichst gleichméfiig untertei-
len kann. Die Dreiecke werden so erstellt, dass der Umkreis eines Dreiecks keine anderen
Abtastpunkte aufier den Dreieckpunkten enthalten darf ([DRS10]). Diese sogenannte Um-
kreisbedingung hat dafiir gesorgt, dass der kleinste Innenwinkel aller Dreiecke maximiert
wird ([DRS10]). Die dahintersteckende Idee ist, dass man dabei versucht, extrem schrédge
Dreiecke zu vermeiden, und hofft, dadurch eine gleichméflige Unterteilung des Versuchs-

raums zu erreichen. In Abbildung 3.5 wird die Idee des DT-Verfahrens verdeutlicht.
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Abbildung 3.5: Dreieckvernetzung durch DT ([CDS12]); die Umkreise der Dreiecke werden
durch graue Kreise dargestellt.

Bei der Versuchsplanung kann das DT-Verfahren offensichtlich nicht fiir die Erstellung ei-
nes passiven Versuchsplans verwendet werden. Im Gegensatz dazu ist das DT-Verfahren
sehr leicht in die sequentielle Versuchsplanung zu integrieren und kann eingesetzt werden,
um grofsen unbesetzten Raum zu identifizieren. Dafiir kann z. B. die Flache eines Dreiecks
als Auswahlkriterium fiir den ndchsten Abtastpunkt dienen ([HSB06] und [DI09]).

3.4 Optimal Design

Wenn ein stark nichtlineares Verhalten des Prozesses, z. B. ein Polynom hoheren Grades,
beriicksichtigt werden muss oder ein dichter und kontinuierlicher Versuchsplan notwendig
ist, sind die oben genannten klassischen stufigen Methoden nicht mehr einsetzbar. Daftir
wurde das Konzept Optimal Design (optimale Versuchsplanung) in[KW59] eingefiihrt. Ei-
ner bestimmten Modellannahme folgend, beschiftigt sich die Methode der optimalen Ver-
suchsplanung damit, die Varianz der Parameter oder die Varianz der Ausgangspradiktion
des angenommenen Modells zu minimieren. Sowohl bei einem linearen als auch nichtli-
nearen Modell wird ein dhnliches Verfahren verwendet, um einen optimalen Versuchsplan
zu erstellen, aber die Details der Implementierung konnen sich unterscheiden und werden
im Anschluss erklart. In diesem Abschnitt wird das Konzept zundchst unter der Annahme
eines linearen Modells erkldart und daraufhin beim Fall eines nichtlinearen Modells disku-

tiert.
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3.4.1 Optimale Versuchsplanung fiir ein lineares Modell

In diesem Abschnitt wird die optimale Versuchsplanung fiir ein linear parametriertes Mo-
dell vorgestellt. Das Regressionsproblem fiir ein linear parametriertes Modell wurde schon
in Abschnitt 2.3.2 eingefiihrt und analysiert. Unter der Annahme, dass die Modellkomple-
xitédt bereits bekannt ist, lasst sich ein lineares Modell mit dem Datensatz D = {x;,y;|i €
{1...N}} durch folgende Formel beschreiben:

f(x,0) = i)ejqu(x) (3.4
L

Wenn ein normalverteiltes Messrauschen € ~ N (0,%I) angenommen wird, kann der Pa-
rametersatz © mit der ML-Methode in Formel (2.11) geschétzt werden. Wenn der Versuchs-
plan & = [v1, 15, 1]
geschétzten Parametersatzes zu [FL13]

eingesetzt wird, ergibt sich die Kovarianzmatrix cov(¢, ®) des

cov(¢,0) =a?(XTx)! (3.5)

wobei der Term X fiir die in Abschnitt 2.3.2 definierte Designmatrix steht und stark vom
Versuchsplan & abhéngt. Die Terme © und ¢ sind jeweils der geschitzte Parametersatz
und die geschédtzte Standardabweichung des Messrauschens. Fiir den Parametersatz gilt
0= [90, 01,0, -, 9m], und m ist als die Modellkomplexitit zu interpretieren. Angenom-
men, dass der Prozess mit dem ausgewdhlten Modell ausreichend gut approximiert wer-
den kann, ldsst sich die Modellgiite durch die Varianz des Parametersatzes bestimmen?3,
die wiederum vom Messrauschen und der Designmatrix X abhdngig ist. Wenn die Vari-
anz o des Messrauschens unkontrollierbar ist, um eine gute Modellgiite zu erreichen, soll
der Term (XTX)~! moglichst ,klein” gehalten werden. Somit kommt man schnell auf die
Schlussfolgerung, dass der Versuchsplan so erstellt werden muss, dass die Varianz des Pa-

rametersatzes minimiert wird, was zu folgendem Optimierungsproblem fiihrt ([FL13]):

A

* = argmincov (¢, ©) (3.6)
¢

Unter gewissen Bedingungen in [Cra16] kann die Kovarianzmatrix cov(¢, ©) des Parame-
tersatzes mit der invertierten Fisher-Informationsmatrix (FIM) approximiert werden
([SMO08])

cov(é,0) = F (¢ 0) (3.7)

2Djeser Versuchsplan bedeutet, dass an jedem Stiitzpunkt [x1, x, - - -, xx] ein Messpunkt platziert wird.
13Der Maximum-Likelihood-Schétzer ist erwartungstreu.
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wobei die FIM durch folgende Formel definiert wird ([Pap93]):

AV dlog p(ylx,6;)\ (dlogp(ylx, b))
F(6,0);;=E K %, ) ( 20, (3.8)

Aus Formel (3.7) ist zu sehen, dass die Minimierung der Kovarianzmatrix cov(&, ©) des ge-
schétzten Parametersatzes dquivalent zur Maximierung der FIM des Versuchsplans F (&, ©)
ist. Damit kann das Optimierungsproblem fiir die Suche nach dem optimalen Versuchsplan

in Formel (3.6) in folgendes Optimierungsproblem umgewandelt werden

& = argmax ¥ (F (& 0)) (3.9)
¢

wobei ¥ ein skalares Funktional der FIM F (&, ©) ist. Der Definition von FIM in Formel
(3.8) ist leicht zu entnehmen, dass die FIM im Fall eines linearen Modells unabhéngig vom

Parametersatz © ist, d. h. dabei gilt es, folgendes Optimierungsproblem zu 16sen:

¢* =argmax¥(F(§)) (3.10)
¢

Je nachdem, welches Funktional ausgewé&hlt wird, werden verschiedene Optimalitadtskrite-

rien fiir die optimale Versuchsplanung eingefiihrt ([FL13] und [ADTO07]):

e A-Optimalitit minimiert die Spur der invertierten FIM, d.h. tr(F~1(&)), damit die

gemittelte Varianz des geschétzten Parametersatzes minimiert wird.

e D-Optimalitdt minimiert die Determinante der invertierten Informationsmatrix, d.h.
| F~1(&)]|, was das Volumen des Konfidenzellipsoids des geschitzten Parametersatzes

minimieren wird.

e E-Optimalitdt minimiert den grofsten Eigenwert der invertierten Informationsmatrix

FHE).

Dariiber hinaus existiert eine Gruppe von Optimalitatskriterien, die auf die Minimierung
der Varianz der Ausgangspradiktion abzielen ([Won94]).

e G-Optimalitdt minimiert das Maximum der Varianz der Ausgangspradiktion inner-

halb des Eingangsbereichs X von Interesse. Das entsprechende Optimierungspro-
blem lautet

&= argrrgnm%(f(x,@)Tff(x,@)) (3.11)
xe

wobei f(x, ®) fiir den pradizierten Ausgang an der Stelle x steht.
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e I/V-Optimalitdt minimiert den Mittelwert bzw. das Integral der Varianz der Aus-
gangspradiktion iiber den gesamten Eingangsbereich & von Interesse mit folgender

Formel:

¢* = argmin / F(x, )T Ff(x,0)dx (3.12)
z X

In der Praxis wird das Integral auf einem Gitter ausgewertet ([GJ11]).

Es ist weder mdoglich noch notwendig, hierbei alle Optimalitédtskriterien in der Literatur zu

nennen, sieche dazu das Review in [SH84] und [Das02].

3.4.2 Optimal Design fiir ein nichtlineares Modell

Wenn es um die optimale Versuchsplanung fiir ein nichtlineares Modell geht, das beschrie-

ben wird als

f(x,@) = q(x,©) (3.13)

gilt derselbe Losungsansatz wie bei der Versuchsplanung mit einem linearen Modell. Ge-
nauso wird die FIM wie in Formel (3.8) definiert und fiir die Approximation der Kovari-
anzmatrix cov (¢, ®) wie in Formel (3.7) eingesetzt. Es wird allerdings problematisch, wenn
man versucht, im Fall des nichtlinearen Modells ohne Weiteres mithilfe der Formel (3.9)
nach einem optimalen Versuchsplan ¢* zu suchen, da anders als beim Fall eines linearen
Modells die FIM beim nichtlinearen Modell von dem zu schidtzenden Parametersatz ® ab-
héangt ([FL13]). Um dieses Problem zu 16sen bzw. zu mildern, werden in der Literatur iber-
wiegend folgende Richtungen vorgeschlagen ([FL13], [DMP04] und [Dea+15]):

e Lokal optimale Versuchsplanung: Mit einem vorgegebenen oder vermuteten Parame-
tersatz © kann das Problem wie im Fall des linearen Modells gelost werden ([DMP04]),

und zwar als

& = argmax ¥ (F(&,0)) (3.14)
g
Der daraus resultierende Versuchsplan wird als ,lokal optimal” bezeichnet, da die-

ser Versuchsplan nur in der Nihe des ausgewihlten Parametersatzes ® optimal ist
([DMP04]).

e Minimax-Versuchsplan: Dabei wird nach dem Versuchsplan gesucht, der unter einer

Menge P von moglichen Parametersidtzen das Maximum des Funktionals ¥ (F (&, ©))
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minimiert [Dea+15]. Das entsprechende Optimierungsproblem kann mit folgender

Formel beschrieben werden [Dea+15]:

&= argmginr@ngg‘I’(]—"(Q‘,@)) (3.15)

In der Tat handelt es sich hierbei um einen robusten Versuchsplan ([PW88]).

e Bayessche optimale Versuchsplanung: In den vorigen zwei Ansédtzen wurde eine Art
Vorinformation tiber den Parametersatz eingefiihrt, um das Problem der Versuchs-
planung beim nichtlinearen Modell zu 16sen. Wenn die Idee, dem Parametersatz ©
eine a-priori-Verteilung p(®) zuzuweisen, verallgemeinert wird, kommt die bayes-

sche Versuchsplanung mit folgender Formel zustande ([FL13]):

&* = arg max / U(z,0)p(0)de (3.16)
:

Dabei steht der Term U(E, ®) fiir die Nutzungsfunktion, welche die Zielsetzung des
Experiments reflektiert. Wenn der Versuchsplan erstellt wird, um die a-posteriori-
Verteilung p(©|D) des Parametersatzes nach der Beobachtung der Messdaten mit
hoher Genauigkeit zu schitzen, konnen folgende Nutzungsfunktionen Anwendung
finden ([CV95a)):

— KL-Divergenz zwischen der a-priori-Verteilung und der a-posteriori-Verteilung

des Parametersatzes: Die KL-Divergenz wird durch folgende Formel definiert:

- teo ©|D
D (p(@ID)p(@) = [ p@p)og Eiia0  Ga7)
Die entsprechende Nutzungsfunktion ist
U(z©) = [ 10gp(@ID)p(DIZ)dD (318)

wobei p(D|¢) fur die Likelihood nach der Beobachtung der Messdaten steht. Zu-
gleich kann diese Nutzungsfunktion ebenfalls als Erhohung der Shannon-
Information {iber den zu schdtzenden Parametersatz angesehen werden ([SW97]).
Wenn diese Nutzungsfunktion im Rahmen eines lineares Regressionsmodells
mit normalverteiltem Messrauschen verwendet wird, reduziert sich U(&, ®) auf
eine Funktion der Determinante der Designmatrix. Deswegen wird dieser An-

satz als bayessches D-optimal Design bezeichnet.

— Quadratischer Abstand zwischen den Punktschitzungen des a-priori-Parameter-
satzes © und des a-posteriori-Parametersatzes ©: Die entsprechende Nutzungs-
funktion ist ([CV95al])
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u(z,©) = [ (©-8Pp(D|g)dD (3.19)

Dieser Ansatz kann als Verallgemeinerung des A-optimal Designs in der fre-
quentistischen Sicht interpretiert werden und wird als bayessches A-optimal De-
sign bezeichnet ([CV95a]).

— Es gibt noch das bayessche Design, das keine explizite Nutzungsfunktion ver-
wendet, z. B. das bayessche E-optimal Design und das bayessche G-optimal De-
sign. Sie teilen die Konzepte der Versuchsplanung und die Namen mit ihren fre-
quentistischen Gegenstiicken in Abschnitt 3.4.1.

Das Problem der bayesschen Versuchsplanung in Formel (3.16) kann nur dann exakt
gelost werden, wenn erstens eine bekannte und verniinftige a-priori-Verteilung p(©)
des Parametersatzes vorhanden ist und zweitens das Integral in der Formel (3.16)
analytisch exakt berechnet werden kann. Allerdings sind die zwei genannten Voraus-
setzungen normalerweise in der Realitdt nicht erfiillt. Mittels der sequentiellen Ver-
suchsplanung kann das erste Problem teilweise gelost werden. Fiir das zweite Pro-
blem kénnen Approximationstechniken hilfreich sein, z. B. Laplace-Approximation,

Variational Inference und die Samplingstechnik in Abschnitt 2.2.2.

3.5 Sequentielle Versuchsplanung

Anstatt die Hoffnung darauf zu setzen, dass man alle Information tiber das Untersuchungs-
objekt durch ein einziges Experiment zur Verfiigung stellen kann, erweist sich die sequen-
tielle Versuchsplanung als ein zweckdienlicherer Ansatz fiir die Aufgabe, vor allem wenn
die Charakteristik des zu ermitteInden Prozesses unbekannt bleibt. Hierbei handelt es sich
um eine Art Versuchsplanung, die aus mehreren Iterationen besteht. In jeder Iteration wird
versucht, aufgrund der bislang vorhandenen Information, z. B. des geschitzten Parameter-
satzes oder der abgeleiteten Modellstruktur, den Versuchsplan fiir die aktuelle Iteration
zu erstellen. Dadurch kann das Ziel erreicht werden, die Abhangigkeit des optimalen Ver-
suchsplans ¢* vom Parametersatz © im Fall des nichtlinearen Modells aufzulésen. Aufser-
dem bietet die sequentielle Versuchsplanung auch die Méglichkeit, rechtzeitig aufzuhoren.
Im Prinzip setzt sich ein sequentieller Versuchsplan aus drei Komponenten zusammen, die

durch folgende Arbeitsprozesse miteinander verbunden werden.

e Anfingliche Versuchsplanung: Der sequentielle Versuchsplan fangt mit einem an-
fanglichen Versuchsplan an, der darauf abzielt, eine vorldufige Ubersicht {iber die
Parameter oder den zu approximierenden Prozess zu erlangen. Der dabei eingesetz-
te Versuchsplan kann aufgrund der Vorinformation, die aus Vorwissen oder Erfah-

rungen bei anderen, dhnlichen Aktivitdten hervorgegangen ist, erstellt werden. Wenn
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keine Vorinformation vorhanden ist, konnen die in Abschnitt 3.3 dargestellten raum-

fiillenden Versuchspldne verwendet werden.

e Adaptive Versuchsplanung: In diesem Arbeitsschritt werden die anfanglichen Para-
meter als wahre Parameter genommen, um den optimalen Versuchsplan in dieser
Iteration zu erstellen. Der Versuchsplan in dieser Phase wird als adaptiv bezeichnet,
weil sich das geschitzte Modell im Verlauf der gesamten Versuchsplanung @ndert. In
der Tat ldsst sich die sequentielle Versuchsplanung vom Prinzip her auf unkompli-
zierte Weise mit der bayesschen Versuchsplanung kombinieren. In diesem Fall kann
das bisher erzielte Wissen als Vorinformation eingesetzt werden, um den adaptiven
Versuchsplan fiir die aktuelle Iteration zu konstruieren. Durch Einsatz des Satzes
von Bayes kann die daraus resultierende a-posteriori-Information als Vorinformation
fiir die nédchste Iteration verwendet werden, siehe fiir weitere Information in [BG16],
[EC14], [BT12] und [RS12].

Die Anzahl der Messpunkte in einem lokal optimalen!* Versuchsplan, einzelne oder
mehrere, ist ein offener Punkt der Forschung und wird in [Set10] behandelt, wobei
in der Regel ein Kompromiss zwischen der Effizienz und der Leistungsfahigkeit des
adaptiven Versuchsplans getroffen wird. Bei mehreren Messpunkten wird normaler-
weise von Batch Sampling gesprochen ([Har14]). Wegen des eingeschrankten Budgets
tiir den Messaufwand soll der Informationsgehalt jedes Messpunkts bei der Versuchs-
planung ans Maximum getrieben werden, weshalb bei unserem Anwendungsfall nur

das Verfahren mit Einzelmesspunkt in Frage kommt.

o Stopp-Kriterium: Der Prozess sequentieller Versuchsplanung wird beendet, wenn ein
Stopp-Kriterium erfiillt wird. Ein Beispiel eines Stopp-Kriteriums kann die maxima-
le Anzahl von Messpunkten sein, der maximale Zeitaufwand etc. Aufierdem kénnen
auch raffiniertere Kriterien eingesetzt werden, die auf dem Zustand des Modells ba-
sieren, damit ein vollautomatisierter Prozess moglich wird. Dies ist noch ein aktuelles
Forschungsthema, siehe [WCZ14], [V1a08] und [ZWHO08] fiir mogliche Ansétze.

4Dieser Versuchsplan ist lokal optimal in dem Sinn, dass er in der aktuellen Iteration aufgrund der aktu-
ellen Parameter optimal erstellt wird.



70 4 Algorithmus fiir optimierte und automatisierte Applikation

4 Algorithmus fiir optimierte und automatisierte Applika-

tion

Wie es schon in Abschnitt 1.3 klargemacht wurde, geht es in dieser Arbeit darum, einen
Algorithmus zu entwickeln, der ein Netzwerk von Grey-Box-Modellen mit moglichst gerin-
gem Messaufwand applizieren kann. In den Abschnitten 4.1, 4.2 und 4.3 konzentrieren wir
uns zundchst auf die optimale Applikation eines einzelnen Grey-Box-Modells, was als Basis
der weiteren Entwicklungsaktivitidten dienen soll. Daraufhin beschéftigt sich Abschnitt 4.4
mit der Applikation eines Netzwerks von Grey-Box-Modellen. Zu beachten ist, dass es sich
in diesem Kapitel lediglich um eine theoretische und abstrakte Darstellung des entwickel-

ten Algorithmus handelt. Die konkreten Anwendungsfélle werden in Kapitel 5 dargestellt.

4.1 Optimale Applikation eines einzelnen Grey-Box-Modells

In diesem Abschnitt wird in die grundlegende Problemstellung eingefiihrt und werden
mogliche Losungsansitze diskutiert. Als Zielsetzung versuchen wir, ein einzelnes Grey-
Box-Modell automatisch und mit moglichst geringem Messaufwand zu applizieren. Wie
sich in Abbildung 4.1 zeigt, besteht das zu applizierende Grey-Box-Modell normalerweise
aus physikalischen Gleichungen y = f(x, A, Q) mit ihrem Eingangsvektor x und einem
empirischen Modell A = EM(u) mit seinem Eingangsvektor u. Ein Grey-Box-Modell lasst
sich dann darstellen als

y=f(xA0Q)

41
A = EM(u) 1

wobei die Terme y und A jeweils fiir den Ausgang der physikalischen Gleichung f und
des empirischen Modells EM stehen. Der Term Q ist die Menge der Umgebungsgrofien.
Das empirische Modell wird verwendet, um den physikalisch schwer abbildbaren Zusam-
menhang zwischen Eingangsvektor u und Ausgang A zu beschreiben. In dieser Arbeit ist,
wenn von der Applikation eines Grey-Box-Modells die Rede ist, die Ermittlung und die
Approximation des dazugehorigen empirischen Modells durch Experimente gemeint. Zu
beachten ist, dass es in der vorliegenden Abhandlung lediglich um empirische Modelle
mit einem ein- bis zweidimensionalen!® Eingangsvektor geht. Wenn das empirische Mo-
dell ein skalarer Parameter ist, reduziert sich das Problem auf das klassische Problem der

Parameteridentifikation.

Um das empirische Modell zu ermitteln, werden durch Variation des Eingangsvektors u
Messdaten Ds,, (Beobachtungsmesspunkte) gesammelt, die alle messbare GrofSen in der

1°Die Dimension in der ECU-Funktionsapplikation liegt normalerweise bei eins oder zwei. Bei Aufgaben

wie der Motorapplikation kann ein Problem mit mehr Dimensionen vorkommen.
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physikalischen Gleichung f und den entsprechenden Eingangsvektor u beinhalten, und
zwar gilt Dgen = {x;,y;,Q;,w;li € {1...N}}, wobei N fiir die Anzahl der Experimente
steht. Mittels der physikalischen Gleichung y = f(x, A, Q) kann der Ausgang des empiri-
schen Modells MP;, normalerweise ein Applikationsparameter, berechnet werden. Parallel
lasst sich die Unsicherheit Ul%/[Pi davon mithilfe der Toleranzen (7,%1, und Ufi der Sensoren
fiir die Messgrofien x und y durch die Regel der Fehlerfortpflanzung ([Cli73]) berechnen.
Zu beachten ist, wenn es sich dabei um eine nichtlineare Gleichung handelt, dass die Glei-
chung f an dem entsprechenden Arbeitspunkt, der durch x und y reprasentiert wird, linea-
risiert werden muss, bevor die Berechnung der Fehlerfortpflanzung ausgefiihrt wird, siehe
[OBO06] fiir mehr Information. So wird mit einem Experiment ein Applikationsmesspunkt
fiir das empirische Modell Dpp; = [u;, MP;, o?p] erzeugt. Der Applikationsmesspunkt ist
die Basis der ECU-Funktionsapplikation und wird eingesetzt, um den gesuchten empiri-
schen Zusammenhang A = EM(u) zu ermitteln. Der Signalfluss, der die Berechnung eines

D app,i aufgrund eines Beobachtungsmesspunkts Dse, i beschreibt, wird in Abbildung 4.1

gezeigt.
A =EM(u,)
> MP, &o, _--
yi&o & O s e
' , g - DApp,i - [ui, MPi’ O-l\ilj]
yi=fxs 4, Q) )/ ’
!
' , u,
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Abbildung 4.1: Signalfluss fiir die Generierung eines Applikationsmesspunkts fiir die Ap-
plikation des empirischen Modells A = EM(u); es wird dabei sowohl der Wert des Ap-
plikationsparameters MP; als auch die Unsicherheit Ufm des Applikationsparameters be-
rechnet.

Im weiteren Verlauf der Arbeit wird der Prozess der Generierung eines Applikationsmess-
punkts im Rahmen eines Grey-Box-Modells durch folgende Formel beschrieben:

y=f(x,A,Q) - EM(u) 4.2)

Dieser Abschnitt zielt darauf ab, das empirische Modell A = EM(u) eines Grey-Box-Modells

durch Messdaten aus Experimenten zu identifizieren, und zwar automatisch und mit mog-
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lichst geringem Messaufwand. Anders formuliert, wird nach einem optimalen Versuchs-
plan U* gesucht, der die Informationsgehalte der gesammelten Applikationsmesspunkte
tir die Applikation des empirischen Modells maximieren kann. Unter dieser Rahmenbe-

dingung lasst sich das zu 16sende Optimierungsproblem mathematisch wie folgt darstellen

U = argmaxIG(U) (4.3)
u

wobei U = [uy,u1,uy, -+, uy] der Versuchsplan fiir das Experiment ist. Der Term IG(U)
steht fiir den Informationsgehalt des Versuchsplans fiir die Applikation des entsprechen-
den Grey-Box-Modells. Die Funktion IG(U), die dem Versuchsplan seinen Informationsge-
halt zuordnet, stellt den wichtigsten Bestandteil des Algorithmus dar und muss klar de-
finiert werden. Wie bereits in Abschnitt 3.4 erwdhnt wurde, hdangt der Informationsgehalt
eines Versuchsplans bzw. eines Messpunkts sehr stark vom eingesetzten Regressionsmo-
dell ab. Um auf eine geeignete Informationsfunktion zu kommen, soll infolgedessen ein
zielfithrendes Regressionsmodell festgelegt werden, bevor ein Versuchsplan dazu erstellt
wird. Die Losung des Optimierungsproblems in Formel (4.3) gliedert sich im Prinzip in

zwei Bestandteile:

e Ein Regressionsmodell fiir die Approximation des unbekannten und physikalisch
schwer abbildbaren Zusammenhangs im empirischen Modell. Dafiir wird in Absch-
nitt 4.2 ein Gaufiprozessmodell entwickelt, das die in dem Zusammenhang gegebe-

nenfalls auftretende Nichtstationaritat erkennen und beherrschen kann.

e Ein Versuchsplan, der das Experiment so gestaltet, dass die Applikation automatisch
und mit moglichst geringem Messaufwand erfolgen kann. Dazu wird in Abschnitt
4.3 eine Hybride Abtaststrategie konzipiert, die sowohl die Abdeckung des Versuchs-
raums als auch die Ermittlung der Regionen von Interessen'® beriicksichtigt. Aufler-
dem wird in Abschnitt 4.3.3 ein Stopp-Kriterium fiir den automatischen Abbruch des

Vermessungsvorgangs entwickelt.

4.2 Nichtstationdres Gaufiprozessmodell

Bei der Modellbildung mit dem GaufSprozessmodell gehort unter anderem die Stationari-
tdat zu den standardmaéfiigen Annahmen. Allerdings ist ein stationdres Gaufiprozessmodell
in vielen Situationen nicht in der Lage, der rdumlich stark variierenden Charakteristik des
zu untersuchenden Prozesses gerecht zu werden, wie in Abschnitt 2.4.1 aufgezeigt wur-
de. Ein typisches Beispiel ist die Approximation einer Funktion wie in Abbildung 4.2, die
durch starkes nichtlineares Verhalten in einer Region und ruhigen Verlauf in einer anderen
Region gekennzeichnet ist. Wahrend der Applikation der ECU-Funktion kann es durchaus

16Wag Region von Interessen hierbei bedeutet, wird in Abschnitt 4.3.2 erklart.
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vorkommen, dass der zu applizierende Zusammenhang so komplex ist, dass eine Statio-
naritdtsannahme nicht zuléssig ist, um die Realitdt zu modellieren. Deshalb soll das in der
vorliegenden Arbeit eingesetzte Regressionsmodell so ausgelegt werden, dass es mit Nicht-

stationaritdt im Prozess umgehen kann.

Abbildung 4.2: Eine typische Funktion mit rdumlich variierenden Eigenschaften.

Zunéchst wird in Abschnitt 4.2.1 eine Definition eines stationdren GaufSprozessmodells ge-
liefert. AnschlieBend wird in Abschnitt 4.2.2 eine Ubersicht iiber die in der Literatur vor-
geschlagenen Ansitze fiir die Konstruktion von Nichtstationaritdt im Gaufiprozessmodell
zur Verfiigung gestellt. Zugleich werden die erwdhnten Methoden einander gegeniiberge-
stellt und bewertet. Daraufhin wird in Abschnitt 4.2.3 ein neuer Ansatz vorgestellt, der fiir
unseren Anwendungsfall am besten passt. Zuletzt wird in Abschnitt 4.2.4 die Leistungsfa-

higkeit des neu entwickelten Ansatzes durch simulative Experimente validiert.

4.2.1 Stationdres GaufSprozessmodell

Nach der Definition in [RW06] féllt ein GauBBprozess GP(m(x),k(x,x")), der auf einem
raumlichen Feld definiert wird, in die Kategorie stationérer!” stochastischer Prozesse, wenn
folgende Bedingungen erfiillt werden ([Jaz07]):

7In diesem Fall handelt es sich um einen schwach stationiren stochastischen Prozess. Siehe [Gil06] fiir
weitere Information zu den Unterschieden zwischen schwach und stark stationdrem stochastischem Prozess.
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e Der Erwartungswert des Gaufsprozesses bleibt konstant innerhalb des gesamten Ein-
gangsraums, und zwar gilt E(x) = u fiir alle x € X', wobei X’ und y jeweils fiir das

raumliche Feld und den Mittelwert des stochastischen Prozesses stehen.
e Die Varianz ist endlich.

e Die Kovarianz k(x, x’) zwischen zwei Positionen im raumlichen Feld héngt nicht von
der absoluten Positionen der zwei Positionen x und x’ ab, sondern nur vom relativen
Abstand |x — x'|'8 zwischen den beiden Positionen. Mathematisch kann diese Eigen-
schaft beschrieben werden als

k(x,x') =k(x+v,x" +0) (4.4)

wobei v fiir eine beliebige Verschiebung des Eingangs steht. AufSerdem muss beachtet

werden, dass die Richtung bei der Berechnung der Kovarianz auch keine Rolle spielen
darf, d. h. es gilt: k(x, x") = k(«x/, x).

4.2.2 Konstruktion eines nichtstationdren Gaufiprozessmodells

Die Konstruktion eines nichtstationdren GaufSprozessmodells erfolgt durch die Verletzung
der oben aufgelisteten Bedingungen. Wenn man beispielsweise bei der GPR statt einer Null-
Mittelwertfunktion eine lineare Mittelwertfunktion wie etwa m(x) = ax + b benutzt, wird
die erste Bedingung verletzt, und dadurch entsteht ein nichtstationdres GaufSprozessmo-
dell ([Mor80]). In der vorliegenden Arbeit konzentrieren wir uns auf die Erzeugung der
Nichtstationaritdt durch die Anpassung der Kovarianzfunktion, d. h. die Verletzung der
dritten Bedingung. In diesem Abschnitt werden zuerst die verwandten Arbeiten vorge-
stellt.

Kernglittung

Dies ist der erste Ansatz, mit dem man dem Gaufiprozess Nichtstationaritdt geben kann.
Im Wesentlichen wird der gesamte Eingangsraum in mehrere kleine Unterrdume aufgeteilt,
und in jedem Unterraum wird mittels der dazugehorigen Messpunkte eine stationdre Kova-
rianzfunktion gelernt ([Fue01]). Eine grundlegende Voraussetzung ist, dass die lokale sta-
tiondre Kovarianzfunktion ausreicht, um die entsprechenden lokalen Regionen darzustel-
len. Die nichtstationdre Kovarianzfunktion wird dann durch Zusammenbauen der statio-
ndren Kovarianzfunktionen aus den Unterrdumen produziert, und zwar mit Gewichtung
und Glattung ([Fue01]). In [FS01] wird die Summierung der gewichteten stationdren Ko-
varianzfunktionen durch Integration realisiert. Ein verbreiteter Einsatz der Kerngldttung
wird durch die Notwendigkeit der Einfiihrung des MCMC-Verfahrens fiir das Modelltrai-
ning beschrankt ([DF10]).

18Dje Definition des Abstands zwischen verschiedenen Positionen kann variieren, siche [BD13] fiir weitere

Verweise.
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Modellglittung

Dieser Ansatz verfolgt die Idee der Unterteilung des Eingangsraums. Allerdings wird hier-
bei statt der Kovarianzfunktion das Gaufiprozessmodell selbst aus mehreren lokalen Gauf3-
prozessmodellen (Mixtures of Local Experts) zusammengebaut ([PKR06]). Durch ein soge-
nanntes Gating Network wird die lokale Region dem Gau8prozessmodell zugewiesen. Ahn-
liche Ansétze werden auch in der Geographie eingesetzt, sieche [AL07]. Wahrend dieser An-
satz beziiglich der Struktur und der Interpretierbarkeit einfach ist, erweist sich das Modell-

verhalten beim Ubergang zwischen den lokalen GauSprozessmodellen als problematisch.
Kernkonvolution

In [HSK99] wird dieser Ansatz eingefiihrt, um aus einer stationdren Kovarianzfunktion
eine nichtstationdre Kovarianzfunktion zu konstruieren. In [HSK99] wird vorgeschlagen,
eine nichtstationdre Kovarianzfunktion kns(x;, x;) zwischen x; und xj19 mit Konvolution

der Kerne zu erstellen als

ks (7, ;) = /]R K, (), (1) i 4.5)

wobei x;, X; und u Positionen im Eingangsraum sind und ky, (-) fiir eine Kernfunktion steht,
die im Punkt x; zentriert. Die Kernfunktion kann verschiedene Formen annehmen, z. B.
Gaufsfunktion [HSK99] und Matérn-Kovarianzfunktion, die eine grofiere Flexibilitdt er-
laubt [PS04]. Wahrend die Methode der Kernkonvolution eine allgemeine und flexible Rah-
menbedingung fiir die Erzeugung von Nichtstationaritdat in GPR darstellt, wird die prakti-
sche Anwendung von der anspruchsvollen Anforderung an die Rechenleistung stark limi-
tiert ([PKBO8]).

Nichtlineare Verformung des Eingangsraums

Bei diesem Ansatz handelt es sich im Prinzip darum, den Eingangsraum eines nichtstatio-
ndren Prozesses so zu verzerren, dass der resultierende Prozess wieder unter der Annahme
der Stationaritat mit ausreichend guter Genauigkeit modelliert werden kann. In Abbildung

4.3 wird die Funktionsweise dieses Ansatzes schematisch dargestellt.

Die Idee, durch Verformung des Eingangsraums die Nichtstationaritdt beim realen Anwen-
dungsfall zu behandeln, geht auf die Arbeiten von [Gib98] und [DSGO01] zurtick. In [Xio+07]
wird die von [Gib98] entwickelte Methode modifiziert und vereinfacht, um den Rechenauf-
wand zu reduzieren. Die Methode in [Xio+07] zeichnet sich durch Interpretierbarkeit und
einen geringen Rechenaufwand aus und gilt als Basis fiir das in dieser Abhandlung einge-

setzte Regressionsmodell.

YHier wird lediglich der eindimensionale Fall dargestellt, allerdings gilt das Prinzip auch fiir multidimen-
sionale Probleme.
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Eingangsraums

X Alt X Neu

Abbildung 4.3: Transformation des Koordinatensystems durch Raumverformung; nach der
Verformung wird die Glattheit der Funktion offensichtlich gleichmifliger, was die Model-
lierung mit der stationdren GPR wieder erméglicht.

4.2.3 Neuartiges Gaufiprozessmodell mit nichtstationdrer Kovarianzfunktion

In diesem Abschnitt wird zuerst der Ansatz fiir die Erzeugung von Nichtstationaritat bei
GPR in [Xio+07] dargestellt. Darauf folgen die Erweiterung und die Modifikation des An-

satzes, um unseren Anforderungen gerecht zu werden.
Xiongs Ansatz

Fiir die Konvertierung des alten Koordinatensystems ins neue Koordinatensystem werden
in [Xio+07] auf dem Eingangsraum M + 1 Stiitzpunkte s = [sg, s1,52,83, - -, sp]?° fiir die
Erzeugung von M Subrdumen festgelegt. Basierend darauf wird eine sogenannte Dichte-
funktion d(x) definiert. Die Dichtefunktion wird eingesetzt, um die Glattheit der Nachbar-
schaft des entsprechenden Stiitzpunkts zu beschreiben. Ein hoher Wert der Dichtefunktion
signalisiert, dass das Modellverhalten im entsprechenden Bereich starke Nichtlinearitat be-
sitzt. Ein niedriger Wert deutet auf ein ruhiges Modellverhalten hin. Zwischen den Stiitz-
punkten werden die Werte der Dichtefunktion einfach durch lineare Interpolation berech-
net. Zusammengefasst kann basierend auf den vordefinierten Stiitzpunkten s als Parameter
die Dichtefunktion d(x) im alten Koordinatensystem mit M Subraumen wie folgt formu-

liert werden:

o

Il
—_

d(x) =) _di(x,a; b;) (4.6)

1
Die Formel (4.6) beschreibt die Darstellung der Dichtefunktion d(x) durch die Summierung
der Teildichtefunktionen d;(x, a;, b;). Die zusétzlichen Parameter 4; und b; sind die Funkti-
onswerte der Dichtefunktion an den Stiitzpunkten, die um den Eingang x herum liegen. In
Abbildung 4.4 wird die Dichtefunktion dargestellt.

20Hjer wird nochmals nur der eindimensionale Fall dargestellt, jedoch gilt das Prinzip auch fiir multidi-

mensionale Probleme.
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Abbildung 4.4: Funktionswert d(x) der Dichtefunktion an der Stelle x; die dargestellte Teil-
dichtefunktion d3(x, a3, b3) wird zwischen den Stiitzpunkten s, und s3 definiert; aulerhalb
des Definitionsbereichs gilt d3(x, a3, b3) = 0.

Wie Abbildung 4.4 zeigt, wird die Teildichtefunktion d3(x, a3, b3) innerhalb des Subraums
X € [sp, s3] definiert und ist eine lineare Funktion mit den zwei Endpunkten (s,, a3) und
(s3, b3), d. h. auflerhalb des Subraums ist der Funktionswert null. Somit lasst sich die Teil-
dichtefunktion durch folgende Formel darstellen:

bi—a;

Lt x+aq;, X €EIS;_1,S;

di(x, 111', bz) — S;i—S;iq 1 [ i—1 1] (47)
0/ X g [Si—llsi]

Aufgrund der Dichtefunktion d(x) kann die Transformationsfunktion #(x), die den alten
Eingangsraum X,;; auf den neuen Eingangsraum Xpey = #(Xg1;) abbildet, durch Integration
erzeugt werden

Hx) = /S " d(x)dx 4.8)

wobei sy der erste Stiitzpunkt und in der Regel auch der Anfangspunkt des Eingangsraums
ist. Aus Formel (4.8) ist ersichtlich, dass der Wert ¢(x) der Transformationsfunktion an der
Stelle x also durch die Integration der Dichtefunktion vom Anfang des Eingangsraums
bis zu der gewiinschten Stelle berechnet wird. Die Berechnung ist wegen der stiickweise
linearen Struktur der Dichtefunktion relativ trivial. In Abbildung 4.5 wird die Konstruktion

der Transformation ¢(x) aus der Dichtefunktion d(x) verdeutlicht.
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/()

Abbildung 4.5: Funktionswert ¢(x) der Transformationsfunktion an der Stelle x; der Wert
der Transformationsfunktion wird in der Abbildung durch die schraffierte Fliche darge-
stellt.

Mit der Transformationsfunktion lassen sich die Messpunkte im neuen Koordinatensystem
schnell umrechnen. Auflerdem fiihrt die Transformation des Eingangsraums auch zu einer
neuen Kovarianzmatrix; wenn ebenfalls die klassische SE-Kovarianzfunktion wie in Formel

(2.53) verwendet wird, ergibt sich die neue nichtstationédre Kovarianzfunktion kys(x, x’) zu

le) = HPR wo)

st(x, x’) = O'f exp(

wobei der Term #(x) fiir die Position x im neuen Eingangsraum steht.
Treed Gaussian Process Model with Nonstationary Covariance Function (TGPRNS)

Der Ansatz in [Xio+07] zeichnet sich durch eine einfache Implementierung und die Féahig-
keit aus, mit der Nichtstationaritdt im Prozess umgehen zu kénnen. Allerdings kommen
diese Vorteile erst zustande, wenn die Partitionierung des Eingangsraums verniinftig be-
handelt wird, was bei Xiongs Ansatz fehlt. Dabei wird der Eingangsraum direkt in Subréu-
me gleicher Grofie unterteilt. Um eine intelligente Partitionierung des Eingangsraums zu
realisieren, die sich automatisch an die Figenschaft des Zusammenhangs anpassen kann,
wird in dieser Arbeit Xiongs Ansatz um das Partitionsverfahren aus LOLIMOT in [Nel97]
erweitert. Der daraus resultierende Ansatz wird in dieser Abhandlung als Treed Gaussian
Process Model with Nonstationary Covariance Function (TGPRNS) bezeichnet. Die Partitionie-

rung des Eingangsraums erfolgt durch die Beantwortung folgender zwei Fragen:
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¢ In wie viele Subrdume soll der gesamte Eingangsraum partitioniert werden?

Hierbei geht es um die Bestimmung der Anzahl M der Subrdume. Einerseits ist es
selbstverstandlich, dass je mehr Subrdaume erzeugt werden, umso mehr Freiheitsgra-
de entstehen, damit die Nichtstationaritdt aus dem alten Koordinatensystem im neu-
en Koordinatensystem untergebracht werden kann. Allerdings kann andererseits ein
zu hoch gewdhltes M die Wahrscheinlichkeit von Ouverfitting erhohen, da das Mini-
mierungsproblem in Formel (4.12) im Fall von zu vielen unabhdngigen Variablen sehr
leicht in einem lokalen Optimum steckenbleibt. Zuletzt wird ein hohes M immer zu

einem erhohten Rechenaufwand fiithren.

e Wo sollen die Stiitzpunkte s bezogen auf den Eingangsraum liegen?

Durch die Einfiihrung der Dichtefunktion soll eine dquidistante Verteilung der Stiitz-
punkte ausreichen, um eine gemaéfiigte Nichtstationaritdt im Prozess zu neutralisie-
ren, wie es in Xiongs Ansatz gemacht wird. Wenn es jedoch um die Approximati-
on eines stark rdumlich variierenden Zusammenhangs geht, soll eine inhomogene
Verteilung der Stiitzpunkte aufgrund der lokalen Charakteristik fiir eine bessere Mo-
dellgenauigkeit sorgen. Und zwar sollen im Rahmen einer begrenzten Anzahl von
Stiitzpunkten in Regionen starker Nichtlinearitdt mehr Stiitzpunkte platziert werden

als in Regionen mit ruhigem Modellverhalten.

In der Praxis soll die Partitionierung des Eingangsraums vor der Bestimmung des Hyper-
parametersatzes HNs, z. B. die [ und oy in der Kovarianzfunktion, durchgefiihrt werden.
D.h. die Festlegung der Anzahl M der Subrdaume und der Verteilung der Stiitzpunkte s liegt
eine Ebene hoher in der Struktur des Modelltrainings als Hns. Im Prinzip benutzt TGPRNS
das Partitionierungsverfahren aus LOLIMOT, um die Anzahl und die Verteilung der Stiitz-
punkte auf dem Eingangsraum automatisch und adaptiv aufgrund des Modellverhaltens

zu bestimmen. Dessen Arbeitsprozess ldsst sich in folgenden Schritten beschreiben.

e Partitionierung des Eingangsraums

Zunichst wird das Partitionierungsverfahren aus LOLIMOT eingesetzt, das bereits in
Abschnitt 2.3.5 durch Abbildung 2.10 geschildert wurde, um den Eingangsraum auf-
zuteilen. Dabei wird versucht, die Messdaten durch ein lokales lineares Modell zu
interpretieren. Die Fehler zwischen den gefitteten lokalen Modellen und den dazu-
gehorigen Messdaten werden als das Mafs der Komplexitét des lokalen Modellverhal-
tens betrachtet. Wenn ein komplexer Subraum entdeckt wird, wird er in zwei kleinere
Subrdume unterteilt. Das Verfahren setzt sich fort, bis eine vordefinierte Fehlergrenze

erreicht wird.
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In TGPRNS wird das Ergebnis der Partition nicht direkt, sondern nach Modifikation
verwendet. Fiir die Modifikation werden die Partitionslinien aus allen Schnittpunk-
ten in jeder Dimension verldngert, bis sie sich mit den entsprechenden Achsen schnei-
den. Die Schnittpunkte der verldngerten Partitionslinien und der Achsen werden als
Stiitzpunkte der Dichtefunktion fiir die Verformung des Eingangsraums benutzt. In
Abbildung 4.6 wird die Modifikation beispielhaft dargestellt.

X, X,

Abbildung 4.6: Modifikation der Partition; auf der linken Seite ist die Partition aus LOLI-
MOT zu sehen; auf der rechten Seite wird die Partition nach der Modifikation aufgezeigt.

e Modelltraining

Waihrend die Verformung des Eingangsraums dem Gaufiprozessmodell erlaubt, die
Nichtstationaritit in einem Zusammenhang modellieren zu kénnen, bringt diese Me-
thode weitere Freiheitsgrade bzw. Hyperparameter beim Modelltraining, z. B. die
Funktionswerte ¢ = [ay,ap,a3,- -+ ,ap| U [by, by, b3, - - -, by] der Dichtefunktion. Da-
durch ergibt sich der zu schatzende Hyperparametersatz zu Hys = [0, [, c]. Nach-
dem die Stiitzpunkte festgelegt wurden, kann anschliefSfend Hys wie beim Modell-
training des stationdren GaufSprozessmodells durch die Maximierung der Log Margi-
nal Likelihood in Formel (2.59) gelernt werden. Allerdings wird die stationédre Kovari-

anzmatrix K(x, x) durch die nichtstationdre Kovarianzmatrix Kns(x, x) ersetzt:

Kns (%, %) = K(£(x), £(x)) (4.10)

Wenn die Varianzen der Messpunkte geschitzt werden, ergibt sich die Kovarianzma-
trix zu Ky ns = Kns (X, x) + V, wobei V die Diagonalmatrix ist, die durch die Menge

der geschétzten Varianzen folgendermafien gebildet wird:
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2 0 0 ... 0
0 0 0 ... 0
v=| =~ : 4.11)
0 0 o ... 0
0 0 O 0%

Der Term o7 steht fiir die geschétzte Varianz des i-ten Messpunkts. Dadurch ergibt
sich die Log Marginal Likelihood zu

1 1 N
log p(y|HNs) = _EyKylll\ISy — 5 log |KyNs| — > log(27) (4.12)

wobei Kyns = Kns(x,x) + V und Kns(x,x) die identische Struktur wie K(x,x) in
Formel (2.55) besitzen. Bei der Maximierung der Formel (4.12) kommt die Metho-
de der Multilevel Coordinate Search in [HN99] fiir globale Optimierung zum Einsatz.
Nachdem der Hyperparametersatz Hyns gelernt wurde, kann man damit den Model-
lausgang und dessen Varianz an beliebigen Stellen pradizieren, und zwar mittels der
Formeln (2.57) und (2.58). Im Rahmen des neuen Koordinatensystems lassen sich die

Berechnungen an der Stelle x* folgendermafien umformulieren:

m(x*) = Kns(x*, %) [Kns(x,x) + 021 "y (4.13)
cov(x°) = Ks(x*,3") — Kns(0, ) [Kns (% %) + 21 TKns(x,x7)  (4.14)

4.2.4 Simulative Experimente mit synthetischen Daten

Nachdem die Modellstruktur und die Methode fiir das Modelltraining von TGPRNS in Ab-
schnitt 4.2.2 vorgestellt wurden, wird in diesem Abschnitt versucht, die Leistungsfahigkeit
von TGPRNS im Vergleich mit Xiongs Ansatz fiir eine globale Approximation zu testen.

Vorgehensweise des Experiments

Die Vorgehensweise fiir das Testen kann durch folgende Schritte zusammengefasst werden:

1. Mittels der analytisch bekannten Testfunktion m(x) werden Funktionswerte m(Xoy;)
auf dem vordefinierten Gitter Xp,; im Eingangsraum berechnet, die als Wahrheit und

Basis fiir die Fehlerberechnung betrachtet werden.
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2. Auf einem anderen vordefinierten Gitter Xjegs>! im Eingangsraum werden gleich-
falls die Funktionswerte m( Xpess ) berechnet. Anschliefend kann mithilfe des Matlab-
Befehls randn normalverteiltes Messrauschen generiert und auf die Elemente in
m(Xpess) addiert werden. Dadurch werden die verrauschten Messdaten kiinstlich

generiert.

3. Aufgrund der kiinstlichen Messdaten wird ein statistisches Modell f(x) jeweils durch
die zwei Ansitze TGPRNS und Xiongs Ansatz gelernt. Anschliefend wird f(x) ein-
gesetzt, um die geschitzten Modellwerte f(Xoy) auf dem Gitter Xoy zu berechnen.
Zum Schluss wird die Modellgenauigkeit des gewédhlten Ansatzes durch den Ver-
gleich zwischen F(Xow) und m(Xoy) durchgefiihrt. Hierbei wird als die Fehlerme-
trik der gemittelte Quadratfehler MSE benutzt, der durch folgende Formel definiert

ist:

MSE = mean(f(XOri) - m(XOri))(f(XOri) - m(XOri))T (4-15)

4. Fiir jede Testfunktion werden die Schritte 1 bis 3 mehrfach durchgefiihrt, damit das
Ergebnis MSE robuster gegen die Zufélligkeit bei der Generierung von kiinstlichen

Messdaten wird.

Um die Leistungsfahigkeit der Modellierungsansatze auf eine facettenreiche Art und Wei-
se zu testen, werden hier ein- und zweidimensionale Testfunktionen mit verschiedensten
Charakteristiken fiir die simulativen Experimente ausgewdhlt. Zur Menge der Testfunk-
tionen gehoren z. B. flache Testfunktionen, Testfunktionen mit starker Nichtlinearitdt und
Testfunktionen mit rdaumlich stark variierenden Eigenschaften. In den Abbildungen 4.7 und

4.8 werden jeweils die ein- und zweidimensionalen Testfunktionen gezeigt.

Bei Xiongs Ansatz wird die Anzahl der Stiitzpunkte fiir jede Dimension auf 3 (dies bedeu-
tet: M = 2) gesetzt, d. h. die Anzahl der Subrdume bei einer zweidimensionalen Funkti-
on ist 4. Bei TGPRNS wird die Partition wie oben beschrieben automatisch durchgefiihrt.
Mit zuféllig generierten Messdaten werden fiir jede Testfunktion die Schritte 1 bis 3 elfmal
wiederholt. Die gemittelten Modellgenauigkeiten der zwei Modellierungsansitze fiir jede
Testfunktion sind in Tabelle 4.1 angegeben.

Ergebnis und Analyse

Zusammengefasst hat TGPRNS bei den meisten Testfunktionen eine bessere Modellgenau-
igkeit als Xiongs Ansatz erreicht. Vor allem bei Testfunktionen mit raumlich stark variie-
render Charakteristik, z. B. bei 1D-T1 und 2D-T4, ist die Uberlegenheit signifikant. Bei der
Testfunktion mit relativ flachem Verlauf, z. B. 1D-T3, hat sich TGPRNS erfolgreich auto-
matisch angepasst, was in Abbildung 4.9 dargestellt wird. Wahrend TGPRNS z. B. bei der

21 X\ fess soll eine Untermenge des Gitters Xy sein.
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(c) Testfunktion 1D-T3; flache Funktion.

Abbildung 4.7: Ubersicht iiber die eindimensionalen Testfunktionen.
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(a) Testfunktion 2D-T1; nichtlineare Funktion.

(c) Testfunktion 2D-T3; nichtlineare Funktion.
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(e) Testfunktion 2D-T5; flache Funktion.
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(b) Testfunktion 2D-T2; flache Funktion.
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(d) Testfunktion 2D-T4; rdaumlich variierende

Funktion.

(f) Testfunktion 2D-T6; nichtlineare Funktion.

Abbildung 4.8: Ubersicht iiber die zweidimensionalen Testfunktionen.
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(a) Partitionierung des FEingangsraums durch (b) Partitionierung des Eingangsraums durch
TNSGPR fiir die Testfunktion 1D-T3. Xiongs Ansatz fiir die Testfunktion 1D-T3.

Abbildung 4.9: Partitionierung des Eingangsraums durch verschiedene Ansitze fiir die Testfunk-
tion 1D-T3; fiir diese flache Testfunktion wird durch TNSGPR und Xiongs Ansatz eine identische

Partitionierung des Eingangsraums erzeugt.
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(a) Partitionierung des Eingangsraums durch (b) Partitionierung des Eingangsraums durch
TNSGPR fiir die Testfunktion 2D-T4. Xiongs Ansatz fiir die Testfunktion 2D-T4.

Abbildung 4.10: Partitionierung des Eingangsraums durch verschiedene Ansétze fiir die Testfunk-
tion 2D-T4; fiir diese komplexe Testfunktion wird durch TNSGPR eine ungleichméfiigere und fei-

nere Partitionierung des Eingangsraums im Vergleich zu Xiongs Ansatz erzeugt.
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Testfunktion Modellgenauigkeit Xiongs Ansatz Modellgenauigkeit TNSGPR

1D-T1 0,3877+0,0587 0,2906£0,0273
1D-12 9,9625+2,3328 0,7940£0,4353
1D-T3 0,0718+0,0427 0,044+0,0232
2D-T1 11,6519+0,3655 8,0412+1,5936
2D-T2 6324+668 1941+929
2D-T3 328,4+34,5 312,0+32,3
2D-T4 5,9829+0,7015 3,9811+1,5700
2D-T5 1,05e11+£2,08e7 2,71e7+8,98e6
2D-Té6 7,75%2,04 6,61+2,34

Tabelle 4.1: Modellgenauigkeit der Modellierungsansétze.

Testfunktion 2D-T4 die komplizierte Struktur mit verfeinerter Partition beherrschen kann,
wird die Leistungsfahigkeit von Xiongs Ansatz durch das feste Partitionsschema wesent-
lich beschrankt, wie sich in Abbildung 4.10 zeigt.

4.3 Optimale Versuchsplanung fiir das Gaufiprozessmodell

In diesem Abschnitt wird versucht, einen Versuchsplan U = [uy, up, - - - , un], der die Infor-
mationsfunktion IG(U) maximieren kann, basierend auf dem in Abschnitt 4.2 eingefiihrten
nichtstationdren Gaufsprozessmodell TGPRNS zu erstellen. Dabei stellt sich die Frage, wie
die Informationsfunktion definiert werden soll, wenn das GaufSprozessmodell fiir die Auf-
gabe von globaler Approximation eingesetzt wird. Da das GaufSprozessmodell zur Klasse
der nichtparametrischen Modelle gehort, gibt es fiir das Modell keine a priori festgelegte
analytische Formel, wie es beim Polynom-Ansatz der Fall ist. Aufierdem sind die Messdaten
bei nichtparametrischen Modellen in die Modellstruktur eingebettet. Beispielsweise wird
beim Gauflprozessmodell die Kovarianzmatrix von den Messdaten und dem Hyperpara-
metersatz bestimmt, wie sich in Formel (2.53) zeigt. Infolgedessen hingt die Leistungs-
fahigkeit des Gaufsprozessmodells beziiglich der Modellgenauigkeit sehr stark von den
gesammelten Messdaten ab. Wenn das Gaufiprozessmodell fiir die optimale Applikation
eines Grey-Box-Modells eingesetzt wird, ist es unmdoglich und auch sinnlos, das Optimie-
rungsproblem in Formel (4.3) direkt zu 16sen. Stattdessen kommt die Idee der sequentiellen
Versuchsplanung, die auf dem Konzept von Active Learning oder Active Sampling basiert,
als eine praktikable Losung in Frage. Dabei wird der Versuchsplan nicht von Anfang an
vollstindig festgelegt, sondern wahrend des Prozesses Schritt fiir Schritt erstellt. Wie in

Abschnitt 3.5 erortert wurde, umfasst die sequentielle Versuchsplanung in der Regel zwei
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Phasen:

In der ersten Phase, der anfanglichen Versuchsplanung, wird in dieser Arbeit ein anfangli-
cher Versuchsplan Uj erstellt, der von einer lockeren und dquidistanten Messpunktvertei-
lung (Gittersampling) gepragt wird. Die Griinde dafiir sind folgende: Erstens ist die Imple-
mentierung des Gittersamplings einfach, und die niedrige Dichte der Abtastpunkte im an-
tanglichen Versuchsplan soll auch nicht fiir eine erhebliche Rechenbelastung sorgen. Zwei-
tens kann das Gittersampling sicherstellen, dass die Eckpunkte und die Rdnder des Ein-
gangsraums abgedeckt werden, damit in der weiteren Phase keine Extrapolation notwen-
dig ist. Nach der Durchfithrung des anfanglichen Versuchs werden die anfanglichen Beob-
achtungsmesspunkte Dsep, o durch die physikalische Sensoren erfasst und aufgezeichnet.
Anschlieffend werden die entsprechenden anfdnglichen Applikationsmesspunkte Dapp 0
berechnet. Basierend auf Dy?? wird TGPRNS eingesetzt, um das anfiangliche Gaulprozess-
modell GPMj fiir den zu applizierenden Zusammenhang zu trainieren. Dabei wird auch

die Unsicherheit ‘7(2;PM0 von GPMj bestimmt.

Im néchsten Schritt, der adaptiven Versuchsplanung, soll eine Abtaststrategie entworfen
werden, die aufgrund des aktuellen Gaufsprozessmodells den nidchsten optimalen Abtast-
punkt identifiziert. Es wird angenommen, dass nach 7 Iterationen bereits die Menge Dy.; =
Dy U Dy.; von Applikationsmesspunkten gesammelt und eingesetzt wurde, um das aktuelle
Gaufsprozessmodell GPM; zu generieren. Der aktuelle Zustand des Problems wird dann in
Abbildung 4.11 dargestellt. Die Aufgabe der Abtaststrategie besteht nun darin, den optima-
len Applikationsmesspunkt D; 1 = [u;j11, MPj11, Ul%ﬂ’m’ A, (Tim] fiir die nachste Itera-
tion zu erzeugen, der die Informationsfunktion IG maximieren kann. Der Informationsge-
halt eines Applikationsmesspunkts wird durch dessen Komponenten oder Eigenschaften

bestimmt, die in dieser Arbeit wie folgt definiert werden:

e u;.1: Ein moglicher Eingang fiir die (i + 1)-te Iteration.

e MP;: Der Wert des Applikationsparameters an der Stelle 1,1, der mittels des Be-

rechnungsprozesses in Abbildung 4.1 berechnet wird.

. ‘TI%/IP-H: Varianz von MP; ;. Sie wird auch geschétzt nach dem Berechnungsprozess in
1

Abbildung 4.1.

o Aii1: Der geschitzte Mittelwert des Applikationsparameters an der Stelle u;, 4, der
basierend auf GPM; mittels der Formel (2.57) berechnet wird.

° 0124,“: Die geschitzte Varianz von A; 1, die basierend auf GPM; mittels der Formel

(2.58) berechnet wird.

22Um unnétig komplizierte Formulierungen zu vermeiden, wird der Index App in D App,0 innerhalb die-
ses Abschnitts weggelassen. D.h. wenn keine speziellen Hinweise vorliegen, wird im weiteren Verlauf des
Abschnitts Dapp o durch Dy ersetzt.
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In Abbildung 4.11 wird die Beziehung zwischen den verschiedenen Komponenten in einem
Applikationsmesspunkt dargestellt.

15
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Abbildung 4.11: Problemzustand wihrend der adaptiven Versuchsplanung; dabei umfasst
die Menge der Applikationsmesspunkte die schwarzen Punkte; aufSerdem werden das ak-
tuelle Gaufiprozessmodell und seine Fehlerschranken gezeigt, die mit Hilfe der Appli-
kationsmesspunkte bestimmt werden; daneben werden die verschiedenen Komponenten

(i1, MP; 44, (Tl%ﬂjm, Aiiq, (Tiiﬂ] eines Applikationsmesspunkts dargestellt.

Wie schon in Kapitel 3 diskutiert wurde, basiert die Erstellung einer optimalen Versuchs-
planung in der Regel auf der zugrundeliegenden Modellannahme. Deswegen soll bei der
Bestimmung der Informationsfunktion abgesehen vom Eingang u;,1, dem einzigen Ele-
ment, das man bei der Versuchsplanung verstellen kann, ebenfalls Riicksicht auf das zu-
grundeliegende GPM; genommen werden. Das entsprechende Optimierungsproblem ldsst
sich wie folgt formulieren:

uy,; = argmax IG(GPM;, u; 1) (4.16)

Ui 1 €U

Der Term U steht fiir die zuldssige Menge des Optimierungsproblems in Formel (4.16), in

diesem Fall ein Gitter U = (umin, max) im Eingangsraum. Zu beachten ist, dass in Formel
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(4.16) statt D; 1, des Symbols fiir einen Applikationsmesspunkt, der Eingang u;,1 eines
Applikationsmesspunkts als unabhingige Variable in die Informationsfunktion eingetra-
gen wird. Der Grund ist folgender: Erstens ist der Eingang die einzige Komponente in D;_ 1,
welche die Abtaststrategie {iberhaupt kontrollieren oder verstellen kann; die anderen vier
Komponenten ergeben sich erst bzw. konnen erst berechnet werden, nachdem der Eingang
eingestellt wurde. Zweitens kann dadurch eine konsistente Formulierung im Einklang mit
Formel (4.3) erzeugt werden. Obwohl bei der Beschreibung der Informationsfunktion (For-
mel (4.16)) nur der Eingang des Applikationsmesspunkts auftritt, berticksichtigt die Ab-
taststrategie allerdings auch andere Eigenschaften von D; 1, zum Beispiel die Unsicherheit

0. und den Modellausgang A; 1, was in Abschnitt 4.3.1 diskutiert und erklart wird.
i+1

Der weitere Verlauf dieses Abschnitts wird wie folgt gegliedert: Zundchst wird in Abschnitt
4.3.1 eine Ubersicht iiber die bestehenden Abtaststrategien fiir die adaptive Versuchspla-
nung beim Gaufiprozessmodell bereitgestellt und bewertet. Dann wird in Abschnitt 4.3.2
eine neue Abtaststrategie fiir unseren Anwendungsfall vorgestellt. Zum Schluss wird in
Abschnitt 4.3.3 ein automatisches Stopp-Kriterium fiir den automatischen Abbruch des Ap-

plikationsvorgangs vorgestellt.

4.3.1 Verwandte Arbeiten

Fiir die Versuchsplanung bei einem Gaufsprozessmodell kénnen die raumfiillenden Ansit-
ze in Frage kommen, die schon in Abschnitt 3.3 vorgestellt wurden, z. B. die Sobol Sequence,
LHD etc. In [PM12] und [LS08] werden ebenfalls solche Strategien verfolgt. Bei der modell-
freien raumfiillenden Versuchsplanung wird allerdings die Information aus der Modell-
struktur, z. B. die Unsicherheit des Modellausgangs und die Korrelation zwischen den Mo-
dellwerten, nicht ausgenutzt. Deswegen konzentrieren wir uns in diesem Abschnitt eher
auf die modellbasierten Ansétze. In diesen wird eine Nutzungsfunktion abhédngig vom
Versuchsplan definiert, und die Suche nach dem optimalen Versuchsplan erfolgt durch
die Optimierung der Nutzungsfunktion. Je nachdem, welches Ziel die Versuchsplanung

verfolgt, konnen verschiedene Nutzungsfunktionen konstruiert werden.

e Entropieansatz: In [Sha01] wird der Begriff Entropie eingefiihrt, um den gemittel-
ten Informationsgehalt einer Zufallsvariable zu beschreiben. Die Entropie H(X) einer

kontinuierlichen Zufallsvariablen X wird durch folgende Formel

H(X) = —/p(x) log p(x)dx (4.17)

definiert, wobei der Term p(x) fiir die Wahrscheinlichkeitsdichtefunktion der Zufalls-

variablen X steht. Im Paradigma der Informationstheorie kann der Informationsge-

]

halt eines neuen Applikationsmesspunkts D;,; = [“iHIMPiHr‘Tl%/[P,-HrAi+1r‘731i+1
basierend auf dem aktuellen Gaufsprozessmodell wie folgt berechnet werden:
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IGgn (GPM;, Uit 1) = H(Ao; U Ai+1) — H(Ag) (4.18)

Dabei gilt Ag; = AgUA; UAUA3U---U A;?3. A; entspricht dem Modellausgang
von GPM; an der Stelle u;. Der Term u; ist der Eingang des i-ten Applikationsmess-
punkts in Dy.;. Unter A; kann eine gaufiverteilte Zufallsvariable verstanden werden,
deren Mittelwert und Varianz jeweils durch die Formeln (2.57) und (2.58) berechnet
werden. Im Rahmen der Gaufiprozessmodellierung kann Ag; als eine gaufsverteilte

multivariate Zufallsvariable angesehen werden.

Die Informationsfunktion in Formel (4.18) beschreibt die Zunahme des Informations-
gehalts in der Zufallsvariable Ay.;, die durch das Hinzufiigen des neuen Applikations-
messpunkts D; 1 bewirkt wird. Wie oben beschrieben, steht D; fiir den Applikati-
onsmesspunkt, der sich durch den Eingang u; 1 ergibt. Durch Einsatz der Rechenre-
gel der bedingten Entropie H(Y|X) = H(Y U X) — H(X) kann die Informationsfunk-

tion in Formel (4.18) in folgende Formel umgewandelt werden ([Kra08]):

IGEn (GPM;, ;1) =H(A; UA; 1) — H(Ap:)

=H(A;i11|Ag.) (4.19)
1 2
9 log TAi11A0

. 2
Dabei steht o A1l Ao,

wahlten Eingang u; 1. Nach der Formel (2.58) lasst sich Ui'+l Ao,

tiir die durch die Formel (2.58) pradizierte Varianz an dem ausge-

~wie folgt berechnen:

a1 iay, =K(ivr, i) — Ki(uigr,u0.) [Ki(uos, wo.r) + 030~ K (s, 1) 420)

:‘71%/11),-+1 + 05 — Ki(uir1,u04) [Ki(ug.i, ugi) + 070~ Ki(ug, i)

Dabei steht der Term K;(ug., ug.;) fiir die Kovarianzmatrix des aktuellen Gauf3pro-

zessmodells GPM,;. uy.; sind die Eingdnge der bestehenden Menge der Applikations-
“der Varianz % in Abbildung 4.11. Hier

+1|A0:1 Aia

wird die Abhdngigkeit von A.; betont. Zusammengefasst wihlt der Entropieansatz

messpunkte Dy.;. In der Tat gleicht Ui

den hochsten unsicheren Ort im aktuellen Gaufiprozessmodell als den ndchsten Ab-
tastpunkt aus. In der Literatur wird der Entropieansatz auch als bayessche D-optimale
Versuchsplanung bezeichnet ([CV95a]), in [Mac92] wird dieser Ansatz ALM genannt.

Varianzreduktion: Dieser Ansatz stammt aus der Analyse des Generalisierungsfeh-
lers eines Schétzers in Formel (2.18). Dabei wird der Generalisierungsfehler in drei
Komponenten zerlegt: den Bias des Schétzers, die Varianz des Schitzers und das

Messrauschen. Im Regressionsproblem besteht die Aufgabe darin, die Summe der

2 A steht fiir die Menge der Modellausgénge von GPM; an Uy.
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drei Komponenten zu minimieren. Zundchst ist das Messrauschen bei der Versuchs-
planung nicht zu beeinflussen. Wenn eine Modellklasse fiir die Losung des Regres-
sionsproblems festgelegt ist, kann die Komponente fiir den Bias ndherungsweise als
eine Konstante behandelt werden. Aufierdem erweist sich im Vergleich zu Berech-
nung der Varianz des Schitzers die Quantifizierung des Bias als eine schwierige Auf-
gabe, vor allem im Fall der Gaufiprozessmodellierung. Infolgedessen wird in diesem
Ansatz versucht, den Messpunkt so auszuwéhlen, dass die Varianz des Schétzers mi-
nimiert wird. Diese Methode wurde zunéchst in [CGJ96] eingefiihrt und als ALC be-
zeichnet. In [Seo+00] wurde dieser Ansatz im Paradigma der Gaufiprozessmodellie-

rung implementiert, um einen besseren Abtastpunkt auszuwéhlen.

Was die konkrete Implementierung angeht, zielt der Ansatz darauf ab, die Redu-
zierung der Varianz in einem vordefinierten Bereich ¢/ durch das Hinzufiigen eines
neuen Applikationsmesspunkts zu maximieren. Sei das aktuelle GaufSprozessmodell
GPM,; gegeben, kann die Varianz ¢2. an einer Referenzstelle u* wie folgt berechnet

werden:

oo = K(u*, u*) — Ki(u*, u,)[Ki (ug:i, ug) + 071) 7 K; (ugyi, u*) (4.21)

Nachdem der ausgewéhlte Applikationsmesspunkt D;; zu Dy.; hinzugefiigt wurde,
ergibt sich die Kovarianzmatrix K; 1 (ug.j11, ug.i+1) zu

Kit1(ugiy1,up:iv1) = Kiuoi, woi) - Kiea (41, W) (4.22)

Kf, (v, u04)  K(uigy, tign)
Zu beachten ist, dass die Berechnung von Kj,1(ug.; 11, ug,;+1) mit Hilfe des Hyper-
parametersatzes des aktuellen GauSprozessmodells GPM; erfolgt und dass ug.;11 =
[ug.i, ui+1] gilt. D.h. dabei wird kein neues Modell gefittet. Anhand der erweiterten
Menge der Applikationsmesspunkte lasst sich die Varianz 72, an derselben Referenz-

stelle ™ wie folgt berechnen:

O = K(u*, u*) — K1 (1", ug.i41) [Kit1 (W11, Wii1) + 050 T K1 (ugiir, u*) (4.23)

Es ist darauf zu achten, dass man die Referenzstelle u* nicht mit dem neuen Mess-
punkt D;,q verwechselt. Zum Schluss kann daraus folgende Informationsfunktion

konstruiert werden:

IGALc(GPMi, ui+1) = mgan(ag* - 5’5*> (4.24)

Diese Informationsfunktion beschreibt die gemittelte Reduktion der Varianz des

Schéatzers auf dem Bereich der Referenzstellen /. Dieser Bereich kann entweder der
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gesamte Versuchsraum oder ein Teil des Versuchsraums sein. Dariiber hinaus kann
die Informationsfunktion durch eine Gewichtungsfunktion w(u*) erweitert werden,
um die verschiedenen Bedeutungen?* der Referenzstellen zum Ausdruck zu bringen,

und es ergibt sich

IGarc(GPM;, 14 1) = mgan[(af,* — 72 w(x*))] (4.25)

Mutual Information: Wahrend sich der Entropieansatz durch eine intuitive Idee und
leichte Implementierung auszeichnet, tendiert der Versuchsplan mit dem Entropiean-
satz dazu, Messpunkte auf die Kanten und Ecken des Versuchsraums zu platzieren,
was zu einer Verschwendung der Messpunkte und einer schlechten Abdeckung des
Versuchsraums fithren kann ([KSGO8]). Ein weiteres Kriterium basierend auf der In-
formationstheorie, das fiir die Versuchsplanung eingesetzt werden kann, ist die Mu-
tual Information (MI). Ml ist ein Konzept, das die Beziehung zwischen zwei Zufalls-
variablen beschreibt. Beispielsweise fiir zwei Zufallsvariablen X und Y quantifiziert
die MI dazwischen MI(X : Y), wie viel Unsicherheit iiber Y reduziert wird, wenn X
bekannt ist. Mathematisch wird die MI(X : Y) wie folgt definiert [Bis06]:

MI(X:Y) / / p(x,y)log( pl(?)(c;c%])/) )dxdy (4.26)
Dabei sind p(x) und p(y) jeweils die Wahrscheinlichkeitsdichtefunktionen von X und
Y. p(x,y) steht fiir die Verbundwahrscheinlichkeitsdichtefunktion von X und Y. Im
Rahmen der GPR kann MI genutzt werden, um anhand der vermessenen Region die
Reduzierung der Unsicherheit {iber die unvermessene Region im Versuchsraum ma-
thematisch darzustellen. Die entsprechende Informationsfunktion ldsst sich wie folgt

formulieren:

IGMI<GPMir ui—l—l) = MI(AMess U Ai+1 : AUnmess) - MI(AMess : AUnmess) (4.27)

Dabei steht der Term Apjess, dhnlich wie oben im Entropieansatz, fiir eine multivaria-
te gaufsverteilte Zufallsvariable Apjess = Ag:i- AUnmess ist die Vereinigungsmenge der
unvermessenen Regionen und kann als die Komplementdrmenge von Apfess U Ajt1
in U verstanden werden. Es gilt: Auynmess = Ay \ (AMess U Ai+1). In [Kra08] wird ge-
zeigt, dass das MI-Kriterium dem bayesschen A-optimal-Kriterium im Rahmen der
GPR entspricht. Durch die Herleitung in Formel (4.28) kann die Informationsfunktion
reduziert werden ([Kra08]):

24Es kann durchaus vorkommen, dass verschiedene Messstellen im Eingangsraum verschiedene Bedeu-

tungen fiir die Versuchsplanung besitzen.
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IGM1(GPM;, 11) = MI(Apess U A1 : Ay \ (AMess U Aif1))
— MI(Apmess : Ay \ (AMess UAi11))
= H(AMess UAi+1) — H(AMess U Air 1Ay \ (Amess U Aiy1))
— H(AMess) + H(Amess|Au \ (AMess U Aiy1))
= H(Apess UAir1) —H(Ay) + H(Ay\(Amess UAi+1))  (4.28)
— H(AMess) + H(Aan\Ai+1)
= H(AMess UAi+1) — H(AMess) — (H(Ay) — H(Ay\Ai11))

=H(Ai+1|AMess) — H(Ai11]Ay\Ai11)
1 1

=—logo? — ~log?
2 & Ai+1|AMess 2 & A1+1|A1C+1

wobei gilt Aic+1 = Ay \A;1.- Nachdem (Tz%m Anecs und Uf\m\ A€, mithilfe der Formel
1

(2.58) berechnet wurden, ergibt sich IGy (GPM;, u;11) zu

IGwi(GPM;, 1) =
| e, + 05 — Ki(ti1,u0.) [Ki(aos, woi) + 031) ' Ki(aos, ui1) (4.29)
0g |

onp,.., + 05 = Ki(ui, ufy ) [Ki(ufy ), ufy ) + 031 71K (afy g, i)

wobei gilt uf | = U\u; 1.

4.3.2 Hybride Abtaststrategie

Unter tiblichen Randbedingungen der Versuchsplanung herrscht aktuell die Klasse der An-
sdtze vor, die sich auf die verniinftige Einstellung der Eingangsfaktoren konzentrieren, da-
mit der Informationsgehalt fiir ein vorgegebenes Ziel, z. B. die Giite der globalen Approxi-
mation, maximiert werden kann. Dabei ist es eher selten der Fall, dass die Ausgidnge eines
Experiments in die Versuchsplanung mit einfliefSen, vor allem beim passiven Verfahren,
wo die Mitberticksichtigung der Experimentsausgiange bei der Versuchsplanung einfach
nicht moglich ist. Allerdings kann die Information der Experimentsausgédnge aus Intuition
hilfreich bei der Versuchsplanung sein; z. B. fillt einem fiir die Ermittlung eines Zusam-
menhangs, der eine rdumlich variierende Charakteristik aufweist, wie in Abbildung 4.2,
sehr schnell die Idee ein, dass in eine Region mit komplexem Modellverhalten mehr Abtast-
punkte platziert werden sollten. Fiir eine Region, in welcher der Funktionsverlauf eher glatt
ist, sollte ein diinnerer Versuchsplan ausreichen, um den funktionellen Zusammenhang zu
ermitteln. Im Gegensatz zum passiven Verfahren erlaubt der Ansatz der sequentiellen Ver-
suchsplanung, in ihrem Verlauf schon einen groben Uberblick iiber das Modellverhalten
zu gewinnen. Dadurch entsteht die Moglichkeit, wahrend der Versuchsplanung die Expe-

rimentsausgange auszunutzen.
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Im Umfeld der globalen Optimierung besteht die Aufgabe darin, das Optimum einer Ziel-
funktion im zuldssigen Eingangsraum trotz der eventuell zahlreichen lokalen Optima zu
identifizieren. Um das globale Optimum aus einer Menge von lokalen Optima zu finden,
muss die Abtaststrategie sowohl die Exploration als auch die Exploitation des Versuchs-
raums berticksichtigen ([FK09], [WS07] und [Par+12]). Die Abtaststrategie der Exploration
versucht, den gesamten Versuchsraum bzw. Eingangsraum durch Abtastpunkte zu fiillen
in der Hoffnung, dass dadurch potenzielle lokale Optima entdeckt werden konnen. Hierbei
geht es eigentlich um eine raumfiillende Abtaststrategie. Bei der Exploitation handelt sich
um eine intensive und sorgféltige Ermittlung der aktuell bekannten lokalen Optima und ih-
rer Umgebung, damit der Funktionswert des entsprechenden lokalen Optimums bestimmt

und mit anderen lokalen Optima verglichen werden kann.

Diese Vorgehensweise bei der globalen Optimierung motiviert die Entwicklung einer Hy-
briden Abtaststrategie, die unter der Zielsetzung der globalen Approximation die Explo-
ration und die Exploitation des Versuchsraums zugleich berticksichtigt. Anders als bei der
globalen Optimierung, bei der fiir die Versuchsplanung die Regionen entfernt von lokalen
Optima von geringem Interesse sind ([Jon01]), muss bei der globalen Approximation die
Modellgenauigkeit auf dem gesamten Eingangsraum beachtet werden. Die in Abschnitt
4.3.1 vorgestellten Methoden befassen sich mit der Zielsetzung, den Versuchsraum durch
eine verniinftige Abtaststrategie abzudecken. Dabei wird {iberwiegend die pradizierte Un-

sicherheit des Modellausgangs, z. B. 05 im Entropieansatz, als Indikator der Korre-

lationsstdrke zwischen dem ausgewéihltléﬂAKbtastpunkt und den bestehenden Applikati-
onsmesspunkten benutzt. Mit diesem Indikator kann derjenige Abtastpunkt ausgewdhlt
werden, der in der Ebene des Eingangsraums einen optimalen Abstand zu den bestehen-
den Applikationsmesspunkten besitzt. Da bei einem bekannten GaufSprozessmodell die
pradizierte Unsicherheit des Modellausgangs nur eine Funktion der Position des Abtast-
punkts?® im Eingangsraum ist, wird das gegebenenfalls inhomogene Modellverhalten, das
bei der Versuchsplanung eine intensive lokale Ermittlung, und zwar eine Exploitation, erfor-
dert, nicht von der Abtaststrategien aus Abschnitt 4.3.1 betrachtet. Deswegen fallen solche

raumfiillenden Anséitze in der Tat in die Kategorie der Exploration.

Eine weitere Eigenschaft eines Abtastpunkts, die momentan nicht zur Verbesserung der
Versuchsplanung verwendet wird, ist die Unsicherheit, die sich durch die Varianz ‘71%/11’1-+1
des Messrauschens in Abbildung 4.11 gut darstellen ldsst. Intuitiv ist klar, dass je kleiner die
Unsicherheit des Abtastpunkts ist, umso mehr Information im Abtastpunkt steckt. Im Ex-
tremfall, wenn die Varianz null ist, reprasentiert der Abtastpunkt die Wahrheit. Wenn die
Varianz unendlich hoch ist, ist die Information des Abtastpunkts tiber den Prozess null.
Deswegen soll die Varianz des Messrauschens als ein wichtiger Faktor fiir den Informa-

tionsgehalt eines Abtastpunkts bei der Versuchsplanung berticksichtigt werden. Es wird

BEigentlich spielt hier die Unsicherheit Ul%ﬂ’iﬂ des Abtastpunkts auch eine Rolle; wenn jedoch ‘TI%APM bei

der Versuchsplanung nicht beeinflussbar ist, wird angenommen, dass Ul%/IP-H gleich der geschitzten Varianz

a,% ist.
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angestrebt, die Varianz des Messrauschens auf einem moglichst geringen Niveau zu hal-
ten, damit der Abtastpunkt viel {iber den zu approximierenden Zusammenhang aussagen
kann. In der Praxis sollte die Bertiicksichtigung der Varianzen des Messrauschens bei der
Versuchsplanung eine Rolle spielen, wenn sie von Messpunkt zu Messpunkt stark variie-
ren. Im Extremfall kann sogar die Auswirkung der Varianz des Messrauschens dominant
sein. Zum Beispiel, wie bereits in Abschnitt 1.2.2 erkldrt wurde, kann die effektive Flache
des AGR-Ventils nur mit einer sehr grofien Varianz geschétzt werden, wenn es weit geoff-
net und das Druckgefdlle dariiber gering ist. Dies wird dann dazu fiihren, dass in diesem

Abtastpunkt nur ein sehr geringes Maf3 an Information enthalten ist.

In der vorliegenden Arbeit wird eine Hybride Abtaststrategie eingesetzt, um den adaptiven
Versuchsplan zu erstellen. Dabei wird das MI-Kriterium fiir die Exploration des Versuchs-
raums verwendet. Fiir die Exploitation kommt dann eine Art von Kriimmung des GPM,; als
Indikator der Komplexitdt des Modellverhaltens zum Einsatz. Zusammengefasst kann die

Abtaststrategie so formuliert werden:

IGHyb (GPMZ', lei_|_1) = IGMI (GPMZ', Lll'_|_1) * IGLap (GPMZ', uz’+1) (4.30)
Und es gilt:

Dim

IGLap (GPM;, 1j11) Z

0°GPM; (u;41)
azu]

(4.31)

Dabei steht der Term Dim fiir die Dimension des Problems. Er kann 1 oder 2 sein. Der Term
PPGPM; (uj41)
azuj
Im Prinzip beschreibt IGr.,(GPM;, #;,1) die Summe der Absolutwerte der zweiten par-

ist die numerische zweite partielle Ableitung des GPM; am Abtastpunkt ;1.

tiellen Ableitungen in allen Richtungen an diesem Abtastpunkt. In der konkreten Imple-
mentierung muss 1Gpqp (GPM;j, uj11) noch normalisiert werden, um tiberhaupt kombiniert
mit IGy (GPM;, u;11) als ein Auswahlkriterium dienen zu konnen. Um den Effekt der Hy-
briden Abtaststrategie zu zeigen, werden die Hybride Abtaststrategie und der MI-Ansatz
verwendet, um Abtastpunkte fiir die Approximation der Testfunktion in Abbildung 4.2 zu
erzeugen. In Abbildung 4.12 wird der Verlauf der Modellgenauigkeit abhdngig von der An-
zahl der Abtastpunkte dargestellt. AufSerdem werden in Abbildung 4.13 die Verteilungen
der gesammelten Abtastpunkte im Eingangsraum aufgezeigt.

Der MI-Ansatz wird als das Kriterium fiir Exploration ausgewéahlt, weil er im Vergleich mit
dem Entropieansatz einerseits eine bessere Raumabdeckung liefern kann ([Kra08]). Ande-
rerseits, was auch sehr wichtig ist, kann der MI-Ansatz die Unsicherheit UI%APM des Abtast-
punkts als ein Qualitdtsmerkmal besser ins Auswahlkriterium integrieren. Nach Inspektion
der Informationsfunktion des MI-Ansatzes (Formel (4.29)) und des Entropieansatzes (For-
mel (4.20)) stellt sich schnell heraus, dass die Informationsfunktion des Entropieansatzes

positiv mit Ul%/[P-H korreliert ist, wiahrend sich die Informationsfunktion des MI-Ansatzes
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O . 1 2 T T T T
— Hybride Abtaststrategie
= =MI-Abtaststrategie
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Abbildung 4.12: Vergleich der Abtaststrategie beziiglich der erreichten Modellgenauigkeit.

ndherungsweise reziprok zu (71%/[131,+1 verhélt. Offensichtlich passt der MI-Ansatz besser zu

unserer intuitiven Vorstellung tiber die Behandlung von aﬁ,ﬂjiﬂ bei der Versuchsplanung.
In Abbildung 4.14 wird dieser Zusammenhang zwischen dem Informationsgehalt eines

Abtastpunkts und seiner Varianz ‘TI%/IP'H dargestellt.

Bemerkenswert ist, dass wir im Fall der Applikation eines einzelnen Grey-Box-Modells
(TI%/H’M bei der Versuchsplanung nicht beeinflussen oder verstellen konnen, da die Uf/ﬂ,iﬂ
von der Sensortoleranz der Messgrofien x und y in Formel (4.1) und dem Arbeitspunkt
der Formel (4.1) bestimmt werden. Jedoch wird sich dies &ndern, wenn es sich um die Ap-
plikation eines Netzwerks von Grey-Box-Modellen handelt, was in Abschnitt 4.4 erldutert

wird.

4.3.3 Automatisches Stoppen der Vermessung

Bei der Automatisierung des Vermessungsvorgangs spielt ein geeignetes automatisches
Stopp-Kriterium (ASK) eine wichtige Rolle. Im Verlauf der Vermessung dndern sich so-
wohl das gelernte Gaufiprozessmodell als auch die damit generierten KF/KL. Wenn der
Algorithmus richtig funktioniert, sollte sich das Maf der Anderung des Gau8prozessmo-

dells und der KF/KL von Iteration zu Iteration reduzieren. Ein zielfihrendes ASK sollte
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(b) Verteilung mittels der Hybriden Abtaststrate-
(a) Verteilung mittels des MI-Ansatzes. gie.

Abbildung 4.13: Vergleich der Abtaststrategien beziiglich der Verteilung der Abtastpunkte; die
Verteilung mittels der Hybriden Abtaststrategie passt offensichtlich besser zur Eigenschaft der Test-
funktion in Abbildung 4.2.

45| ]

3.5 ]

Z 05| ]

IG

1.5} 1

0.5¢ ]

Abbildung 4.14: Schematische Darstellung des Zusammenhangs zwischen der Unsicher-
heit eines Applikationsmesspunkts und seinem Informationsgehalt, berechnet mit dem
MI-Ansatz; das Bild basiert auf der Formel (4.29).

in der Lage sein, eine stabile Phase der Anderung zu erkennen, wo das Hinzufiigen wei-
terer Abtastpunkte keinen signifikanten Unterschied mehr machen wird. Da die KF/KL
das Endprodukt des Algorithmus sind, wird beim ASK hauptséchlich die Anderung rKL
der KF/KL wihrend des Vermessungsvorgangs untersucht. Als zusétzliche Informations-

quelle wird die Anderung des Gauflprozessmodells verwendet, um Extremfille des Mo-
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delltrainings, z. B. Overfitting, zu erkennen. In Abbildung 4.15 ist das in der vorliegenden
Arbeit eingesetzte ASK dargestellt.

Aktuelles Aktuelle
GauBlprozessmodell GPM,; Kennfeld/Kennlinie KL

rKL < 1% in einer Reihe rKL < 0.5*rKLp, in einer
[rLOOCV = rLOOCVL""] [ von 10 Iterationen ] [ Reihe von 6 Iterationen ]

| Authoren |

Abbildung 4.15: Signalfluss und Logik des ASK; das Zeichen & steht fiir die Und-
Verkniipfung und das Zeichen >= fiir die Oder-Verkniipfung.

Die Logik des ASK besteht aus zwei Zweigen, jeweils beruhend auf dem aktuellen Gaufs-

prozessmodell und den KF/KL. Im ersten Zweig wird aufgrund des aktuellen Gaufspro-

zessmodells der relative Leave-One-Out-Cross-Validation-Fehler rLOOCV nach folgender

Definition berechnet:

MP; — A,
MP;

1 N
rLOOCV = — Z

N L (4.32)
i=1

Dabei wird jedes Mal ein Applikationsmesspunkt D; = [u;, MP;, ‘71%/113,-] aus der Menge von
bislang gesammelten N Applikationsmesspunkten ausgenommen. Anschlieffend wird auf-
grund der tibriggebliebenen N — 1 Applikationsmesspunkte der Modellwert A\i an der
Stelle u; erneut berechnet und mit dem Messwert MP; verglichen. Fiir alle Messpunkte
wird derselbe Prozess vollzogen und der daraus resultierende relative Fehler dann mit ei-

nem Grenzwert verglichen, der mit der Formel

OMP;

4.33
|MP; | (1.33)

™=

I‘LOOCVLim =

1
N !
1

I
—_
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berechnet wird, wobei der Term oyp, fiir die Standardabweichung des Messwerts MP; steht.
Das Ziel des ersten Zweigs ist zu ermitteln, ob das GPM richtig gefittet wird oder nicht.
Wenn die Grenze iberschritten wird, entsteht die Gefahr, dass Overfitting oder Underfitting
stattfindet.

Beim zweiten Zweig wird versucht, eine stabile Anderung der KF/KL zu erkennen. Die
dabei verwendete Metrik ist die relative Anderung rKL der Werte an den Stiitzstellen der

KF/KL im Verlauf der Vermessung;:

(4.34)

wobei der Term KL, fiir den Wert an den Stiitzstellen in j-ter Iteration steht. Um eine stabile
Phase der Anderung zu erkennen, wird hier folgender heuristischer Ansatz herangezogen:
Eine Phase der Anderung wird als stabil eingestuft, wenn eine der beiden Bedingungen

erfullt wird:

e Die relative Anderung rKL der KL bleibt kleiner als 1% in einer Reihe von mehr als

10 Iterationen.

e Die relative Anderung rKL der KL ist kleiner als 0.5*rKLpeak in einer Reihe von mehr
als 6 Iterationen, wobei rKL,cqi fiir den nichstliegenden Gipfel der rKL steht.

Die Parameter 6, 10, 0,5 ergaben sich nach dem Prinzip ,Trial and Error”.

4.4 Optimale Applikation eines Netzwerks von Submodellen

Jetzt sind wir in der Lage, ein einzelnes Grey-Box-Modell automatisch und mit moglichst
geringem Messaufwand zu applizieren. Allerdings ist die Situation komplexer, wenn man
versucht, ein Netzwerk von Grey-Box-Modellen zu applizieren, vor allem wenn diese Grey-
Box-Modelle physikalisch miteinander verbunden sind, weil man sonst nur den Algorith-
mus aus Abschnitt 4.1 bei allen Grey-Box-Modellen parallel anzuwenden brduchte. Zu-
ndchst wird in Abschnitt 4.4.1 versucht, die Besonderheit bei der Applikation eines Netz-
werks von Grey-Box-Modellen zu verdeutlichen. In Abschnitt 4.4.2 wird sodann der Ansatz
tiir ein einzelnes Grey-Box-Modell erweitert, um mit der beschriebenen Besonderheit um-

gehen zu kénnen.

4.4.1 Detaillierte Problembeschreibung

Wenn statt eines einzelnen Grey-Box-Modells ein Netzwerk von Grey-Box-Modellen zu ap-

plizieren ist, wird das Problem komplizierter. In Abbildung 4.16 wird schematisch ein Netz-
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werk von drei Grey-Box Submodellen (SM) dargestellt. Das Netzwerk ladsst sich mit folgen-
dem Gleichungssystem beschreiben?®:

y' = f1(x!, AL, QY

Al = EM!(u!)

v = F0, A% Q%)

A? = EM?(u?) (4.35)
]/3 — f3(x3, AS/ QS)

A® = EM3(u®)

0= G(y1/y21y3/ Xl,Xz, X3, Al/ A2, A3, Q1/ sz Q3)

Jedes Submodell SM besteht aus physikalischen Gleichungen y™ = fSM(xSM, ASM (SM)
mit ihrem Eingang x°™ und einem gesuchten empirischen Modell EM>™ (u) mit seinem
Eingang uM. Die letzte Zeile in Formel (4.35) steht fiir die physikalischen Verbindungen
zwischen den Submodellen. Konkret bedeuten die physikalischen Verbindungen bei der
Applikation, dass die Anderung des Eingangs®” eines SM, z. B. u!, nicht nur die System-
beobachtungen x! und y! in SMj, sondern auch die Systembeobachtungen im gesamten
Netzwerk X = [x!,x%,x%] und Y = [y', ¥, y°] beeinflussen werden. D.h. eine Anderung am
Eingang eines einzelnen Submodells kann auch zu Verschiebungen der Arbeitspunkte aller
Submodelle im Netzwerk fiihren. Durch das Gleichungssystem G kann man die Anderung
der gesamten Systembeobachtungen berechnen, die von der Anderung der Systemeingén-

ge ausgelost wird.

Bei der Applikation eines Netzwerks von Submodellen dhnelt der Applikationsprozess
dem Arbeitsprozess fiir die Applikation eines einzelnen Grey-Box-Modells in Abschnitt 4.1.
Man verstellt den Eingangsvektor u der empirischen Modelle, damit die Systembeobach-
tungen Dge,, gemessen werden. Basierend auf Ds., werden die Applikationsmesspunkte
D ppp berechnet, um das jeweilige empirische Modell A = EMSM(u) zu ermitteln. Die Be-
sonderheit bei der Applikation eines Netzwerks von Submodellen besteht darin, dass man bei der
Versuchsplanung nicht nur den Eingang, sondern auch die Qualitit eines Applikationsmesspunkts
bestimmen kann. Wie bereits in Abschnitt 4.3.2 diskutiert wurde, spielt die Unsicherheit op
eines Applikationsmesspunkts eine sehr wichtige Rolle bei der Bestimmung seines Infor-
mationsgehalts. Wahrend bei der Applikation eines einzelnen Grey-Box-Modells 02, nicht
zu beeinflussen ist, kann man hier 03, durch die Anderung der Systembeobachtungen in-
direkt beeinflussen. Wenn man z.B. ein kleines (71%,[13 bei SM; anstrebt, kann man dies even-
tuell durch die Anpassung der Eingénge bei SM, und SM3 erreichen, die zu einer Ande-
rung der Systembeobachtung y' und x!' bei SM; fiihren werden. Diese Uberlegung und

26Der Hochindex steht fiir die Zugehorigkeit zum entsprechenden Submodell.
?In unserem Anwendungsfall, Messpunkte fiir die Applikation eines Netzwerks von Submodellen zu er-

zeugen, kann man nur die Eingénge der empirischen Modelle verstellen.
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A'=EM!(u")
Al
V' =fix, 4, 0Y)
SMI u1
Physilfalische Physikalische
Verbindung Verbindung
Umgebungsgroflen Q

A? = EM?(u?) A3 = EM3(u?)

A2 Physikalische

Verbindung

A3

Vv =f, 42, 07)

V=1, A, )
A

I SM3 ul3

SM,

Abbildung 4.16: Schematische Darstellung der Struktur eines Netzwerk aus drei Grey-Box-
Modellen; zu beachten ist, bei der Applikation diirfen nur die Eingdnge u der empirischen

Modelle verstellt werden.

die Vorgehensweise ergeben natiirlich nur Sinn, wenn der relevante Prozess nichtlinear ist,
was in den praktischen Aktivitéten fiir die Applikation auch hdufig der Fall ist. Wenn bei-
spielsweise bei der Applikation des ND-AGR-Ventils ein zu geringes Druckgefille zu einer
grofien Unsicherheit iiber die effektive Flache fiihrt, kann das Schliefsen der Abgasklap-
pe das Druckgefille tiber das ND-AGR-Ventil erhchen, damit die effektive Flache mit einer
kleineren Unsicherheit geschitzt werden kann. Wenn man also hierbei versucht, eine Infor-
mationsfunktion abhdngig vom Versuchsplan wie in Formel (4.3) zu erstellen, muss man
statt des lokalen Eingangs den globalen Eingangsvektor aus allen Submodellen als unab-
hédngige Variable nehmen. Dabei bedeutet der lokale Eingang den Eingang des jeweiligen
empirischen Modells, wie ulin Abbildung 4.16; mit dem globalen Eingangsvektor wird die

Vereinigungsmenge aller lokalen Eingénge gemeint.

Das Ziel dieses Abschnitts ist die Applikation der empirischen Modelle von allen Submo-
dellen, und zwar automatisiert und mit moglichst geringem Messaufwand. Es wird also
nach einem optimalen globalen Versuchsplan U* fiir das gesamte System gesucht, der die
Summe der Informationsgehalte aus allen Submodellen maximieren kann. Mit folgender

Formel ldsst sich das Optimierungsproblem mathematisch beschreiben:
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U" = argmax i IGgp, (U) (4.36)
u =1
Dabei steht m fiir die Anzahl der Submodelle. Der globale Versuchsplan U setzt sich aus
den lokalen Versuchsplanen U’ fiir die einzelnen Submodelle SM; zusammen, und zwar gilt
u=[Uut,u? .- ,Uu". Die Informationsfunktion IGgpm, (U) liefert den Informationsgehalt,
den der globale Versuchsplan U fiir die Applikation von SM; bereitstellt.

4.4.2 Applikation eines Netzwerks von Submodellen

In diesem Abschnitt wird ein Algorithmus vorgestellt, welcher der Besonderheit beim Fall
der Applikation eines Netzwerks von Submodellen Rechnung trégt. Ahnlich wie beim Algo-
rithmus fiir ein einzelnes Grey-Box-Modell erfolgt die Applikation eines Netzwerks von
Submodellen ebenfalls im Rahmen der sequentiellen Versuchsplanung. Die sequentielle

Versuchsplanung besteht aus zwei Phasen:
Phase I: Anfiingliche Experimente

In dieser Phase werden die empirischen Modelle aller Submodelle mit d&quidistantem an-
tanglichem Versuchsplan Uy = [Ul, - U] identifiziert, wobei der Index 0 fiir die
0-te Iteration und der Term U} fiir den anfénglichen Versuchsplan fiir SM; steht. Der dqui-
distante Versuchsplan fiir eindimensionale empirische Modelle enthélt erfahrungsgemaf3
5 bis 10 Messpunkte, fiir zweidimensionale empirische Modelle sollte ein 5 x5-Gitter rei-
chen, z. B. fiir SM; U}, = [“%),1/ u(l)lz, cee, ué,k(l) |, wobei k%) fiir die Anzahl der Messpunkte im
anfanglichen Versuchsplan U}, fiir SM; steht. Zusammenfassend sehen die anfinglichen
Versuchspléne fiir m Submodelle wie folgt aus:

1,1 1
uo,l uo,z DY uo,ké
Uy u(z) 2 e Ugpo
U, = o0 kG (4.37)
m m m
Uop Moz --- Hgpm

Die Auswahl des dquidistanten Versuchsplans als anfanglicher Versuchsplan wurde schon
in Abschnitt 4.3 begriindet. Der anfangliche Versuchsplan soll den gesamten Eingangsraum
abdecken, damit in der Phase II keine Extrapolation im empirischen Modell notwendig ist.
Nachdem der in Formel (4.37) gezeigte Versuchsplan bestimmt wurde, werden Messwerte
aller relevanten Systemgrofien x und Systemausgédnge v fiir jedes Submodell gesammelt,
um die Menge der anfdnglichen Applikationsmesspunkte Dapp o zu generieren. Die Be-
rechnung erfolgt genauso wie in Abschnitt 4.1. Anhand von Dapp, 0 wird fiir jedes empi-
rische Modell das anfangliche GaufSprozessmodell GPM, = [GPM}), e ,GPMB“] mit der

Fehlerschranke UéPMO = . ’UéPMB“] erstellt.

2 .
YGpmy
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Phase 1I: Experimente mit adaptiver Versuchsplanung

Diese Phase besteht aus mehreren Iterationen. Die Anzahl der Iterationen wird nicht a prio-
ri vorgegeben, sondern vom ASK bestimmt. In jeder Iteration wird versucht, die optimale
Kombination der lokalen Eingdnge zu finden, welche die Summe der Informationsgehalte
tiir alle empirischen Modelle maximieren kann. Fiir die (j+1)-te Iteration kann das entspre-

chende Optimierungsproblem wie folgt geschrieben werden:

m
Ui, = argmax Y 1Ggwm, (GPM;, U 1q) (4.38)
Uy i=1
Dabei gilt fiir die Kombination der Eingange U; 1 = [u]1 1 u]Z 1000 o Uji4]- Es ist zu be-

achten, dass es in Formel (4.38) um den Versuchsplan fiir eine Iteration geht. Er darf nicht
verwechselt werden mit dem Versuchsplan in Formel (4.36), bei dem es sich um den voll-
standigen Versuchsplan handelt. Wie in Abschnitt 4.3.2 angedeutet wurde, hdngt der In-
formationsgehalt eines Applikationsmesspunkts von drei Faktoren ab: der Position im Ein-
gangsraum, dem Modellverhalten in der Ndhe und der Unsicherheit des Applikations-
messpunkts. Wahrend der erste und zweite Faktor trivial bestimmt oder berechnet wer-
den konnen, ldsst sich die Unsicherheit des Applikationsmesspunkts erst schiatzen, wenn
der Arbeitspunkt des relevanten Prozesses bekannt ist und somit die Linearisierung daran
moglich wird. In diesem Abschnitt erfolgt die Schatzung der Unsicherheit des Applikati-

onsmesspunkts durch die folgenden zwei Schritte:

1. Zunéchst kann aufgrund der ausgewdhlten Kombination von Eingéngen U;,; und
der Menge der aktuellen Gaufiprozessmodelle GPM; die Menge der Applikationspa-
rameter A j+128 berechnet werden. Anschlieffend werden mit Hilfe der physikalischen
Verbindungen zwischen den Submodellen, G in Formel (4.35), die Systembeobach-
tungen Dsep, pre = [Xj+1, Y]'H] berechnet, die durch U;,; erzeugt werden, wobei gilt
Xj1 = [X}H,x]z-ﬂ, e ,x;”+1] und Y1 = [y]lﬂ,y]%d, e ,y}”ﬂ]. Der Index Pre deu-
tet an, dass es hier nicht um reale, sondern pradizierte Systembeobachtungen geht.
In einem weiteren Schritt konnen die prddizierten Systembeobachtungen als Arbeits-

punkte der jeweiligen nichtlinearen Prozesse dienen.

2. Erstin diesem Schritt wird richtig versucht, die Unsicherheit ‘7/24]41 = [(7124 L cee (7124}11]
der Applikationsmesspunkte zu schédtzen, und zwar bevor die Experimente durch-
gefiihrt werden. Fiir die Bestimmung der (Tflj+1 kann man auf der einen Seite die re-
levanten Prozessgleichungen an den pradizierten Arbeitspunkten linearisieren und
daraufhin die Uﬁjﬂ mithilfe der Regel der Fehlerfortpflanzung berechnen. Auf der an-

deren Seite konnen die Fehlerschranken UéPMjH der aktuellen GaufSprozessmodelle

8A j+1 wird ab sofort als die a-priori-Schidtzung der Applikationsparameter im Kalman-Filter benutzt. Des-
wegen gilt A1 pi = Aji1.
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als eine andere Informationsquelle fiir (Tijﬂ verwendet werden. Dazu wird ein Er-
weitertes Kalman-Filter (EKF) eingesetzt, um die zwei Informationsquellen zu kom-
binieren und zu versuchen, eine bessere Schédtzqualitdt zu erzielen. Im Rahmen des
EKF-Verfahrens lidsst sich zunéchst die Anderung des gesamten Systems von der j-ten

zur (j + 1)-ten Iteration beschreiben durch

si+1 =f(sj) +w, p(w)~N(0,Q) (4.39)
zjy1 = h(sjt1) o, p(v) ~N(O,R) (4.40)

wobei der Zustandsvektor s = XU A ist und der Ausgangsvektor z = XU Y. Die For-
mel (4.40) ist die Beobachtungsgleichung, wobei der Term R fiir die Kovarianzmatrix
der Messrauschen steht: R = ¢2. Die Schitzung der Systemzustinde und ihrer Kova-

rianzmatrix erfolgt nach dem Berechnungsschema in [Sim06] in zwei Schritten:

(a) Pradiktionsschritt:

§j+1\j = Fj(S]') (4:.41)

_ T

wobei F; fiir die Jacobi-Matrix des Ubergangsmodells f in Formel (4.39) steht.
Da es bei unserem Anwendungsfall um ein statisches Problem geht, ergibt sich
F; zu einer [s| x |s|-Einheitsmatrix, wobei |s| fiir die Anzahl der Systemzustén-

de steht. Aufierdem sind s; die a-priori-Systemzustinde und P;; die a-priori-

i
Kovarianzmatrix. s; und Py, sind aus Dsen pre, GPM; und O’éPMj zu berechnen.

(b) Korrekturschritt:

2i11; = h(5)51))) (4.43)
Kj1 = PjyjH} 1 (Hj1 Py jH +R) (4.44)
8iv1lj4+1 = 8j1)j + Kjra(zj11 — Zj4q)) (4.45)
Piyjiy1 = (I — Kj1Hj1) Py (4.46)

Im Korrekturschritt werden die a-posteriori-Systemzustande §;, 1);,1 und ihre
Kovarianzmatrix P; ;41 optimal in dem Sinn geschétzt, dass der Mean Square
Error (MSE) des Schitzers mit der Definition ([Sim06])

MSE = E[(s — §j+1\j+1)2] (4.47)

minimiert wird. Dabei steht s fiir die wahren Systemzustdnde. Die Jacobi-Matrix

oh(3;11))
Hjy = —51-

j des Beobachtungsmodells wird am préadizierten Arbeitspunkt
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berechnet. Zu beachten ist, dass die Berechnung in Formel (4.45) vorerst nicht
durchzufiihrenist, da die realen Messwerte z; 1 noch fehlen. Jedoch ist die Schét-
zung der Kovarianzmatrix P; ;1 schon machbar; dies ist auch der Schlissel-

punkt des gesamten Algorithmus.

Der a-posteriori-Kovarianzmatrix Pj +1j+1 st die a-posteriori-Schatzung UAj+l,Post der
Unsicherheit der Applikationsmesspunkte zu entnehmen. Wenn man (7[21],+1 pog I For-
mel (4.30) einsetzt, kann man die Informationsfunktion Y3 ; IGsy, (GPM;, Uj; 1) in

Formel (4.38) berechnen.

Anhand dieser Funktion kann das Optimierungsproblem in Formel (4.38) durch Gittersu-
che oder andere fortgeschrittene Optimierungsmethoden gel6st werden, was den optima-
len Eingangsvektor fiir die ndchste Iteration ]* 1 liefert. Anschlieffend wird U]* 41 in das
System eingespeist, und dadurch werden Messpunkte gesammelt. Anhand der Messpunk-
te kann man nochmal das EKF benutzen (diesmal inklusive der Berechnung bei Formel
(4.43)) und dadurch die Applikationsmesspunkte fiir alle empirischen Modelle erzeugen.
Mittels der Applikationsmesspunkte werden dann die GaufSprozessmodelle aktualisiert
und in KF/KL konvertiert. Phase II setzt sich fort, bis das ASK fiir alle empirischen Model-

le erfiillt wird.

4.5 Optimale Auswahl der Messpunkte

Nachfolgend wird der in Abschnitt 4.4.2 vorgestellte Algorithmus an einem konkreten Bei-
spiel eingesetzt, und zwar an der Applikation von folgenden drei empirischen Modellen
der ECU-Funktionen im Diesel-Luftsystem:

o Effektive Flache der Drosselklappe abhingig vom Tastverhéltnis der Drosselklappe:
arpya (postva) fiir die Modellierung des Drucks pp1 stromaufwiérts der Drosselklap-

pe.

o Effektive Flache des AGR-Ventils abhdngig vom Tastverhiltnis des AGR-Ventils:
arEGR(posEGR)29 tiir die Modellierung des Massenstroms mfggg durch das AGR-Ven-
til.

e Luftaufwand abhéngig von der Motordrehzahl und der Einspritzmenge: A(q, 11gng)
fiir die Modellierung der Zylinderfiillung mfcy,.

2Der dabei eingesetzte Versuchsmotor ist ein Dieselmotor, der nur mit HD-AGR ausgestattet wird. Des-
wegen werden die relevanten Signale im weiteren Verlauf dieses Kapitels mit EGR (statt EGRHP) bezeichnet.
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Die relevanten Signale sind in Abbildung 4.17 aufgezeigt:

Iy mfryy, T h1
P2 l )28 mfy;,
—l— Drosselklappe -l— Verdichter 4—
mfcyl
‘ Gasmischung
mit HD-AGR
Einlassventil
I
o HD-AGR-Ventil +—mme
=
=
et
5 I3
> P31
Auslassventil l Turbine |—

Abbildung 4.17: Struktur des relevanten Systems und physikalische Signale.

4.5.1 Problemstellung

Als konkrete Zielsetzung versuchen wir in diesem Anwendungsbeispiel, innerhalb eines
bestehenden Datensatzes die kleinste Menge von Messpunkten zu finden, mit denen ei-
ne gleiche oder bessere Applikationsgiite®” fiir die obigen drei empirischen Modelle er-
reicht werden kann. Die Applikationsgiite wird durch die Signalgtite beurteilt, welche die
KF/KL anbieten kénnen. Zum Beispiel wird die Applikationsgiite von KL aryya (postva )
durch die Signalgiite von pp; bestimmt. Der bestehende Datensatz wird aus den Experi-
menten mit dquidistantem Versuchsplan erzeugt, der sogenannten Rastermessung. Die-
ser Ansatz wird in der Regel auch als das standardmaéflige Verfahren fiir die Applikation
von ECU-Funktionen im Diesel-Luftsystem verwendet. Bei der Rastermessung werden die
Messpunkte dquidistant auf dem Motorbetriebsbereich verteilt, der sich auf die Motordreh-
zahl ngng und die Einspritzmenge g bezieht. Zu beachten ist, dass bei der Versuchsplanung
der Rastermessung lediglich die Drehzahl und die Einspritzmenge vorgegeben werden. Die
Tastverhdltnisse von den Luftstellern, z. B. posggr und postya, werden vom Regelungssys-

tem eingeregelt. Aufierdem besteht eine vollstindige Rastermessung normalerweise aus

3Der Referenzwert der Applikationsgiite wird mittels der gesamten Messdaten aus einer Rastermessung
ermittelt.
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zwei Vermessungssdtzen, einmal mit AGR und einmal ohne AGR. In der Abbildung 1.8
sind die Datensdtze aus der Rastermessung tiber dem Motorbetriebsbereich dargestellt.
Nach der Definition in Abschnitt 1.2.2 geht es bei der Rastermessung in der Tat um einen
Satz Dgep, von Beobachtungsmesspunkten. Zum Beispiel beinhaltet der i-te Beobachtungs-
messpunkt Dgep, ; in Dse, den Eingangsvektor und die in Abbildung 4.17 dargestellten re-
levanten Systembeobachtungen, und zwar gilt Dsen i = [4i, iEng i/ P21,is T3,i, Mfairi, - - - ]. Flr
die Applikation der oben genannten drei empirischen Modelle konnen Applikationsmess-
punkte aufgrund von Dse,, generiert werden. Dafiir kommen folgende Gleichungen oder

Prozesse in Frage:

2
mfrya = arTVA(POSTVA)pHT(@) — artya (postva) (4.48)
RT3 p21
2
mfggr = arEGR(POSEGR)Pm‘Y(@) — arpGr(POSEGR) (4.49)
RT3 P31
_ p22A(q, NEng)
mfcyl = m — /\(q, nEng) (450)

Dabei steht R i, fiir die Gaskonstante der Frischluft. Aufierdem gelten fiir die Massenbilanz
im System noch folgende Gleichungen:

mfcy] = mfggr + miair (4.51)

meVA = mfAir (452)

Der Eingangsvektor dieses Experiments ist
U = [posTva, POSEGR, "Eng; 9] (4.53)

Um die Effizienz des Algorithmus zu zeigen, wird die Halfte des Vermessungsdatensatzes
mit AGR mit der Hélfte des Vermessungsdatensatzes ohne AGR zu einem Trainingsda-
tensatz Dy, kombiniert. Der Rest der Messpunkte dient dann als Referenzdatensatz Dgy.
Mithilfe von D1y, werden auf der einen Seite die KF/KL fiir die drei gesuchten empirischen
Modelle durch die konventionelle KQ-Methode generiert. Auf der anderen Seite versucht
der entwickelte Algorithmus die Menge der informativsten Messpunkte aus Dy, zu finden,
um KF/KL fiir dieselben empirischen Modelle zu produzieren. Der Trainingsdatensatz be-
steht wiederum aus Messpunkten Dy, o4 ohne AGR und Messpunkten Dy, ma mit AGR.

In Abbildung 4.18 wird die Zerlegung des Datensatzes aus der Rastermessung verdeutlicht.

4.5.2 Losungsansatz und Ergebnisse

Als Losungsansatz fiir die oben genannte Aufgabestellung werden die Informationsgehalte

der Messpunkte im Trainingsdatensatz nach der Formel (4.30) berechnet und miteinander
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D Tra, oA D Tra, mA

Alle Messpunkte aus Rastermessung

Vermessungsdatensatz Vermessungsdatensatz
ohne AGR mit AGR

Abbildung 4.18: Zerlegung der Messpunkte aus der Rastermessung.

verglichen, um die informativsten Messpunkte auszuwihlen. Jedoch kénnen die Informa-
tionsgehalte erst durch die Formel (4.30) ermittelt werden, wenn die zugrundeliegenden
Gaufsprozessmodelle fiir die gesuchten empirischen Modelle vorhanden sind. Fiir die Er-
stellung der entsprechenden Gauflprozessmodelle wird das in Abschnitt 4.4.2 vorgestellte
Verfahren der sequentiellen Versuchsplanung verwendet. Dem Prinzip der sequentiellen
Versuchsplanung folgend, muss zunéchst ein anfanglicher Versuchsplan erstellt werden,
um die anfanglichen Gaufsprozessmodelle fiir die drei gesuchten empirischen Modelle trai-

nieren zu kénnen.
Anfingliche Versuchsplanung

Fiir das empirische Modell A(g, n1gng) werden die anfanglichen Beobachtungsmesspunkte
Drya,0a aus den Trainingsdatenpunkten ohne AGR ausgewdhlt, da nur bei ihnen die Zylin-
derflillung mfcy richtig gemessen werden kann. In diesem Fall gleicht die Zylinderfiillung
dem Messwert der Frischluft durch den Heif3film-Luftmassenmesser (HFM). Die Zylinder-
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fillung kommt bei der Generierung der Applikationsmesspunkte fiir A(q, 7gqg ) mittels der
Formel (4.50) zum Einsatz. Anschlieffend wird aufgrund der Applikationsmesspunkte das
anfangliche Gauprozessmodell GPM, o fiir A(g, ngqg) gefittet. Fiir das empirische Modell
argGr (posggr) werden dann die anfinglichen Beobachtungsmesspunkte Dy, ma aus den
Trainingsdatenpunkten mit AGR ausgewdhlt. Zu beachten ist, dass der Messwert des AGR-
Massenstroms mfggg noch zusétzlich durch die Formel (4.51) generiert werden muss, wo-
bei mfc,; aufgrund von GPM), g berechnet wird. Fiir das empirische Modell arrya (postva )
werden die anfanglichen Beobachtungsmesspunkte aus dem gesamten Trainingsdatensatz
ausgesucht. Bei der Auswahl der anfanglichen Messpunkte sollte dafiir gesorgt werden,
dass die Eingangsrdume der jeweiligen empirischen Modelle durch méglichst dquidistante
Applikationsmesspunkte gefiillt werden. Auf Basis der ausgewéhlten anféanglichen Mess-
punkte wird die Menge GPMg = [GPMar,y,, 0, GPMarg 0, GPM, o] der anfanglichen Gauf-
prozessmodelle generiert. In den Abbildungen 4.19, 4.20 und 4.21 sind die anfanglichen
Applikationsmesspunkte und die entsprechenden Gaufiprozessmodelle dargestellt.

— Anfingliches GPM fiir arEGR
0.8+ e Applikationsmesspunkte

b
o
.

arEGR [sz]
o
~

0 20 40 60 80 100

posEGR [%]
Abbildung 4.19: Anfingliche Applikationsmesspunkte Dapp arger,0 Und das anfangliche
GauB3prozessmodell fiir das empirische Modell argggr (posggr)-

Adaptive Versuchsplanung

In jeder Iteration der adaptiven Versuchsplanung wird versucht, den Messpunkt, der die
hochsten Informationsgehalte fiir die Applikation der drei gesuchten empirischen Modelle
liefert, aus dem Trainingsdatensatz zu finden. Das entsprechende Optimierungsproblem

sieht wie folgt aus:

3
Déen,j—&—l = arg max Z IG‘SMI- (GPM]'/ Dsen,j+1) (4.54)

Sen,j+1 i=1

Dabei steht der Term Dsey, j 11 fiir die noch tibriggebliebenen Messpunkte in Dy, Um den
Informationsgehalt des Messpunkts zu bestimmen, muss noch die Unsicherheit U/Z*J‘H =



110 4 Algorithmus fiir optimierte und automatisierte Applikation

15

— Anfingliches GPM fiir arTVA
e Applikationsmesspunkte

10 -

arTVA [%]

0 20 40 60 80

posTVA [%]
Abbildung 4.20: Anfingliche Applikationsmesspunkte Dapp ary,,0 und das anfangliche
GaufBlprozessmodell fiir das empirische Modell arggr (postva )-
[UaszVA,j +1” UngGRJ' +17
schitzt werden. Die Arbeitspunkte der Gleichungen (4.48), (4.49) und (4.50) miissen nicht

pradiziert werden, wie es in Abschnitt 4.4.2 gefordert wird, sondern kénnen direkt aus den

(7)2\,]. 4] der gesuchten Applikationsparameter mithilfe eines EKF ge-

Messwerten in Dy, herausgelesen werden. Aus Sicht des EKF kann das gesamte System

durch folgende Formeln beschrieben werden:

p22A 2 p22
mfa, = — ar Y= 4.55
A= R RTo, EGrP31 ¥ ( D ) (4.55)
p22
fair = Y= 4.56
mfaj; RTy, arTvap2i (P21) (4.56)

Der Zustandsvektor s und der Ausgangsvektor z sind

s = [arrya, argcr, A, P22, Toz, Ts1, P31, Tot, po1]© (4.57)

z = [mfair, p22, Too, T1, P31, To1, p21] " (4.58)

Dem Berechnungsprozess im EKF folgend, der von den Formeln (4.41) bis (4.46) in Ab-

schnitt 4.4.2 représentiert wird, konnen die a-posteriori-Schédtzung §;, 1);1 der Systemzu-

stande und ihre Kovarianzmatrix P; 111 berechnet werden. Aus §;, 1);,; und P} 4; 1 sind

die Applikationsparameter A;,1post = [arTvA,j11,Posts ATEGRj+1,Posts Aj+1,Post] und ihre Va-
- 2 S ) 2

ranz aA;‘+1,Post - [UarTVAJ-H,POSt’ argcr,j+1,Post’

werte z;, 1 fiir den Ausgangsvektor kann man hierbei nicht nur die a-posteriori-Schédtzung

2
oy +1,P08t] herauszulesen. Anhand der Mess-

der Kovarianzmatrix, sondern auch Schédtzwerte der Systemzustidnde durch die Formel

(4.45) bestimmen. Nachdem die Applikationsmesspunkte berechnet sind, kann man den
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Abbildung 4.21: Anfingliche Applikationsmesspunkte und Gauflprozessmodell.

Informationsgehalt eines Trainingsdatenpunkts mittels der Formel (4.30) kalkulieren und
darauf basierend das Optimierungsproblem in Formel (4.54) 16sen. Mittels des optima-
len Trainingsdatenpunkts, des Ergebnisses des Optimierungsproblems, wird die Menge
GPM; 1 = [GPMyrpy, i+1, GPMaryp i1, GPM) i 11] der GauBSprozessmodelle aktualisiert
und in die entsprechenden KF/KL konvertiert. Die Phase der adaptiven Versuchsplanung
setzt sich fort, bis das in Abschnitt 4.3.3 entwickelte AKS erfiillt wird.

Ergebnisse

Als Ergebnisse wurden 31 Messpunkte fiir die anfangliche Versuchsplanung aus Dy, her-
ausgenommen. Wahrend der adaptiven Versuchsplanung wihlte der Algorithmus schritt-
weise weitere 62 Messpunkte aus Dy, aus, um die endgiiltigen GaufSprozessmodelle und
die entsprechenden KF/KL fiir die drei gesuchten empirischen Modelle zu erstellen. Wie
in Abschnitt 4.5.1 erkldrt, wird die Applikationsgiite der KF/KL durch die Genauigkeit der
Modellausgaben dargestellt. Fiir die drei gesuchten empirischen Modelle arrya (postva ),
argcr (poseGr) und A(q, ngng ) sind die Modellausgaben jeweils pa1, mfggr und mfc,;. Basie-
rend auf den nach dem Standardverfahren und dem vorgeschlagenen Ansatz applizierten
KF/KL wurden die Modellausgaben berechnet und mit den entsprechenden Sensorwerten
im Referenzdatensatz verglichen. Der gemittelte absolute prozentuale Fehler (Mean Abso-
lute Percentage Error, MAPE), der definiert ist als

100 ¢!
MAPE =
L

t=1

Sen; — Mod;
Sent

(4.59)

wird als Fehlermetrik eingesetzt, wobei n die Anzahl der gesamten Messpunkte in den

Referenzdatensdtzen ist. Sen; und Mod; stehen jeweils fiir den t-ten Sensorwert und den
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modellierten Wert. Die Ergebnisse der Applikationsqualitét sind in Tabelle 4.2 zusammen-

gefasst.
Methode Rastermessung Entwickelter Algorithmus
Nmp 365 93
MAPEvonmfcy  0,53% 0,5%
MAPE von P21 0,560/0 0,330/0
MAPE vonmfggr  2,11% 2,04%

Tabelle 4.2: Applikationsgiite der relevanten KF/KL.

Aus der Tabelle ist der Schluss zu ziehen, dass trotz der erheblichen Reduzierung der Zahl
der verwendeten Messpunkte die Applikationsqualitdten bei allen drei empirischen Mo-
dellen, die mittels des entwickelten Algorithmus bestimmt werden, leicht verbessert sind.
Auflerdem sind die endgiiltigen Applikationsmesspunkte und die Gaufiprozessmodelle in
den Abbildungen 4.22a bis 4.22d zu sehen. Zuletzt werden noch in Abbildung 4.22e die
Verteilung der endgiiltigen Applikationsmesspunkte und der Trainingsdatensatz auf dem
Motorbetriebsbereich gezeigt.

4.6 Aktive Erzeugung der Messpunkte

In Abschnitt 4.5 wurde der in Abschnitt 4.4 entwickelte Algorithmus implementiert, um
die informativsten Messpunkte aus einem bereits vorhandenen Datensatz auszuwihlen.
In diesem Abschnitt begegnen wir dem Problem der aktiven und unabhéngigen Erzeu-
gung von Messpunkten mit hohem Informationsgehalt fiir die Aufgabe der ECU-Funk-
tionsapplikation. Zum Einstieg lohnt es sich, zuerst die Unterschiede zwischen den beiden

Problemstellungen abzukléren:

e In Abschnitt 4.5 handelte es sich um die Auswahl von Messpunkten, die schon er-
folgreich am Priifstand erfasst und aufgezeichnet wurden. Dies deutet darauf hin,
dass diese Messpunkte keine Motorschdden angerichtet haben und dass deshalb bei
der Auswahl der Messpunkte die Thematik des Motorschutzes nicht berticksichtigt
werden muss. In diesem Abschnitt muss das Thema Motorschutz in der Phase der

Versuchsplanung behandelt werden.

e In Abschnitt 4.5 musste man die Messpunkte nur auswihlen. Im Gegensatz dazu kann
man in diesem Abschnitt die Messpunkte aktiv und mit mehr Freiheitsgraden erzeu-
gen. Ein grofler Vorteil daraus ist folgender: Beim bestehenden Datensatz aus der

Rastermessung werden nur die Drehzahl und die Einspritzmenge spezifiziert. Wenn
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(e) Verteilung der endgiiltigen Applikations-
messpunkte Dap,, (Punkte) im Verhéltnis zum
Trainingsdatensatz Dy ma mit AGR (Kreuze).

Abbildung 4.22: Endgiiltige GauBprozessmodelle und Verteilung der Applikationsmesspunkte.
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man erlaubt, andere Verstellmoglichkeiten am Priifstand, z. B. VIG-Steller der Turbi-
ne, Tastverhiltnis der Abgasklappe etc., bei der Versuchsplanung auch vorzugeben,
besteht die Vermutung, dass man dadurch Messpunkte mit hoherem Informations-

gehalt erzeugen kann.

Wie die theoretischen Uberlegungen in Abschnitt 4.4.1 ergeben haben, gehort zu den groB-
ten Herausforderungen, die das Problem in diesem Abschnitt stellt, die Pradiktion oder
die Schiatzung der Qualitdt der Applikationsmesspunkte, bevor die Experimente durchge-
fiihrt werden. Eine weitere Herausforderung ist, dass man gewéhrleisten muss, dass die

erzeugten Messpunkte nicht zu Motorschdden fiihren.

Zuerst wird in Abschnitt 4.6.1 die Problemstellung formuliert. Anschlieffend wird in Ab-
schnitt 4.6.2 erkldrt, wie man die Formel (4.30) fiir die Berechnung des Informationsgehalts
in diesem Anwendungsfall anwenden kann. Die oben genannten Herausforderungen wer-
den auch in Abschnitt 4.6.2 behandelt.

4.6.1 Problembeschreibung des Anwendungsbeispiels

Als Zielsetzung wird in diesem Abschnitt versucht, die hauptsachlichen KF/KL im Diesel-
Luftsystem automatisch und mit moglichst geringem Messaufwand zu applizieren. In Ta-
belle 4.3 werden die gesuchten KF/KL aufgelistet.

Am Priifstand stehen fiir die Applikation der ECU-Funktionen im Diesel-Luftsystem ins-

gesamt acht Verstellmdglichkeiten zur Verfiigung:

e Tastverhiltnisse der Drosselklappe: postva

Tastverhdltnisse des HD-AGR-Ventils: posgGrup

Tastverhdltnisse des ND-AGR-Ventils: posggrrp

Tastverhaltnisse der Abgasklappe: posgxnrp

Tastverhidltnisse des VTG-Stellers: postipn

Motordrehzahl: ngng

Einspritzmenge: g

Kurbelwinkel des Einlassventilschlieflens: aggs

Zusammengefasst ergibt sich der Eingangsvektor

U = [poSTvA, POSEGRHP, POSEGRLP, POSExhFlps POSTrbn, M'Eng, 4, AGES) (4.60)
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Am Motorpriifstand wird fiir eine ausgewdhlte Einstellung des Eingangsvektors U die ent-
sprechende stationédre Systembeobachtung des Motors erfasst, die Informationen tiber die-
sen Betriebszustand iibermittelt. Zu den angeregten Systembeobachtungen Ds.,, im Luft-
system gehoren im Wesentlichen die Massenstrome, Temperaturen und Driicke, die durch
die Messtechnik am Priifstand direkt erfasst werden konnen. In diesem Fall beinhaltet ein
aufgezeichneter Messpunkt den ausgewdahlten Eingangsvektor zusammen mit dem gemes-
senen Dggy,, das sich im Luftsystem dadurch einstellt. Da die Applikationsparameter, z. B.
Luftaufwand und effektive Fldche, in der Regel nicht direkt messbar sind, muss Ds., durch
Parameterschédtzung in den Applikationsmesspunkt Dap,, umgewandelt werden, wie in
Abschnitt 4.1 klargemacht wurde. In Abbildung 4.23 ist der Signalfluss vom Eingangsvek-
tor bis zum Applikationsmesspunkt schematisch dargestellt.

POStvaA
m D App,arTVA
— D
POSEGRLP Massenstrome DApp’arEGRHP
———
App,arEGRLP
POSExhFIp
—>OS Temperaturen Parameter- | D App,atExhFlp | Informations-
POSTbn Schitzung D gehalt
—»q Driicke App,arTrbn
n—» DApp,TDiff,Eng
Eng
D App,facp22cor
ageg
= | Luftsystem
Svetomeinatinas Eingestellte Geschitzter
y v gang Systembeobachtungen Applikationsmesspunkt
D Sen DApp

Abbildung 4.23: Informationsgehalt als eine Funktion des Eingangsvektors; die Logik ist
folgende: Aufgrund des gewihlten Eingangsvektors U stellen sich bestimmte stationére
Systembeobachtungen Dse,, ein; mit Hilfe von Dse, wird der Applikationsmesspunkt D ap,p,
tiir alle empirischen Modelle geschétzt; der Informationsgehalt wird von den Eigenschaf-
ten des Applikationsmesspunkts bestimmt; deswegen kann der Informationsgehalt als eine
Funktion des Eingangsvektors angesehen werden.

Wie in Abschnitt 4.4.1 diskutiert wurde, hdngt die Applikationsqualitdt von den Eigen-
schaften von Dy, ab, z. B. der Unsicherheit und der Verteilung der Applikationsmess-
punkte im Eingangsraum. Abbildung 4.23 ist zu entnehmen, dass die Eigenschaften von
Dapp im Wesentlichen durch den gewéhlten Eingangsvektor U bestimmt werden. Daher
kann die Schlussfolgerung gezogen werden, dass der Informationsgehalt fiir die Appli-
kation weitgehend, wenn nicht ausschlieSlich, durch den ausgewdihlten Eingangsvektor
bestimmt wird. Infolgedessen wird in diesem Anwendungsbeispiel im Weiteren der Infor-
mationsgehalt IG(U) als eine Funktion des Eingangsvektors U behandelt, ohne die Rele-

vanz des Applikationsmesspunkts Day,, explizit zu nennen. Einen grofien Anteil dieses
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Abschnitts macht auch der Versuch aus, die mathematische Zuordnung des Eingangsvek-

tors zu dem dadurch gewonnenen Informationsgehalt zu ermitteln.

Dem Prinzip der sequentiellen Versuchsplanung folgend, betrachten wir in diesem An-
wendungsfall in jeder Iteration einen achtdimensionalen diskreten Eingangsraum als die
zuldssige Menge und befassen uns mit dem diskreten Optimierungsproblem fiir die Identi-
fizierung desjenigen Eingangsvektors, der den Applikationsmesspunkt mit dem héchsten
Informationsgehalt erzeugen kann. Nach j Iterationen lautet das Optimierungsproblem wie

folgt:

U;,, = argmax IG(GPM;, Uj41) (4.61)
U 1€Uj

Dabei steht der Term IG fiir die Informationssumme fiir die Applikation aller relevanten

KF/KL. Es gilt:

IG = IGary, + 1Garg,, + IGargerir + 1Gargerer + IGarEthlp + IGfanzzcor + IGTEng,Diff (4.62)

Auflerdem steht U fiir die aktuelle zuldssige Menge des Optimierungsproblems. Dabei
dndert sich U/;, 1 wéihrend des Applikationsprozesses. Um den Einfluss des Eingangsvek-
tors U auf den Informationsgehalt IG(U) pradizieren zu kénnen, wird in diesem Abschnitt
versucht, den Signalfluss in Abbildung 4.23 in gewissem Mafie zu simulieren.

Motorschutz

Bei der Motorapplikation stellt der Motorschutz schon aus folgenden Griinden ein essen-

tielles Problem dar:

e Am Priifstand erweist es sich als schwierig, den Motorzustand, z. B. die Tempera-
turen und die Driicke, abhidngig von den Systemeingdngen zu préddizieren, was auch
fiir sehr erfahrene Versuchsingenieure gilt. Deshalb entpuppen sich die zuvor schein-
bar fahrbaren Arbeitspunkte oftmals als unfahrbar, da sie zu Motorschdden fiithren

wiirden.

e Der Motor wird normalerweise bei der Applikation in Extremzustdnde gezwungen,
um das Potenzial des Motors zu ermitteln, was den oben genannten Effekt noch ver-
starkt.

e Umfangreiche Verstellmdglichkeiten am Motor fiihren zu einem sehr zeitaufwandi-

gen Prozess fiir die Erkennung des iiberhaupt zuldssigen Motorbetriebsbereichs.

Typische Motorgrenzen beim Diesel-Luftsystem, die nicht verletzt werden diirfen, sind die

Rauchgrenze fiir eine ordentliche Verbrennung im Zylinder, die Druckgrenze im Saugrohr
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und im Abgaskriimmer, die Temperaturgrenze im Saugrohr und im Abgasstrang (inklusi-
ve der Abgasnachbehandlung) und die arbeitspunktabhédngige Grenze fiir die AGR-Rate.
Solche Grenzen ergeben sich auf der einen Seite aus der mechanischen und thermischen
Belastbarkeit der Motorkomponenten, z. B. Turbolader und Katalysator. Auf der anderen
Seite miissen Faktoren beriicksichtigt werden, welche die Qualitdt der Verbrennung beein-
flussen, beispielsweise Luftzahl und AGR-Rate. In Abbildung 4.24 wird ein Ansaugtrakt
gezeigt, der durch Ruf8 und Ol verstopft ist.

i
i 1

Abbildung 4.24: Bild eines verschmutzten Ansaugtrakts.

Der Umgang mit den Motorgrenzen bei der Applikation steht auch im Vordergrund der
Entwicklung der Versuchsmethodik. In konventioneller Vorgehensweise miissen Versuch-
singenieure im Vorfeld aus ihren Erfahrungen den zuladssigen Motorbetriebsbereich festle-
gen. In [Gsc+01] ergibt sich ein automatisierter Prozess fiir die Erkennung des fahrbaren
Betriebsbereichs nach dem Prinzip ,Trial and Error”. Dabei wird der Motor ausgehend von
einem fahrbaren (zentralen) Messpunkt Schritt fiir Schritt nach einer moglichen Grenze ge-
trieben, bis die Grenze verletzt wird. Die dadurch gewonnene Motor-Laufgrenze wird ver-
messen und aufgezeichnet. In [Bol+13] wird ein statistisches Modell fiir die Klassifikation
angegeben, um zuldssige Messpunkte von unzuldssigen zu unterscheiden. Als Trainings-
datensatz fiir das Klassifikationsmodell dient ein Satz von bereits gemessenen Messpunk-
ten, der sowohl fahrbare als auch unfahrbare Messpunkte beinhalten muss. Offensichtlich
miissen in diesem Ansatz noch zuséitzliche Messpunkte fiir die Ermittlung des fahrbaren
Versuchsraums investiert werden, womit sich der Messaufwand erhcht. Im Gegensatz dazu
werden in der vorliegenden Arbeit die Grenzwerte der Motorkomponenten als Vorwissen
in den Algorithmus einbezogen. So kénnen Motorschiaden ohne extra Aufwand vermieden
werden. Nachdem das Problem definiert wurde, wird im ndchsten Abschnitt die Bestim-

mung des Informationsgehalts eines Eingangsvektors erklart.



4 Algorithmus fiir optimierte und automatisierte Applikation 119

4.6.2 Informationsgehalt fiir die Applikation der Abgasklappe

Statt die Berechnung von IG(GPM;, Uj,) in Formel (4.61) zu erkldren, wird in diesem
Abschnitt zur besseren Lesbarkeit die Berechnung des Informationsgehalts IGarEthlp fur
die Applikation der effektiven Flache der Abgasklappe als ein Beispiel genommen. Die
und 1Ggpp,
durch dasselbe Verfahren erfolgen. Als Erstes wird in Abbildung 4.25 der Signalfluss fiir
(GPM;, Uj ) verdeutlicht.

Bestimmung des Informationsgehalts fiir andere KF/KL, z. B. IG kann

artva

die Berechnung von IGarEthlp

Als Losungsansatz wird, wie sich in Abbildung 4.25 zeigt, zuerst basierend auf dem aus-
gewdhlten Eingangsvektor das erzeugte Motorverhalten Dsep, pye pradiziert, was durch Lo-
sen des Gleichungssystems G = 0 erreicht wird. Sodann wird aufgrund von Dge, pr. die
Moglichkeit von Motorschdden tiberpriift. Im Anschluss wird mithilfe eines EKF die Un-

sicherheit o2

A, des Applikationsparameters geschitzt. Zuletzt kann man den Infor-

mationsgehalt IG , mittels der Formel (4.30) berechnen.

ATExhF]

Systemaufbau fiir die Modellierung des Diesel-Luftsystems

Um die stationdren Motorzustdnde vorhersagen zu kénnen, die relevant fiir die Aufgabe
der Applikation sind, z. B. Zylinderfiillung mfc,;, Abgastemperatur T3; und Ladedruck
p22, wird in diesem Abschnitt ein Modell fiir das Luftsystem gebildet. Zu beachten ist, dass
das Modell aufier den Sensorwerten der Umgebungsgrofien, und zwar pg und Tp, die wah-
rend des Vermessungsvorgangs eines Messpunkts als Konstanten angesehen werden, keine
anderen Sensorwerte benutzen darf. In Abbildung 4.26 wird die Funktionsweise des Luft-

systemmodells dargestellt.

Im Konzept der Modellierung werden sowohl physikalische Gesetze als auch empirische
Modelle eingesetzt. Zuerst wird die Menge der aktuellen GaufSprozessmodelle GPM
verwendet, um die entsprechenden Applikationsparameter aufgrund des jeweiligen Ein-
gangs zu préddizieren, z. B. den Korrekturfaktor fiir den Ladedruck facpoocor, die effektive
Fléche der Abgasklappe argunryp, etc. Basierend auf den berechneten Applikationsparame-
tern und der physikalischen Struktur des Luftsystems werden die angeregten Systembeob-
achtungen Dsep, pre im Luftsystem vorhergesagt. Dazu gehoren z. B. der Massenstrom mfy
der Frischluft, der Ladedruck py; und die Abgastemperatur Tggrrpus stromaufwérts des
ND-AGR-Ventils. Abbildung 4.27 stellt eine Ubersicht iiber die Verteilung der Systembe-
obachtungen im Luftsystem zur Verfiigung, die gegebenenfalls fiir die Generierung von
Applikationsmesspunkten relevant sind.

Waihrend die Berechnung der Applikationsparameter durch die Gaufiprozessmodelle pro-
blemlos erfolgen kann, stellt sich die Modellbildung des Luftsystems ohne die Hilfe von
weiteren Sensorwerten als eine komplizierte Aufgabe dar. Bevor wir uns mit der detaillier-
ten Struktur des physikalischen Anteils des Luftsystemmodells auseinandersetzen, miissen
indes noch ein paar Begriffe eingefiihrt werden. Wenn es um die Analyse der Berechenbar-

keit eines Signalflussdiagramms geht, konnen folgende Situationen auftreten:
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ExhFlp-spezifischer Anteil

1
: o
_ Luftsystemmodell _ Gemeinsamer Anteil m
) o m Eﬁmxrm_? Pre
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algyppyp > PI Kalman-Filter
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GPM _argyp,
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(o)

GPM _argyp,

Informations- | IGarkxhp
POSExhFIp gehalt

Abbildung 4.25: Signalfluss zur Bestimmung des Informationsgehalts IG (GPM;, U; ) eines Eingangsvektors am Beispiel der Abgas-

aArExhFlp
klappe; die dicken schwarzen Pfeile stehen fiir Biindel von mehreren Signalen und diinne Pfeile fiir einzelne Signale; das Bild zeigt zwei

Anteile: den gemeinsamen Anteil und den Abgasklappe-spezifischen Anteil. Wahrend die Funktionalitdten im gemeinsamen Anteil, die

Pradiktion der Systembeobachtungen und die Vermeidung der Motorschdden von allen anderen empirischen Modellen geteilt werden,

wird im Abgasklappe-spezifischen Anteil der Signalfluss fiir die Schitzung von ﬁwmém?

post Und die Kalkulation von IG dargestellt.

aAr'ExhFlp
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Abbildung 4.26: Funktionsweise des Luftsystemmodells; dabei werden zunéchst die Appli-
kationsparameter durch Interpolation mittels der aktuellen Gaufiprozessmodelle berech-
net; danach wird das Gleichungssystem G = 0 nach Dgg, pre gelost; in der Abbildung wird
der Signalfluss dafiir gezeigt.

POSEGRHP

TEGRHPUS

migGryp

Ty,
P42

PExhFIpDs

Legend: ® Pridizierte Systembeobachtungen
methlp

2 Systemeingiinge 41

Abbildung 4.27: Verteilung der prédizierten Systembeobachtung Dsenpre im Diesel-
Luftsystem; Systemeingénge sind durch Kreise mit Kreuz gekennzeichnet.

e Uberbestimmtheit: Diese tritt auf, wenn eine Variable kausal durch mehrere Rechen-

wege gleichzeitig berechnet werden kann.

o Unterbestimmtheit: Diese tritt auf, wenn zu wenige Variablenwerte bekannt oder nicht

geniigend Relationen verfiigbar sind, um alle Grofien zu berechnen.
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e Perfekt bestimmt: Dies tritt auf, wenn alle benétigten Variablen eindeutig bestimmt

werden konnen.

P,
I/’ _____________________________ \\\
f fx, 3, P)=0 |
: |
1 |
1 |
1 1
1 |
1 1
1 |
|
l gx, y, P)=0 |
\

Abbildung 4.28: Gemeinsame Losung eines Gleichungssystems; auf dem Bild wird ein Glei-
chungssystem mit zwei unbekannten Variablen x und y dargestellt; die relevanten Glei-
chungen sind g(x,y,P1) = 0und f(x,y, P;) = 0, wobei P; und P, fiir die bekannten Para-
metersdtze stehen; zur Berechnung dieses Signalflussdiagramms muss das Gleichungssys-
tem, das auf dem Bild durch eine gestrichelte Linie umrahmt wird, nach x und y simultan
gelost werden; die Losung wird von den Parametersdtzen P; und P, und den relevanten

Gleichungen f und g bestimmt.

Als ein Sonderfall kann ein Signalflussdiagramm wie in Abbildung 4.28 aussehen. Hier-
bei handelt es sich nicht um die direkte kausale Propagation von unbekannten Variablen
oder Parametern aus bekannten, sondern vielmehr um die gemeinsame Losung eines Glei-
chungssystems. Fiir die Identifikation solcher Strukturen, die als gemeinsam zu losende
Gleichungssysteme dargestellt werden, sind die Algorithmen aus [Fri06] und [DM63] her-
anzuziehen. Im Folgenden wird der physikalische Anteil des Luftsystemmodells in vollem
Umfang erldutert, bevor eine Strukturanalyse in Hinsicht auf die Berechenbarkeit durchge-
fiihrt wird. In Abbildung 4.29 ist das Luftsystemmodell auf der Ebene des Signalflussdia-

gramms dargestellt. Anschlieflend werden die eingesetzten Gleichungen bei jedem Block
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in Abbildung 4.29 aufgelistet, wobei die Bedeutungen der Signale Abbildung 4.27 zu ent-

nehmen sind.

Fiir die Modellierung des Druckverlusts entlang eines Rohrs wird der quadratische Ansatz

in [SR13] benutzt. Dieser Ansatz findet Anwendung bei folgenden Blocken:

Druckverlust am Luftfilter: pg — p1o = ——— (4.63)
alAjrFit
f2n T
Druckverlust bei der AGB: ps; — pap = w (4.64)
arggr
mfz T42
Druckverlust am Auspuff: ps — PExhFpDs = % (4.65)
alg;

Um den Rechenaufwand zu reduzieren, werden die Querschnittsflachen ar ;.pj;, arggr und
arg; der Rohre als Konstanten behandelt und mittels der Messdaten aus dem anfanglichen
Experiment appliziert. Ansonsten ergibe die Annahme einer verdnderlichen Fldche, die
vom Massenstrom abhéngt, eine rechenaufwindigere, aber genauere Berechnungsmog-
lichkeit. Fiir die Modellierung der Gasmischung wird vom Massen- und Enthalpie-Erhalt-

ungssatz wie folgt Gebrauch gemacht:

Gasmischung mit HD-AGR: mfggrup + mfy; = mfcyy (4.66)
mfgcrup TEGrRHP + Mf11 Teacps = mfcyTos (4.67)
Gasmischung mit ND-AGR: mfggrrp + mfjg = mfyg (4.68)
mfgpGrip TEGRLPDs + Mi19To = mfyg T1g (4.69)

Bei den Blocken HD-AGR-Ventil, ND-AGR-Ventil, Abgasklappe und Drosselklappe wird
die klassische Drosselgleichung verwendet, die durch die Formeln (1.1) bis (1.4) in Ab-
schnitt 1.2.2 beschrieben wird,
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Abbildung 4.29: Das Luftsystemmodell im Detail; die gestrichelten Pfeile stehen fiir die Elemente im Eingangsvektor U und die Umge-
bungsgrofien; jeder Block in der Abbildung, der mit Text drin versehen ist, reprasentiert die entsprechende physikalische Gleichung im

Luftsystemmodell.
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HD-AGR-Ventil: ArEGRHP — GPMarEGRHP pOSEGRHP (470)
mfpGruP = { [ 5————arEGrREPP3 T ( pCACDS) (4.71)
RTEGRHPUS p3
ND-AGR-Ventil: Ar'EGRLP = GPMarEGRLP POSEGRLP (472)
mfpGrLp = 4 / RT, arEGRLPPsz‘Y 710 (4.73)
EGRLPUs P42
Abgasklappe: arg,ppp = GPMarEthlp (POSExhFIp) (4.74)
PE hFlpD.
mfpnplp = \/ RT,, TExhFlp P ¥ (—=) (4.75)
P42
Drosselklappe: artya = GPMarTVA POSTVA ) (4.76)

mfrya = \ R _arTva le‘f’ ) (4.77)

wobei die Gaskonstante R = 287 J/kg/K betrdgt und der Isentropenexponent x = 1,4 in
der Durchflussfunktion ¥ ist. Wie sich in den Formeln (4.70), (4.72), (4.74) und (4.76) zeigt,
wird die effektive Flache des Ventils mithilfe des aktuellen GaufSprozessmodells durch In-
terpolation beim gewdhlten Tastverhéltnis berechnet. Aufierdem erweist sich die Drossel-
gleichung als ein geeigneter Ansatz fiir die Modellierung der Druckdnderung iiber die Tur-
bine mit VIG:

Turbine mit VTIG: arpy,, = GPMarTrbn(pOSTrbn) (4.78)

2
méron = || s armenps ¥ (1) (4.79)

Fiir die Modellierung der passiven Temperatursenkung beim HD-AGR-Kiihler und der Ab-
gasnachbehandlung und der aktiven Kiihlung beim ND-AGR-Kiihler und dem Ladeluft-
kiithler des Gases im Luftsystem wird ein Ansatz basierend auf dem Kiithlungswirkungs-
grad eingesetzt, der vom Massenstrom abhdngt. Des Weiteren werden die Temperaturen
Teng, TegrLPClg Und Teacclg der Kithlmittel als Konstanten angenommen und mittels der
Messdaten aus dem anfinglichen Experiment bestimmt. Tgyg ist die Wassertemperatur fiir
die Motorkiihlung. Tegrrpclg und Tcacclg sind die Temperaturen der jeweils verwendeten

Kiihlmittel beim entsprechenden Kiihler. Die dazugehorigen Gleichungen sind wie folgt:
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HD-AGR-Kiihler: 7gGripclg = EMﬁé}{HPClg(meGRHP) (4.80)

T3 — TeGrurus
= 481
EGRHPClg Ts — Ting (4.81)
Temperaturédnderung bei der AGB: 7ggTclg = EMééfrClg(merbn) (4.82)
Ty — Ty
= % 4.83
EGTClg = 7 — Teng (4.83)
ND-AGR-Kiihler: 7gGripclg = EMQ&LPOg(meGRLP) (4.84)
Ty — T
HEGRLPClg = T42 TEGRLPUS (4.85)
42 — IEGRLPCIg
Ladeluftkiihler: WCACClg = EMéitCCIg (mf11) (486)
T — T
NCACClg = (4.87)

T2 — Teaccig

Dabei stehen die EM in den Formeln (4.80), (4.82), (4.84) und (4.86) fiir die empirischen Mo-
delle, welche die Abhingigkeit des Kiihlungswirkungsgrads vom jeweiligen Massenstrom
beschreiben. In dieser Arbeit werden dafiir Kennlinien verwendet, deren Generierung mit-
tels der Messdaten aus dem anfanglichen Experiment erfolgt. Bei den Entnahmestellen von

HD- und ND-AGR gilt der Massenerhaltungssatz mit folgenden Gleichungen:

HD-AGR-Entnahmestelle: mfcy) + g = mfggrup + mfripn (4.88)
ND-AGR-Entnahmestelle: mfry,, = mfggrLp + mfgxnrip (4.89)

Beim Fiillungsmodell wird das iiber das Einlassventil zugestromte Gas modelliert; die haupt-
sdchlichen Einflussfaktoren sind Ladedruck pcacps, Abgasgegendruck p3, Gastemperatur
T3 und Motordrehzahl ng,g. Da der Versuchsmotor mit variabler Ventilsteuerung ausge-
stattet ist, die zur Effizienzsteigerung beitragt, spielt die Position aggs der Kurbelwelle beim
Schliefien des Einlassventils hier auch eine Rolle. Des Weiteren wird im Fiillungsmodell ein
Kennfeld fiir die Korrektur facpyocor des Ladedrucks erstellt, das abhéngig von aggs und der
durch die Gastemperatur T3 im Saugrohr korrigierten Motordrehzahl ngngteor ist. Zusam-

mengefasst sehen die Gleichungen fiirs Fiillungsmodell folgendermafen aus:

T
Korrektur der Motordrehzahl: ngng1cor = MEng E;gRef (4.90)
23
Korrektur des Ladedrucks: facpoocor = GPManIC(;22C0r ("EngTeor, A8ES) (4.91)

Fﬁllungsmodell: mfcyl = dmCyl(ng, T3, aggs, fan22cor/ NEng, PCACDs/ p3)
(4.92)
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Bei der Modellierung des Abgasturboladers (ATL) wird der Ansatz aus [HP13] herangezo-
gen. Auf der Seite des Verdichters geht es im Wesentlichen um den Druckaufbau von pyg
zu pp1 und die Erhdhung der Gastemperatur von T7; zu T51. Das ATL-System ldsst sich mit

folgenden Gleichungen beschreiben:

TICmpr

Wirkungsgrad des Verdichters: 17cmpr = EMSOnst(Qyy, ?) (4.93)

f R
Druckaufbau tiber den Verdichter: pp; = p1o {1 + ICmpr (CszszL —C1 %w ATL)}
, 11

c _R
Temperaturerh6hung tiber den Verdichter: Ty = Ty1 + v pll {(%) ‘p11 1} (4.95)
Cmpr 10

C

Dabei wird das Kennfeld des Verdichterwirkungsgrads EM,, onst ' das vom Volumenstrom

Q11 und dem Druckverhaltnis % abhéngt, vom Hersteller geclring;ert und im gesamten Pro-
zess nicht verdndert. ¢, 11 steht fiir die spezifische Warmekapazitit des Gases am Einlass
des Verdichters und wird als Konstante behandelt, ohne die tatsidchliche Gaszusammen-
setzung zu berticksichtigen. wary, ist die Winkelgeschwindigkeit des Turboladers; fiir die
Konvertierung zur Laderdrehzahl gilt nat;, = 60;’%. Bei der Turbine wird die Enthalpie
des heifien Abgases entzogen. Die dadurch gewonnene Energie treibt den Verdichter an.
Somit kommen eine Temperatursenkung von T3 zu Ty und ein Druckverlust von p3 zu py;
tiber die Turbine zustande. Dariiber hinaus entsteht ein Leistungsgleichgewicht zwischen

Verdichter und Turbine im stationidren Betrieb:

_ EMConst ( P3

z ,mf Trbn,Red ) (4.96)

Wirkungsgrad der Turbine: #ppp ion \

R
Temperaturabsenkung tiber die Turbine: Ty; = T3 {1 — Nrbn + (%) »3 ﬂTrbn} (4.97)
3

Leistungsgleichgewicht: Pry,n#ivech — Pempr = WATL (Mric + WATL Icmpr)
(4.98)

Const
N Trbn

des Verdichters werden vom Hersteller bereitgestellt. Der mechanische Wirkungsgrad #ech

Das Kennfeld fiir den Turbinenwirkungsgrad EM sowie das Tragheitsmoment Icmpr
wird auf 95% gesetzt und das Reibungsmoment Mg, auf 0 Nm. Die Winkelbeschleunigung
waTr, des Turboladers ist zu vernachlédssigen, da in dieser Arbeit nur die stationdren Sys-

temzustande abzubilden sind.

Fiir die Modellierung der Abgastemperatur T3 wird ein einfacher Ansatz verwendet, der
auf einem Kennfeld basiert. Mittels dieses Kennfelds wird die Temperaturdifferenz Tpjg; gng
tiber den Zylinder abhéngig von der Motordrehzahl ng,g und der Einspritzmenge g inter-

poliert:
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Temperaturdifferenz tiber den Zylinder: Tz — Tr3 = GPM~4 Kt (MEng, q) (4.99)

Tpiff Eng

Wenn man die Gleichungen von Formel (4.63) bis Formel (4.99) zusammenstellt und ver-
sucht, sie mittels des Algorithmus aus [Fri06] oder [DM63] auf ihre Berechenbarkeit zu
tiberpriifen, entpuppt sich dies ein grofies und komplexes nichtlineares Gleichungssystem
G, das nicht kausal berechenbar ist, sondern simultan gelést werden muss. Im Folgenden

wird das Gleichungssystem formuliert:

G(DSen,Pre/ U, EMAkt/ GPMAkt/ Po, TO) =0— DSen,Pre (4°100)

Dabei steht GPMyy; fiir die Menge der aktuellen GaufSprozessmodelle fiir die zu applizie-
renden empirischen Modelle. EM »y; ist die Menge der KF /KL, die fiir die Beschreibung der
Komponentencharakteristiken verwendet werden. Sie werden entweder von den Herstel-
lern zur Verfiigung gestellt, z. B. das Verdichterkennfeld in Formel (4.93), oder mittels der
Messdaten aus dem anfianglichen Experiment berechnet, beispielsweise die Kennlinie in
Formel (4.86) fiir die Darstellung des Kiithlungswirkungsgrads des Ladeluftkiihlers. Wah-
rend die Terme EMay;, GPMay, po und T als Parametersatz fiir das Gleichungssystem
aufgefasst werden konnen, stellt Dgep, pre die Menge der unbekannten Gréfien in G dar. Zu
Dsen pre gehoren alle benétigten physikalischen Grofsen, um den stationdren Motorzustand
zu beschreiben. Es gilt Dsep pre = [Mf10,pre, MIEGRLPPres - = * » T21,Pres T3.Pres - - |-

Da das Gleichungssystem G = 0 aus nichtlinearen Teilgleichungen und stiickweisen
KF/KL in EMyy; besteht, kann keine Losung in einer geschlossenen Form gefunden wer-
den. Deswegen wird das Gleichungssystem G = 0 in dieser Arbeit durch ein numerisches

Verfahren nach Dsep, pre aufgelost.
Uberpriifung der Umsetzbarkeit des ausgewiihlten Messpunkts

Wie bereits erwdhnt wurde, stellt ein gewédhlter Eingangsvektor U einen entsprechenden
Motorzustand ein. Oben ging es auch um die Frage, wie sich der Motor verhalten wird,
wenn ein bestimmter Eingangsvektor eingestellt wird. Dabei wird versucht, mithilfe des
Luftsystemmodells, das aus den datenbasierten Modellen EMyy; und GPMyy; und den
physikalischen Gesetzen in den Gleichungen (4.63) bis (4.99) besteht, die Betriebszustan-
de Dgen pre des Luftsystems zu préddizieren. Allerdings muss eine mathematisch sinnvolle
Losung des Gleichungssystems in Formel (4.100) physikalisch nicht unbedingt umsetzbar
sein. Deswegen sind die vorhergesagten Motorzustdnde noch auf die Gefahr von Motor-
schdden zu priifen. Konkret werden die Komponenten in Dge, pre mit den entsprechenden
Grenzwerten aus Tabelle 4.4 verglichen, um die Umsetzbarkeit eines Messpunkts zu iiber-

priifen.
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In Tabelle 4.4 geht es hauptsdchlich um die Beriicksichtigung der thermischen und me-
chanischen Grenzen der Motorkomponenten. Dartiber hinaus ist eine ordentliche Verbren-
nung ebenfalls ein wichtiger Aspekt. Bei der Rauchgrenze geht es um die Beschrankung

des Verbrennungsluftverhiltnisses, das durch folgende Formel definiert wird ([BK66]):

APre _ ML tats,Pre (4.101)
ML st

Dabei steht my tats pre fiir die pradizierte zur Verfiigung gestellte Frischluft, die mittels der
Motordrehzahl und des pradizierten Frischluftmassenstroms mf;g pr. berechnet werden
kann. Der Term myp g ist die notwendige stochiometrische Frischluft, die theoretisch den
eingespritzten Kraftstoff g vollstaindig umsetzen kann. Im Fall von Dieselmotoren lasst sich
mp gt leicht durch die Formel mp g = g * 14,5 berechnen. Um den Motor vor massiven
Rufsemissionen zu schiitzen, muss das pradizierte Verbrennungsluftverhéltnis Ap;, grofSer
als der minimale Wert Ayjin sein, der mittels eines Kennfelds interpoliert wird, das sich
auf die Drehzahl und die Frischluftmasse bezieht. Das Kennfeld fiir die Rauchgrenze wird

normalerweise aus Erfahrung erstellt.

Eine weitere Beschrankung, die sich als beachtenswert erwiesen hat, ist die AGR-Rate. Die
pradizierte AGR-Rate rp,, wird aufgrund der pradizierten Massenstrome wie folgt berech-

net:

meGRLP,Pre + meGRHP,Pre 100% (4.102)

Pre =
MfEGRLPPre + MfEGRHPPre + Mf10 Pre

Ihr Grenzwert ryax wird aus einem Kennfeld abhéngig von der Motordrehzahl und der
Einspritzmenge durch Interpolation bestimmt. Das Kennfeld fiir die AGR-Rate wird nor-

malerweise aus Erfahrung erstellt.

Zuletzt gibt es noch implizite Randbedingungen, die beachtet werden miissen, ndmlich
dass alle pradizierten Massenstréme, Temperaturen, Driicke und Drehzahlen nicht nega-
tiv sein miissen. Wahrend fiir physikalischen Grofien wie Temperaturen, Driicke und Dreh-
zahlen die Anforderung an die Positivitat selbstverstandlich ist, diirfen die Massenstrome
im Luftsystem nicht negativ sein, um das oben gebildete Luftsystemmodell einzuhalten.
Wenn z. B. der Frischluft erlaubt wiirde, von der Frischluftseite zur Abgasseite iiber das
ND-AGR-Ventil zu strémen, was zu einem negativen mfgggry p fithrt und im realen Motor-
betrieb durchaus passieren kann, miisste die Berechnung im Block , Gasmischung mit ND-
AGR” in Abbildung 4.29 auf der Abgasseite durchgefiihrt werden. Um damit umgehen zu
konnen, miisste das Luftsystemmodell um eine Fallunterscheidung abhdngig vom Vorzei-
chen von mfggrrp erweitert werden, was den Implementierungsaufwand unnétigerweise
erhohen wiirde. Ein Luftsystemmodell, das nur nichtnegative Massenstrome erlaubt, sollte
ausreichend fiir die Modellierung des normalen Motorbetriebs sein und deswegen genii-

gend Testfédlle generieren konnen, um die Aufgaben der ECU-Funktionsapplikation durch-
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zufiihren. Wenn Dgg, pr. dann zu einem kritischen Motorzustand fithren wiirde, wird der

Informationsgehalt des entsprechenden Eingangsvektors auf 0 gesetzt.

Schiitzung der Unsicherheit des Applikationsparameters und Kalkulation des Informati-
onsgehalts

Wie bereits in Abschnitt 4.4.1 erkldrt wurde, ist die Unsicherheit eines Applikationspara-

meters, in diesem Beispiel die Varianz o2, -

wesentlicher Bedeutung in der Auswertung des Informationsgehalts IG

, der effektiven Flache der Abgasklappe, von
o In der ECU-
Funktion fiir das Luftsystem wird die Kennlinie der effektiven Flache arg,npip (POSExhFIp)

ATExhF1

der Abgasklappe eingesetzt, um den Druck p4, stromaufwirts der Abgasklappe zu model-

lieren. Dann wird durch folgende Gleichung appliziert:

2 PExhFipD
mMfphplp = 4 f RT,, “"ExhFlp (pOSEthlp)pALZT(%) — argxnrlp (POSExhFlp)  (4.103)

Bemerkenswerterweise kann die effektive Flache der Abgasklappe als Konstante betrachtet
werden, wenn das Tastverhaltnis posgxnpp eingestellt ist. D.h. in diesem Fall geht es um die
Schitzung einer Konstanten basierend auf verrauschten Messwerten. Auf der einen Seite
kann argupyp mithilfe der Formel (4.103) bestimmt werden, wobei die benétigten physika-
lischen Grofen mfgynpip pres T42,Pre, P42,pre UNA PExhFIpDs Pre @us der Menge der pradizier-
ten Systembeobachtungen Dsep, pre zu entnehmen sind. Auf der anderen Seite kann arg,pryp
auch aufgrund des aktuellen GaufSprozessmodells GPMfrlgthl b berechnet werden. Zusam-
mengefasst kann die Bestimmung von arg.ryp bei einem gewahlten posgurp durch folgen-

de zwei Formeln dargestellt werden:

2 PEthlst,Pre
MfExhFlp,Pre = HmarEthlp(pOSEthlp)pélZ,Pre‘Y(mT) —> arpxhFlp,pre (4.104)
ATe Jre

GPMaArIE;hFlp(POSEthlp) — arpxhFIp,pri  (4.105)

Gleich wie in Abschnitt 4.4.2 wird ein EKF eingesetzt, um die zwei Methoden fiir die Schét-
zung der effektiven Flache in den Formeln (4.104) und (4.105) unter einen Hut zu bringen
und damit ein besseres Ergebnis zu erzielen. Die Einfiihrung eines EKF ist durch die Nicht-
linearitdt der Durchflussfunktion ‘F(%) in Formel (4.103) begriindet. Aus Sicht des
EKEF ldsst sich das System, das durch Formel (4.103) dargestellt wird, wie folgt beschrei-

ben:

i1 = f(s) + 1w, plw) ~ N(0,Q) (.106)
zjs1 = h(sjy1) +v, p(v) ~N(O,R) (4.107)



132 4 Algorithmus fiir optimierte und automatisierte Applikation

Dabei sind Zustandsvektor s und Ausgangsvektor z

s = [arpxhrip, P42, PExhripDss Taz) " (4.108)

z= [methlp/ P42, PExhFlpDs/ Ty) T (4.109)

Da es hier um ein System ohne zeitvariablen Zustandsiibergang geht (Schitzung einer Kon-
stante), ist das Ubergangsmodell f durch eine 4 x 4-Einheitsmatrix gegeben. Fiir die Kova-
rianzmatrix des Prozessfehlers gilt Q = 0. AufSerdem kann das Beobachtungsmodell h wie

folgt formuliert werden:

MfgshFp = %@arEthlp P42‘1’(%) + 05, - (4.110)
pa2 = P2+ 05, (4.111)
PExhFIpDs = PExhFlpDs 1 0] ,3Ethst (4.112)
Tp =T + 07, (4.113)

Die Toleranzen der Sensoren, die von den Sensorherstellern zur Verfiigung gestellt werden,

formen die Kovarianzmatrix des Messfehlers zu
T 2 2 2 2
R = diag (amethlp, b1 O pesnrips’ 0T,) (4.114)
Das EKF-Verfahren setzt sich aus zwei Arbeitsschritten zusammen:

Schritt der Pradiktion

Hierbei wird der Ubergang von j-ter Iteration zu (j + 1)-ter Iteration wie folgt pradiziert:

§j+1|j = P](S]) (4.115)

Dabei werden die a-priori-Systemzustédnde s; und die a-priori-Kovarianzmatrix P;; durch

T
5; = [arEthlp,Pri/ P42,Pre; PExhFlpDs,Pre/ T2 pre] (4.117)
— A; 2 2 2 2
Py = diag ((TafEthp,Pri’ Ups Y pahripns’ UT42) (4.118)

spezifiziert. F; ist die Jacobi-Matrix des Ubergangsmodells f, auch eine 4 x 4-Einheitsmatrix.

Die a-priori-Schétzung argyppip pri VOn argynpyp und ihrer Varianz o2

arEthlp Pri

hilfe des GPMaArl}(Et(hFlp berechnen. Eigentlich reprasentiert das GPMfrlgthlp alle Informatio-

nen, die bis zu der aktuellen Iteration tiiber das gesuchte empirische Modell

kann man mit-
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arexhFlp (POSExnFlp) gesammelt werden. Wihrend das Kalman-Filter allgemein eine optimale
Schdtzung aufgrund der zeitlichen Messwerte liefert, basiert das EKF in der vorliegenden
Arbeit auf den iterationsiibergreifenden Messwerten, wobei eine Iteration als ein Zeitpunkt

verstanden wird.

Schritt der Korrektur
In diesem Schritt wird versucht, eine a-posteriori-Schdtzung der Systemzustdnde mit fol-

genden Formeln zu liefern:

g1 = h(3j41)) (4.119)
T
Kj1 = PioqjH o (Hj1 Py jH +R) (4.120)
$iv1lj+1 = 8j41)j + Kjta(zj11 — 2j41))) (4.121)
P jiy1 = (I — Kj11Hj11)Pjyq) (4.122)
oh(s: .
Die Jacobi-Matrix Hjq = % des Beobachtungsmodells wird berechnet am pradi-

zierten Arbeitspunkt der Formel (4.103), der durch D gxnFip pre = [aTExhFip,Pris PExhFlpDs,Pres
P42, Pres T42,pre]T definiert wird. H;, 1 ist in diesem Fall

omfpnpp  OMfpxpp  OMiphpp  OMfpanEp

dargyhFIp Ipaz IPExhFIpDs 9Ty
P 9pgn opan P4z
Hjjy = gZ;E;}I'lFlp ; dpan %PEthlst ; 9T (4.123)
XFlpDs PExFlpDs PExFlpDs PExFlpDs
dargshFlp Ipar IPExhFIpDs 9Ty
9Ty Ty 0Ty Ty
dargExhFlp opan IPExhFIpDs 9Ty

Es muss beachtet werden, dass die Berechnung in Formel (4.121) noch nicht ausfiihrbar
ist, da die Messwerte z;,1 noch fehlen. Allerdings ist die Schitzung der Kovarianzma-

trix P;q|j;1 schon berechenbar. Auf diese Art und Weise kann die a-posteriori-Schétzung

2
UarEthlp ,]+ 1,POSt

stelligt werden, bevor ein echtes Experiment durchgefiihrt wird.

der Unsicherheit der effektiven Flache durch den Einsatz eines EKF bewerk-

. . .. D
Nachdem die Unsicherheit UarEthlp, i-+1,Post

kann man mithilfe der Formel (4.30) den Informationsgehalt IG

des Applikationsparameters geschétzt wurde,
(GPM]', LI]-+1) fir
die Applikation der Abgasklappe berechnen. Die Berechnung des Informationsgehalts fiir
andere KF/KL, z. B. 1G4, und 1G4, ,
wird deshalb nicht im Detail geschildert. Zu beachten ist, wie Abbildung 4.25 zeigt, dass
die Ergebnisse der Losung des Gleichungssystems G = 0 in Formel (4.100), die pradizier-

arExhl:lp

erfolgt in einer dhnlichen Vorgehensweise und

te Systembeobachtung Dgep pre, von den Berechnungen der Informationsgehalte bei an-
deren empirischen Modellen geteilt werden. Letztendlich kann die Informationssumme
IG(GPM;, Uj ) eines gewdhlten Eingangsvektors wie in Formel (4.62) berechnet werden.
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5 Algorithmus, Experimente und Ergebnisse

5.1 Ubersicht iiber den Algorithmus

In diesem Abschnitt wird versucht, einen Uberblick iiber den entwickelten Algorithmus
fiir den gesamten Applikationsprozess der gesuchten empirischen Modelle zu geben. Mit
Abbildung 5.1 wird der Ablauf erklart.

Das Verfahren setzt sich aus zwei Phasen zusammen: der anfianglichen Versuchsplanung
und der adaptiven Versuchsplanung. In der anfdnglichen Versuchsplanung werden die an-
tanglichen Gaufiprozessmodelle GPM) fiir alle empirischen Modelle zur Verfiigung ge-
stellt. Bei der adaptiven Versuchsplanung geht es um eine schrittweise und aktive Erwei-
terung der Messpunktmenge in Richtung der Maximierung der Informationsgehalte der
Messpunktmenge. Die Details der Implementierung der anfanglichen und adaptiven Ver-

suchsplanung werden in den Abschnitten 5.1.1 und 5.1.2 dargestellt.

5.1.1 Anfingliche Versuchsplanung

In dieser Phase besteht die Aufgabe darin, GPM) zu erstellen. Die benétigten Applikations-
messpunkte Dapp o fiir das Modelltraining sind durch den anfénglichen Versuchsplan zu
erzeugen. Die dabei verwendete Abtaststrategie soll eine raumfiillende Strategie sein. In
diesem Anwendungsbeispiel wird die dquidistante Abtaststrategie wegen ihrer Einfach-
heit und Robustheit bevorzugt. In der Applikation des Luftsystems haben wir 8 Eingédnge.
Bei jeder Dimension ist erfahrungsgemaf’ ein 5x 1-Gitter notwendig, um einen groben Ein-
druck iiber das gesuchte empirische Modell zu erhalten. Fiir das Erstellen des Gitters sind
noch ein paar Eckdaten tiber den Motor notwendig, z. B. der Umfang des Motorbetriebsbe-
reichs und die Grenze von aggs. Um dem Fluch der Dimension zu entgehen, weil sonst die
Anzahl von Messpunkten in der anfanglichen Versuchsplanung schon 5° ist, wird auf das
Prinzip OFAT bei der Variation der Systemeingénge verzichtet. Stattdessen wird erlaubt,
bei der Versuchsplanung die Eingdnge in mehreren Dimensionen gleichzeitig anzupassen.
Der anfangliche Versuchsplan wird basierend auf dem Motorbetriebsbereich entworfen.

Die Details lassen sich folgendermafien zusammenfassen:

e Daim Moment eine genaue und zuverldssige Messtechnik fiir den AGR-Massenstrom
am Motorpriifstand noch fehlt, erfolgt die Bestimmung des AGR-Massenstroms le-
diglich mit der Formel mfggr = mfcy1 — mfa;. Infolgedessen ist es notwendig, zu-
erst mittels Messpunkten ohne AGR ein verldssliches Modell fiir die Zylinderfiillung

zu erstellen.

e Zunichst wird ein 5x5-Gitter von Messpunkten D4 o ohne AGR auf dem Motorbe-

triebsbereich platziert, der durch die Drehzahl und die Einspritzmenge aufgespannt
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wird. Fiir die Spezifikation der Messpunkte bei Dy o reicht die Vorgabe von ng,g und
g nicht aus. Dabei miissen noch die Tastverhéltnisse der Luftsteller und der Zeitpunkt
des EinlassventilschliefSens eingestellt werden. Dadurch kann man dafiir sorgen, dass
die Eingangsraume fiir die empirischen Modelle arrya (postva), argxhrip (POSExhFIp )/
arTrpn (POSTYbn ), facp2ocor (MEngTCor, @gEs) Und Teng piff (1Eng, ) durch Applikations-
messpunkte gefiillt werden. Wegen des Themas Motorschutz verlangt die Verstellung
der Luftsteller Vorwissen iiber das Motorverhalten und sollte mit Vorsicht durchge-
fithrt werden. Dieses Vorwissen kann auf Erfahrungen an einem &hnlichen Motor

oder komplett auf theoretischen Uberlegungen beruhen.

e Mittels der nach dem anfanglichen Versuchsplan durchgefiihrten Experimente wer-
den die Beobachtungsmesspunkte vermessen. Aufgrund der Beobachtungsmesspun-
kte werden die anfanglichen Applikationsmesspunkte durch ein EKF berechnet, wo-
bei die a-priori-Schdtzungen der Varianzen der Systemzustdnde auf unendlich ge-
setzt werden. Mittels der erzeugten Applikationsmesspunkte werden die anfangli-

chen Gaufsprozessmodelle facp2cor,0, TEng,Diff,0, ATTVA 0, AT ExhFlp,0 UNd @by o trainiert.

e Fiir die Erstellung der anfanglichen Gaufiprozessmodelle arggrpo und arggrrpo der
AGR-Ventile wird jeweils ein 6x1-Gitter von Messpunkten auf dem Eingangsraum
platziert. Fiir die Bestimmung der AGR-Massenstrome wird die Formel mfggr =
mfcy) — mfa; verwendet, wobei die Zylinderfiillung mfcy) mithilfe der Formel (4.92)
berechnet wird. Aufierdem ist es noch zu beachten, dass bei der anféanglichen Ver-
suchsplanung das HD-AGR-Ventil und das ND-AGR-Ventil nicht gleichzeitig geoft-
net werden diirfen, da sonst die AGR-Massenstréme nicht richtig bestimmt werden

konnen.

Als Ergebnis der anfanglichen Versuchsplanung sind in den Abbildungen 5.2 und 5.3 die
erzeugten anfianglichen Applikationsmesspunkte und GaufSprozessmodelle veranschau-
licht.

5.1.2 Adaptive Versuchsplanung

In dieser Phase wird als Erstes versucht, basierend auf der Menge GPMy,°! der aktu-
ellen Gaufsprozessmodelle das Optimierungsproblem in Formel (4.61) zu l6sen, was den
optimalen Eingangsvektor Uopt,akt liefert. Der Suchraum Uopt ake des Optimierungspro-
blems ist ein ganzzahliger achtdimensionaler Raum und wird durch die unbenutzten Ele-
mente aus der jeweiligen Eingangsdimension zusammengebaut. Und zwar gilt Uy =
[uposTVA,Aktr uposTrbn,Aktr uposEGRHP,Aktr upOSEGRLP,Akt/ upOSEthlp JAkts uq,Aktr UnEng, Akt/ uagES,Akt] ’

wobei beispielsweise Uposy, flir die Menge der unbenutzten Elemente im Eingangsraum

von postya steht. Wenn wir uns die Informationsfunktion in Formel (4.61) als Zielfunktion

31GPMAkf = [GPMarTVA’ GP MarTrbn' GPMarEthlp' GP MarEGRHP' GPMarEGRLP' GPMfanzzcor' GPMTDiff/Eng]'
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Abbildung 5.2: Anfingliche Applikationsmesspunkte und Gau8prozessmodelle.
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Abbildung 5.3: Weitere anfingliche Applikationsmesspunkte und die dadurch trainierten anfing-

lichen Gaufsprozessmodelle.
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ndher anschauen, stellt sich heraus, dass die analytische Ableitung der Informationsfunk-

tion sehr schwer oder nahezu unmdéglich zu berechnen ist, denn:

e Die Berechnung des Informationsgehalts enthdlt das Losen des Gleichungssystems
in Formel (4.100).

e Das Ausschliefien der Messpunkte, welche die Motorgrenzen verletzen, verstarkt die

Unstetigkeit der Informationsfunktion.

Fiir Optimierungsprobleme dieser Art erweist sich ein ableitungsfreies Optimierungsver-
fahren wie ein genetischer Algorithmus (GA) als zweckmafliger Ansatz. In der vorliegen-
den Arbeit wurde die in Matlab eingebaute Funktion gz fiir die Suche nach Uop, ak: erfolg-
reich eingesetzt. Das Optimierungsverfahren dauert mit einem Arbeitslaptop ca. zwei bis

drei Minuten.

Anschliefend wird der Motorpriifstand mit Uopt, ak: gespeist und die Experimente durch-
gefiihrt. Man muss mindestens zwei Minuten warten, bis sich die Messsignale stabilisieren.
Dadurch kénnen die Beobachtungsmesspunkte Dge, A erfasst werden. Auf der Basis von
GPM it und Dgep, Akt konnen die Applikationsparameter und deren Varianzen mittels ei-
nes EKF durch ein dhnliches Verfahren wie in Abschnitt 4.6.2 geschidtzt werden. Diesmal
konnen die a-posteriori-Systemzustinde 8, 1|;, 1 in Formel (4.121) anhand der realen Mess-
daten berechnet werden. Somit kann die Menge D opp, Akt 2 der Applikationsmesspunkte er-
zeugt und als Trainingsdatensatz fiir die Aktualisierung von GPM,y; verwendet werden.
Danach werden die aktualisierten GauSprozessmodelle in KF/KL konvertiert. Der Prozess
der adaptiven Versuchsplanung setzt sich fort, bis das in Abschnitt 4.3.3 entwickelte Stopp-

Kriterium fiir alle empirische Modelle erfiillt ist.

5.2 Experimente und Ergebnisse

In diesem Abschnitt werden zunédchst die Details des Versuchsaufbaus vorgestellt. Danach

werden die Ergebnisse erldutert und analysiert.

5.2.1 Versuchsaufbau

Die Kenndaten des Versuchsmotors sind Tabelle 5.1 zu enthehmen.

32 —
Dapp = [D Apparrvas DApp arpp,, D App,argxhrp’ D App,argerizer DApp argcrips D App, facpaacor” D APP/TDiff,Eng] :
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Eigenschaft Versuchsmotor
Hubraum 161
Nennleistung 110 kW

Max. Drehmoment 340 Nm

Aufladungssystem Abgasturboladung mit VTG
AGR-System HD- und ND-AGR

Ventilsteuerung Variables Einlassventilschliefen

Tabelle 5.1: Kenndaten des Versuchsmotors.

Automatisierung des Vermessungsvorgangs

Wihrend die Maximierung des Informationsgehalts eines Systemeingangs den benétig-
ten Messaufwand fiir die ECU-Funktionsapplikation wesentlich reduziert, ist ein Vermes-
sungsvorgang mit einem hohen Mafl an Automatisierung in der Lage, unnétige mensch-
liche Eingriffe massiv zu vermeiden, was auch dazu beitrdgt, die Effizienz des Applikati-
onsprozesses zu verbessern. Die Erstellung, Steuerung und Anpassung des Versuchsplans
am Priifstand wird ausgefiihrt durch Matlab, die Applikationssoftware INCA und PUMA,
die fiir Steuerung und Uberwachung des Priifstands zustindig sind. Da der Hauptteil des
Algorithmus, um die Aktivitdten am Motorpriifstand zu steuern, in Matlab implementiert
ist, muss ein stabiler Kommunikationskanal zwischen Matlab und INCA aufgebaut wer-
den. Zu diesem Zweck wurde die von ETAS zur Verfiigung gestellte Anwendungspro-
grammierschnittstelle API verwendet, um das Lesen und Schreiben von Daten in INCA

losgelost von Matlab zu ermdglichen.

Wie in Abbildung 5.4 gezeigt wird, kann Matlab mit Hilfe der API die Steuersignale fiir
optimale Systemeingénge Uoy, einschliefslich der Steuerungssignale fiir die Luftsteller und
den Motorarbeitspunkt an INCA senden und die Messdaten Dg., von INCA auslesen. Die
Messdaten werden entweder durch ECU-Sensoren Dsep, gcy oder durch Sensoren am Priif-
stand Dge, puma erfasst und im Anschluss tiber CAN-Bus in INCA {iibertragen. Auf diese
Weise lassen sich die Luftsteller und Motorarbeitspunkte {iber INCA durch die in Matlab
ausgefiihrten Skripte offline einstellen.

Experiment und Auswertungskonzept

Im Experiment ist der Eingangsraum ein diskreter achtdimensionaler Raum, wobei die

Granularitit jeder Dimension in Tabelle 5.2 aufgelistet ist.

Nach dem Durchlaufen des in Abschnitt 5.1 beschriebenen Prozesses wurden die gewiinsch-
ten KF/KL erzeugt. AnschlieSend wurden die erhaltenen KF/KL mit ihren in der ECU des

Priifmotors gespeicherten Gegenstiicken, die nach dem standardmaéfiigen Verfahren der
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Laptop Motorpriifstand

D Sen, PUMA PUMA

D \ 4

S
< Sen UOpt Npng> 4
Matlab INCA
- Luftsteller
UOpt 7y \ 4
ECU

D Sen, ECU

Abbildung 5.4: Verbindungsplan am Motorpriifstand; die Signale Luftstel-
ler in der Abbildung reprdsentieren die Steuersignale fiir die Systemeingidnge
agEs, POSTVA, POSEGRHP, POSEGRLP, POSExhFlp, POSTibn; Wéhrend die Tastverhdltnisse der
Luftsteller durch das Uberschreiben der entsprechenden Applikationsparameter in der

ECU geédndert werden kdnnen, muss die Anpassung des Motorarbeitspunkts ng,g und g
tiber PUMA erfolgen.

Rastermessung generiert werden, hinsichtlich der Applikationsqualitdt verglichen. Bei der
Rastermessung werden iiblicherweise ca. 800 Messpunkte verwendet. Das Hauptkriterium,
das zur Beurteilung der Applikationsqualitdt der KF/KL verwendet wird, ist die Genau-
igkeit der Modellausgaben, welche die entsprechenden KF/KL liefern. Zum Beispiel wird
die Qualitdt der Kennlinie argynpip(POSExnFlp) in Formel (4.103) durch die Ermittlung der
Qualitdt der Modellausgabe des Drucks p4 stromaufwirts der Abgasklappe beurteilt. In
Tabelle 5.3 werden die Modellausgaben der jeweiligen KF/KL aufgelistet.

Zu diesem Zweck wurden drei unabhédngige Testfdlle mit und ohne AGR als Referenzda-
tensatz erzeugt, wobei die Systemeingénge ausreichend verdndert wurden, um die Uber-
zeugungskraft der Referenzdatensétze sicherzustellen. In Tabelle 5.4 werden die Referenz-
datensétze gezeigt.

Basierend auf den nach dem Standardverfahren der Rastermessung und dem vorgeschla-
genen Ansatz applizierten KF/KL wurden die Modellausgaben berechnet und mit den
entsprechenden Sensorwerten in den Referenzdatensitzen verglichen. Hierbei wird MA-
PE aus Formel (4.59) als Fehlermetrik eingesetzt. Es ist zu vermerken, dass aufgrund der
Einschrankungen der Messtechnik am Motorpriifstand der AGR-Massenstrom nicht di-
rekt durch einen physikalischen Sensor gemessen werden kann. Hier wird die Qualitat
des AGR-Massenstroms indirekt durch die Qualitidt des Frischluft-Massenstroms beurteilt,
der in RS, durch mfa;; = mfcy] — mfggrup und in RS3 durch mfa;, = mfcy — mfggrep
berechnet wird.
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Systemeingang Granularitat

pPOSTVA 50
POSTrbn 50
POSEGRHP 50
POSEGRLP 50
POSExhFIp 50
NEng 30
q 25
ages 30

Tabelle 5.2: Granularitdt der Systemeingénge.

KF/KL Modellausgabe

artya (postva ) Druck py; stromaufwérts der Drosselklappe
artibn (POSTIbN ) Druck p3; stromaufwaérts der Turbine

argGruP (POSEGRHP) Massenstrom mfggryp durch das HD-AGR-Ventil
argGrLP (POSEGRLP) Massenstrom mfggrrp durch das ND-AGR-Ventil
arEthlp(posEthlp) Druck p4p stromaufwérts der Abgasklappe

facp2cor (nEngTCOrrn/ agrs) Massenstrom mfcy der Zylinderfiillung

TEng,Diff(nEng/ q) Abgastemperatur T3;

Tabelle 5.3: Modellausgabe der gewiinschten KF/KL.

5.2.2 Ergebnisse und Analyse

In der Phase der anfanglichen Versuchsplanung wurden 42 Messpunkte fiir die Erstellung
der anfanglichen Gaufiprozessmodelle GPM| verarbeitet. Darauf basierend generierte der
entwickelte Algorithmus automatisch weitere 83 Messpunkte wiahrend der Phase der ad-
aptiven Versuchsplanung zur Losung der Applikationsaufgabe. Dabei wurde keine Verlet-
zung der Motorgrenzen beobachtet. Anschlieffend wurden die Qualitdten der erhaltenen
KF/KL mit Hilfe der oben erwdhnten Referenzdatensitze bewertet; die Ergebnisse sind
Tabelle 5.5 zu entnehmen.

Die in Tabelle 5.5 dargestellten Werte zeigen, dass bei Verwendung einer mit mehr als 80%

signifikant reduzierten Anzahl von Messpunkten die durch unseren Algorithmus erzeug-
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Referenzdatensatz HD-AGR ND-AGR

RS, Nein Nein
RS, Ja Nein
RS; Nein Ja

Tabelle 5.4: Referenzdatensitze fiir die Validierung der Ergebnisse.

Methode Rastermessung Entwickelter Algorithmus Referenzsatz
Nwmp Ca. 800 Ca. 125 -

MAPE von mfcy 1,58% 1,42% RS;

MAPE von T3; 3,65% 4,99% RS,

MAPE von p3; 3,24% 3,31% RS,

MAPE von mfggrygp  10,89% 4,95% RS,

MAPE vonmfggrip 543% 3,87% RS;

MAPE von py 0,44% 0,45% RS;

MAPE von py; 2,35% 2,84% RS;

Tabelle 5.5: Applikationsqualitédt der relevanten KF/KL.

ten KF/KL eine vergleichbare Applikationsqualitdt wie die durch eine Rastermessung er-
zeugten KF/KL erreichten. Die Verteilung der endgiiltigen Applikationsmesspunkte D ap,,
und die endgiiltigen Gaufiprozessmodelle fiir jedes empirische Modell sind in den Abbil-
dungen 5.5, 5.6 und 5.8 dargestellt. Wiahrend insgesamt der Eingangsraum jedes empiri-
schen Modells gut abgedeckt war, was ein solides Fundament fiir eine hochwertige ECU-
Funktionsapplikation bildet, verdient die Verteilung der Applikationsmesspunkte in den
Abbildungen 5.5b und 5.6 mehr Aufmerksamkeit und Erklarung.

In Abbildung 5.5b ist zu erkennen, dass zwei Bereiche im Motorbetriebsbereich mehr ab-
getastet wurden als andere. Eine Erklarung ist, dass der Algorithmus mehr in dem in Ab-
bildung 5.5a mit einem gestrichelten Kreisen markierten Bereich I abgetastet hat, um die
Nichtlinearitdt dort zu erfassen, was genau der in Abschnitt 4.3.2 vorgeschlagenen adapti-
ven Abtaststrategie entspricht. Die erhdhte Konzentration der Abtastpunkte im Bereich II,
einem Bereich niedriger Motorlast, zeigt, dass der Algorithmus die Summe der Informa-
tionsgehalte aus allen relevanten empirischen Modellen mit Beriicksichtigung der Motor-
grenze maximieren wollte. Die Logik ist: Weil (1) zu viel AGR im Bereich hoher Motorlast
tiir die Verbrennungsqualitdt schddlich sein kann und (2) die AGR-Ventile gedffnet sein
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Abbildung 5.5: Endgiiltige Applikationsmesspunkte und Gaufprozessmodell fiir das empirische
Modell TDiff,Eng (”Eng P q) .

sollten, um den erhaltenen Gesamtinformationsgehalt zu erhchen, hat der Algorithmus

mehr im Bereich der niedrigen Motorlast mit gedffnetem AGR-Ventil abgetastet.

Es ist bekannt, dass der Druckabfall Aptya = p21 — p22 liber eine weit gedffnete Drossel-
klappe so klein ist, dass die effektive Fldache arrya nicht richtig abgeschétzt werden kann.
Um dies zu dennoch bewdltigen, wurde basierend auf dem geometrischen Modell der
Drosselklappe ein Satz von kiinstlichen Applikationsmesspunkten erzeugt und zu den
Trainingsdaten als a-priori-Wissen hinzugeftigt. In Abbildung 5.6 sind die kiinstlichen Ap-

plikationsmesspunkte und das endgiiltige GaufSprozessmodell dafiir dargestellt.

Wie schon erwdhnt wurde, spielt in unserem Algorithmus die Unsicherheit eines Appli-
kationsparameters bei der Versuchsplanung eine wichtige Rolle. In Abbildung 5.7 wird
versucht, diesen Effekt nachzuweisen, wozu das Druckverhaltnis tiber das ND-AGR-Ventil
abhingig vom Tastverhiltnis des ND-AGR-Ventils dargestellt ist. Im Bild werden zum Ver-
gleich die Druckverhéltnisse der durch Rastermessung generierten Messpunkte aus RS3
und die Druckverhéltnisse der Messpunkte, die unser Algorithmus aktiv erzeugt hat, dar-
gestellt. Hierbei bedeutet ein grofieres Druckverhéltnis eine geringere Unsicherheit. In Ab-
bildung 5.7 ist zu beobachten, dass wenn das ND-AGR-Ventil weit geoffnet ist (innerhalb
des gestrichelten Rechtecks), unser Algorithmus sehr grofen Wert auf die Unsicherheit des
Applikationsparameters gelegt und aktiv hohe Druckverhiltnisse erzeugt hat, die bei den
Messpunkten aus RS3 nicht erreicht werden. Aus der Analyse in den Abschnitten 1.2.2 und

4.4.1 ergibt sich, dass es genau die Situation mit geringem Druckgefélle ist, in der die Un-



5 Algorithmus, Experimente und Ergebnisse 145

0.990000000¢04,

0.8

__ 0.7 Kunstliche
“c 06| Trainingsdaten

< 0.5

Z 04l

M
0.3¢F

0.2

| \—Finales GPM fiir arTVA

' \ ¢ Applikationsmesspunkte _

g 20 40 60 80 100
posTVA [%]

Abbildung 5.6: Applikationsmesspunkte Dapp arry, und das endgiiltige Gaufsprozessmo-
dell fiir das empirische Modell arrya (postva ); die Punkte, die durch das gestrichelte Recht-

eck hervorgehoben sind, reprdsentieren den kiinstlich erzeugten Trainingsdatensatz.

sicherheit des Applikationsparameters beachtet werden muss. D.h. unser Algorithmus hat
zum richtigen Zeitpunkt das Richtige getan.

1.18 ese o

| ® Messpunkte aus der aktiven Erstellung
116~ X Messpunkte aus RS, j

Druckverhaltnis Uber ND-AGR-Ventil

0 20 40 60 80 100 120
posEGRLP
Abbildung 5.7: Vergleich der Druckverhiltnisse am ND-AGR-Ventil; die schwarzen Punk-
te stehen fiir die Messpunkte, die mittels unseres Algorithmus aktiv erzeugt wurden; die
Kreuze markieren die Messpunkte aus RSs; der durch die gestrichelte Linie umrahmte Be-
reich ist derjenige Bereich, in dem das Druckverhiltnis kritisch fiir die Schdtzung der ef-

fektiven Flache ist.



146

5 Algorithmus, Experimente und Ergebnisse

1.05
PN
(o]
&)
o~
3 0.95
(&}
")
0.9
\
210 _— 4000
_— 3000
205 //// 2000
o 200
agES [°CA] 0 nEngTCorrn[rpm
(@) Endgiiltiges Gaufiprozessmo-

dell fiir das  empirische  Modell
fanZZcor (nEngTCorrn/ agEs ) .

185 107

e Applikationsmesspunkte ‘
—~Finales GPM flr arExhFlp’

arExhFlp [mZ]

0 20 10 60 80 100
posExhFlp [%]

(c) Applikationsmesspunkte Dapp, und

ATExhFlp
das endgiiltige GaufSprozessmodell fiir das

empirische Modell arg,uip (POSExhFIp )-

%10
o Applikationsmesspunkte ®
—Finales GPM flir arEGRHP . A

1.5

arEGRHP [m?]

I
wn

0 20 a0 60 80 100
posSEGRHP [%]

(e) Applikationsmesspunkte Dapp,

und das endgiiltige Gauflprozessmodell fiir

das empirische Modell argGrrp (POSEGRHP)-

ATEGRHP

arEGRLP [m?]

(f) Applikationsmesspunkte Dapp,

216
214 - = = S ’ e %o
] o0 o " as
212 - ° .- e
. . .
. . . e o o
., 210 ~ ~ e o oo .
P ] . ® *%ee *
O 208+ .« 2
= . ®e .
L . . Ses 3 -
[@)] ° L] -. ®
© 204 ¢ ee (X . =-
N . . soe o o o
202 - L] ° (] ° e e o
H o oo
200 ®8 @ [ . o 0%
[T} * o o oo ® e .

198 . . : : ‘
500 1000 1500 2000 2500 3000 3500 4000
nEngTCorrn [rpm]

(b) Verteilung der Applikationsmesspunk-
te Dapp facyme: 48 empirischen Modells

facp2ocor (MEngTCorm, ages) auf dem Eingangs-
raum.

25 % 10*

-
E
c 15+
£
£
©
1k
—Finales GPM flr arTrbn
* Applikationsmesspunkte
0.5 : ‘ E ‘ :
0 20 40 60 80 100

posTrbn [%]

(d) Applikationsmesspunkte Dapp ary,, und
das endgiiltige GaufSprozessmodell fiir das

empirische Modell argy,, (POSTrbR )-

-4
45 =10

e Applikationsmesspunkte
4l—Finales GPM fiir arEGRLP A

[ ]
3.5 . ]

w

0 20 40 60 80 100
posEGRLP [%]

ATEGRLP und

das endgtiltige GaufSprozessmodell fiir das

empirische Modell argGrpp (POSEGRLP )-

Abbildung 5.8: Weitere endgiiltige GauBprozessmodelle und Verteilungen der Applikationsmess-

punkte.



6 Zusammenfassung und Ausblick 147

6 Zusammenfassung und Ausblick

In der vorliegenden Arbeit wird ein Arbeitsprozess entwickelt, der die ECU-Funktionen
tiir stationdre Zusammenhinge z.B. im Diesel-Luftsystem automatisch und mit méglichst
geringem Messaufwand hinsichtlich der Anzahl der Messpunkte applizieren kann. Der
Arbeitsprozess wird am Motorpriifstand eingesetzt, um Messpunkte zu erzeugen bzw. zu
stimulieren, die den hochsten Informationsgehalt besitzen. Der Algorithmus besteht aus
zwei Bestandteilen: einem geeigneten Regressionsmodell und einem dafiir entwickelten

Versuchsplan.
Regressionsmodell

Aus den Anforderungen, dass der Applikationsprozess automatisch erfolgen und mog-
lichst wenig Messpunkte verbrauchen soll, werden konkrete Anforderungen an die Mo-
dellierungsansédtze abgeleitet. Mithilfe der konkreten Kriterien bzw. Anforderungen wer-
den Kandidatenmodelle beziiglich ihrer Eignung bewertet und miteinander verglichen. Als
Ergebnis wird das Gaufiprozessmodell als das fiir unsere Anwendung geeignetste Regres-
sionsmodell identifiziert, da es automatisch die Modellkomplexitdt bestimmen, bequem
heteroskedastische Messdaten behandeln und eine verniinftige probabilistische Pradikti-

on iiber den Modellausgang liefern kann.

Dennoch leidet das standardmaéflige Gaufsprozessmodell unter dem Nachteil, dass es Pro-
bleme damit hat, Nichtstationaritdten zu erfassen und zu modellieren, die eventuell in
zu applizierenden Zusammenhéngen auftreten konnen. Dafiir wird ein neuartiges Gauf3-
prozessmodell TGPRNS mit nichtstationdrer Kovarianzfunktion entwickelt. Fiir die Be-
handlung der Nichtstationaritdt wird bei TGPRNS der Eingangsraum so verformt, dass die
Nichtstationaritdt neutralisiert wird. Mit Hilfe des Partitionsverfahrens aus LOLIMOT ist
TGPRNS in der Lage, ungleichméfiige Glattheit aus den Messpunkten automatisch zu er-
kennen und spéter im Modelltraining zu berticksichtigen. Wahrend die Verformung des
Eingangsraums dem Gaufsprozessmodell erlaubt, die Nichtstationaritit in einem Zusam-
menhang modellieren zu kénnen, bringt diese Methode auch weitere Freiheitsgrade bzw.
Hyperparameter beim Modelltraining mit sich. Fiir das Lernen eines Hyperparametersat-
zes kommt die Methode der Multilevel Coordinate Search fiir globale Optimierungsprobleme

zum Einsatz.
Versuchsplanung

Die Messdaten fiir das Modelltraining werden im Rahmen einer sequentiellen Versuchs-
planung erzeugt, die aus anfanglicher Versuchsplanung und adaptiver Versuchsplanung
besteht. Bei der anfanglichen Versuchsplanung wird das Gittersampling verwendet, weil
es einfach zu implementieren ist und die Uberdeckung der Ecken und der Kanten des Ver-
suchsraums sicherstellen kann. Fiir die adaptive Versuchsplanung wird eine Hybride Ab-

taststrategie vorgeschlagen, welche die Exploration des Versuchsraums (MI-Ansatz), die Ex-
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ploitation der Regionen von Interesse (Regionen mit hoher Kriimmung) und die Unsicher-
heit der Abtastpunkte berticksichtigt. Dariiber hinaus wird ein heuristisches automatisches

Stopp-Kriterium fiir den automatischen Abbruch eines Vermessungsvorgangs entwickelt.

Die Unsicherheit der Abtastpunkte bzw. der Applikationsparameter, die in der verwandten
Literaturen nicht berticksichtigt wird, spielt eine sehr wichtige praktische Rolle bei der ad-
aptiven Versuchsplanung fiir die Applikation eines Netzwerks von ECU-Funktionen. Die
Unsicherheiten der geschédtzten Applikationsparameter werden weitgehend von den Ar-
beitspunkten der relevanten Gleichungen oder Prozesse bestimmt, wenn die relevanten
Prozesse Nichtlinearitidten aufweisen. In dieser Arbeit werden die Arbeitspunkte durch
die Losung von Gleichungssystemen abhdngig von den Systemeingdngen pradiziert, die
das stationdre Verhalten des betrachteten Systems beschreiben und sich aus physikalischen
Gesetzen und datenbasierten Modellen zusammensetzen. Basierend auf den vorhergesag-
ten Arbeitspunkten werden die Unsicherheit der Applikationsparameter mittels geeigneter
EKF geschitzt und in die Hybride Abtaststrategie integriert.

Anwendungsbeispiele

Der Algorithmus wurde zunéchst erfolgreich an einem kleinen Beispiel implementiert, der
Auswahl der informativsten Teilmenge aus einem bestehenden Datensatz, was eher als
Proof of Concept dient. AnschliefSend wird der Arbeitsprozess eingesetzt, um aktiv und un-
abhidngig Messpunkte fiir die Applikation der hauptsdchlichen KF/KL im Diesel-Luftsys-
tem zu erzeugen. Als Ergebnis ergibt sich trotz der stark reduzierten Anzahl von Applika-
tionsmesspunkten eine vergleichbare Applikationsqualitdt der gesuchten KF/KL wie bei
klassischer Rastervermessung. AufSerdem spiegeln sich die konzipierten Ideen fiir die Ab-
taststrategie auch in der Verteilung der Messpunkte wider; z. B. werden Regionen mit hoher
Nichtlinearitdt intensiver abgetastet und Unsicherheiten von Applikationsmesspunkten in

kritischen Bereichen beachtet.
Ausblick

Als Verbesserungsmoglichkeit des entwickelten Algorithmus ergeben sich:

o Giite der Hyperparameter als Kriterium fiir die Versuchsplanung
Der MI-Ansatz fiir die Exploration des Versuchsraums wird eingesetzt, um die Pradik-
tionsfehler der Modellausgdnge zu reduzieren. Dieser Ansatz liefert allerdings nur
die beste Leistung, wenn die dabei verwendeten Hyperparameter den wahren Hy-
perparametern entsprechen. Ein besserer Versuchsplan wird erzeugt, wenn bei der
Versuchsplanung die Giite der Hyperparameter durch den Einsatz z. B. ihrer FIM
berticksichtigt wird.

o Adaptiver Trade-off zwischen Exploration und Exploitation
In dieser Arbeit wird bei der adaptiven Versuchsplanung sowohl die Exploration als
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auch die Exploitation beriicksichtigt. Die beiden Aspekte haben dabei gleiches Ge-
wicht. Eine automatische Anpassung der Gewichtung der beiden Aspekte kann je-
doch aus den Eigenschaften eines zu applizierenden Zusammenhangs eine bessere
Leistung liefern. Als mogliche Losung fiir die automatische Anpassung kann z. B.
die geometrische Analyse eines aktuellen Gaufiprozessmodells dienen, welche die

Komplexitdt des lokalen Modellverhaltens ermittelt.

o Weitere praktische Kriterien fiir die Versuchsplanung
Weitere Kriterien von praktischem Interesse konnen zur Abtaststrategie hinzugefiigt
werden, beispielsweise die Verschiebung der Messpunkte zwischen Iterationen. Da
in dieser Arbeit das stationdre Motorverhalten untersucht wird, miissen sich die Si-
gnale stabilisieren, bevor die Messdaten erfasst werden. Deswegen kann eine kleine
Verschiebung der Messpunkte zwischen Iterationen hinsichtlich ihrer thermischen
Bedingungen die Messzeit reduzieren.

o Algorithmus als Werkzeug
Die Integration des Algorithmus als Tool in den bestehenden Applikationsprozess
kann einen breiteren Anwendungsbereich erschliefien. Mogliche Richtungen sind:
Design einer kompakten und praktischen Benutzerschnittstelle, Modularisierung des

Luftsystemmodells etc.



150

Literaturverzeichnis

Literaturverzeichnis

[A+10]

[ADTO07]

[AF07]

[AGO7]

[Aka98]

[ALO7]

[Alt92]

[And+03]

[And02]

[ANS10]

[Avel3]

[BA9S]

[Bac13]

[Ban+08]

[Bay+13]

[BDO7]

S. Arlot, A. Celisse u.a. , A survey of cross-validation procedures for model
selection”. In: Statistics Surveys 4 (2010), S. 40-79.

A. Atkinson, A. Donev und R. Tobias. Optimum experimental designs, with SAS.
Bd. 34. Oxford University Press, 2007.

J. Abonyi und B. Feil. Cluster analysis for data mining and system identification.
Springer Science & Business Media, 2007.

S. Asmussen und P. W. Glynn. Stochastic simulation: algorithms and analysis. Bd. 5-
7. Springer Science & Business Media, 2007.

H. Akaike. , Information theory and an extension of the maximum likelihood
principle”. In: Selected Papers of Hirotugu Akaike. Springer, (1998), S. 199-213.

P. M. Atkinson und C. D. LLoyd. , Non-stationary variogram models for geo-
statistical sampling optimisation: An empirical investigation using elevation
data”. In: Computers & Geosciences 33.10 (2007), S. 1285-1300.

N. S. Altman. ,,An introduction to kernel and nearest-neighbor nonparametric
regression”. In: The American Statistician 46.3 (1992), S. 175-185.

C. Andrieu u. a. ,An introduction to MCMC for machine learning”. In: Machine
learning 50.1-2 (2003), S. 543.

D. R. Anderson. Model selection and multi-model inference: a practical information-
theoretic approach. Springer, 2002.

B. Ankenman, B. L. Nelson und ]J. Staum. ,Stochastic kriging for simulation
metamodeling”. In: Operations Research 58.2 (2010), S. 371-382.

M. Avery. , Literature review for local polynomial regression”. 2013. urL: https:

/ / casual-inference.com/post/local-polynomial-smoothing.pdf.

J. M. Bland und D. G. Altman. , Bayesians and frequentists”. In: Bmj 317.7166
(1998), S. 1151-1160.

F. Bachoc. ,Cross Validation and Maximum Likelihood estimations of hyper-
parameters of Gaussian processes with model misspecification”. In: Computa-
tional Statistics & Data Analysis 66 (2013), S. 55-69.

S. Banerjee u.a. ,Gaussian predictive process models for large spatial data
sets”. In: Journal of the Royal Statistical Society: Series B (Statistical Methodology)
70.4 (2008), S. 825-848.

J. Bayer u. a. , Training neural networks with implicit variance”. In: International
Conference on Neural Information Processing. Springer. (2013), S. 132-139.

G. E.Boxund N. R. Draper. Response surfaces, mixtures, and ridge analyses. Bd. 649.
John Wiley & Sons, 2007.


https://casual-inference.com/post/local-polynomial-smoothing.pdf
https://casual-inference.com/post/local-polynomial-smoothing.pdf

Literaturverzeichnis 151

[BD13]

[Ber12]

[Ber13]

[BG16]

[Bis06]

[Bit+04]

[BJH11]

[BK66]
[Bol+13]

[Boo07]

[BR12]

[Bro+11]

[BSO1]
[BST04]

[BT12]

P.J. Brockwell und R. A. Davis. Time series: theory and methods. Springer Science
& Business Media, 2013.

B. Berger. ,Modeling and Optimization for Stationary Base Engine Calibrati-

on”. Diss. Technische Universitit Miinchen, 2012.

J. O. Berger. Statistical decision theory and Bayesian analysis. Springer Science &
Business Media, 2013.

J. Beckund S. Guillas. ,,Sequential design with Mutual Information for Compu-
ter Experiments (MICE): emulation of a tsunami model”. In: SIAM/ASA Journal
on Uncertainty Quantification 4.1 (2016), S. 739-766.

C. M. Bishop. Pattern Recognition and Machine Learning (Information Science and
Statistics). Secaucus, NJ, USA: Springer-Verlag New York, Inc., 2006.

A. Bittermann u. a. ,Emissionsauslegung des dieselmotorischen Fahrzeugan-
triebs mittels DoE und Simulationsrechnung”. In: MTZ-Motortechnische Zeit-
schrift 65.6 (2004), S. 466-474.

S. Burhenne, D. Jacob und G. P. Henze. ,,Sampling based on Sobol sequences
for Monte Carlo techniques applied to building simulations”. In: Proc. Int. Conf.
Build. Simulat. (2011), S. 1816-1823.

H. D. Baehr und S. Kabelac. Thermodynamik. Bd. 11. Springer, 1966.

A. Bolduan u. a. ,,From Local Towards Global: Models for Diesel Engine Cali-
bration”. In: 7th Conference on DoE in Engine Development. Berlin: Expert Verlag.
(2013).

J. E. Boon. ,Generating exact D-optimal designs for polynomial models”. In:
Proceedings of the 2007 spring simulation multiconference-Volume 3. Society for
Computer Simulation International. (2007), S. 121-126.

B. Berger und F. Rauscher. ,Robust Gaussian process modelling for engine ca-
libration”. In: IFAC Proceedings Volumes 45.2 (2012), S. 159-164.

S. Brooks u. a. Handbook of markov chain monte carlo. Chapman und Hall/CRC,
2011.

J. M. Bernardo und A. F. Smith. Bayesian theory. John Wiley & Sons, 2001.

S. Bates, J. Sienz und V. Toropov. , Formulation of the optimal Latin hyper-
cube design of experiments using a permutation genetic algorithm”. In: 45th
AIAA/ASME/ASCE/AHS/ASC Structures, Structural Dynamics & Materials Con-
ference. (2004), S. 2011.

C. Bryant und G. Terejanu. , An information-theoretic approach to optimally
calibrate approximate models”. In: 50th AIAA Aerospace Science Meeting. (2012),
S. 09-12.



152

Literaturverzeichnis

[Buh00]
[BW92]

[C+08]

[Cal+14]

[Cas+08]

[Cas+12]

[CCGI1]

[CDS12]

[CGJ96]

[Chr11]

[Cli73]

[Cop83]

[Cral6]

[CT12]

[CV95a]

[CV95b]

M. D. Buhmann. , Radial basis functions”. In: Acta Numerica 9 (2000), S. 1-38.

G. E. Box und K. Wilson. ,,On the experimental attainment of optimum condi-
tions”. In: Breakthroughs in Statistics. Springer, (1992), S. 270-310.

G. Claeskens, N. L. Hjort u. a. Model selection and model averaging. Bd. 330. Cam-
bridge University Press, Cambridge, 2008.

R. Calandra u. a. ,Manifold Gaussian processes for regression”. In: arXiv pre-
print arXiv:1402.5876 (2014).

M. Castagné u. a. ,Comparison of engine calibration methods based on design
of experiments (doe)”. In: Oil & Gas Science and Technology-Revue de I'IFP 63.4
(2008), S. 563-582.

M. Castagné u.a. ,New calibration method and tool to minimize emissions
on cold-start driving cycle”. In: SIA International Conference: Diesel Powertrain.
(2012), S. 5-6.

S. Chen, C. F. Cowan und P. M. Grant. ,Orthogonal least squares learning al-
gorithm for radial basis function networks”. In: IEEE Transactions on neural net-
works 2.2 (1991), S. 302-309.

S.-W. Cheng, T. K. Dey und ]J. Shewchuk. Delaunay mesh generation. CRC Press,
2012.

D. A. Cohn, Z. Ghahramani und M. L. Jordan. , Active learning with statistical
models”. In: Journal of artificial intelligence research 4 (1996), S. 129-145.

R. Christensen. Plane answers to complex questions: the theory of linear models.
Springer Science & Business Media, 2011.

A. Clifford. Multivariate Error Analysis: A Handbook of Error Propagation and Cal-
culation in Many-Parameter System. Applied Science Publishers Ltd, London,
1973.

J. B. Copas. ,Regression, prediction and shrinkage”. In: Journal of the Royal Sta-
tistical Society. Series B (Methodological) (1983), S. 311-354.

H. Cramér. Mathematical Methods of Statistics (PMS-9). Bd. 9. Princeton Univer-
sity Press, 2016.

T. M. Cover und J. A. Thomas. Elements of information theory. John Wiley & Sons,
2012.

K. Chaloner und I. Verdinelli. , Bayesian experimental design: A review”. In:
Statistical Science (1995), S. 273-304.

C. Cortes und V. Vapnik. ,Support-vector networks”. In: Machine learning 20.3
(1995), S. 273-297.



Literaturverzeichnis 153

[Czi99]

[Das02]

[DBC11]

[Dea+15]

[Def11]

[Del34]

[DF10]

[DI0Y]

[DM63]

[DMP04]

[DRS10]

[DS96]

[DSGO1]

[DSHO8]

V. Czitrom. , One-factor-at-a-time versus designed experiments”. In: The Ame-
rican Statistician 53.2 (1999), S. 126-131.

A. Das. ,,/An introduction to optimality criteria and some results on optimal
block design”. In: Design Workshop Lecture Notes. (2002), S. 1-21.

P. Dallaire, C. Besse und B. Chaib-Draa. ,An approximate inference with Gaus-
sian process to latent functions from uncertain data”. In: Neurocomputing 74.11
(2011), S. 1945-1955.

A. Dean u. a. Handbook of design and analysis of experiments. Chapman und Hall,
CRC, 2015.

M. Deflorian. , Versuchsplanung und Methoden zur Identifikation zeitkontinu-
ierlicher Zustandsraummodelle am Beispiel des Verbrennungsmotors”. Diss.
Technische Universitat Miinchen, 2011.

B. Delaunay. ,,Sur la sphere vide”. In: Izv. Akad. Nauk SSSR, Otdelenie Matema-
ticheskii i Estestvennyka Nauk 7.793-800 (1934), S. 1-2.

N. Darbeheshti und W. Featherstone. , A review of non-stationary spatial me-
thods for geodetic least-squares collocation”. In: Journal of Spatial Science 55.2
(2010), S. 185-204.

E. Davis und M. lerapetritou. ,,A kriging based method for the solution of
mixed-integer nonlinear programs containing black-box functions”. In: Journal
of Global Optimization 43.2-3 (2009), S. 191-205.

A. Dulmage und N. Mendelsohn. ,, Two algorithms for bipartite graphs”. In:
Journal of the Society for Industrial and Applied Mathematics 11.1 (1963), S. 183—
194.

H. Dette, V. B. Melas und A. Pepelyshev. ,Optimal designs for a class of nonli-
near regression models”. In: Annals of statistics (2004), S. 2142-2167.

J. De Loera, J. Rambau und F. Santos. Triangulations: Structures for Algorithms
and Applications. Bd. 25. Springer Science & Business Media, 2010.

J. E. Dennis Jr und R. B. Schnabel. Numerical methods for unconstrained optimiza-
tion and nonlinear equations. Bd. 16. Society for Industrial und Applied Mathe-
matics, 1996.

D. Damian, P. D. Sampson und P. Guttorp. , Bayesian estimation of semi-para-
metric non-stationary spatial covariance structures”. In: Environmetrics 12.2 (20-
01), S. 161-178.

I. L. Dalal, D. Stefan und J. Harwayne-Gidansky. ,,Low discrepancy sequences
for Monte Carlo simulations on reconfigurable platforms”. In: Application-Spec-
ific Systems, Architectures and Processors. IEEE. (2008), S. 108-113.



154

Literaturverzeichnis

[EC14]

[Efr+04]

[E1 +13]

[Ern98]

[FHTO1]

[FK09]

[FKLO7]

[FL13]

[For12]

[Fre09]

[Fri06]

[FS01]

[FueO1]

[GBD92]

[Gel+14]

[Gib98]

J. Eason und S. Cremaschi. ,,Adaptive sequential sampling for surrogate model
generation with artificial neural networks”. In: Computers & Chemical Enginee-
ring 68 (2014), S. 220-232.

B. Efron u.a. , Least angle regression”. In: The Annals of statistics 32.2 (2004),
S. 407-499.

J. El Hadef u. a. Neural Model for Real-Time Engine Volumetric Efficiency Estimati-
on. Techn. Ber. SAE Technical Paper, 2013.

S. Ernst. ,Hinging hyperplane trees for approximation and identification”. In:
Decision and Control, 1998. Proceedings of the 37th IEEE Conference. Bd. 2. IEEE.
(1998), S. 1266-1271.

J. Friedman, T. Hastie und R. Tibshirani. The elements of statistical learning. Bd. 1.

Springer series in statistics Springer, Berlin, 2001.

A. I Forrester und A. J. Keane. ,Recent advances in surrogate-based optimiza-
tion”. In: Progress in Aerospace Sciences 45.1 (2009), S. 50-79.

L. Fahrmeir, T. Kneib und S. Lang. Regression: modelle, methoden und anwendun-
gen. Springer-Verlag, 2007.

V. V. Fedorov und S. L. Leonov. Optimal design for nonlinear response models. CRC
Press, 2013.

S. Fortmann-Roe. Understanding the bias-variance tradeoff. 2012. urr: http:/ /scott.

fortmann-roe.com/docs/BiasVariance.html.

D. A. Freedman. Statistical models: theory and practice. Cambridge University
Press, 2009.

G. Friedman. Constraint theory: Multidimensional mathematical model management.
Bd. 23. Springer Science & Business Media, 2006.

M. Fuentes und R. Smith. A New Class of Nonstationary Spatial Models. Techn.
Ber. North Carolina State University. Dept. of Statistics, 2001. urc: https: / /
repository.lib . ncsu . edu / bitstream / handle / 1840 .4 / 213 / nonstat . pdf ?
sequence=1&isAllowed=y.

M. Fuentes. , A high frequency kriging approach for non-stationary environ-
mental processes”. In: Environmetrics 12.5 (2001), S. 469-483.

S. Geman, E. Bienenstock und R. Doursat. ,,Neural networks and the bias/vari-

ance dilemma”. In: Neural computation 4.1 (1992), S. 1-58.

A. Gelman u. a. Bayesian data analysis. Bd. 2. Chapman & Hall/CRC Boca Raton,
FL, USA, 2014.

M. N. Gibbs. ,Bayesian Gaussian processes for regression and classification”.
Diss. University of Cambridge, 1998.


http://scott.fortmann-roe.com/docs/BiasVariance.html
http://scott.fortmann-roe.com/docs/BiasVariance.html
https://repository.lib.ncsu.edu/bitstream/handle/1840.4/213/nonstat.pdf?sequence=1&isAllowed=y
https://repository.lib.ncsu.edu/bitstream/handle/1840.4/213/nonstat.pdf?sequence=1&isAllowed=y
https://repository.lib.ncsu.edu/bitstream/handle/1840.4/213/nonstat.pdf?sequence=1&isAllowed=y

Literaturverzeichnis 155

[Gil01]

[GilO6]

[GJ11]

[Gol93]

[Gre03]

[Gsc+01]

[Gur97]
[GWB97]

[Haa04]

[Hal99]

[Har14]

[Hel08]

[HK70]

[HLO09]

[HN99]

[Hor93]

[HP13]

R. C. S. L. L. Giles. ,Overfitting in Neural Nets: Backpropagation, Conjuga-
te Gradient, and Early Stopping”. In: Advances in Neural Information Processing
Systems 13: Proceedings of the 2000 Conference. Bd. 13. MIT Press. (2001), S. 402.

H. Gilgen. Univariate time series in geosciences. Springer, 2006.

P. Goos und B. Jones. Optimal design of experiments: a case study approach. John
Wiley & Sons, 2011.

R. Goldstein. Conditioning diagnostics: Collinearity and weak data in regression.
Taylor & Francis, 1993.

W. H. Greene. Econometric analysis. Pearson Education India, 2003.

K. Gschweitl u. a. ,Steigerung der Effizienz in der modellbasierten Motoren-
applikation durch die neue CAMEO Online DoE-Toolbox”. In: ATZ-Automobil-
technische Zeitschrift 103.7-8 (2001), S. 636—-643.

K. Gurney. An introduction to neural networks. CRC Press, 1997.
P. W. Goldberg, C. K. Williams und C. M. Bishop. , Regression with input-

dependent noise: A Gaussian process treatment”. In: Advances in neural infor-
mation processing systems 10 (1997), S. 493—-499.

D. Haase. ,Ein neues Verfahren zur modellbasierten Prozessoptimierung auf
der Grundlage der statistischen Versuchsplanung am Beispiel eines Ottomo-
tors mit elektromagnetischer Ventilsteuerung (EMVS)”. Diss. Technische Uni-
versitat Dresden, 2004.

A. Hald. ,,On the history of maximum likelihood in relation to inverse proba-
bility and least squares”. In: Statistical Science (1999), S. 214-222.

B. Hartmann. ,Lokale Modellnetze zur Identifikation und Versuchsplanung

nichtlinearer Systeme”. Diss. Universitit Siegen, 2014.

L. Held. Methoden der statistischen Inferenz: Likelihood und Bayes. Spektrum Aka-
demischer Verlag, 2008.

A. E. Hoerl und R. W. Kennard. ,Ridge regression: Biased estimation for non-
orthogonal problems”. In: Technometrics 12.1 (1970), S. 55-67.

K. Haskard und R. Lark. ,Modelling non-stationary variance of soil properties

by tempering an empirical spectrum”. In: Geoderma 153.1 (2009), S. 18-28.

W. Huyer und A. Neumaier. ,Global optimization by multilevel coordinate
search”. In: Journal of Global Optimization 14.4 (1999), S. 331-355.

K. Hornik. ,Some new results on neural network approximation”. In: Neural
Networks 6.8 (1993), S. 1069-1072.

H. Hiereth und P. Prenninger. Aufladung der Verbrennungskraftmaschine. Sprin-
ger-Verlag, 2013.



156

Literaturverzeichnis

[HSBO6]

[HSK99]

[HT89]

[Hyo01]

[Isel0]

[Isel14]
[Jam+13]
[JanO08]

[Jaz07]

[JCSO01]

[JHS08]

[Jon01]

[Kajo8]

[KCR13]

[Kec01]

[Ker+07]

V. Hombal, A. C. Sanderson und R. Blidberg. ,,A non-parametric iterative al-
gorithm for adaptive sampling and robotic vehicle path planning”. In: 2006
IEEE/RS] International Conference on Intelligent Robots and Systems. IEEE. (2006),
S.217-222.

D. Higdon, J. Swall und J. Kern. ,Non-stationary spatial modeling”. In: Bayesian
statistics 6.1 (1999), S. 761-768.

C. M. Hurvich und C.-L. Tsai. ,Regression and time series model selection in
small samples”. In: Biometrika 76.2 (1989), S. 297-307.

H. Hyo6tyniemi. Multivariate regression: Techniques and tools. Helsinki University
of Technology, 2001. urt: http:/ /neocybernetics.com/report125/.

R. Isermann. Elektronisches Management motorischer Fahrzeugantriebe. Springer,
2010.

R. Isermann. Engine modeling and control. Springer, 2014.
G. James u. a. An introduction to statistical learning. Bd. 6. Springer, 2013.

K. Jankov. , Beitrag zur automatisierten Steuerkennfeld-Applikation bei Fahr-

zeug-Dieselmotoren”. Diss. Technische Universitdt Berlin, 2008.

A. H. Jazwinski. Stochastic processes and filtering theory. Courier Corporation,
2007.

R. Jin, W. Chen und T. W. Simpson. ,,Comparative studies of metamodelling
techniques under multiple modelling criteria”. In: Structural and multidiscipli-
nary optimization 23.1 (2001), S. 1-13.

V. R. Joseph, Y. Hung und A. Sudjianto. , Blind kriging: A new method for de-
veloping metamodels”. In: Journal of mechanical design 130.3 (2008), S. 031102.

D. R. Jones. ,A taxonomy of global optimization methods based on response
surfaces”. In: Journal of global optimization 21.4 (2001), S. 345-383.

H. Kaji. ,,Automotive engine calibration with experiment-based evolutionary

multi-objective optimization”. Diss. Kyoto University, 2008.

M. R. Kianifar, L. F. Campean und D. Richardson. ,Sequential DoE framework
for steady state model based calibration”. In: SAE International Journal of Engines
6.2013-01-0972 (2013), S. 843-855.

V. Kecman. Learning and soft computing: support vector machines, neural networks,
and fuzzy logic models. MIT Press, 2001.

K. Kersting u. a. ,Most likely heteroscedastic Gaussian process regression”. In:
Proceedings of the 24th international conference on Machine learning. ACM. (2007),
S. 393-400.


http://neocybernetics.com/report125/

Literaturverzeichnis 157

[Kie59]

[Kie74]

[KL51]

[K1e08]
[K1609]

[Koc13]

[Kol+14]

[Kra08]
[KSGO08]

[KT14]

[Kul97]
[KW59]

[KZL13]

[Lan+08]

[Lia12]

[LLL13]

[LR11]

J. Kiefer. ,Optimum experimental designs”. In: Journal of the Royal Statistical
Society. Series B (Methodological) (1959), S. 272-319.

J. Kiefer. ,,General equivalence theory for optimum designs (approximate theo-
ry)”. In: The annals of Statistics (1974), S. 849-879.

S. Kullback und R. A. Leibler. ,On information and sufficiency”. In: The annals
of mathematical statistics 22.1 (1951), S. 79-86.

J. P.Kleijnen. Design and analysis of simulation experiments. Bd. 20. Springer, 2008.

E. Klopper. Entwicklung und Einsatz modellgestiitzter Online-Methoden zur Para-
meteroptimierung von Verbrennungsmotoren am Priifstand. Shaker, 2009.

K.-R. Koch. Einfiihrung in die Bayes-Statistik. Springer-Verlag, 2013.

B. Kolewe u.a. ,,Gaussian mixture regression and local linear network model
for data-driven estimation of air mass®. In: IET Control Theory & Applications 9.7
(2014), S. 1083-1092.

A. Krause. Optimizing sensing: Theory and applications. ProQuest, 2008.

A.Krause, A. Singh und C. Guestrin. , Near-optimal sensor placements in Gaus-
sian processes: Theory, efficient algorithms and empirical studies”. In: Journal
of Machine Learning Research 9.Feb (2008), S. 235-284.

J. S. Kadosh und R. Theunissen. , Curvature-based spatially adaptive samp-
ling of heteroskedastic data with application to Laser Doppler Velocimetry”.
In: 17th International Symposium on Applications of Laser Techniques to Fluid Me-
chanics. (2014).

S. Kullback. Information theory and statistics. Courier Corporation, 1997.

J. Kiefer und J. Wolfowitz. ,Optimum designs in regression problems”. In: The
Annals of Mathematical Statistics (1959), S. 271-294.

D. Khashabi, M. Ziyadi und F. Liang. , Heteroscedastic relevance vector machi-
ne”. In: arXiv preprint arXiv:1301.2015 (2013).

H. Langouét u. a. ,Optimization for engine calibration”. In: ENGOPT Interna-

tional conference on engineering optimization, Rio de Janeiro, Brazil. (2008), S. 1-5.

W.W.]. Liang. ,,Bayesian nonstationary Gaussian process models via treed pro-

cess convolutions”. Diss. University of California, Santa Cruz, 2012.

J. Liu, S. C. Li und X. Luo. ,Iterative reweighted noninteger norm regularizing
svm for gene expression data classification”. In: Computational and mathematical
methods in medicine (2013).

A. Lovison und E. Rigoni. ,Adaptive sampling with a Lipschitz criterion for ac-
curate metamodeling”. In: Communications in Applied and Industrial Mathematics
1.2 (2011), S. 110-126.



158 Literaturverzeichnis

[LS08] J. Laurenceau und P. Sagaut. ,Building efficient response surfaces of aerodyna-
mic functions with kriging and cokriging”. In: AIAA journal 46.2 (2008), S. 498—
507.

[Lum+04] G. Lumsden u.a. Mapping Complex Engines. Techn. Ber. SAE Technical Paper,
2004.

[M+03] E. Martini, H. VoS3, S. Topfer u. a. , Effiziente Motorapplikation mit lokal linea-
ren neuronalen Netzen”. In: MTZ-Motortechnische Zeitschrift 64.5 (2003), S. 406—
413.

[MA09]  T. Mackman und C. Allen. ,Adaptive sampling for CFD data interpolation
using radial basis functions”. In: 27th AIAA Applied Aerodynamics Conference.
(2009), S. 3515.

[Mac03]  D. J. MacKay. Information theory, inference and learning algorithms. Cambridge
University Press, 2003.

[Mac92] D.]. MacKay. ,Information-based objective functions for active data selection”.
In: Neural computation 4.4 (1992), S. 590-604.

[Mal+10] G. W. Malaczynski u.a. Replacing volumetric efficiency calibration look-up tables
with artificial neural network-based algorithm for variable valve actuation. Techn. Ber.
SAE Technical Paper, 2010.

[MAPO08] A. A. Malikopoulos, D. N. Assanis und P. Y. Papalambros. Optimal engine cali-
bration for individual driving styles. Techn. Ber. SAE Technical Paper, 2008.

[Mar+12] F. Mariani u. a. Artificial intelligence methodologies for oxygen virtual sensing at die-
sel engine intake. Techn. Ber. SAE Technical Paper, 2012.

[M]J97] R. Murray-Smith und T. Johansen. Multiple model approaches to nonlinear model-
ling and control. CRC Press, 1997.

[Mon08]  D. C. Montgomery. Design and analysis of experiments. John Wiley & Sons, 2008.

[Moo+95] ].Moody u.a. ,A simple weight decay can improve generalization”. In: Advan-
ces in neural information processing systems 4 (1995), S. 950-957.

[Mor80]  H. Moritz. ,,Advanced physical geodesy”. In: Advances in Planetary Geology 1
(1980).

[MRO09] A. Melkumyan und F. Ramos. , A Sparse Covariance Function for Exact Gaus-
sian Process Inference in Large Datasets.” In: [JCAI Bd. 9. (2009), S. 1936-1942.

[Murl2] K. P. Murphy. Machine learning: a probabilistic perspective. MIT Press, 2012.

[Nat10] M. Natrella. e-handbook of statistical methods. NIST/SEMATECH, 2010.

[Nel13] O. Nelles. Nonlinear system identification: from classical approaches to neural net-

works and fuzzy models. Springer Science & Business Media, 2013.



Literaturverzeichnis 159

[Nel97]

[Ng04]

[NSP09]

[OB06]

[Pap93]

[Par+12]

[Par94]

[Pay14]

[PB46]

[PKBOS]

[PKRO6]

[P1a08]

[PMO07]

[PM12]

O. Nelles. ,,LOLIMOT-Lokale, lineare Modelle zur Identifikation nichtlinearer,
dynamischer Systeme”. In: at-Automatisierungstechnik 45.4 (1997), S. 163-174.

A.Y.Ng. ,Feature selection, L 1 vs. L 2 regularization, and rotational invarian-
ce”. In: Proceedings of the twenty-first international conference on Machine learning.
ACM. (2004), S. 78.

D. Nguyen-Tuong, M. Seeger und J. Peters. ,Model learning with local gaussian
process regression”. In: Advanced Robotics 23.15 (2009), S. 2015-2034.

B. Ochoa und S. Belongie. ,,Covariance propagation for guided matching”. In:
Proceedings of the Workshop on Statistical Methods in Multi-Image and Video Proces-
sing. (2006).

V. Papathanasiou. ,Some characteristic properties of the Fisher information
matrix via Cacoullos-type inequalities”. In: Journal of Multivariate analysis 44.2
(1993), S. 256-265.

J. M. Parr u. a. ,,Enhancing infill sampling criteria for surrogate-based constrai-
ned optimization”. In: Journal of Computational Methods in Sciences and Enginee-
ring 12.1, 2 (2012), S. 25-45.

J.-S. Park. ,,Optimal Latin-hypercube designs for computer experiments”. In:
Journal of statistical planning and inference 39.1 (1994), S. 95-111.

N. Payne. , Evaluating the Impact of Heteroscedasticity on the Predictive Abili-

ty of Modern Regression Techniques”. Simon Fraser University, 2014.

R. L. Plackett und J. P. Burman. , The design of optimum multifactorial experi-
ments”. In: Biometrika 33.4 (1946), S. 305-325.

C. Plagemann, K. Kersting und W. Burgard. ,Nonstationary Gaussian process
regression using point estimates of local smoothness”. In: Joint European Confe-
rence on Machine Learning and Knowledge Discovery in Databases. Springer. (2008),
S. 204-219.

T. Pfingsten, M. Kuss und C. E. Rasmussen. , Nonstationary gaussian process
regression using a latent extension of the input space”. In: Eighth World Meeting
of the International Society for Bayesian Analysis. (2006).

C. Plagemann. , Gaussian processes for flexible robot learning”. Diss. Albert-
Ludwigs-Universitit Freiburg, 2008.

J. Peyton Jones und K. Muske. ,, Automatic calibration of 1 and 2-d look-up ta-
bles using recursive least-squares identification techniques”. In: Electronic En-
gine Controls 2007-01 (2007), S. 1343.

L. Pronzato und W. G. Miiller. ,Design of computer experiments: space filling
and beyond”. In: Statistics and Computing 22.3 (2012), S. 681-701.



160 Literaturverzeichnis

[PSO4] C. Paciorek und M. Schervish. ,,Nonstationary covariance functions for Gaus-
sian process regression”. In: Advances in neural information processing systems 16
(2004), S. 273-280.

[Puk06]  F.Pukelsheim. Optimal design of experiments. Society for Industrial und Applied
Mathematics, 2006.

[PW88] L. Pronzato und E. Walter. ,Robust experiment design via maximin optimiza-
tion”. In: Mathematical Biosciences 89.2 (1988), S. 161-176.

[Reil2] K. Reif. Grundlagen des Dieselmotors. Hrsg. von K. Reif. Wiesbaden: Vieweg+Teu-
bner Verlag, 2012, S. 28-45.

[RHWS88] D.E. Rumelhart, G. E. Hinton und R. J. Williams. ,,Learning representations by
back-propagating errors”. In: Cognitive modeling 5.3 (1988), S. 1.

[Rid07] G. Ridgeway. All of Nonparametric Statistics. Taylor & Francis, 2007.

[RPS11]  D. Rasch, J. Pilz und P. Simecek. Optimal experimental design with R. CRC Press
Boca Raton, FL, 2011.

[RS12] B. Rosenbaum und V. Schulz. ,,Comparing sampling strategies for aerodyna-
mic Kriging surrogate models”. In: ZAMM-Journal of Applied Mathematics and
Mechanics/Zeitschrift fiir Angewandte Mathematik und Mechanik 92.11-12 (2012),
S. 852-868.

[Riis14] L. Riisschendorf. Mathematische Statistik. Springer, 2014.

[RWO06] C. E. Rasmussen und C. K. Williams. Gaussian processes for machine learning.
Bd. 2. 3. MIT Press Cambridge, MA, 2006.

[Sch+78]  G. Schwarz u.a. ,Estimating the dimension of a model”. In: The annals of stati-
stics 6.2 (1978), S. 461-464.

[Seo+00] S. Seo u.a. ,Gaussian process regression: Active data selection and test point
rejection”. In: Mustererkennung 2000. Springer, (2000), S. 27-34.

[Set10] B. Settles. Active learning literature survey. Techn. Ber. 55-66. University of Wis-
consin-Madison, Department of Computer Sciences, 2010, S. 11.

[SGO5] E. Snelson und Z. Ghahramani. ,,Sparse Gaussian processes using pseudo in-
puts”. In: Advances in neural information processing systems (2005), S. 1257-1264.

[SG12] E. Snelson und Z. Ghahramani. , Variable noise and dimensionality reduction
for sparse Gaussian processes”. In: arXiv preprint arXiv:1206.6873 (2012).

[SH84] D. M. Steinberg und W. G. Hunter. , Experimental design: review and com-
ment”. In: Technometrics 26.2 (1984), S. 71-97.

[Sha01] C. E. Shannon. ,,A mathematical theory of communication”. In: ACM SIGMO-

BILE Mobile Computing and Communications Review 5.1 (2001), S. 3-55.



Literaturverzeichnis 161

[Sim06]

[SKPO01]

[SLKO5]

[SMO08]

[SR13]

[SS02]

[SS04]

[SSI09]

[SV97]

[SVH10]

[SW97]

[The+15]

[Tib96]

[Tik63]

[Tip01]

[TK12]

D. Simon. Optimal state estimation: Kalman, H infinity, and nonlinear approaches.
John Wiley & Sons, 2006.

F. Schwenker, H. A. Kestler und G. Palm. , Three learning phases for radial-
basis-function networks”. In: Neural networks 14.4 (2001), S. 439—-458.

A. Sobester, S. J. Leary und A. J. Keane. ,On the design of optimization stra-
tegies based on global response surface approximation models”. In: Journal of
Global Optimization 33.1 (2005), S. 31-59.

M. Stehlik und W. G. Miiller. , Fisher information in the design of computer
simulation experiments”. In: Journal of Physics: Conference Series. Bd. 135. 1. IOP
Publishing. (2008), S. 012095.

P. Stephan und W. Roetzel. , VDI-Warmeatlas”. In: Arbeitsblatter CA (2013).

B. Scholkopf und A. J. Smola. Learning with kernels: support vector machines, re-
Qularization, optimization, and beyond. MIT Press, 2002.

A. J. Smola und B. Schélkopf. ,A tutorial on support vector regression”. In:
Statistics and computing 14.3 (2004), S. 199-222.

H. Sequenz, A. Schreiber und R. Isermann. ,Identification of nonlinear static
processes with local polynomial regression and subset selection”. In: IFAC Pro-
ceedings Volumes 42.10 (2009), S. 138-143.

A. Smola und V. Vapnik. ,Support vector regression machines”. In: Advances
in neural information processing systems 9 (1997), S. 155-161.

K. Siebertz, D. Van Bebber und T. Hochkirchen. Statistische Versuchsplanung:
design of experiments (DoE). Springer-Verlag, 2010.

P. Sebastiani und H. P. Wynn. , Bayesian experimental design and Shannon in-
formation”. In: Proceedings of the Section on Bayesian Statistical Science. Bd. 44.
The Association. (1997), S. 176-181.

S. Thewes u. a. ,,Advanced Gaussian Process Modeling Techniques”. In: Design
of Experiments (DoE) in Engine Development. Expert Verlag (2015).

R. Tibshirani. ,Regression shrinkage and selection via the lasso”. In: Journal of
the Royal Statistical Society. Series B (Methodological) (1996), S. 267-288.

A. Tikhonov. ,Solution of incorrectly formulated problems and the regulariza-
tion method”. In: Soviet Math. Dokl. 5 (1963), S. 1035-1038.

M. E. Tipping. ,Sparse Bayesian learning and the relevance vector machine”.
In: Journal of machine learning research 1.Jun (2001), S. 211-244.

D.].]J. Toal und A.J. Keane. ,Non-stationary kriging for design optimization”.
In: Engineering Optimization 44.6 (2012), S. 741-765.



162

Literaturverzeichnis

[Tri08]

[Van+61]

[Vial3]

[V1a08]

[Was10]

[WCZ14]

[WGZ06]

[Whi80]

[WL11]

[Won94]

[WS07]

[XC11]

[Xio+07]

[Yat78]

F. Triefenbach. ,,Design of experiments: the D-optimal approach and its imple-
mentation as a computer algorithm”. South Westphalia University of Applied
Sciences, 2008.

H. Van der Vaart u.a. ,,Some extensions of the idea of bias”. In: The Annals of
Mathematical Statistics 32.2 (1961), S. 436—447.

F. A. Viana. , Things you wanted to know about the Latin hypercube design and
were afraid to ask”. In: 10th World Congress on Structural and Multidisciplinary
Optimization. (2013), S. 1-9.

A. Vlachos. ,A stopping criterion for active learning”. In: Computer Speech &
Language 22.3 (2008), S. 295-312.

J. A. Wass. , First Steps in Experimental Design-The Screening Experiment”. In:
Journal of Validation Technology 16.2 (2010), S. 49.

W. Wang, W. Cai und Y. Zhang. ,Stability-Based Stopping Criterion for Active
Learning”. In: 2014 IEEE International Conference on Data Mining. IEEE. (2014),
S. 1019-1024.

L. Wang, M. D. Gordon und J. Zhu. ,Regularized least absolute deviations re-
gression and an efficient algorithm for parameter tuning”. In: Sixth International
Conference on Data Mining (ICDM’06). IEEE. (2006), S. 690-700.

H. White. , A heteroskedasticity-consistent covariance matrix estimator and a
direct test for heteroskedasticity”. In: Econometrica: Journal of the Econometric
Society (1980), S. 817-838.

D. C. Woods und S. M. Lewis. ,,Continuous optimal designs for generalized li-
near models under model uncertainty”. In: Journal of Statistical Theory and Prac-
tice 5.1 (2011), S. 137-145.

W. K. Wong. ,,Comparing robust properties of A, D, E and G-optimal designs”.
In: Computational statistics & data analysis 18.4 (1994), S. 441-448.

G. G. Wang und S. Shan. ,Review of metamodeling techniques in support of
engineering design optimization”. In: Journal of Mechanical design 129.4 (2007),
S. 370-380.

Y. Xu und J. Choi. ,,Adaptive sampling for learning Gaussian processes using
mobile sensor networks”. In: Sensors 11.3 (2011), S. 3051-3066.

Y. Xiong u. a. ,,A non-stationary covariance-based Kriging method for metamo-
delling in engineering design”. In: International Journal for Numerical Methods in
Engineering 71.6 (2007), S. 733-756.

E. Yates. The design and analysis of factorial experiments. Imperial Bureau of Soil
Science Harpenden, UK, 1978.



Literaturverzeichnis 163

[YS09]

[YTO02]

[Zag14]

[ZTT77]

[ZWHO08]

M. Yang und J. Stufken. ,Support points of locally optimal designs for nonli-
near models with two parameters”. In: The Annals of Statistics (2009), S. 518-
541.

H.-F. Yu und S.-T. Tseng. ,,Designing a screening experiment for highly reliable
products”. In: Naval Research Logistics (NRL) 49.5 (2002), S. 514-526.

S. Zaglauer. ,Methode zur multikriteriellen Optimierung des Motorverhaltens
anhand physikalisch motivierter Modelle”. Diss. Friedrich-Alexander-Univer-
sitdt Erlangen-Niirnbeg (FAU), 2014.

O. C. Zienkiewicz, R. L. Taylor und R. L. Taylor. The finite element method. Bd. 3.
McGraw-Hill London, 1977.

J. Zhu, H. Wang und E. Hovy. ,Multi-criteria-based strategy to stop active lear-
ning for data annotation”. In: Proceedings of the 22nd International Conference on
Computational Linguistics-Volume 1. Association for Computational Linguistics.
(2008), S. 1129-1136.



	Nomenklatur
	1 Einleitung
	1.1 Diesel-Luftsystem
	1.1.1 Grundlagen des Diesel-Luftsystems
	1.1.2 Modellbildung und modellbasierte ECU-Funktionen für das Diesel-Luftsystem

	1.2 Applikation des Diesel-Luftsystems
	1.2.1 Motorapplikation
	1.2.2 ECU-Funktionsapplikation
	1.2.3 Diskussion

	1.3 Zielsetzung und Aufbau der Arbeit

	2 Statistische Modellbildung für stationäre Zusammenhänge
	2.1 Grundsätzliche Theorie und Funktionsweise
	2.1.1 Frequentistischer Ansatz
	2.1.2 Bayesscher Ansatz
	2.1.3 Zusammenfassung

	2.2 Modellselektion
	2.2.1 Overfitting und Underfitting
	2.2.2 Optimierung der Modellkomplexität
	2.2.3 Zusammenfassung

	2.3 Regressionsmodelle
	2.3.1 Klassifikation der Regressionsmodelle
	2.3.2 Fixed Basis Function Regression
	2.3.3 Feedforward Neural Network
	2.3.4 Radial Basis Function Network
	2.3.5 Lokale Modellnetze
	2.3.6 Gaussian Process Regression (GPR)
	2.3.7 Support und Relevance Vector Machine für Regression

	2.4 Bewertung der Regressionsmodelle
	2.4.1 Anforderungen an die Regressionsmodelle
	2.4.2 Gegenüberstellung der Regressionsmodelle


	3 Statistische Versuchsplanung für globale Approximation
	3.1 Klassifikation der statistischen Versuchsplanung
	3.2 Stufige Versuchsplanung
	3.3 Raumfüllende Versuchsplanung
	3.4 Optimal Design
	3.4.1 Optimale Versuchsplanung für ein lineares Modell
	3.4.2 Optimal Design für ein nichtlineares Modell

	3.5 Sequentielle Versuchsplanung

	4 Algorithmus für optimierte und automatisierte Applikation
	4.1 Optimale Applikation eines einzelnen Grey-Box-Modells
	4.2 Nichtstationäres Gaußprozessmodell
	4.2.1 Stationäres Gaußprozessmodell
	4.2.2 Konstruktion eines nichtstationären Gaußprozessmodells
	4.2.3 Neuartiges Gaußprozessmodell mit nichtstationärer Kovarianzfunktion 
	4.2.4 Simulative Experimente mit synthetischen Daten

	4.3 Optimale Versuchsplanung für das Gaußprozessmodell
	4.3.1 Verwandte Arbeiten
	4.3.2 Hybride Abtaststrategie
	4.3.3 Automatisches Stoppen der Vermessung

	4.4 Optimale Applikation eines Netzwerks von Submodellen
	4.4.1 Detaillierte Problembeschreibung
	4.4.2 Applikation eines Netzwerks von Submodellen

	4.5 Optimale Auswahl der Messpunkte
	4.5.1 Problemstellung
	4.5.2 Lösungsansatz und Ergebnisse

	4.6 Aktive Erzeugung der Messpunkte
	4.6.1 Problembeschreibung des Anwendungsbeispiels
	4.6.2 Informationsgehalt für die Applikation der Abgasklappe


	5 Algorithmus, Experimente und Ergebnisse
	5.1 Übersicht über den Algorithmus
	5.1.1 Anfängliche Versuchsplanung
	5.1.2 Adaptive Versuchsplanung

	5.2 Experimente und Ergebnisse
	5.2.1 Versuchsaufbau
	5.2.2 Ergebnisse und Analyse


	6 Zusammenfassung und Ausblick
	Literaturverzeichnis

